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面向高光谱图像分类的局部Gabor卷积神经网络
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摘　要　针对高光谱图像特征利用不足的问题,提出了一种新的基于空谱联合特征的高光谱图像分类方法.该方法首先利用

主成分分析(PrincipalComponentAnalysis,PCA)和线性判别分析(LinearDiscriminantAnalysis,LDA)对高光谱图像进行组合

降维;其次引入 Gabor核,设计了一种基于 Gabor核的卷积(LocalGaborConvolutional,LGC)层;最后基于 LGC层设计了一个

新的卷积神经网络(LocalGaborConvolutionalNeuralNetwork,LGCNN)进行分类.在IndianPines和SalinasScene数据集上

对所提方法进行验证,并将其与其他经典分类方法进行比较.实验结果表明,该方法不仅能大幅度减少可学习的参数,降低模

型复杂度,而且具备较好的分类性能,其总体精度达到９９％,平均分类精度达到９８％以上,Kappa系数达到９８％以上.
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Abstract　Inordertosolvetheproblemofinsufficientutilizationofhyperspectralimagefeatures,anewclassificationmethod

basedonspatialＧspectralfeatureswasproposed．Firstly,principalcomponentanalysis(PCA)andlineardiscriminantanalysis
(LDA)areusedtoreducethedimensionofhyperspectralimages．Secondly,theGaborkernelisintroducedtodesignaLocalGaＧ

borConvolution(LGC)layerbasedonthelocalGaborkernel．Finally,anewconvolutionalneuralnetwork(LGCNN)isdesigned

basedontheLGClayerforclassification．TheproposedmethodisvalidatedonIndianPinesandSalinasscenedatasetsandcomＧ

paredwithotherclassicalclassificationmethods．Experimentresultsshowthatthismethodnotonlysavesthelearningparameters

greatly,reducesthecomplexityofthemodel,butalsoshowsgoodclassificationperformance．Itsoverallaccuracycanreach９９％,

theaverageclassificationaccuracycanreachmorethan９８％,andtheKappacoefficientcanreachmorethan９８％．

Keywords　Hyperspectralimageclassification,Gaborfiltering,SpatialＧspectralinformation,Convolutionalneuralnetwork,Deep

learning
　

１　引言

由于高光谱图像可被表示为三维立体形式,且可以详尽

地描述物体的光谱信息和空间信息,因此有效地利用空谱联

合特征进行分类[１Ｇ３]具有十分重要的意义.然而,高光谱图像

在描述了丰富的地物细节信息的同时,也使得数据高度相关,

导致数据大量冗余,增加了计算的复杂度.因此,减少光谱数

据间的冗余量、降低数据维度并提取高光谱图像的空谱联合

特征,成为了高光谱图像分类的首要任务[４Ｇ６].

早期,支持向量机(SupportVectorMachine,SVM)[７Ｇ９]作

为一种很好的分类器,被广泛应用于高光谱图像分类中.之

后,随着深度学习的快速发展,各种基于深度学习的模型被相

继提出.文献[１０]提出了一个５层的深度卷积神经网络用于

提取高光谱图像的光谱特征,其表现出了较好的分类性能.

文献[１１]提出了基于主成分分析和卷积神经网络的模型,该

模型利用卷积神经网络来提取图像的空谱特征,表现出了较

好的分类性能.文献[１２]提出的基于 Gabor滤波和卷积神经

网络的模型,通过引入空间信息来缓解过拟合现象.文献

[１３]提出了一种新的数据降维方法,并设计了两个卷积神经

网络模型,其在保留所有光谱带的同时降低了数据维度,从而

降低了计算的复杂度,并且表现出了较好的分类效果.尽管

基于深度学习的方法在高光谱图像分类方面都取得了一定成

果,但是基于深度模型的方法通常存在过拟合现象.这是因

为基于深度模型的方法需要大量带标签的数据来训练大量的



学习参数,而高光谱图像标签的收集是其分类技术面临的瓶

颈问题.因此,我们需要一种新的卷积方式来发挥卷积神经

网络的巨大优势,并减少可学习的参数,从而缓解对训练样本

数据量的需求,最终提高分类性能.

为了解决上述问题,本文提出了一种新的基于空谱联合

特征的高光谱图像分类方法.首先,应用主成分分析和线性

判别分析对高光谱图像进行组合降维,使类内距离最小化而

类间距离最大化,从而有效地消除数据冗余并保留主要信息,

保证了降维后的数据具有最佳区分度.然后,引入 Gabor核,

设计了一种基于 Gabor核的卷积层.该层包括一组预先定义

的稀疏 Gabor滤波、一个非线性激活函数和一组可学习的线

性权重.由于 Gabor具有方向选择性,LGC层能提取各个方

向的空间纹理特征.最后,受ResNet[１４]的启发,基于LGC层

设计了一个新的卷积神经网络 LGCNN 用于高光谱图像分

类.所提方法的模型框架如图１所示.LGCNN 可以大幅度

减少可学习的参数,拥有更低的模型复杂度,因此可缓解过拟

合现象,并且在受限的样本下表现出较好的分类性能.

图１　LGCNN框架

Fig．１　FrameworkofLGCNN

２　局部Gabor卷积神经网络的构建

２．１　高光谱图像的预处理

PCA是最常用的一种高光谱图像降维方法,但在处理高

维大样本数据时不能表现出较好的类别区分度.LDA 算法

可以增大类间与类内的距离比,但是该算法必须保证类内距

离矩阵的非奇异性[１５],而经过 PCA 降维后的数据刚好满足

该需求.因此,本文首先应用 PCA 算法对原始数据进行处

理,消除数据的冗余度;然后应用LDA算法对经过PCA算法

处理后的数据进行二次投影降维处理,该过程减少了保证类

内距离矩阵非奇异的额外运算.经过２次降维处理的数据既

保留了主要信息,又增大了类间与类内的距离比,提高了样本

区分度,从而提升了分类器的分类精度[１６].本文将高光谱图

像数据降至３维.

２．２　局部Gabor卷积层的构建

１)Gabor滤波

Gabor滤波与人类视觉系统中简单细胞的视觉刺激响应

非常相似,它在提取目标的局部空间和频率域信息方面具有

良好的特性;并且对图像的边缘敏感,具有良好的方向选择性

和尺度选择性;同时,对光照变化不敏感,具有良好的光照适

应性.

二维 Gabor滤波器由一个三角函数与高斯函数叠加得

到,包含实部和虚部.其数学表达式如下:

gλ,θ,ψ,σ,γ(x,y)＝exp －x′２＋γ２y′２

２σ２( )expi ２πx′
λ ＋ψ( )( )

(１)

实数部分为:

gλ,θ,ψ,σ,γ(x,y)＝exp －x′２＋γ２y′２

２σ２( )cos ２πx′
λ ＋ψ( )

(２)

虚数部分为:

gλ,θ,ψ,σ,γ(x,y)＝exp －x′２＋γ２y′２

２σ２( )sin ２πx′
λ ＋ψ( )

(３)

其中,(x,y)为空间坐标,x′＝xcosθ＋ysinθ,y′＝－xsinθ＋

ycosθ,λ为波长,θ为 Gabor核的方向角度,ψ为相位偏移,σ
为高斯函数的标准差,γ为空间的长宽比.

２)LGC卷积层

LGC层包括一组预先定义的稀疏 Gabor滤波、一个非线

性激活函数和一组可学习的线性权重.由于 Gabor具有方向

选择性,LGC层能提取各个方向的空间纹理特征.如图２所

示,LGC层实际上由两个卷积层构成,第一层对输入的图像

进行卷积操作,其卷积核是预先定义的一组固定的稀疏 GaＧ

bor核,并且该层的权重是固定的,在训练的过程中是不可学

习的.卷积后的特征图谱由非线性激活函数进行映射,本文

所用的激活函数为 Relu.第二层对映射后的特征进行线性

加权组合,形成最终的特征图谱,并将其作为下一层的输入.

这一步由１×１的卷积核对映射后的特征进行卷积操作实现,

且该层权重在训练的过程中是可学习的.本文忽略bias,因

此LGC层对多通道输入xl 的响应的广义的数学表达式如

式(４)所示.

xt
l＋１＝∑

m

i＝１
σ(∑

s
bs

i∗xs
l)vt

l,i (４)

其中,s为输入通道;t为输出通道;bi 为预先定义的固定的稀

疏 Gabor卷积滤波器,i∈m;xl 为输入图像;σ为非线性激活

函数;vl,i为可学习的权重.

图２　LGC层

Fig．２　LGCLayer

本文中,LGC层的第一层卷积核是预先定义的一组固定

的稀疏 Gabor核,这里经实验调整,将 Gabor核函数的标准差

设置为１０,空间比设置为０．５,相位偏移设置为０.通过设置

不同的方向角和波长,由式(１)算出相应的 Gabor权值进行实

验,因此 Gabor核的权值随着方向角和波长的改变而变化.

在拥有同样大小的卷积核尺寸、同等数量的输入通道和

输出通道的情况下,与标准的卷积层相比,LGC层拥有更少

的可学习的参数.假设输入数据的通道数为p,输出通道数

为q,卷积核的尺寸为n×m,根据卷积机制,标准的卷积层需
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要p×n×m×q个可学习的参数,而LGC层需要p×n×m×

w 个固定的参数和w×q个可学习的参数.其中,w 为中间

层的输出通道数,w×q对应卷积核尺寸为１×１的卷积操作.

标准卷积层与LGC层可学习的参数比为:

p×n×m×q
w×q ＝p×n×m

w
(５)

假设p＝w,则 LGC层至少可减少n×m 个可学习的参

数.由此可见,LGC层在提取图像特征的同时,大大减少了

可学习的参数,从而降低了模型的复杂度.

２．３　LGCNN的具体结构

LGCNN的具体结构如表１所列.该网络由一个３×３
的卷积层、一个convolutionalblock和一个identityblock组

成.其中,convolutionalblock是由 Gabor核大小依次为３×

３,１×１和３×３的３个LGC层和shortcut连接组成,shortcut
连接中存在一个 Gabor核大小为３×３的 LGC 层;identity

block是由 Gabor核大小依次为３×３,１×１和３×３的３个

LGC层和shortcut连接组成.最后连接 GlobalaverageＧpooＧ

ling层,该层计算每个特征像素点的均值,并将结果向量直接

输入softmax进行分类.GlobalaverageＧpooling层能代替全

连接层,减少可学习的参数[１７],从而降低模型的复杂度.在

网络训练的早期,学习速度通常会迅速下降,出现梯度消失的

问题,为缓解该现象,LGCNN中有残差块的连接.在网络的

主路增加一个shortcut,可使得残差块更好地学习自身函数.

因此,有shortcut连接的网络整体训练速度足够快,并且不存

在梯度消失的问题.

表１　LGCNN的结构

Table１　ArchitectureofLGCNN

LayerNo． Name Configuration Stride

１ Conv＋Relu ３×３×３２ ２

２ MaxＧpooling ３×３ ２

３ LGC＋Relu ３×３×６４ １

４ LGC＋Relu １×１×６４ １

５ LGC ３×３×２５６ １

６ ２．out→ LGC ３×３×２５６ １

７ Add(５．out,６．out)＋Relu N/A N/A

８ LGC＋Relu ３×３×６４ １

９ LGC＋Relu １×１×６４ １

１０ LGC ３×３×２５６ １

１１ Add(７．out,１０．out)＋Relu N/A N/A

１２ AverageＧpooling ３×３ N/A

１３ Softmax classes N/A

３　实验及结果

３．１　实验数据集及实验细节

IndianPines是由 AVIRIS传感器收集的印第安纳州西

北部印第安纳农林高光谱试验地的图像集,该图像集由１４５∗

１４５个像素组成,有２２０个光谱带,覆盖可见光和近红外光

谱,光谱范围为０．２~２．４μm,空间分辨率很高.实验前,移

除其中２０个噪声波段,最终剩余１６类地物.表２列出了该

数据集包含的类别及样本数量,图３给出了其假彩色图像和

地面基准图.

(a)假彩色图像 (b)地面基准图

图３　IndianPines数据集(电子版为彩色)

Fig．３　IndianPinesdatasets

表２　IndianPines数据集的类别及样本数(电子版为彩色)

Table２　CategoriesandnumberofIndianPinesdatasets

Class Num．ofsamples

１ Alfalfa ４６

２ CornＧnotill １４２８

３ CornＧmintill ８３０

４ Corn ２３７

５ GrassＧpasture ４８３

６ GrassＧtrees ７３０

７ GrassＧpastureＧmowed ２８

８ HayＧwindrowed ４７８

９ Oats ２０

１０ SoybeanＧnotill ９７２

１１ SoybeanＧmintill ２４５５

１２ SoybeanＧclean ５９３

１３ Wheat ２０５

１４ Woods １２６５

１５ BuildingsＧGrassＧTreesＧDrives ３８６

１６ StoneＧSteelＧTowers ９３

total １０２４９

Salinasscene是由 AVIRIS传感器收集的加利福利亚萨

利纳斯山谷的图像,该数据集共有５１２∗２１７个像素点,含

２２４个波段.实验前去掉噪声波段,最后剩余２０４个波段,

空间分辨率为３．７m.该数据集共包括１６类地物,表３给

出了其具体类别和数目,图４给出了其假彩色图像和地面

基准图.

(a)假彩色图像 　 　(b)地面基准图

图４　Salinasscene数据集(电子版为彩色)

Fig．４　Salinasscenedatasets
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表３　Salinasscene数据集的类别及样本数(电子版为彩色)

Table３　CategoriesandnumberofSalinasscenedatasets

Class Num．ofsamples

１ Brocoli_green_weeds_１ １９７７

２ Brocoli_green_weeds_２ ３７２６

３ Fallow １９７６

４ Fallow_rough_plow １３９４

５ Fallow_smooth ２６７８

６ Stubble ３９５９

７ Celery ３５７９

８ Grapes_untrained １１２１３

９ Soil_vinyard_develop ６１９７

１０ Corn_senesced_green_weeds ３２７８

１１ Lettuce_romaine_４wk １０５８

１２ Lettuce_romaine_５wk １９０８

１３ Lettuce_romaine_６wk ９０９

１４ Lettuce_romaine_７wk １０６１

１５ Vinyard_untrained ７１６４

１６ Vinyard_vertical_trellis １７３７

total ５３８７５

实验中,经 调 整 将 batchsize设 为 ３２,epoch 设 为 ５０.

LGC层分别采用不同数量的 Gabor核,并设置稀疏度为０．５.

采用 Relu函数作为激活函数,以提高计算效率并加快函数收

敛速度.设置学习率为１×１０－３,并采用文献[１８]的学习速

率衰减表.本文分别从IndianPines和Salinasscene数据集

中随机选取８００个样本作为训练数据,选取２００个样本作为

测试数据,重复实验１０次并取其平均值.本文采用 Overall

Accuracy(OA)、AverageAccuracy(AA)和 Kappa系数来评价

分类性能.其中,OA 用于评价所有样本的分类正确率;AA
是平均分类精度,其大小反映了对应分类方法对小样本所对

应的类别的分类结果的好坏;Kappa系数是一种一致性检验

准则,通过该准则可以得到某种分类方法与完全随机分类相

比所减少的错误的比例,它可以客观有效地给出对应分类方

法的分类性能.

３．２　实验结果及分析

本文实验PC机的配置为Intel(R)Core(TM)i５Ｇ４２００,主

频为２．３０Hz的CPU,内存为８GB,具体程序由Pycharm２０１６
编写,网络框架为 Keras.

３．２．１　Gabor核在不同方向和波长下的实验性能

表４列出了 Gabor核方向固定(方向角度为０),且波长

为５,１０,１５,２０的情况下,本文模型的分类性能.

表４　在固定角度、不同波长的情况下本文模型的分类性能

Table４　Classificationperformanceunderfixeddirectionand

differentwavelengths

波长
IndianPines

OA/％ AA/％ Kappa×１００
Salinasscene

OA/％ AA/％ Kappa×１００
５ ９２．００ ８７．６８ ８５．２１ ９４．００ ９１．８８ ９３．２９
１０ ８９．００ ８７．３４ ８４．５７ ９８．００ ９６．５６ ９７．７５
１５ ９１．００ ８６．００ ８９．４２ ９８．００ ９６．３５ ９７．７６
２０ ９４．００ ９３．８５ ９１．９８ ９７．００ ９７．２６ ９６．７１

　　可以看出,对于IndianPines数据集,当波长从５增加至

２０时,本文模型的OA 增加了２％,AA 增加了６．１７％,Kappa
系数也大幅提升.对于Salinasscene数据集,当波长为１０和

１５时,本文模型的分类性能最佳,其OA 高达９８％;Kappa系

数与其他波长值下的性能相比,至少高出１．０４.

表５列出了 Gabor核波长固定(波长为 ５),且方向为０,

π/４,π/２,３π/４的情况下,本文方法的分类性能.从可以看

出,对于IndianPines数据集,当方向为 π/４时,本文模型的

OA 高达９９％,AA 为９９．６７％,Kappa系数为９８．８４,分类性

能达到最优.对于Salinasscene数据集,当方向为π/２时,本
文模 型 的 OA 高 达 ９９％,AA 为 ９８．８５％,Kappa 系 数 为

９８．３３,相比其他方向,该方向提取的特征更好.

表５　在波长固定、方向不同的情况下本文模型的分类性能

Table５　ClassificationPerformanceunderfixedwavelengthand
differentdirections

方向
IndianPines

OA/％ AA/％ Kappa×１００
Salinasscene

OA/％ AA/％ Kappa×１００
０ ８４ ８５．３５ ８１．３０ ９４ ９１．８８ ９３．２９

π/４ ９９．００ ９９．６７ ９８．８４ ８２ ７６．５１ ７９．３０
π/２ ９３ ９３．５６ ９１．９９ ９９．００ ９８．８５ ９８．３３
３π/４ ８９ ７９．３５ ８７．６２ ９４ ８６．６８ ９３．０２

３．２．２　不同 Gabor滤波器个数下的实验性能分析

图５给出了不同 Gabor滤波器个数下本文方法分别在

IndianPines和Salinasscene数据集上的实验结果,其所对应

的具体分类性能如表６所列.从图５可直观地看出,随着

Gabor滤波器个数的增加,对于IndianPines数据集,本文方

法的分类性能也有所增加.当滤波个数为５１２时,LGCNN
分类性能最佳.对于Salinasscene数据集,当 Gabor滤波器

个数为５１２时,本文方法的分类效果最好.但是对于这两个

数据集,当滤波个数为１０２４时,本文方法的分类性能反而下

降.这是因为随着 Gabor滤波器个数的增加,网络可学习的

参数也有所增加,因此就需要大量的训练样本来训练可学习

的参数,而本实验中用到的训练数据有限,不能很好地训练较

多的可学习的参数.

(a)IndianPines

(b)Salinasscene

图５　不同 Gabor滤波器个数下本文方法的分类性能

Fig．５　Classificationperformanceofproposedmethodunder

differentGaborfilternumbers
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表６　本文方法在在不同滤波器个数下的分类性能

Table６　Classificationperformanceofproposedmethodunder

differentGaborfilternumbers

方向
IndianPines

OA/％ AA/％ Kappa×１００
Salinasscene

OA/％ AA/％ Kappa×１００
１２８ ９３．００ ８１．２９ ９２．０２ ９６．００ ８６．９１ ９５．３０
２５６ ９４．００ ８９．８１ ９３．１５ ９８．００ ９８．０６ ９７．８７
５１２ ９９．００ ９９．６７ ９８．８４ ９９．００ ９８．８５ ９８．３３
１０２４ ７０．００ ６８．５４ ６８．９８ ７６．００ ６９．９４ ７２．６４

３．２．３　不同卷积层下的实验性能分析

表７给出了不同卷积层下模型所需要的可学习的参数个

数.为方便计算参数个数,本文统一采用５１２个 Gabor核,并

且忽略bias.从表中可以看出,根据卷积机制,相较于基于卷

积层,基于 LGC层的本文模型减少了１８４３２个可学习的参

数.由此可见,基于 LGC层的模型可大大减少可学习的参

数,从而降低模型复杂度,节省内存空间.

表７　不同卷积层下的参数对比

Table７　Comparisonofparametersunderdifferentconvolutional

layers

Layer Convolutionlayer LGClayer
１ ８６４ ８６４

２(convolutional_block) ２４３７１２ ３２７６８０
３(identity_block) ２９９００８ １９６６０８

total ５４３５８４ ５２５１５２

表８列出了不同卷积层下模型的实验结果.从表中可以

看出,对于IndianPines数据集,基于 LGC 层的 OA,AA 和

Kappa系数分别比基于标准卷积层的相应指标高出 １％,

２．４８％和１．１;对 于 Salinasscene数 据 集,基 于 LGC 层 的

OA,AA 和 Kappa系数分别比基于标准卷积层的分类性能高

出１％,０．８７％和０．７９.由此可见,基于 LGC层的模型不仅

大大减少了训练参数,还表现出了较好的分类性能.

表８　基于不同卷积层的模型在IndianPines和Salinasscene数据集

上的实验性能

Table８　Experimentalperformanceofmodelbasedondifferent

convolutionlayersonIndianPinesandSalinasscenedatasets

卷积层
IndianPines

OA/％AA/％ Kappa×１００
Salinasscene

OA/％AA/％ Kappa×１００

Convolution
layer

９８．００９７．１９ ９７．７４ ９８．００９７．９８ ９７．５４

LGClayer ９９．００９９．６７ ９８．８４ ９９．００９８．８５ ９８．３３

图６是不同卷积层下模型的训练损失图.从图中可以看

出,基于LGC层的模型在IndianPines和Salinasscene数据

集上的收敛速度比基于标准卷积层的收敛速度快.这是因为

基于LGC层的模型仅需要少量的训练参数.

(a)IndianPines (b)Salinasscene

图６　不同数据集上的训练损失图

Fig．６　Traininglossondifferentdatasets

３．２．４　不同方法下的实验性能比较

为了验证本文方法的正确性和有效性,将其与 RBFＧ
SVM[７],CNN[１０],PCAＧCNN[１１],GaborＧCNN[１２],CNNＧ１[１３]和

CNNＧ２[１３]方法进行对比.为了保证实验的公平性,将所有对

比网络中的超参数做设置相同,例如epoch 为５０,batchsize
为３２.实验分别从IndianPines和Salinasscene数据集中随

机选取８００个样本作为训练数据,２００个样本作为测试数据,
重复实验１０次并取平均值.实验结果如表９所列.从表中

可以看出,对于IndianPines数据集,LGCNN 较其他方法中

分类 性 能 最 好 的 CNNＧ２[１３]方 法,OA 高 出 １％,AA 高 出

２．４８％,Kappa系 数 高 出 １．１.对 于 Salinasscene数 据 集,

LGCNN较其他方法中分类性能最好的 CNNＧ２[１３]方法,OA
高出１％,AA 高出０．８７％,Kappa系数高出０．７９.由此可

见,本文提出的LGCNN方法具有较好的分类性能.

表９　不同方法的实验性能对比

Table９　Comparisonofexperimentalperformanceofdifferent

methods

方法
IndianPines

OA/％AA/％ Kappa×１００
Salinasscene

OA/％AA/％ Kappa×１００
RBFＧ

SVM[７] ６５．３４６４．４５ ５９．７６ ８５．６９８９．７５ ８９．３８

CNN[１０] ９５．００９０．６２ ９４．１９ ９５．００９２．１６ ９４．３１
PCAＧ

CNN[１１] ９４．００８９．２０ ９３．３５ ９４．００９０．６２ ９３．１６

GaborＧ
CNN[１２] ９２．００９０．３８ ９０．６６ ９５．００９６．６２ ９４．４３

CNNＧ１[１３] ９４．００８２．０１ ９３．０９ ９４．００９０．６７ ９３．３１
CNNＧ２[１３] ９８．００９７．１９ ９７．７４ ９８．００９７．９８ ９７．５４
LGCNN ９９．００９９．６７ ９８．８４ ９９．００９８．８５ ９８．３３

图７、图 ８ 给 出 了 不 同 方 法 在 IndianPines和 Salinas
scene数据集上的分类图谱.从图中可以看出,CNN,GaborＧ
CNN,CNNＧ１和CNNＧ２方法的最终分类结果图中含有大量

的斑点,并且存在小区域内错分的情况;而本文方法的分类结

果图只含有非常少量的斑点,且在同质的小区域内相对平滑,
并且大部分地物几乎完全被正确分类.由此可见,本文方法

具有较好的分类效果.

(a)CNN (b)GaborＧCNN (c)CNNＧ１　 (d)CNNＧ２ (e)LGCNN

图７　不同方法在IndianPines上的分类图(电子版为彩色)

Fig．７　ClassificationmapsofIndianPinesbyusingdifferentmethods
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(a)CNN (b)GaborＧCNN (c)CNNＧ１ (d)CNNＧ２ (e)LGCNN

图８　不同方法在Salinasscene上的分类图(电子版为彩色)

Fig．８　ClassificationmapsofSalinasscenebyusingdifferentmethods

　　结束语　本文提出了一种基于空谱联合特征的高光谱图

像分类方法,该方法首先利用 PCA 和 LDA 对高光谱原始图

像进行组合降维,在降低数据冗余度的同时保证了样本具有

最佳区分度;然后引入 Gabor核,设计了新的卷积层———LGC
层,该层充分发挥了 Gabor核的优势,可以很好地提取图像的

空间纹理特征,并能大幅度减少可学习的参数;最后基于

LGC层设计了LGCNN.实验表明,本文提出的方法不仅在

有限的样本下表现出了较好的分类性能,而且与基于标准卷

积层的模型相比,大大降低了模型复杂度,节省了内存空间.
虽然与其他方法相比,本文方法的分类性能较好,但是其

中还存在许多不足之处,如怎样同时提取图像多个方向的空

间纹理特征以更好地提高分类性能,这将成为下一步的研究

重点.
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