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摘　要　强化学习(ReinforcementLearning,RL)作为机器学习领域中与监督学习、无监督学习并列的第三种学习范式,通过与

环境进行交互来学习,最终将累积收益最大化.常用的强化学习算法分为模型化强化学习(ModelＧbasedReinforcementLearＧ

ning)和无模型强化学习(ModelＧfreeReinforcementLearning).模型化强化学习需要根据真实环境的状态转移数据来预定义

环境动态模型,随后在通过环境动态模型进行策略学习的过程中无须再与环境进行交互.在无模型强化学习中,智能体通过与

环境进行实时交互来学习最优策略,该方法在实际任务中具有更好的通用性,因此应用范围更广.文中对无模型强化学习的最

新研究进展与发展动态进行了综述.首先介绍了强化学习、模型化强化学习和无模型强化学习的基础理论;然后基于价值函数

和策略函数归纳总结了无模型强化学习的经典算法及各自的优缺点;最后概述了无模型强化学习在游戏 AI、化学材料设计、自

然语言处理和机器人控制领域的最新研究现状,并对无模型强化学习的未来发展趋势进行了展望.
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Abstract　ReinforcementLearning(RL)isadifferentlearningparadigmfromsupervisedlearningandunsupervisedlearning．It

focusesontheinteractingprocessbetweenagentandenvironmenttomaximizetheaccumulatedreward．ThecommonlyusedRL

algorithmisdividedinto ModelＧbasedReinforcementLearning (MBRL)and ModelＧfreeReinforcementLearning (MFRL)．In

MBRL,thereisawellＧdesignedmodeltofitthestatetransitionoftheenvironment．Inmostcases,itisdifficulttobuildanaccuＧ

rateenoughmodelunderpriorknowledge．InMFRL,parametersinthemodelarefineＧtunedthroughcontinuousinteractionswith

theenvironment．Thewholeprocesshasgoodportability．Therefore,MFRLiswidelyusedinvariousfields．Thispaperreviews

therecentresearchprogressofMFRL．Firstly,anoverviewofbasictheoryisgiven．Then,threetypesofclassicalalgorithmsof



MFRLbasedonvaluefunctionandstrategyfunctionareintroduced．Finally,therelatedresearchesofMFRLaresummarizedand

prospected．

Keywords　Artificialintelligence,Reinforcementlearning,Deepreinforcementlearning,ModelＧfreereinforcementlearning,MarＧ

kovdecisionprocess

　

１　引言

强化学习又称增强学习,在学术界对 RL与统计学、优化

理论和其他数学学科的互动研究有了突破后,RL逐渐成为

了各领 域 的 研 究 热 点[１].随 着 深 度 学 习 (DeepLearning,

DL)[２]的兴起,融合深度神经网络和 RL 的深度强化学习

(DeepReinforcementLearning,DRL)[３]技术的研究和应用日

益增多.

RL是一种不同于监督学习的学习方式.监督学习通过

外部提供的标注数据集进行学习,每一个样本都是训练中的

“监督者”[４].而RL中并不存在这样的“监督者”,因此RL提

出了奖励信号这个概念.它与监督学习中的监督信号不同,

为了考虑智能体(agent)整体的累积收益,它是被延迟反馈

的.同时,监督学习的训练数据之间一般是独立的,而 RL处

理的是序贯决策问题,每一步在顺序上都具有依赖关系.

RL也是一种不同于无监督学习的学习方式.无监督学

习的主要目标是寻找未标注数据集中隐含的结构关系,而RL
的目标是最大化累积收益.同时,无监督学习没有 RL的奖

励信号,其数据之间一般也是独立的.

在实际应用中,根据agent是否通过与环境交互获得的

数据来预定义环境动态模型,将 RL分为模型化强化学习和

无模型强化学习[５],具体如图１所示.

图１　两类强化学习模式简图

Fig．１　TwotypesofRLmodeldiagram

模型化强化学习指先在与环境交互的数据中创建环境动

态模型,然后基于该模型学习最优策略.它一般包含状态转

移预测和奖励预测两个独立模型.如果两个模型可以准确描

述真正的环境动态模型,那么当输入一个状态和动作时就不

需要与环境进行实时交互,可以直接基于模型预测得到新的

状态和动作奖励,从而极大地提高数据的利用率.但当面对

的问题具有复杂的状态动作空间时,准确估计环境动态模型

存在巨大挑战.尤其是在交互前期得到的数据较少时,环境

动态模型极易存在模型误差,利用不准确的环境动态模型进

行学习,极易导致双重近似误差[６].针对模型的准确性,有很

多改进算法被提出.例如,学习控制的概率推理方法(ProbaＧ
bilisticInferenceforLearningControl,PILCO)[７],其将环境

动态模型建模为高斯过程(GaussianProcess,GP),但这种高

斯假设以及需呈特定指数形式的奖励函数极大地限制了

PILCO算法在复杂问题中的应用.之后,研究人员又提出了

基于最小二乘条件密度估计的模型化策略搜索方法(ModelＧ
basedPolicyGradientswithParameterＧbasedExplorationby
LeastＧsquares Conditional Density Estimation,MbＧPGPEＧ
LSCDE)[５],但其仅在采样预算有限时具有良好效果,难以处

理高维度问题.面对各领域复杂的应用场景,模型化强化学

习若存在模型误差,其性能将远低于无模型强化学习[８].

无模型强化学习指agent与环境进行实时交互和探索,

并直接对得到的经验数据进行学习,最终实现累积收益最大

化或达到特定目标[４].无模型强化学习不需要拟合环境动态

模型,经过与环境的实时交互可以保证agent渐近收敛得到

最优解.然而,无模型强化学习通常需要大量的训练样本和

训练时间,因此如何提高数据利用率和学习效率是无模型强

化学习的研究重点.

本文将围绕无模型强化学习展开综述,首先介绍 RL的

基础知识,然后归纳总结无模型强化学习的经典算法及相关

工作,最后概述无模型强化学习的研究进展,并对未来发展趋

势进行展望.

２　马尔可夫决策过程

RL指agent通过不断试错来积累经验,探索优化状态到

动作之间的映射,最终得到最优策略,同时最大化累积收益的

过 程. 马 尔 可 夫 决 策 过 程 (Markov Decision Process,

MDP)[９]是序贯决策问题的经典表达形式,是通过交互学习

实现最终目标的理论框架.

MDP一般被描述为五元组(S,A,P,R,γ),其中S 代表

有限状态集,A 代表有限动作集,P 代表状态转移概率,R 代

表奖励函数,γ代表用于计算整个过程累积收益的折扣因

子[１０Ｇ１１].式(１)、式(２)定义了 MDP的过程,其中函数P 为状

态转移概率函数,E 为期望奖励函数.假设状态转换具有马

尔可夫性,即转换到当前状态的概率仅与上一状态和上一动

作有关.环境从状态s通过动作a转移至s′的概率Pa
ss′和期望

奖励Ra
s可表示为:

Pa
ss′＝P(St＋１＝s′|St＝s,At＝a) (１)

Ra
s＝E(Rt＋１|St＝s,At＝a) (２)

在 RL中,agent的目标为最大化累积收益的期望值[４].

价值函数利用收益期望值评估当前状态或给定状态与动作下

的agent表现.式(３)中,vπ(s)为策略π下状态s的状态价值

函数.对于 MDP,vπ(s)可表示为:

vπ(s)＝Eπ(Gt|St＝s) (３)

其中,Gt表示从当前状态开始到终止状态结束这个过程中所

有收益按一定比例衰减的总和.因此,vπ(s)又可表示为:

vπ(s)＝Eπ(Rt＋１＋γRt＋２＋γ２Rt＋３＋􀆺|St＝s)

＝Eπ(Rt＋１＋γGt＋１|St＝s)

＝Eπ(Rt＋１＋γvπ(St＋１)|St＝s) (４)

１８１秦智慧,等:无模型强化学习研究综述



式(４)被称作vπ的贝尔曼方程.同理,式(５)中qπ(s,a)代

表策略π 下,状 态s采 取 动 作a 的 动 作 价 值 函 数.对 于

MDP,qπ(s,a)可表示为:

qπ(s,a)＝Eπ(Gt|St＝s,At＝a)

＝Eπ(Rt＋１＋γqπ(St＋１,At＋１)|St＝s,At＝a) (５)

式(５)被称作qπ的贝尔曼方程.由以上贝尔曼方程可以

看出,价值函数由该状态的即时奖励期望和下一状态的价值

期望与衰减系数的乘积两部分组成.

为解决 RL问题,可通过寻找较优的价值函数来得到较

优策略,通常最优价值函数定义为所有策略下对应价值函数

中的最大者,对应的策略即为最优策略,即:

v∗ (s)＝max
π
　vπ(s) (６)

q∗ (s,a)＝max
π
　qπ(s,a) (７)

其中,v∗ 代表最优状态价值函数,q∗ 代表最优动作价值函数.

为了得出最优策略π∗ ,RL引入了贝尔曼最优方程,如式(８)、

式(９)[１２Ｇ１３]所示.其阐述了最优策略对应的最优价值函数下,

各状态的价值一定等于此状态下最优动作的收益期望.

v∗ (s)＝max
a
　qπ∗

(s,a)

＝max
a
　Eπ∗

(Rt＋１＋γGt＋１|St＝s,At＝a)

＝max
a
　E(Rt＋１＋γv∗ (St＋１)|St＝s,At＝a)

＝max
a
　Ra

s＋γ∑
s′∈s

Pa
ss′v∗ (s′) (８)

q∗ (s,a)＝E(Rt＋１＋γmax
a′
q∗ (St＋１,a′)|St＝s,At＝a)

＝Ra
s＋γ∑

s′∈s
Pa

ss′max
a′
q∗ (s′,a′) (９)

３　无模型强化学习方法

在现实问题中,环境往往是不可预知的,无模型强化学习

端到端的特点使其在各领域被广泛应用.无模型强化学习算

法分为基于价值函数和基于策略函数两类[４].本节以无模型

强化学习中的经典算法为核心,分别综述其主要思想、具体流

程以及相应的优缺点.

３．１　基于价值函数的方法

３．１．１　时序差分法

时序差分法(TemporalＧDifference,TD)结合了动态规划

和蒙特卡洛算法的优点,其不需要环境动态模型,也不需要完

整的状态序列,而是根据贝尔曼方程得到的收益期望值近似

表示收益.因此,TD 只需要两个连续状态和对应的即时收

益即可求解 RL问题.

TD分为在线策略(onＧpolicy)和离线策略(offＧpolicy)两

类学习算法,最常见的在线策略是SARSA算法,最常见的离

线策略是 QＧLearning算法,两者的区别主要在于:在线策略

一般只有一个策略进行价值迭代,即εＧ婪法;而离线策略一般

有两个策略,εＧ贪婪法用于选择动作,贪婪法用于更新价值

函数.

SARSA 算 法 由 Singh 等[１４] 提 出,其 中 S 代 表 状 态

(State),A代表动作(Action),R 代表奖励(Reward)[１５].在

迭代过程中,agent首先基于εＧ贪婪法在当前状态s选择一个

动作a,执行动作后环境向前推进一个时间步长并转移到下

一个状态s′,同时agent获得一个即时奖励R.在新的状态

s′,agent基于εＧ贪婪法选择一个动作a′,但并不执行,只用于

更新价值函数q(s,a)[１６Ｇ１７],其中α为迭代步长.

q(s,a)＝q(s,a)＋α(R＋γq(s′,a′)－q(s,a)) (１０)

QＧLearning算法与SARSA的不同之处在于,agent基于

状态s′使用贪婪法选择动作,即直接选择Q 值最大的动作来

更新价值函数q(s,a)[１８].

q(s,a)＝q(s,a)＋α(R＋γmax
a

(q(s′,a)－q(s,a))) (１１)

SARSA与 QＧLearning算法的拓扑图如图２所示.

(a)SARSA算法拓扑图 (b)QＧLearning算法拓扑图

图２　两种算法的拓扑图

Fig．２　Topologydiagramoftwoalgorithms

比较 TD的两类算法,SARSA算法在学习最优策略的过

程中不断鼓励探索新策略,学习过程较平滑,不易遇到 QＧ

Learning算法中可能出现的最优“陷阱”[１９].但是,SARSA
为了保证收敛性,需要逐渐减小εＧ贪婪法中的探索率.

３．１．２　深度 QＧLearning算法

当 RL问题中状态维度较高或动作空间规模较大时,可

采用近似表示价值函数的方法进行建模.函数v∧和函数q∧分

别表示包含参数w 的状态价值函数和动作价值函数,其接受

状态s和动作a作为输入,从而计算得到近似的价值函数.

v∧(s,w)≈vπ(s) (１２)

q∧(s,a,w)≈qπ(s,a) (１３)

最常见的价值函数近似表示方法为深度神经网络,因此

研究人员基于 QＧLearning算法,结合深度神经网络提出了深

度 QＧLearning算法(DeepQＧLearningNetwork,DQN).

DQN包含两个结构相同的 Q 网络.一个用于与环境进

行交互,选择动作,并优化模型参数,被称为主 Q 网络;另一

个用于计算目标Q 值,优化主 Q 网络,被称为目标 Q 网络.

为了减小目标Q值和当前Q 值的相关性,主 Q网络每隔若干

时间步将网络参数传递给目标 Q 网络一次,即延时更新.

DQN的另一个主要特点是使用了经验回放(experiencereＧ

play)[２０].其将与环境交互得到的状态转移情况和对应得到

的奖励作为经验数据存入经验回放池,用于计算目标Q 值.

由于目标Q值与通过主 Q网络计算的Q值之间存在误差,因

此使用均方误差梯度下降,并通过反向传播来更新主 Q网络

参数,从而求解 RL问题.

DQN为了加速Q 值向优化目标靠拢,使用 max函数选

择最优动作,容易导致过度估计[２１].因此,研究人员基于

DQN算法提出了深度双 Q 网络算法(DoubleDeepQＧlearＧ

ningNetwork,DDQN)[２２]、动态跳帧的 DQN算法[２３]、竞争网

络结构(DuelingNetwork)[２４]及利用循环神经网络(Recurrent

NeuralNetwork,RNN)的DRQN(DeepRecurrentQＧLearning
Network)模型[２５]等.

３．２　基于策略函数的方法

基于价值函数的 RL方法在连续动作空间方面处理问题

的能力不足,且无法解决随机策略问题,因此研究人员相继提

２８１ ComputerScience 计算机科学 Vol．４８,No．３,Mar．２０２１



出了诸多基于策略函数的 RL方法,其采用与价值函数近似

表示相同的思路对策略函数进行拟合,此时策略π被描述为

包含参数θ的策略函数:

π(a|s,θ)≈π(a|s) (１４)

策略梯度[２６]通过端到端的方式不断计算当前策略下的

agent累积收益与策略参数的梯度,最终梯度收敛得到最优策

略.基于策略梯度的 RL算法首先需要一个可最大化的目标

函数,该函数可定义为初始状态收获的期望.但当没有明确

初始状态时,该函数可定义为平均价值,或每一时间步的平均

奖励.

在策略梯度方法中,只要π(a|s,θ)对参数可导,策略就可

通过任意方式参数化.一般常用的策略参数化方法是SoftＧ

Max和高斯策略.SoftMax[２７]通过描述状态和动作的特征来

估计一个参数化的数值偏好h(s,a,θ),从而得出动作发生的

概率,其主要应用于离散动作空间.SoftMax的分布如下:

π(a|s,θ)＝ eh(s,a,θ)

∑beh(s,b,θ) (１５)

其中,e是自然对数的底,分母的作用是使在每个状态下选择

动作的概率总和为１.

高斯策略[２８]对应地从高斯分布 N(φ(s)Tθ,σ２)中产生动

作,主要应用于连续动作空间.

３．３　基于价值策略结合的方法

基于价值函数的 RL中,agent每次选择一个最大价值动

作来执行,易出现过度估计问题.而基于策略函数的 RL为

了使学习过程更加平滑,在策略选择时仅在某一参数梯度上

缓慢优化,效率不高,且这类方法使用收益作为状态价值估

计,噪声较大,具有较高的变异性.因此,研究人员提出了诸

多价值函数和策略函数相结合的 RL方法.

３．３．１　行动者评论家算法

基于价值函数和策略函数相结合的方法称为行动者评论

家算法(ActorＧCritic)[２９].ActorＧCritic包括 Actor和 Critic
两部分,其中 Actor基于策略函数,负责与环境交互进而选择

动作;Critic基于价值函数,负责评估 Actor并指导其下一状

态动作.在 ActorＧCritic算法中需要分别对策略函数和价值

函数做近似表示[３０].

总的来说,Critic计算状态最优价值vt,Actor利用vt迭代

更新策略函数的参数,进而选择动作,从而得到即时奖励和下

一状态,Critic利用奖励和新的状态更新价值函数的参数.

３．３．２　异步的优势行动者评论家算法

异步的优势行动者评论家算法(AsynchronousAdvanＧ

tageActorＧcritic,A３C)[３１]利用多线程异步执行与环境进行交

互.相比 ActorＧCritic,A３C的优点主要有３个方面.

(１)异步训练框架,具体如图３所示.GlobalNetwork是

包括 Actor和 Critic的公共神经网络模型,其包含若干 worＧ

ker线程,每个线程独立与环境进行交互得到经验数据.当

每个线程获得一定量的经验后,当前线程计算神经网络损失

函数梯度,更新公共的神经网络.公共神经网络参数每隔若

干时间步被传递给线程一次.

(２)网络结构的优化.ActorＧCritic中使用了两个不同的

网络,即 Actor和Critic.而 A３C集合了两个网络,输入状态

S,即可输出状态价值和其对应的策略[３２].

(３)Critic评估点的优化.ActorＧCritic中 Critic以动作

价值函数和状态价值函数的差值为评估点,即优势函数 A.

不考虑参数的情况下,函数A 在t时刻可表示为:

A(s,a,t)＝q(s,a)－v(s) (１６)

其中,q(s,a)通过单步采样得到.

q(s,a)＝R＋γv(s′) (１７)

因此,ActorＧCritic中的Critic评估点表示为:

A(s,t)＝R＋γv(s′)－v(s) (１８)

而 A３C使用 N 步采样来加速收敛效果.A３C中的 Critic评

估点表示为:

A(s,t)＝Rt＋γR(t＋１)＋􀆺＋γ(n－１)R(t＋n－１)＋γnv(s′)－

v(s) (１９)

图３　A３C异步训练框架图

Fig．３　A３Casynchronoustrainingframeworkdiagram

４　研究进展

RL/DRL已在诸多领域取得了辉煌成就,DRL从输入到

输出的直接控制预测使无模型强化学习被应用到很多具有高

维状 态 和 动 作 空 间 的 决 策 问 题 领 域 中[８],例 如 游 戏 博

弈[３３Ｇ３４]、机器人控制[３５]、仿真模拟[３６]等.无模型强化学习基

于价值函数的各种方法,以 DQN为基础,不断改进网络结构

和训练方法.研究人员以策略梯度为基础,将基于策略函数

的 DRL方法与深度神经网络相结合,相继提出了 TD３[３７],

TRPO[３８],NAF[３９],ACER[４０],PPO[４１]等算法.同时,各种算

法的并行化版本也陆续出现,更加适用于解决复杂的 RL问

题.本节将围绕游戏 AI、化学材料设计、自然语言处理和机

器人控制领域对无模型强化学习近期的研究工作进行综述.

４．１　游戏AI领域的无模型强化学习

鉴于在高维状态和动作空间中学习过程的黑盒性质,无

模型深度强化学习方法的知识表示方式一直是一项重大挑

战.过去几年,DeepMindAlphaGo[４２]的出现为解决上述问题

提供了新思路.经过不断地深入研究,即时战略游戏(Real

TimeStrategy,RTS)成 为 了 关 注 热 点,星 际 争 霸 AIAlＧ

phaStar[４３]、OpenAIFive[４４]等项目引起了全球人工智能社区

的广泛关注.在国内,腾讯 AILab也一直致力于应用无模型

强化学习的 AI＋游戏研究.

４．１．１　新型分层宏观战略模型

与围棋相比,RTS游戏的难度主要体现在计算复杂度
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高、多智能体、信息不完整、奖励稀疏及延迟４个方面[４５].为

了使agent掌握 RTS游戏,RL模型需要在宏观策略操作和

微观执行两个方面都具有较强的处理能力.然而,最近的研

究大多集中于微观执行,在宏观策略操作方面一直缺乏完整

的解决方案[４６Ｇ４８].

２０１９年,腾讯 AILab的 Wu等[４９]提出了一种基于学习

的新型分层宏观战略(HierarchicalMacroStrategy,HMS)模

型,用于掌握 RTS游戏中的多人在线战术竞技(MultiＧplayer

OnlineBattleArena,MOBA)游戏.通过 HMS模型 训 练,

agent可以明确做出宏观战略决策,并进一步 指 导 其 微 观 执

行.宏观战略操作过程可以分为阶段识别、注意力预测、执行

３个阶段.因此,Wu等提出双层宏观战略架构建模这一过

程,其中包含阶段层和注意力层:阶段层用于识别当前agent
的游戏阶段;注意力层用于预测地图上英雄的最佳位置.阶

段层和注意力层为宏观执行提供高级指导.

此外,他们还提出了一种新型模仿跨agent通信机制,使

agent在独立做出战略决策的同时能够相互合作[４９].经过训

练的 HMS模型可以用作无模型强化学习框架的初始策略.

在 MOBA游戏中,HMS模型与排行榜前１％的人类玩家团

队竞技,５个 AIagent的胜率可达４８％,体现了 AI的巨大潜

力.同时,在大规模状态动作空间应用中,也体现了无模型强

化学习的优势.

４．１．２　基于深度强化学习的游戏动作预测框架

在 MOBA游戏中,多智能体１v１场景比传统１v１场景涉

及的状态和动作空间的复杂度更高,导致探索到达人类水平

的控制策略变得更加困难.

２０２０年,腾讯 AILab的 Ye等[５０]提出利用无模型深度

强化学习为agent预测游戏动作,设计了一种 DRL框架,并

对算法进行了优化.整个框架通过低耦合和高扩展性的模块

设计,实现了大规模高效探索.DRL框架由 RL学习系统、

AI服务器、调度模块和内存池组成:１)RL学习系统是分布式

训练环境,用于加速agent的训练更新;２)AI服务器用于与环

境进行交互,收集经验数据;３)调度模块用于并行收集经验数

据,由多个 AI服务器构成;４)内存池用于存储收集的经验数

据,并将其分发到 RL学习系统.

针对 RL算法设计,DRL框架采用 ActorＧCritic算法,其

主要包含注意力机制、LSTM(LongShortＧTerm Memory)、改

进的PPO算法和动作掩码(actionmask)４个方面:１)注意力

机制用于预测对战中的攻击目标选择;２)LSTM 用于学习连

续动作;３)改进的 PPO 算法指包含多标签 PPO 算法和大规

模分布式训练的dualＧclipsPPO算法,用于解耦动作相关性,

增加动作多样性,保证大批量处理过程的收敛性;４)动作掩码

是在人类玩家的先验知识上提出的一种指导算法,能够降低

训练难度,指导无模型强化学习的探索过程.

通过使用多种不同类型的英雄对比游戏 AI和专业选手

可知,AI在各项指标结果中都体现了强大优势,且在多场与

顶级玩家的１v１竞技测试中胜率高达９９．８％.

４．２　化学材料设计领域的无模型强化学习

目前,开发新材料的大多数方法都遵循缓慢的迭代过程,

需要大量的时间与人力,成本昂贵且效率低下.因此,随着现

代人工智能技术尤其是无模型强化学习的发展,这种固有的

劳动密集型研究方法正在逐渐得到改变.

４．２．１　目的强化生成对抗网络

将无模型强化学习应用于新药物研发是当前 DRL方法

应用于化学领域的典型案例之一.２０１７年,Guimaraes等[５１]

提出了一种基于序列的目的强化生成对抗网络模型(ObjecＧ

tiveＧReinforcedGenerativeAdversarialNetworks,ORGAN).

ORGAN基于序列生成对抗网络模型(SequenceGenerative

AdversarialNetworks,SeqGAN)[５２],将模型中的生成器作为

无模型强化学习环境中的随机策略,并扩展了模型训练过程,

其采用混合奖励机制,奖励值包含鉴别器奖励和特定目标值.

同时,为了提高训练效果,该模型采用 Wasserstein距离[５３]作

为鉴别器损失函数.

在基于分子的实验中,ORGAN模型采用SMILES(SimＧ

plifiedMolecularInputLineEntrySpecification)分子表示方

法.由于SMILES具有预先定义的语法规则,因此生成器生

成的数据可能存在无效或重复分子,该模型将这类分子作为

鉴别器的惩罚项之一.同时,为了引导生成器生成具有某些

属性值的新分子,该模型选取了小分子药物研发的通用属性,

如溶解度、药物相似性、合成性等作为鉴别器的另一惩罚项.

最后,利用两种惩罚项的加权平均值优化生成器生成有效分

子.在与 最 大 似 然 估 计 (Maximum LikelihoodEstimation,

MLE)、SeqGAN 和 RL方法的比较实验中,该模型在保证样

本多样性方面具有巨大优势.

４．２．２　深度强化学习拟合分子量分布

随着无模型强化学习在化学领域应用的增广,利用无模

型强化学习方法控制化学反应的研究逐渐增多.２０１８年,Li
等[５４]提出了一种将无模型强化学习与原子转移自由基聚合

(AtomTransferRadicalPolymerization,ATRP)数值模拟相

结合的方法,获得聚合物分子量分布.该方法通过 RL控制

器控制化学反应进程中的投料时机,以获得指定产物分子量

分布.RL控制器采用全连接和卷积神经网络结构,根据

ATRP反应的当前状态进行决策.在使用 ActorＧCritic算法

进行训练时,RL控制器能够发现并优化各种目标分子量分

布(MolecularWeightDistributions,MWD)的控制策略.目

标 MWD包括不同宽度的高斯分布、双峰分布以及更多不同

的形状.该方法学习到的控制策略具有较强的鲁棒性,即使

在模拟噪声存在的情况下,也能转换到相似但不完全相同的

ATRP反应设置,具有较强的泛化能力.

４．２．３　深度强化学习优化化学反应

除上述两个方面外,无模型强化学习在优化化学反应方

面也有诸多应用.２０１７年,Zhou等[５５]提出了一种利用无模

型深度强化学习优化化学反应的深度反应优化器(DeepReＧ

actionOptimizer,DRO).该模型将化学反应结果作为经验数

据,通过不断选择新的反应条件来优化反应结果.实验结果

证明,该模型在模拟和实际反应中比最先进的黑盒优化算法

(Covariance Matrix AdaptionＧEvolution Stratgey,CMAＧ

ES[５６])减少了７１％的反应步骤.此外,该模型还提出了一种

有效的探索策略,通过从特定的概率分布中提取反应条件,使

模型的regret值从０．０６２下降到０．０３９.
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DRO模型通过尝试不同实验条件的组合,使反应以最佳

的方式达到目标,并且期望步骤最少.该模型将所有反应条

件组合的集合作为状态空间,将所有对反应条件更改的集合

作为动作空间.实验采用一类非凸的“混合高斯密度函数”作

为模拟反应环境,模型在特定的实验条件下反复进行实验,并

记录最终产率.Zhou等[５５]在模型设计中还提出了一种改进

的LSTM 结构,结构中隐藏状态包含传递给下一时间步的历

史经验数据,策略函数利用这些历史经验数据选择下一步实

验条件.

４．３　自然语言处理领域的无模型强化学习

表征学 习 是 自 然 语 言 处 理 (NaturalLanguageProcesＧ

sing,NLP)中的一个基本问题.作为 NLP最常见的任务之

一,文本分类在很大程度上依赖于表征学习,并被广泛应用于

知识问答、推荐系统和语言推理.

在现有的主流结构化表示模型中,结构主要作为模型的

输入,或使用显式的结构标注进行监督预测,对于具有自动优

化结构的学习表示的研究较少.２０１８年,Zhang等[５７]提出了

一种通过自动发现优化结构来学习句子表示的无模型强化学

习方法.该方法在文本分类任务中应用了策略梯度算法来得

到更好的句子结构化表征,从而得到更好的文本分类效果.

该方法由策略网络(PolicyNetwork,PNet)、结构表示模

型和分类网络(ClassificationNetwork,CNet)组成.PNet针

对每个单词的当前状态采用随机策略选择动作,然后产生整

个句子的动作集合.结构表示模型执行动作集合,将句子结

构化表示.其中,结构化表示模型分为两种:IDＧLSTM(InＧ

formation Distilled LSTM)和 HSＧLSTM (Hierarchically
StructuredLSTM).IDＧLSTM 用于保留有用单词,删除无用

单词,如“a”“the”等.HSＧLSTM 用于将整个序列划分为多个

短语结构.CNet使用交叉熵损失函数,基于结构化表示进行

分类,并向PNet返回延迟奖励以指导对策略的学习.

实验结果表明该方法具有更先进的性能,并且能够在不

需要显式结构注释的情况下发现与任务相关的结构.由于结

构发现或重构输入的思想可以推广到其他任务和领域,因此

可以将这种方法应用于其他类型的序列,继续进行研究.

４．４　机器人控制领域的无模型强化学习

为有腿机器人设计运动控制器是机器人控制领域面临的

重大挑战之一.传统方法一般采用流水线方法,该方法通常

需要一个十分精确的机器人动力学模型,然而设计动力学模

型需要大量的专业知识,因此其一直是该领域发展的重大阻

力之一.而无模型深度强化学习为解决上述问题提供了新的

方向,依托于无模型强化学习不需要预先设定动力学模型的

特点,研究人员不断将无模型强化学习应用于机器人控制领

域,并且取得了巨大进展.

４．４．１　深度强化学习控制单类型机器人

AI系统赋予机器人具备像人类一样掌握和操纵物体的

能力已经逐渐成为可能.２０１９年,Haarnoja等[５８]提出了一

种基于最大熵强化学习的高效采样无模型深度强化学习算法

和异步机器人 RL系统.该工作不仅使机器人在改变任务时

不需要做出过多调整,而且使神经网络的探索效率得到了很

大提升.

RL系统主要由３个部分组成,分别是收集机器人经验数

据模块、根据机器人动作和测量得到的机器人位置计算奖励

模块,以及更新神经网络模块.不同的模块之间异步运行,并

使用时间戳同步未来数据流.在训练过程中,对于每一个控

制步骤,系统通过收集观测状态,并将其输入神经网络来得到

推理结果,然后执行动作以得到奖励.整个过程以元组形式记

录到缓冲区,并通过不断迭代来学习最优动作.最终这项工作

在真实的四足机器人上进行了测试,并取得了良好的性能.

４．４．２　深度强化学习控制多类型机器人

将无模型强化学习应用于机器人控制领域是当前解决复

杂机 器 人 控 制 的 主 要 方 法 之 一.２０２０ 年,DeepMind 的

Hafner等[５９]提出了一个帮助有腿机器人学习多种复杂运动

行为的无模型强化学习框架.整个框架依赖于一种处理数据

高效、采用离线策略的多任务 RL算法,并在整个实验过程中

保持超参数设置和奖励设定不变.

该无模型强化学习框架依据机器人自身的陀螺仪和速度

区分不同的运动行为,然后根据不同的运动行为设置不同的

奖励.对于不同类型的机器人,该框架的动作空间以及观测

空间也不完全相同.例如,针对三足机器人,该方法设置了９
个动作空间和１２７个观测空间,而对于六足机器人,动作空间

和观测空间分别上升到了１８和２８２.凭借多样化的动作空

间以及观测空间,该框架在任务切换的过程中强迫agent访

问不同的状态空间,以显著提高探索效率,并且不同任务之间

的切换也显著提高了框架的健壮性.最终实验采用相同的

RL算法对９种不同类型的机器人进行了测试,结果表明该框

架使机器人对多种运动行为都拥有较强的学习能力,且不需

要在任何特定平台或附加学习工具中进行调整.

５　未来展望

无模型强化学习是一个快速拓展的新兴热点,其中还有

很多问题需要进一步研究,例如如何平衡学习过程中的探索

与利用的问题、如何设计奖励机制以高效地达到收益最大化

的问题等.

平衡探索与利用的问题是无模型强化学习中一个关键部

分,在 DRL中同样起到了很大作用.传统的探索与利用平衡

问题一般采用多臂赌博机进行研究,如εＧ贪心方法、基于置信

度上界的动作选择方法、梯度赌博机算法等[４].然而,这些算

法远远不能解决平衡探索与利用的问题.在 DRL的背景下,

Puigdomènech等[６０]于２０２０年基于 Atari现有工作将 Q函数

分为用于近似环境的奖励和用于近似自发探索的奖励两个部

分,并提出了一种自适应机制,再次刷新了 Atari环境的SOＧ

TA(stateＧofＧtheＧart)结果,验证了平衡探索与利用的问题对

算法性能起到了关键作用.此外,探索与利用平衡问题一直

受限于环境中的内在随机性,且依赖于概率生成模型,随着近

年来生成模型取得的巨大成果,其有很大的改良空间.

设计奖励机制的问题是无模型强化学习中的另一个关键

部分,如果可以在训练过程中设计高效的奖励机制,则可以减

少agent与环境的交互次数,提高样本利用率,从而降低实验

成本.然而,奖励机制设计问题一直受限于不同的实验环境,

基于直观解决思路,许多算法一般采用人为设计奖励的方式,
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但其不具有通用性且易陷入局部最优[６１].针对人为设计奖

励存在的问题,逆强化学习方法[６２]于２０００年被首次提出,研

究人员转向从大量专家交互决策数据中逆向求解奖励函数,

并基于 DRL不断进行改进.但逆强化学习在奖励设计与学

习过程中使用的专家轨迹不一定是最优的,因此奖励机制设

计问题虽已取得一定进展,但在未来仍需进行进一步的研究.

同时,无模型强化学习在经验回放、多目标学习和辅助任

务方面都具有巨大的研究潜力.将现有成果更好地应用到无

模型强化学习领域,进行精准的价值函数预测和最优策略控

制将是人工智能进步的强大推动力.

结束语　在很多现实问题中,无模型强化学习都取得了

突破性进展.本文首先介绍了强化学习中的马尔可夫决策框

架,然后基于价值函数和策略函数两方面对无模型强化学习

经典算法进行了简要概述,最后介绍了无模型强化学习结合

深度神经网络在游戏 AI、化学材料设计、自然语言处理和机

器人控制领域的创新应用,并对当前研究的不足和未来发展

进行了展望.随着研究成果的不断涌现,可以预见无模型强

化学习将为人工智能的发展提供有力的技术支撑.
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