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摘　要　 推荐系统缓解了互联网数据量剧增带来的信息过载问题,但传统的推荐系统由于数据稀疏和冷启动等问题导致推荐

算法的准确性不高.因此,文中提出了一种基于知识图谱和标签感知的推荐算法(KnowledgeGraphandTagＧAware,KGTA).

首先,利用项目和用户标签信息,通过知识图谱表示学习捕获低阶与高阶特征,将两个知识图谱中实体和关系的语义信息嵌入

低维的向量空间中,从而获得项目和用户的统一表示.其次,分别利用深度神经网络和加入注意力机制的递归神经网络来提取

项目和用户的潜在特征.最后,根据潜在特征预测评分.该算法不仅利用了知识图谱和标签的关系信息和语义信息,而且通过

深层结构学习了项目和用户的隐含特征.在 MovieLens数据集上的实验结果表明,该算法能够有效预测用户评分,提高推荐结

果的准确性.
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Abstract　RecommendationsystemsalleviatetheproblemofinformationoverloadcausedbytherapidincreaseofdataontheInＧ

ternet．Buttraditionalrecommendationsystemsarenotaccurateenoughduetodatasparsityandcoldstart．Therefore,anovel

recommendationalgorithmbasedonknowledgegraphandtagＧaware(KGTA)isproposed．First,tagsofitemsandusersareused

tocapturelowＧorderandhighＧorderfeaturesthroughknowledgegraphrepresentationlearning．ThesemanticinformationofentiＧ

tiesandrelationshipsintwoknowledgegraphsisembeddedintoalowＧdimensionvectorspacetoobtaintheunifiedrepresentation

ofitemsandusers．Then,deepneuralnetworksandrecurrentneuralnetworkscombiningattentionmechanismarerespectively
utilizedtoextractthelatentfeaturesofitemsandusers．Finally,ratingsarepredictedonthebasisoflatentfeatures．KGTAnot

onlytakesrelationshipinformationandsemanticinformationofknowledgegraphandtagsintoconsideration,butalsolearnslaＧ

tentfeaturesofitemsandusersthroughdeepstructures．ExperimentalresultsonMovieLensdatasetsillustratethattheproposed

algorithmperformsbetterinratingpredictionandimprovestheaccuracyofrecommendation．

Keywords　Knowledgegraph,TagＧaware,Deeplearning,Attentionmechanism,Recommendationalgorithm

　

１　引言

随着互联网技术的迅速发展,人类社会进入了信息爆炸

的时代.国际数据公司(InternationalDataCorporation,IDC)

预测,２０２５年全球数据总量将增至１７５ZB[１].信息的迅速膨

胀使得用户可以通过各种途径获取大量信息,与此同时也导

致了信息过载问题.推荐系统[２]作为一种能有效缓解该问题

的方法,通过分析用户历史行为数据来确定用户偏好并推荐

个性化的内容,在网络服务中发挥着重要作用.

传统的推荐算法主要包括基于内容的推荐、协同过滤推

荐和混合推荐[３].基于内容的推荐根据用户已经选择或者评

分的项目,挖掘其他内容相似的项目作为推荐.协同过滤是



推荐算法中的成功典例,通常分为两大类:基于内存的协同过

滤和基于模型的协同过滤.算法通过计算用户或项目之间的

相似度来挖掘相似的用户或项目,并向用户推荐其感兴趣的

项目.混合推荐算法的主要思想是将上述推荐方法相结合,

以便充分利用用户和项目的信息.然而,由于系统结构的日

益复杂和用户数量的不断增加,传统的推荐算法遇到了一系

列挑战,包括冷启动、数据稀疏和用户兴趣漂移等[４].

随着互联网中越来越多的数据可以被感知获取,包括标

签、图像、文本在内的多源异构辅助信息,可以用来丰富对用

户的个性化需求和项目的描述,增强推荐算法的挖掘能力,

从而有效地缓解数据稀疏和冷启动等问题,提高推荐算法

的准确性、多样性和可解释性.因此,融合多源异构辅助

信息的混合推荐算法在近年来得到了越来越广泛的研究

与应用[５].

标签是一种无层次化结构、用于描述信息的关键词,可以

用来描述项目的语义[６].许多基于网络的信息服务系统,如

视频推荐系统 YouTube、文献推荐系统 CiteULike、商品推荐

系统 Amazon、微博、豆瓣等,允许用户为项目添加标签,以方

便用户进行信息搜索与项目推荐.标签作为用户和项目之间

的桥梁,表达了项目的特征以及用户对项目的偏好.知识图

谱[７]是一种基于图的数据结构,其节点表示现实世界中存在

的实体,边表示实体之间的关系.研究者构建了一系列覆盖

不同 领 域 的 知 识 图 谱,如 DBpedia[８]、ConceptNet[９]、FreeＧ

base[１０]、Wikidata[１１]等,其中蕴含着丰富的实体和关系信息,

扩展了用户与项目之间存在的隐藏关系.知识图谱表示学习

能够将知识图谱嵌入到一个低维的向量空间中,利用数值向

量反映知识图谱的结构特征.这种方法可以高效地计算实体

间的关系,为提高推荐模型的准确性和可解释性提供了有效

的方案.

深度学习是机器学习的一个重要分支和研究领域,在数

据挖掘、自然语言处理、图像识别等领域取得了突破性的进

展[１２].其通过组合低层特征形成更加稠密的高层语义抽象,

从而抽取数据的隐含特征表示,近年来在推荐系统中得到了

广泛的应用[１３].

为了更好地提供个性化服务,可以从用户标签行为中挖

掘和利用隐式反馈信息,以掌握用户偏好.同时,利用知识图

谱扩展项目和标签的语义信息及关联关系,补充用户与项目

的交互数据.但是,目前融合知识图谱的推荐算法主要集中

在项目知识的整合上,而忽略了标签等描述信息在词汇层面

丰富的语义知识.因此,本文提出一种基于知识图谱和标签

感知的推荐算法(KGTA),利用标签信息和两个不同领域的

知识图谱来丰富并挖掘用户和项目的潜在信息,使用深度学

习方法来抽取用户和项目的低维、抽象的深层语义特征,并在

此基础上进行评分预测.

２　相关工作

２．１　基于深度学习的推荐

深度学习通过学习深层次非线性网络结构,组合低层特

征形成更高层的语义抽象,从而自动发现数据的分布式特征

表示.基于深度学习的推荐模型利用多层神经网络结构,能

够非线性地学习用户与项目的交互信息,获得更深层次、更抽

象的隐含特征表示,从而得到较好的推荐效果.深度神经网

络(DeepNeuralNetwork,DNN)[１４]通过多层隐藏网络学习

抽象特征,增强模型的表达能力,在最后的输出层使用得到的

抽象特征完成学习任务.Covington等[１５]基于 DNN 的超大

规模多分类思想,采取两层深度网络在 YouTube视频库中实

现了高效的个性化推荐.Zhang等[１６]提出了一种协同过滤

推荐算法与 DNN相结合的模型,将特征表示模块捕捉到的

潜在特征输入到 DNN中进行预测评分.循环神经网络(ReＧ

currentNeuralNetwork,RNN)[１７]是一种可以处理序列数据

的神经网络,其考虑了建模数据之间的序列影响,并由此研究

出长短时记忆网络(LongShortＧTerm Memory,LSTM)[１８],

其通过增加保存长期状态的隐层单元,可以更加有效地对长

程依赖关系建模.Yang等[１９]提出了一种基于LSTM 的上下

文感知推荐模型,以统一的方式捕获和存储长期稳定兴趣和

短期动态兴趣,为用户推荐科学论文.

２．２　基于标签的推荐

随着标签技术的发展,基于标签的推荐算法也在飞速发

展.通常,基于标签的推荐系统通过分析用户标注在项目上

的标签信息进行推荐.Liang等[２０]将不同标签的权重向量作

为输入,通过确定项目的相关标签和用户的标签偏好来进行

推荐.Wu等[２１]提出了 Tag２Word模型来进一步发现标签信

息的语义,从而改进推荐方法.深度学习在基于标签的推荐

系统中被广泛采用.Zuo等[２２]首先用标签来表示用户特征,

然后利用深层神经网络模型从标签的潜在空间中逐层提取深

度特征,并将提取的特征用于基于用户的协同过滤推荐.Xu
等[２３]提出了 DSPR,利用基于深层语义相似度的神经网络将

用户特征和项目特征映射到一个深层特征空间.Liang等[２４]

将标签信息与基于深度学习的自然语言处理技术相结合,使

用预先训练过的单词嵌入来表示用户定义的标签,由此提取

项目和用户的潜在特征.

２．３　基于知识图谱的推荐

知识图谱作为推荐系统中有效的辅助信息来源,蕴含了

推荐系统中项目的大量相关信息以及项目之间丰富的隐含语

义关联.基于知识图谱的推荐方法可以分为３种[７]:基于嵌

入的方法、基于路径的方法和两者混合的方法.RippleNet[２５]

以用户交互的项目为中心构建知识图谱,用户兴趣在知识图

谱上向外传播且逐层衰减.知识图谱卷积网络(Knowledge

GraphConvolutionalNetwork,KGCN)[２６]利用图注意力网络

自动捕获知识图谱高阶结构和语义信息,并学习用户潜在的

长程兴趣,使得推荐具有较好的可解释性.

近年来,知识图谱与深度学习相结合的推荐方法成为了

一种发展趋势,其通过知识图谱表示学习得到知识图谱中实

体和关系的低维向量,并利用深度神经网络抽象出项目和用

户的隐含特征,提升了推荐性能.DKN[２７]提取新闻标题的相

关背景知识来构建知识图谱,采用 TranR方法实现了知识图

谱的嵌入,然后将知识图谱的实体向量与词表示向量作为卷

积网络的输入以提取新闻特征.RKGE[２８]基于深度神经

网络,自动挖掘知识图谱中实体之间的连接模式,学习用

户和项目之间的关系.KＧNCR[２９]是一种基于深度神经网
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络的知识图谱增强的神经协同推荐方法,自动挖掘并扩展

用户潜 在 兴 趣 以 及 知 识 图 谱 中 实 体 之 间 的 连 接 模 式.

HAGERec[３０]利用层次注意图卷积网络,通过双向信息传

播策略从知识图谱中学习用户和项目的表示,并通过建立

知识感知连接赋予模型可解释性.

基于以上研究,本文将标签信息和知识图谱相结合,主要

贡献如下:１)采用面向项目的知识图谱 DBpedia和面向单词

的知识图谱 ConceptNet,分别强化项目和标签的知识信息,

充分挖掘项目和用户的低阶与高阶属性,通过 KGCN得到项

目和用户的统一表示;２)分别利用深度神经网络(DNN)和加

入注意力机制的双层递归神经网络(RNN)提取项目和用户

的潜在特征,并在此基础上进行评分预测;３)在公开数据集

MovieLens上进行实验,实验结果证明了算法的有效性.

３　基于知识图谱和标签感知的推荐算法

本节具体介绍 KGTA的详细结构,基于知识图谱和标签

感知的推荐算法设计如图１所示,包括知识图谱嵌入、用户项

目建模和评分预测３部分.

图１　KGTA框架图

Fig．１　KGTAframediagram

　　算法以用户、项目以及标签信息为输入,通过知识图谱卷

积网络获得用户和项目的特征表示,最终预测用户对项目的

评分.

３．１　知识图谱嵌入

知识图谱G通常以“实体Ｇ关系Ｇ实体”的三元组(h,r,t)

存储实体及其关系,其中h∈E,r∈R,t∈E 分别代表一个三

元组的头结点、关系和尾节点,E 和R 分别是知识图谱中的

实体和关系集合.给定知识图谱中的三元组,知识图谱特征

学习的目的是为每个实体和关系学习得到一个低维特征表

示,并保留原有知识图谱的结构信息.

３．１．１　项目实体嵌入

项目嵌入反映项目实体的特征,首先将 DBpedia作为面

向项目的知识图谱,构建以项目为中心的知识图谱,再利用

KGCN对知识图谱进行表示学习,即可得到项目实体表示

向量.

KGCN是应用在知识图谱上的图注意力网络,可用来捕

获知识图谱中的拓扑结构以及实体信息.其核心思想是,在
计算知识图谱中的一个给定实体的特征时,将其邻居节点的

信息有偏见地聚合起来并融入该实体的特征中.该模型是多

层结构,低层时可获取实体的低阶特征,高层时可挖掘实体的

高阶信息.

对于用户u∈U 和项目v∈V,其中U 和V 分别是用户集

合和项目集合.N(v)表示与v直接相连的实体集合,ri,j表示

连接实体ei 和实体ej 的关系.利用向量内积计算用户与关

系的相关性,称其为用户Ｇ关系评分:

πu
ri,j ＝uri,j (１)

其中,u∈ℝd 和ri,j∈ℝd 分别是用户u 和关系ri,j的特征表

示,d为特征向量维度.用户关系评分πu
ri,j

刻画了关系ri,j对

用户u的重要程度.例如,一个用户可能会对同类型的项目

有较大的兴趣,因此,当关系ri,j为项目类型时需要给予较高

的关注.

然后对项目v的近邻拓扑结构进行建模,计算项目v的

领域节点的线性组合.

vu
N(v)＝ ∑

e∈N(v)
π~u

rv,ee０ (２)

其中,e０∈ℝd 为实体e的初始表示,π
~
u
rv,e

为归一化用户Ｇ关系

评分.

π~u
rv,e ＝

exp(πu
rv,e

)
∑

e∈N(v)
exp(πu

rv,e
) (３)

在计算一个项目的邻域表示时,归一化用户Ｇ关系评分体

现了用户偏好的权重,根据用户偏好权重对项目的邻域进行

加权聚合.

在真实的知识图谱中,不同项目实体v的邻域 N(v)

的大小可能存在差异.为了保持计算效率,需要为每个实

体从邻居中抽取固定数量的邻域集合作为样本.将项目

实体v的邻域表示记为v１
S(v),其中S(v)＝

△ {e|e~N(v)},

４９１ ComputerScience 计算机科学 Vol．４８,No．１１,Nov．２０２１



|S(v)|＝K 为邻居采样数量.

将项目实体的初始表示v０ 和其邻域表示v１
S(v)进行聚合,

以获得融合项目实体邻域信息的项目实体表示vagg:

vagg＝σ(Wagg(v０＋v１
S(v))＋bagg) (４)

其中,Wagg∈ℝd×２d和bagg∈ℝd 分别为权重和偏置,σ为激活

函数.

通过单层的 KGCN,一个实体的表示会依赖自身及其邻

域,称vagg为项目v的１阶表示,记为v１.为了更深入、合理地

探索用户的潜在兴趣,挖掘实体的高阶特征,将 KGCN 从一

层扩展到多层.将每个项目实体的初始表示(即零阶实体

表示)向外传播,与其邻域实体的表示聚合,则可获得１阶

项目实体表示,然后重复上述过程,即进一步聚合１阶表

示,以获得２阶表示.一般来说,一个实体的 L 阶表示是

实体自身与其L跳范围内的邻域实体的聚合.可将该项

目的L阶表示作为最终的项目实体表示ve.KGCN 模型

如图２所示.

图２　KGCN表示学习模型图

Fig．２　DiagramofKGCNrepresentationlearning

　　首先以项目为中心构建知识图谱;其次对项目的邻域进

行采样,并计算用户Ｇ关系评分πu
ri,j

,图２中e０
i 为实体的初始

表示;然后通过式(２)计算实体的１阶表示e１
i;最后将１阶表

示扩展到L层,可获得实体的L 阶表示eL
i ,并作为实体的最

终表示.

３．１．２　标签嵌入

通过使用面向单词的知识图谱 ConceptNet对标签信息

进行增强,扩展标签的语义信息,将标签特征与项目或用户特

征进行聚合,挖掘用户和项目相关标签属性更深层次的潜在

特征.首先识别标签中的实体,利用实体链接技术(Entity
Linking,EL)[３１]消除歧义,与 ConceptNet知识图谱中的实体

进行链接并提取其相关的三元组;然后采用类似项目实体嵌

入方法,以标签中的实体为中心构建知识图谱,使用 KGCN
方法获得项目标签vt 的表示和用户标签ut 的表示.

３．２　项目和用户建模

３．２．１　项目建模

将项目实体嵌入ve 与项目标签嵌入vt 相聚合,获得最终

的项目表示v:

v＝vevt (５)

其中,表示两个向量之间的串联操作.获得的项目特征能

更好地揭示项目之间的相似性.

获得项目嵌入后,使用一个深度神经网络来学习项目的

潜在特征,将原始项目表示v(１)作为输入,通过一个隐含层输

出项目的隐表示I
~
１:

I
~
１＝g(f(v(１)))＝ReLU(W１v(１)＋b１) (６)

其中,W１ 是连接输入层和第一个隐含层的权重矩阵,b１ 是偏

置,g()是 ReLU 激活函数.以类似的方式,可以得到第j
层的输出:

I
~
＝g(f(v(j－１)))＝ReLU(Wuv(j－１)＋bu) (７)

其中,v(j－１)是(j－１)层的输出,I
~

是项目的潜在向量表示.

３．２．２　用户建模

用户特征由根据时间组织的用户交互过的项目实体嵌入

ve 和用户标签嵌入ut 聚合,获得最终的用户表示u:

u＝veut (８)

用户特征同时捕获了用户对项目实体的动态偏好和用户

对标签属性的偏好,能够更好地表示用户的潜在特征.

为了更好地挖掘用户长短期的潜在兴趣,设计了一个基

于注意力LSTM 结构的神经网络,其中包含２个LSTM 层和

注意力层.此模型的整体结构如图３所示.

图３　注意力LSTM 模型结构图

Fig．３　StructureofattentionLSTM

LSTM 是一个从序列数据中学习特征的强大模型,与普

通的神经网络相比,该模型对序列进行逐步分析,通过增加保

存长期状态的隐层单元,将之前所有步骤的信息存储在隐层

中,可以更加有效地对长程依赖关系建模.LSTM 在每个神

经元内部设计遗忘门、输入门和输出门,选用误差函数反馈权

重,通过忘记门决定记忆单位能否被清除.

LSTM 的遗忘门、输入门和输出门的计算式如式(９)－
式(１４)所示:

ft＝σ(Wf[ht－１,xt]＋bf) (９)

it＝σ(Wi[ht－１,xt]＋bi) (１０)

C
~
t＝tanh(WC

~ [ht－１,xt]＋bC
~ ) (１１)

Ct＝ft∗Ct－１＋it∗C
~
t (１２)

ot＝σ(Wo[ht－１,xt]＋bo) (１３)

ht＝ot∗tanh(Ct) (１４)

其中,Wi,Wf,WC
~ 和Wo 是权重,bi,bf,bC

~ 和bo 是偏置.根据

上一个隐藏层ht－１的状态,输入序列xt 通过激活函数构成遗

忘门ft.输入门it 和输出门ot 也由xt 和ht－１计算.遗忘门
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ft 与前单元状态Ct－１联合确定是否丢弃信息.
注意力机制可以用来学习用户的历史数据对预测目标的

贡献程度,从而能够有效地反映用户的行为偏好.通过注意

力机制计算用户已交互项目的权重,按此权重对交互历史表

示进行加权求和,即可获得用户的动态喜好表示.对用户交

互历史中的各个项目向量{ve,１,ve,２,,ve,K}分配权重并加权

平均,以获得用户的动态偏好表示.

U
~
＝∑

K

i＝１
αive,i (１５)

其中,αi 为注意力权重,其计算方法为:

gi＝tanh(Wattve,i＋batt) (１６)

αi＝ exp(gi)

∑
K

j＝１
exp(gi)

(１７)

其中,Watt和batt为注意力机制的权重和偏置.

３．３　评分预测

利用学习到的用户和项目的潜在特征来预测相应的评

分.在矩阵分解法中,用户潜在向量ui 和项目潜在向量vj 的

内积可以近似于rij:

rij≈uivj (１８)
因此,可以利用从混合深层结构中学习到的两个潜在特

征向量的内积来获得用户对项目的评分预测.

r∧ui＝pred(U
~,I

~)＝U
~I

~ (１９)
损失函数是真实评分和预测评分之间的平方误差,是算

法的最小化目标,定义为:

L(θ)＝ ∑
rui∈R

(r∧ui－rui)＋λ‖Θ‖２ (２０)

其中,rui是实际评分,超参数λ防止过拟合,其通过控制L２ 正

则化的强度来实现,Θ 是要训练的参数集.采用随机梯度下

降法来最小化损失函数.该算法是最优化理论中基础的优化

算法,首先通过求参数的偏导数找到最速下降方向,然后通过

迭代法不断地优化参数.

４　实验及结果分析

在公开数据集上对 KGTA算法的性能进行评估与验证,
与目前较好的推荐模型进行对比,并对实验结果进行相应的

分析.

４．１　实验数据集与设置

本文采用 GroupLens站点提供的 MovieLens数据集对

算法的性能进行测试,该数据集是用于推荐领域的标准数据

集,包含２８３２２８个用户对５８０９８部电影的２７７５３４４４个评分

和１１０８９９７个标签.实验前对数据集进行预处理,随机选择

有评分和标签的用户创建两个不同规模的数据集.数据集如

表１所列.

表１　数据集信息

Table１　Datasetinformation

数据集 用户数 电影数 标签数 评分数

MovieLens１ ２０００ １２６３ ３８５２ ８４６１５
MovieLens２ ６０００ ３１６１ １０４２９ ６０３７２８

实验环境为Intel(R)Core(TM)i７Ｇ１０５１０UCPU＠２．４０

GHz处理器和８GB内存,Windows１０６４位操作系统,运用

Python编程语言,通过深度学习框架 TensorFlow 搭建神经

网络.

本文采用５折交叉验证的方法进行训练和测试,每次随

机选取数据集中的８０％作为训练集,２０％作为测试集,最终

综合５次实验结果的平均值,得出结果.

４．２　评价指标

本文 采 用 平 均 绝 对 值 误 差 (MAE)和 均 方 根 误 差

(RMSE)两个指标对实验结果进行评估.平均绝对值误差是

所有项目实际评分和预测评分之间误差的绝对值之和的平均

值,它衡量了真实值和预测评分之间的平均差异.均方根误

差是所有项目真实评分和预测评分之间误差的平方之和的平

均值的根值.MAE和RMSE 的定义分别如下:

MAE＝
∑

rui∈R
|r∧ui－rui|

|R|
(２１)

RMSE＝
∑

rui∈R
(r∧ui－rui)２

|R|
(２２)

其中,|R|为需要预测的项目集合,r∧ui和rui分别为用户ui 对

项目vj 的预测评分和真实评分.MAE 和RMSE 的值越小,

结果就越准确.

４．３　实验结果与分析

４．３．１　模型结构对算法的影响

为了评估选择不同网络类型和不同网络深度时算法的性

能,本文采用自下而上的方法创建不同的模型进行比较.算

法中,λ设置为０．０１,学习率为０．０１,嵌入维度为１００维.其

他参数参考文献[２４],通过在数据集上实验所确定的三层神

经网络的最佳参数进行设置.

模型１　分别使用三层 DNN 和单层 LSTM 学习项目和

用户的潜在特征;

模型２　分别使用三层 DNN 和双层 LSTM 学习项目和

用户的潜在特征;

模型３　分别使用三层 DNN 和加入注意力机制的双层

LSTM 学习项目和用户的潜在特征.

不同结构对算法的影响如表２所列.

表２　不同结构对算法的影响

Table２　Influenceofdifferentstructuresonalgorithm

Model
MovieLens１

MAE RMSE
MovieLens２

MAE RMSE
模型１ ０．８３４ １．０７５ ０．６８４ ０．９０１
模型２ ０．８１０ ０．９８６ ０．６６８ ０．８７５
模型３ ０．７８３ ０．９６２ ０．６５３ ０．８６４

由实验结果可知,使用 DNN 和双层 LSTM 的模型２的

MAE值和RMSE 值比模型１低,表明双层 LSTM 结构会对

算法性能产生积极影响.因为低层神经网络捕获的是输入数

据的表面特征,而更深层的神经网络可以抽取更高层的语义

抽象,得到数据的隐含特征表示.在双层 LSTM 结构的基础

上,加入注意力机制的模型３比模型２表现更好,表明注意力

机制可以从用户的交互数据中学习用户对项目的偏好权重,

反映用户的兴趣,从而提高推荐性能.本文提出的具有注意

力机制的双层 LSTM 结构能够通过潜在特征的深度交互来

学习数据中复杂的非线性关系,表现出了较好的推荐效果.

４．３．２　嵌入维度对算法的影响

知识图谱表示学习是将知识图谱嵌入一个低维的空间
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中,不同的嵌入维度所取得的推荐效果也会有所不同.针对

项目实体和标签嵌入的维度,在模型３的基础上,分别选取

５０~２５０维进行实验,实验结果如图４所示.

图４　不同嵌入维度下算法的RMSE

Fig．４　RMSEofdifferentembeddingdimensions

从实验结果可以看出,随着知识图谱表示学习的嵌入维

度的增加,本文算法的均方根误差(RMSE)先呈下降趋势,当

嵌入维度为１５０维时,RMSE值最低,然后随着嵌入维度的增

加,RMSE值升高.算法的嵌入维度增加更能表达用户和项

目之间的深层特征,模型更加拟合,推荐效果也更好;但当嵌

入维度增加到一定程度时,对训练集中用户和项目的特征表

示过于细致,使得算法过拟合,预测效果变差.因此,当嵌入

维度为１５０维时,推荐效果最好.

４．３．３　与其他算法的对比

为了验证本文算法 KGTA的有效性,将其与４种算法进

行实验对比,包括标签感知的推荐算法和与知识图谱相结合

的推荐算法.对比算法的描述如下.
(１)DSPR[２３]:将基于标签的用户和项目信息作为两个神

经网络的输入,利用深层神经网络捕获用户和项目的相关性.
(２)TRSDL[２４]:使用预先训练的单词嵌入表示用户标签,

利用 DNN和 RNN 分别提取项目和用户的潜在特征进行

预测.
(３)CKE[３２]:使用基于协同过滤结合知识图谱嵌入的方

法,通过单一知识图谱学习项目和用户表示.
(４)RKGE[２８]:利用知识图谱编码的异构信息,采用递归

网络结构学习用户和项目之间的关系.

表３列出了不同算法在两个数据集上的实验结果.

表３　各算法在不同数据集上的实验结果

Table３　Resultofalgorithmsondifferentdatasets

Model
MovieLens１

MAE RMSE
MovieLens２

MAE RMSE
DSPR ０．９１３７ １．１１３４ ０．７０６１ ０．９２２３
TRSDL ０．８５９１ １．０８５６ ０．６６３４ ０．９０６５
CKE ０．８０１４ １．０６５９ ０．６５０２ ０．８９０１
RKGE ０．７６３２ ０．９７３４ ０．６３６８ ０．８６１２
KGTA ０．７４６０ ０．９３２２ ０．６０４６ ０．８５０３

从表３可以看出,TRSDL比 DSPR的预测性能好,因为

前者在提取基于标签的用户潜在特征时考虑了时间因素,通
过循环神经网络捕获了用户的长短期潜在偏好.CKE 和

RKGE也表现出了较好的性能,两者都利用单一的知识图谱

对用户的交互历史构建用户的表示,然后计算图谱中的实体

与待推荐项目之间的相关性,说明这些模型可以利用知识图

谱增强用户项目信息,从而进行有效的推荐.相比 CKE,

RGKE考虑到了路径连接的实体之间的语义关系,使用循环

网络对实体语义路径进行建模,从而为实体和实体关系的表

示提供了统一的学习方法,提升了推荐性能;同时,从另一方

面说明CKE利用 TransR 等方法训练实体表示的方法不能

很好地利用知识图谱的信息.本文提出的 KGTA 算法在两

个数据集上的表现均优于其他模型,这证明了该算法的有效

性.KGTA算法将标签信息与知识图谱相结合,采用面向项

目和面向单词的知识图谱分别强化项目和标签的知识,并通

过深层结构挖掘用户和项目更深层次的潜在特征;同时,可以

看出,本文设计加入注意力机制的双层 LSTM 在模型中发挥

了积极作用,提高了预测准确性.

结束语　本文提出了一种基于知识图谱和标签感知的推

荐算法,既利用了项目本身内在的语义信息,又结合了用户标

签信息,能够更加全面地考虑项目和用户的属性.同时,该算

法使用两个知识图谱增强项目和用户标签的语义信息,通过

知识图谱卷积网络捕获低阶与高阶特征,并通过本文设计的

深层神经网络结构挖掘用户和项目更高层次的潜在特征,实

验结果验证了本文算法的有效性.但本文算法依赖于开源的

知识图谱且没有考虑到知识图谱的动态性,导致算法具有一

定的领域限制;另外,算法没有考虑用户交互项目更细致的信

息以及社交关系和评论等辅助信息.在未来的工作中,将尝

试融合多源异构辅助信息,并通过扩展嵌入技术和深度学习

方法进一步提升算法的推荐性能.
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