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摘　要　语义解析领域中的 TextＧtoＧSQL 任务对实现基于数据库的自动问答具有重要意义.现有深度学习模型,如 Seq２Seq
的序列生成模型在单表SQL查询中已取得显著效果,但无法解决多表SQL查询的问题.图神经网络能够有效提取数据库表

和问句之间的关联信息,丰富解析过程中的语义信息,从而提升多表SQL查询的准确率.文中提出一种自适应的图构建方式

和图编码方式,在现有 TextＧtoＧSQL 模型中引入问句信息,通过对问句和数据库的拼接词向量进行卷积操作生成图网络初始化

权重,对同种类型下的不同数据库可实现统一训练.采用IRNet框架和关系扩充的方式进行整体模型设计,在当前开放的

TextＧtoＧSQL数据集Spider上进行验证.结果表明,该技术能够有效提升多表 SQL语句生成的匹配准确率,同时算法对图神

经网络在 TextＧtoＧSQL领域的研究具有重要的参考价值.
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Abstract　TheTextＧtoＧSQLtaskinthefieldofsemanticparsingisofgreatsignificanceforrealizingdatabaseＧbasedautomatic

questionandanswer．Atpresent,deeplearning models,suchassequencegeneration modelSeq２Seq,hasachievedsignificant

effectsinsingleＧtableSQLqueries．However,theproblemofmultiＧtableSQLqueriesremainstobesolved．Graphneuralnetwork

caneffectivelyextracttheassociatedinformationbetweendatabases,tablesandquestions,enrichthesemanticinformationinthe

parsingprocess,andimprovetheaccuracyofmultiＧtableSQLqueries．Thispaperproposesanadaptivegraphconstructionmethod

andgraphencodingmethod．QuestioninformationisintroducedintotheexistingTextＧtoＧSQLmodel,andthegraphnetworkiniＧ

tializedweightsaregeneratedbyconvolutionoperationonthesplicingwordvectorofthequestionsentenceandthedatabase．

Generaltrainingcanbeachievedfordifferentdatabasesofthesametype．TheIRNetframeworkandrelationalexpansionareused

todesigntheoverallmodel,anditisverifiedontheopenTextＧtoＧSQLdataset———Spider．Resultsshowthatthetechnologycan

effectivelyimprovethematchingaccuracyofmultiＧtableSQLstatementgeneration,andthealgorithmhasanimportantreference

valuefortheresearchofgraphneuralnetworkinthetextＧtoＧSQLfield．

Keywords　 TextＧtoＧSQL parsing,Deeplearning,Graph construction,Graph neuralnetwork,MultiＧtable SQL statement

generation

　

１　引言

随着计算机水平的快速发展,数据的获取更加便捷,数据

的搜索和查询对于企业生产和人民的日常生活具有重要的导

向作用.现有数据通常存储在关系型数据库系统,而研究人

员获取所需数据需要掌握数据库相关知识以及基于 SQL
(StructuredQueryLanguage)的查询语言,其专业技能要求较

高,对于一般用户而言难以实现.近年来,随着人工智能技术

的发展,通过对自然语言的解析,直接生成和数据库系统交互

的SQL语句已成为研究热点之一.目前的研究工作通常采

用一个自然语言Ｇ数据库接口(NaturalLanguageInterfaceto
Database,NLIDB),来实现用户的问题与数据库系统的交互,

从而获取和分析数据[１].

NLIDB的核心问题就是将输入的文本信息转化为SQL



语句(TextＧtoＧSQL).为了解决该问题,目前可分为两个研究

方向:１)基于规则模板的方式,即按照常用SQL语法对自然

语言进行分类,并对不同类别配以对应的SQL模板.此类方

法需要人工总结经验,具有较高的时间成本.此外,随着应用

场景的切换,现有模板常常难以满足要求,迁移性较差.２)基
于深度学习的方式,采用神经网络进行端到端的实现.该方

法只需通过不断加入样本信息即可自我优化,具有准确性高、

适应性强等优点,正受到学界越来越广泛的关注.

TextＧtoＧSQL的深度学习模型需要结合数据库本身的信

息和用户的自然语言,提取出关联的数据库表名、列名以及用

户的意图模式.然而数据库本身复杂的内部结构给常规的深

度学习模型带来了很大挑战,主要体现在:１)传统的深度神经

网络的输入为结构化数据,而数据库中存在表名、列名和列名

对应的具体数据,整合多种信息源无疑增加了流程的复杂性;

２)数据库的各元素之间存在显著依存关系,尤其在多表SQL
查询场景中,有效提取表Ｇ表、表Ｇ主键、主键Ｇ外键等关联信息

并代入模型,从而生成SQL的join部分语句(见图１),也是一

个主要难题.近年来,越来越多的深度学习方法引入了图网

络这一形式.图神经网络(GraphNeuralNetwork,GNN)通

过将源数据转化为关系图谱作为输入,采用聚集邻近节点的

方式,在图结构上进行线性变换、卷积等操作[２],能够准确表

达数据库各元素的关联信息,可以解决传统深度学习模型遇

到的上述问题.

　　用户问题:Foreachstadium,howmanyconcertsplaythere?

SQL:SELECTT２．name,count(∗)FROMconcertAST１JOINstaＧ

diumAST２ONT１．stadium_id＝T２．stadium_idGROUPBYT１．stadium_

id

图１　多表连接的复杂SQL语句

Fig．１ComplexSQLstatementformultiＧtableconnection

本文在 TextＧtoＧSQL领域提出了一种解决办法.本文的

主要工作如下:

(１)提出了一种基于用户问句和数据库信息的图网络自

动构建方式,并从中总结出３９种关系类型信息,有助于提升

识别问句中关键词的识别准确率.

(２)设计了一种自适应的图自动编码技术,与先前的研究

相比,其具有跨数据库的通用性优点.

(３)在开放的 TextＧtoＧSQL任务数据集Spider上进行验

证,本文方法能够有效提升SQL的匹配准确率.

２　相关工作

自然语言接口目前已在工业领域产生诸多应用,如聊天

机器人、自动问答系统等.近几十年来,基于自然语言的数据

查询技术仍然是数据库和自然语言处理领域的热点难题.研

究人员在早期通常采用人工的方式总结规则模板[３].２００４
年,Popesu等将自然语言的子集定义为语义上易处理的查

询[４],并且精确地将这些查询转换为相应的SQL查询,但对

于语义上难以处理的问句则无法进行匹配.２０１２年,Unger
等基于SPARQL语法将用户的问题转换为一种中间模板[５],

并采用 WordNet实现模板中具体要素的预测.２０１４ 年,Li
等[６]设计出一种基于“解析树”进行中间表达的 NaLIR 系统.

该系统需要用户主动选择某种树结构,然后通过解码器将

树图翻译为SQL语句.此类方法在单独场景中的准确率较

高,但需要人力参与,且只能针对特定的数据库单独定制,不

具有通用性.

深度学习的发展使得基于神经网络的端到端流程得以实

现.２０１７年Zhong等利用增强学习的相关知识,提出基于策

略模式的Seq２SQL模型[７],在 WikiSQL数据集上单表查询

的SQL执行准确率达到５９．４％.同年,Yu等提出 TypeSQL
模型,通过结合外部知识和数据库字段枚举值对问句中的关

键词进行进一步抽取[８].以上方法在单表查询中取得了明显

效果,但不足以解决多表查询的复杂模式.２０１８年,Yu等采

用融合SQL生成历史记录和数据库信息的编码器以及基于

SQL特定语法树的解码器,提出一种SyntaxSQL模型[９],对

于具有多表查询的Spider数据集[１０],其查询准确率在原有模

型的基础上提升了１４．８％.２０２０年,Cao等利用斯坦纳树理

论解决 From 模块的多表join路径不匹配问题[１１].同年,

Zhang等采 用 编 辑 机 制 引 入 用 户 查 询 的 历 史 信 息,提 出

EditSQL框架[１２],在spider数据的测试集上准确率提升至

３２．９％.

传统神经网络模型难以处理非结构化数据,对于多表

SQL解析问题,如何识别问句中的字段所在表,及表Ｇ表、表Ｇ
字段和字段Ｇ字段的连接关系,对提升模型的效果具有重要作

用.图神经网络可以读取数据库层级的诸多元素关联信息,

采用邻居节点聚合的方式将数据库信息进行编码,从而有助

于识别问句中的列名和表名.２０１９年,Bogin等使用 Gated

GNN对数据库模式的结构进行训练,并在编码和解码阶段同

时使用该形式[１３],准确率提高至３９．４％,此后,通过添加全局

节点的方式引入 GlobalGNN 模型,进一步将准确率提升至

４７．４％[１４].２０２０年,Xie等提出一种将SQL查询语句变化成

图网络 的 方 法,为 后 续 研 究 提 供 了 参 考 方 向[１５].然 而 在

TextＧtoＧSQL领域中,现有的图构建方式仅仅考虑了数据库层

面的关联信息,尚未将问句的词向量作为本体融入图网络.此

外,由于不同数据库具有不同的关联关系,即使对于同一种存

储类型的数据库,其也需要分别在每个数据库中训练 GNN模

型,不具有迁移性.而本文提出的架构有助于解决该类问题.

３　任务定义

为了准确描述 TextＧtoＧSQL任务需要研究的相关问题,

本节给出了所设计概念的具体定义.

３．１　模型输入

TextＧtoＧSQL任务模型的输入通常由两部分组成:

(１)问题集合Q:

Q＝{q１,q２,,qk,qn} (１)

其中,qk为问句Q 中的第k个词语,n为问句的词向量个数.

(２)数据库集合S,包括表名集合T 和列名集合C.

T＝{t１,t２,,tk,,tm} (２)

C＝{ct１１,c１２,,ckj,,cml} (３)

其中,tk为表集合T 中的第k 张表,m 为数据库中的总表数,

ckj为第k张表的第j 个列名,cml为最后一张表的最后一个

列名.
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此外,本文引入第三部分关系集合R 作为图神经网络的

输入信息:

R＝{r１,r２,,rk,,r３９} (４)

考虑问句词和数据库元素之间的诸多对应关系,本文总

结出３９种关系类型.

３．２　模型输出

本文的模型解析部分采用中间表示层框架[１５],即按照

SQL语法抽象出若干独立元素,模型输出元素序列即SemQL
语句.SemQL 由 sketch 和 A/C/T 两 部 分 组 成.前 者 由

Root１,Root,Sel,Order,Sup和 Filter模块组成,每个模块对

应多种子模式.A/C/T分别表示运算符、列名索引和表名的

索引.通过对SemQL的各模式进行编号,可将其映射成最

终的SQL语言.由SQL拆分成的SemQL各个元素如图２
所示.

Root１→Root＋intersect|union|except|none(＋Root)

Root→Sel|SelFilter|SelOrder|SelSup|SelOrderFilter|SelSupFilter

Sel→A|AA|AAA|AAAA|AAA

Order→ascA|descA 　　　Sup→mostA|leastA

Filter→andFilterFilter|orFilterFilter

|＞A|＞ARoot|＜A|＜ARoot

|＞＝A|＞＝ARoot|＝A|＝ARoot

|! ＝A|! ＝ARoot|betweenA

|likeA|notlikeA|inARoot|notinARoot

A→maxCT|minCT|countCT

|sumCT|avgCT|noneCT

C→column　　　　　 T→table
例:

SQL:ELECTsong_name,song_release_yearFROMsinger．ORDERBYageLIMIT１

SemQL:Root１(３)Root(２)Sel(０)A(０)C(１１)T(１)A(０)C(１２)T(１)Sup(１)A(０)C(１３)T(１)

图２　SemQL语法示意图

Fig．２　SemQLsyntaxdiagram

４　模型与算法

４．１　模型设计

本文模型整体部分基于IRNet的架构[１６],如图３所示.
底层输入采用问句和数据库列名表名拼接的方式,通过自然

语言预训练模型Bert的transformer结构[１７]输出各自的向量

Wq０,Wc０,Wt０,其中对列名和表名的多个词取平均值,作为最

终的向量表示.随后Wq０经过全连阶层转化为３００维的问句

词向量Wq,Wc０ 和Wt０ 各自通过一个双向长短时记忆网络

(LongShortＧTerm Memory,LSTM),同样形成３００维的列名

向量Wc和表名向量Wt,并与经过本文设计的 GNN 编码后

的输出向量进行叠加.其中问句部分采用 Attention机制结

合LSTM 输出SemQL的sketch部分.列名和表名解析则分

别采用不同的指针网络模型(PointerNetwork),并引入问句

的输出向量预测运算符 A的所属类别,最后将二者结合通过

规则解析构成SQL语言.

图３　本文模型的整体架构

Fig．３　Overallarchitectureofmodelinthispaper

４．２　图网络构建

现有 TextＧtoＧSQL任务采用数据库信息构建图网络,仅
仅含数据库表名Ｇ表名、表名Ｇ列名和 列 名Ｇ列 名 ３ 种 主 要 关

系类型.本文采用了一种区别于以往 GNN图谱的构建方

式,即在原 有 方 法 上 引 入 问 句 信 息,新 增 了 问 句 词Ｇ问 句

词、问句词Ｇ表名、问句词Ｇ列名这３类主要关系,并在原有

关系的基础上进行细化和扩充.
本文所构建图网络包含３类实体节点:问句词、列名和表

名.考虑到问句词之间的距离及其与列名和表名的匹配方

式,形成了共计３９种关系类型的全连接关系图谱.
(１)列名－＞列名(ci→cj):相同列名(r０),ci是cj外键

(r１),cj是ci外键(r２),属于同一张表(r３),不属于同一张表(r４).
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(２)列名－＞表名(ci→tj):ci是tj主键(r５),ci是tj的其中

一列(r６),ci不属于tj的其中一列(r７).
(３)表名－＞列名(ti→cj):ti存在主键cj(r８),ti存在列

cj(r９),ti不存在列cj(r１０).
(４)表名－＞表名(ti→tj):相同表名(r１１),ti通过外键连

接tj(r１２),tj通过外键连接ti(r１３),两表互为外键连接形式

(r１４),两表不存在直接连接(r１５).
(５)列名－＞问句词(ci→qj):ci完全匹配qj(r１６),ci部分

匹配qj(r１７),二者不存在连接关系(r１８).
(６)问句词－＞列名(qi→cj):qi完全匹配cj(r１９),qi部分

匹配cj(r２０),二者不存在连接关系(r２１).
(７)表名－＞问句词(ti→qj):ti完全匹配qj(r２２),ti部分

匹配qj(r２３),二者不存在连接关系(r２４).
(８)问句词－＞表名(qi→tj):qi完全匹配tj(r２５),qi部分

匹配tj(r２６),二者不存在连接关系(r２７).
(９)问句词－＞问句词(qi→qj):计算问句词qi到qj的相

对距离d,按照d的大小分别为０~５或大于５,共有r２８~r３４

这种关系.
(１０)数据库－＞数据库(si→sj):与数据库层级关系r０~

r１５混合计算.如果关联节点均不含问句词,则按照列名Ｇ列

名(r３５)、表名Ｇ表名(r３６)、表名Ｇ列名(r３７)、表名Ｇ表(r３８)名划

分成４种关系.
其中,对于完全匹配,问句词即是列名或表名,部分匹配

则指问句词属于某个列名或表名的一部分.

４．３　基于自编码器的图神经网络

图自编码器(GraphAutoＧEncoder,GAE)采用encoderＧ
decoder结构,可以对关系网络进行结构化感知,其生成的节

点embedding能够支持下游预测任务.２０１６年,Kipf等设计

出一种变分图自编码器[１８],在encoder部分借用 GNN 模型

通过隐变量学习到节点的特征分布情况,并从中进行采样得

到节点embedding,并在 decoder部分进行内积运算重构图

形,但该方法的隐变量只能针对特定图谱.本文设计出一种

新型的 GNN算法,对于 TextＧtoＧSQL任务可实现由问句词、
列名和表名的多结构网络统一编码和训练,同时能够考虑多

种关系类型信息.GNN架构的详细推导如下.
(１)将问句词和数据库元素作为实体构建图网络G,由

图４可知,将Wq,Wc,Wt 通过纵向拼接和补零形成维度为

５１２×３００的向量Wcat１作为G的节点特征矩阵,同时初始化矩

阵Wr＝[x１,x２,,xk,,x３９]作为关系权重矩阵(xk表示第

k种关系的权重),对于关系网络G 的邻接矩阵Ag而言,其在

第i行、第j列的值xk表示实体i和j对应关系rk的权重.

(２)将Wcat１ 的转置矩阵Wt
cat１ 通过卷积和全连接层形成

３００×５１２的节点权重矩阵Wei１:

Wei１＝linear(conv(Wt
cat１)) (５)

(３)将特征矩阵Wcat的有效部分与Wei１相乘,得到中间矩

阵Wmid,其与邻接矩阵Ag 的乘积经过激活函数形成第一层

GNN输出结果Gnn_out１:

Wmid１＝Wcat１[:l]Wei１ (６)

Gnn_out１＝softmax(tanh(AgWmid１)) (７)

其中,l表示Wcat补零前的词向量长度;
(４)Gnn_out１ 做 补 零、转 置 后 变 为 ５１２×５１２ 的 向 量

Gnn_midt
１,将 其 作 为 第 二 层 权 重 矩 阵 的 输 入,这 里 将

Gnn_midt
１通过步骤(２)的变换分别产生Wei２和Wei３两个相同

矩阵:

Wei２＝linear(conv(Gnn_midt
１)) (８)

Wei３＝linear(conv(Gnn_midt
１)) (９)

(５)将Gnn_out１视为第二层 GNN 特征矩阵,将Wei２ 和

Wei３代入式(６)、式(７),则得到第二层的两部分 GNN输出:

Wmid２＝Gnn_out１Wei２ (１０)

Wmid３＝Gnn_out１Wei３ (１１)

Gnn_out２＝softmax(tanh(AgWmid２)) (１２)

Gnn_out３＝softmax(tanh(AgWmid３)) (１３)
(６)Gnn_out３分别按照指数分布和随机分布生成对应向

量,与Gnn_out２合并运算经激活函数层形成 GNN 部分的enＧ
coder向量Wg:

Estd＝exp_like(Gnnout３) (１４)

Eeps＝randn_like(Estd) (１５)

Eunion＝EepsEstd＋Gnn_out２ (１６)

Wg＝softmax(tanh(Eunion)) (１７)
将Wg 拆分成对应的问句Wgq、列名Wgc和表名Wgt,加入

原模型embedding向量:

Wq＝Wq＋Wgq (１８)

Wc＝Wc＋Wgc (１９)

Wt＝Wt＋Wgt (２０)

图４　TextＧtoＧSQL任务中的 GNN架构

Fig．４　GNNarchitectureinTextＧtoＧSQLtask

５　实验

本文 验 证 设 备 为 一 台 Linux 服 务 器,版 本 为 Ubuntu
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１６．０４．４,GPU为１６GB的 NVIDIA TeslaV１００.本文基于

Pytorch的深度学习框架进行模型实现,采用 Python编程语

言,输出３００维的隐向量,dropＧoutrate为０．３,优化部分使用

Adam,批样本数目为４,训练时迭代次数为１００,损失函数沿

用IRNet的计算方式.

５．１　数据集选择

本文使用的数据集为Spider数据集,如表１所列.该数

据集具有丰富的数据库表结构信息,且对于每个自然语言问

题都有相应的SQL语句进行参考,其优点体现在:

(１)Spider根据难度分为 Easy,Medium,Hard和 Extra

Hard共４类数据集,是 TextＧtoＧSQL任务的公开数据集中唯

一既包含多表查询情况又存在复杂SQL语句的数据集.其

中复杂 SQL 指语句中存在 ORDERBY,GROUPBY 以及

WHERE子句的嵌套查询情况,适用于评价 GNN 对于多表

连接信息的表达程度.

(２)自然语言问句中存在字段的具体枚举值信息,更接近

真实问答场景,可有效定位至具体字段,有助于提升预测

结果.

(３)数据集由训练集、验证集和测试集３部分构成,每个

部分采用不同的数据库表结构,可衡量模型对于新数据的迁

移能力.

表１　Spider数据集的规模

Table１　SizeofSpider

样本数目 数据库数目

训练集 ８６５９ １４６
验证集 １０３４ ２０
测试集 ２１４７ ４０

５．２　评价指标

本文采用完全匹配准确率(ExactMatchingAccuracy)和

部分匹配分值(PartialMatchingScore)两种方式对实验结果

进行评价.其中,完全匹配准确率指采用标准化定义的方式

处理预测SQL和真实值,从整体上衡量二者间的匹配程度,

无须考虑预测列名的顺序问题;部分匹配分值则将SQL语句

拆分成 SELECT,WHERE,GROUPBY,ORDER BY 等 子

句,并逐一计算预测值和真实值在各部分的F１值.

５．３　实验结果及分析

表２列出了不同模型分别在Spider验证集(Dev)和测试

集(Test)上的匹配准确率情况.

表２　不同模型分别在验证集和测试集上的完全匹配

准确率对比

Table２　Comparisonofexactmatchingaccuracyfordifferent

modelsondevelopmentandtestsets
(单位:％)

模型 Dev Test
Seq２SQL １．９ ３．７
TypeSQL ８．０ ８．２
SytaxSQL ２４．８ ２７．２
EditSQL ３６．４ ３２．９

GatedGNN ４０．７ ３９．４

GlobalGNN ５２．１ ４７．４

IRNet ５３．２ ４６．７
本文 ６０．９ ６０．１

　　由表２可知,对于 TextＧtoＧSQL任务,基于中间表示层的

IRNet较传统的 GNN模型在性能上有明显提升,而本文新引

入的编码器图神经网络,其最终准确率在原有模型的基础上,

在验证集上提升了７．７％,在测试集上提升了１３．４％,具有明

显效果.由于本文方法嵌入了多种数据库及问句词的关联关

系,在模型训练时提供了更丰富的表征信息[１９],具有更好的

泛化效果,其验证集和测试集的查询准确率基本相近,与原

IRNet模型相比,有效提升了模型的稳定性.

为进一步研究算法在SQL不同部分的预测效果,实验分

析了模型的主要模块在Spider多个难度下的F１值,如表３
所列.可以发现,由于进行编码时嵌入了数据库元素的关联

信息,对于预测列名和表名的部分如SELECT,GROUPBY,

ORDER,其F１值普遍较高,说明本文设计的图编码方法具

有显著的效果.为了证明模型的鲁棒性,观察F１值随着数

据集难度由简单逐渐增加至困难级别的变化情况,发现其并

没有明显降低,可知模型对于不同难度的数据均有良好效果.

表３　测试集种不同难度下各模块的F１值

Table３　F１scoresoftestsetfordifferentpartsbyhardnesslevel
(单位:％)

模块 Easy Medium Hard Extrahard
SELECT ０．９２７ ０．７９４ ０．９１４ ０．７５９
WHERE ０．８８９ ０．８０８ ０．５６４ ０．５６４

GROUPBY ０．９００ ０．７５２ ０．７６９ ０．６９６
ORDERBY １．０００ ０．７２０ ０．８３６ ０．８２３

此外,实验发现,作为影响模型最终准确率的一个较为关

键因素,WHERE部分的F１值在困难模式下偏低.经分析

可得,WHERE部分不仅包含列名解析,还需要从问句中识别

如”＞””＜”“＝＝”等条件符号.此类信息无法加入图编码

器,因此无法实现文中的提升效果.

结束语　本文针对语义解析领域的 TextＧtoＧSQL任务,

设计出一种图谱构建方法,并提出一种可跨数据库训练的图

神经网络.基于用户的问句词和数据库信息,在模型输入阶

段构建出包含３９种关系的异质关系图谱,通过图邻接矩阵的

方式,将关系信息进行编码,并进行统一训练.实验表明,与

之前的模型相比,该方法能够有效提升Spider数据集下多表

查询场景的匹配准确率.此外,由于补充了数据库和问句间

的表征关系,使得验证集和测试集的结果不存在明显差异,一

定程度上提升了模型的稳定性和鲁棒性.由于SQL语法在

WHERE部分需要进行条件判断,而本文在构建图谱时并未考

虑该部分因素,因此可在未来工作中探索新的关系设计方式.
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