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摘　要　强化学习是机器学习中一个重要的分支,随着深度学习的发展,深度强化学习逐渐发展为强化学习研究的重点.因应

用广泛且实用性较强,面向连续控制问题的无模型异策略深度强化学习算法备受关注.同基于离散动作的 Q 学习一样,类行

动者Ｇ评论家算法会受到动作值高估问题的影响.在类行动者Ｇ评论家算法的学习过程中,剪切双 Q 学习可以在一定程度上解

决动作值高估的问题,但同时也引入了一定程度的低估问题.为了进一步解决类行动者Ｇ评论家算法中的高低估问题,提出了

一种新的随机加权三重 Q学习方法.该方法可以更好地解决类行动者Ｇ评论家算法中的高低估问题.此外,将这种新的方法与

软行动者Ｇ评论家算法结合,提出了一种新的基于随机加权三重 Q 学习的软行动者Ｇ评论家算法,该算法在限制 Q 估计值在真

实 Q值附近的同时,通过随机加权方法增加 Q估计值的随机性,从而有效解决了学习过程中对动作值的高低估问题.实验结

果表明,相比SAC算法、DDPG算法、PPO算法与 TD３算法等深度强化学习算法,SACＧRWTQ 算法可以在gym 仿真平台中的

多个 Mujoco任务上获得更好的表现.
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Abstract　Reinforcementlearningisanimportantbranchofmachinelearning．Withthedevelopmentofdeeplearning,deepreinＧ

forcementlearningresearchhasgraduallydevelopedintothefocusofreinforcementlearningresearch．ModelＧfreeoffＧpolicydeep
reinforcementlearningalgorithmsforcontinuouscontrolattracteveryone’sattentionbecauseoftheirstrongpracticality．LikeQＧ

learning,algorithmsbasedonactorＧcriticsufferfromtheproblemofoverestimations．Toacertainextent,clippeddoubleQＧlearＧ

ningmethodsolvestheeffectoftheoverestimationinactorＧcriticalgorithms,butitalsointroducesunderestimationtothelearＧ

ningprocess．InordertofurthersolvetheproblemsofoverestimationandunderestimationintheactorＧcriticalgorithms,anew

learningmethod,randomlyweightedtripleQＧlearningmethodisproposed．Inaddition,combiningthenew methodwiththesoft

actorcriticalgorithm,anewsoftactorcriticalgorithmbasedonrandomlyweightedtripleQＧlearningisproposed．Thisalgorithm

notonlylimitstheQestimationvalueneartherealQvalue,butalsoincreasestherandomnessoftheQestimationvaluethrough



randomlyweightedmethod,soastosolvetheproblemsofoverestimationandunderestimationofactionvalueinthelearning

process．Experimentresultsshowthat,comparedtotheSACalgorithmandothercurrentlypopulardeepreinforcementlearning
algorithmssuchasDDPG,PPOandTD３,theSACＧRWTQalgorithmhasbetterperformanceonseveralMujocotasksonthegym

simulationplatform．

Keywords　QＧlearning,Deeplearning,OffＧpolicyreinforcementlearning,Continuousactionspace,Maximumentropy,Softactor

criticalgorithm

　

　１引言

强化学习(ReinforcementLearning,RL)是一种无监督的

机器学习方法[１].目前,强化学习已经在一些具有挑战性的

领域中(如机器人控制[２]和博弈游戏[３Ｇ４]等)得到了广泛的应

用.强化学习通常使用马尔可夫决策过程(MarkovDecision

Processes,MDPs)作为随机条件下的理论框架,通常采用最

大化累计奖赏的手段来求解最优策略[５].

强化学习分为基于模型强化学习和模型无关强化学习.

模型无关强化学习作为强化学习算法的一个分支,因其实用

性较强而备受关注.Watkins等[６]于１９８９年提出了模型无

关强化学习算法 Q学习(QＧLearning,QL).Q学习是很多现

代模型无关强化学习算法的基础,该算法在当时取得了良好

的效果.Q学习有一个致命的缺点,即其对动作值的高估,其

在动作评估过程中包含一个最大化操作,这个操作会导致算

法每次学习到的动作值比真实值高.由于 TD 学习(Time

DifferenceLearning,TDL)的更新公式[７]会对学习到的动作

值进行二次利用,对动作值的过高估计会因此累积,这直接导

致了 Q学习算法对动作值的高估问题.

传统的强化学习中,如何表达高维度的状态空间和动作

空间一直是一个难以解决的问题.近年来,深度学习(Deep

Learning,DL)[８]的发展在一定程度上解决了此问题.卷积神

经网络(ConvolutionalNeuralNetworks,CNN)使得抽取图像

特征作 为 状 态 变 得 可 行,深 度 Q 网 络 (Deep QＧNetwork,

DQN)也应运而生[９].深度 Q网络成功地结合了深度神经网

络(DeepNeuralNetwork,DNN)和 Q 学习,也是第一种将 Q
学习和非线性函数逼近技术成功结合的算法.深度学习和强

化学习 相 结 合 得 到 的 深 度 强 化 学 习 (DeepReinforcement

Learning,DRL)使得传统的强化学习算法可以在一些复杂的

环境中取得更好的效果.深度 Q 网络已经被证明能够在

Atari２６００的许多个游戏中训练得到可媲美人类操纵水平的

控制策略.尽管深度神经网络可以较好地逼近动作值,但是

DQN中仍然使用了最大值操作来进行更新,因此 DQN 算法

还是会极大地高估动作值.

为了解决 DQN 中的高估问题,Hasselt等[１０]于２０１６年

提出了 双 深 度 Q 网 络 (DoubleDeep QＧNetwork,DDQN).

DDQN在 DQN的基础上进行了改进,有效地缓解了 DQN的

高估问题.并且,在部分 Atari２６００游戏中,DDQN取得了优

于 DQN的表现.这也证明了解决高估问题可以影响算法训

练后所获得策略的好坏.

DQN等基于 Q学习的算法在离散动作空间任务中具有

良好的效果,这类方法大多通过εＧgreedy策略来选择动作.

εＧgreedy策略每次选择动作时有１－ε的概率来选择动作值最

大的动作,从而利用已经学习到的动作值.另外,以ε的概率

进行探索,从而学习新的动作值.在连续动作空间求解动作

值最大的动作的代价较高,因此 DQN 等基于 Q 学习的算法

在连续动作空间任务上的效果并不能令人满意,而基于策略

梯度的方法可以较好地解决此问题.基于策略梯度的方法可

以分为随机策略梯度(StochasticPolicyGradients,SPG)方法

和确定性策略梯度(DeterministicPolicyGradients,DPG)方

法.确定性策略梯度方法在选择动作时,策略输出一个确定

的动作,无须求解动作值最大的动作,因此确定性策略梯度方

法可以被较好地应用到连续控制任务中.深度确定性策略梯

度(DeepDeterministicPolicyGradients,DDPG)算法[１１]是确

定性策略梯度算法中比较有代表性的算法.

DDPG算法的样本学习率很高,但其对超参数十分敏感,

因而很难达到较好的效果.Fujimoto等基于双延迟深度确定

性策 略 梯 度 (TwinDelayed Deep DeterministicpolicygraＧ

dient,TD３)算法[１２]提出了剪切双 Q 学习(ClippedDoubleQＧ

learning,CDQ),该方法取两个 Q 估计值中的最小值作为更

新目标.软行动者Ｇ评论家(SoftActorＧCritic,SAC)算法[１３]

中也采用了剪切双 Q 学习.虽然剪切双 Q 学习可以较好地

解决高估问题,但会引入巨大的低估偏差.

本文改进了剪切双 Q学习方法,并在其基础上提出了一

种新的随机加权三重 Q 学习(RandomlyWeightedTripleQＧ

learning,RWTQ)方法.该方法可以有效减少 Q 值的高估与

低估问题,在一些实验环境下取得了良好的效果.

本文的主要贡献包括３个方面:

(１)提出了一种新的随机加权三重 Q 学习方法,通过限

制 Q估计值的选择范围以及增加随机性来有效地降低高估

与低估带来的影响.

(２)结合随机加权三重 Q 学习方法和SAC算法,提出了

一种新的基于随机加权三重 Q 学习的软行动者Ｇ评论家算法

(SoftActorCriticwith Randomly Weighted TripleQＧlearＧ

ning,SACＧRWTQ).

(３)在 Mujoco的４个环境中,将 SACＧRWTQ 算法与其

他算法的性能进行了对比.实验结果表明,相比其他对比算

法,使用随机加权三重 Q 学习的改进算法SACＧRWTQ 的性

能获得了一定程度的提升.

２　相关工作

２．１　强化学习

传统的强化学习建立在马尔可夫决策过程模型之上,以

６３３ ComputerScience 计算机科学 Vol．４９,No．６,June２０２２



最大化累积回报为目标.马尔可夫决策过程由四元组 (S,A,

p,r)决定,其中S代表状态空间;A代表动作空间;p 代表未

知状态迁移概率p:S×A×S→[０,∞),表示在当前状态st∈S
下采取动作at∈A到达下一状态st＋１∈S的概率密度;在每一

个迁移过后,环境都会给出一个奖赏r:S×A→[rmin,rmax].

强化学习的目标是求解最优策略,使累积回报最大化.agent
的策略,即在状态st 下采取动作at 的概率,用π:S×A→[０,

１]表示.在策略π(at|st)下,用ρπ(st)表示状态的概率密度,

用ρπ(st,at)表示状态动作对的概率密度.强化学习的目标就

是找到可以使期望奖赏和J(π)＝∑
T

t＝０
E(st,at)~ρπ

[r(st,at)]最大

化的最优策略π∗ .

２．２　基于最大熵模型的强化学习算法

许多同策略深度强化学习算法(如 TRPO 算法[１４]、PPO
算法[１５]和 A３C算法[１６]等)样本的利用效率都较低,这是由于

每一次梯度更新都需要新的样本数据.在任务复杂度较高

时,每次梯度更新需要的样本数量可能会非常大.DDPG 算

法很好地解决了这个问题,但其对超参数非常敏感,难以应

用.软行动者Ｇ评论家算法通过在奖赏函数中加入一个最大

熵(MaximumEntropy)正则项来修改强化学习目标,加入最

大熵正则项后的期望奖赏和J(π)可表达为:

J(π)＝∑
T

t＝０
E(st,at)~ρπ

[r(st,at)＋αH(π(􀅰|st))] (１)

其中,H(π(􀅰|st))代表状态st 在策略π 下的熵;α是温度系

数,温度系数直接决定了熵正则项与奖赏的比重,因此可以通

过其来控制最优策略的随机性.

２．３　高估误差

高估指在对状态动作对的 Q值进行评估时,其估值相比

真实 Q值偏高的一种情况.高估误差最早在 Q 学习中被发

现,而 Q学习几乎是目前所有基于值的 RL算法的原型.在

Q学习中,每次选取动作时会执行一个取最大值的操作.最

大值操作会倾向于高估真实的 Q值,而这种高估误差会被时

序差分学习的更新公式进一步扩大.在时序差分学习中,计

算一个 Q值的估计值会用到下一序列状态的 Q值,这会累积

高估误差,进而形成更大的高估误差.

深度 Q网络等深度强化学习算法采用深度神经网络来

估计 Q值.尽管深度神经网络可以很好地逼近 Q值,但即使

在确定性算法中仍然存在高估现象.Fujimoto等[１２]于２０１８
年发现在行动者Ｇ评论家强化学习算法中也存在高估问题,如

确定性策略梯度和深度确定性策略梯度等算法.

为了改善标准 Q 学习中的高估情况,Hasselt[１７]于２０１０
年提出了双 Q学习(DoubleQＧLearning,DQL).双 Q学习可

以把目标网络中的最大值操作解耦为动作选择和评估两部

分,其中一个 Q网络用于确定贪婪策略,另一个网络用于确

定 Q值,从而获得无偏的估计.DDQN是深度学习和双 Q学

习的结合体,其在 DQN的目标 Q 网络的基础上提供了第二

个 Q网络,在一定程度上缓解了高估问题.但是,以上两种

方法都只能在离散动作环境下获得较好的效果.Fujimoto
等[１２]基于标准双深度 Q网络提出了一种面向连续动作空间

的行动者Ｇ评论家算法变体,但该算法和 DDPG一样也会受到

高估问 题 的 影 响.最 终,Fujimoto 等 提 出 了 剪 切 双 Q 学

习[１２].剪切双 Q学习通过在两个 Q估计值中选取较小的一

个作为 Q目标值来解决高估问题.双延迟深度确定性策略

梯度和软行动者Ｇ评论家算法均采用了此方法来解决高估

问题.但是,剪切双 Q学习在缓解高估问题的同时也会引入

巨大的低估误差.

在 Q学习中,假设 Q估计值是由 Q函数Qθ(s,a)使用参

数θ近似得来的.Q 目标值为yθ＝E[r]＋γEs′[max
a′

Qθ(s′,

a′)],Qθ(s,a)可以通过使用梯度下降等方法[１８Ｇ１９]最小化损失

函数(yθ－Qθ(s,a))２/２来更新.参数更新公式如下:

θnew＝θ＋β(yθ－Qθ(s,a))ÑθQθ(s,a) (２)

其中,β是学习率.在实际应用中,Q 估计值Qθ(s,a)通常包

含一些随机误差,这些误差一般是由系统噪声和函数近似误

差导致的.Q
~

表示当前真实的 Q值,可以假设:

Qθ(s,a)＝Q
~(s,a)＋εQ (３)

假设在随机误差εQ 的平均值为０且与状态动作对(s,a)

无关的情况下,式(２)的右侧很可能不准确.θtrue表示根据真

实 Q值Q
~

更新后获得的参数,即:

θtrue＝θ＋β(y~－Q
~(s,a))ÑθQθ(s,a) (４)

其中,目标值y~＝E[r]＋γEs′[max
a′
　Q

~(s′,a′)].

假设在β足够小的情况下,更新后的 Q 函数可以使用泰

勒展开式很好地近似:

Qθtrue
(s,a)≈Qθ(s,a)＋β(y~－Q

~(s,a))‖ÑθQθ(s,a)‖２
２

(５)

Qθnew
(s,a)≈Qθ(s,a)＋β(yθ－Qθ(s,a))‖ÑθQθ(s,a)‖２

２

(６)

更新后的 Q估计值Qθnew
(s,a)的估计偏差如下:

Δ(s,a)＝EεQ
[Qθnew

(s,a)ＧQθtrue
(s,a)]

≈β(EεQ
[yθ]－y

~)‖ÑθQθ(s,a)‖２
２ (７)

其中,EεQ
[max

a′
(Q

~(s′,a′)＋εQ)]－max
a′
　Q

~(s′,a′)≥０[２０].若把

Es′[EεQ
[max

a′
　Qθ(s′,a′)]－max

a′
　Q

~ (s′,a′)]定义为δ,则偏差

Δ(s,a)可以被重写为:

Δ(s,a)≈βγδ‖ÑθQθ(s,a)‖２
２≥０ (８)

由式(８)可知,Δ(s,a)是一个大于等于零的偏差.事实

上,任何估计误差都会因为最大化操作而含有一个大于等于

零的高估误差.虽然个别的高估误差是合理的,但是这些高

估误差可能会被 TD学习,并将其进一步扩大,进而导致巨大

的高估误差和次优策略更新.

３　基于随机加权的三重Q学习

本节主要介绍一种新的基于随机加权的三重 Q 学习方

法与一种新的基于随机加权的三重 Q 学习方法的异策略强

化学习算法.

３．１　软行动者Ｇ评论家算法

软行动者Ｇ评论家算法是一种面向连续空间的异策略
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强化学习算法,它在通过异策略方法优化随;机策略的同时,

也把随机策略优化和类 DDPG方法联系了起来.

软行动者Ｇ评论家算法最重要的特点是熵正则化(EntroＧ

pyRegularization),该算法在奖赏函数的基础上引入熵正则

项来增加算法的探索性.

软行动者Ｇ评论家算法同时学习４个网络参数ϕ,θ１,θ２ 和

ψ,它们分别表示策略网络π、两个 Q值网络以及 V值网络的

参数.

如图１所示,软行动者Ｇ评论家算法在梯度更新的过程

中,首先在经验回放池中取一个样本集合B;然后使用此样本

集合来计算 Q值网络和 V值网络的目标值,根据计算所得的

目标值进行梯度更新,更新完毕再对 V值网络参数进行软拷

贝,更新 V目标值网络;最后通过更新过的 Q 值网络取样更

新策略网络π.

图１　SAC算法示意图

Fig．１　Schematicdiagramofsoftactorcriticalgorithm

３．２　剪切双Q技巧学习

在剪切双 Q学习方法被提出之前已经出现了一些减小

高估偏差的方法,但这些方法在行动者Ｇ评论家算法框架下的

效果都不尽人意.Fujimoto等[１２]提出了双 Q 学习方法的剪

切式变体,即剪切双 Q 学习方法,这种方法可以较好地减小

在各种行动者Ｇ评论家算法框架中出现的高估偏差.剪切双

Q学习算法的更新公式如下:

y＝r＋γmin
i＝１,２

Qθi′(s′,πϕ(s′)) (９)

如图２所示,CDQ方法在两个 Q值网络中取最小值Qmin

作为 Q函数的真实目标值并进行计算.

图２　剪切双 Q学习方法示意图

Fig．２　SchematicdiagramofclippeddoubleQＧlearningmethod

使用剪切双 Q学习不会引入任何高估偏差,但会引入一

些低估偏差.相比高估偏差,低估偏差不会被传播,因此其对

学习效果的影响远小于高估对学习效果的影响.

３．３　随机加权三重Q学习方法

在一些特殊情况下,取两个 Q估计值的最小值并不能很

好地起到降低高估的效果,甚至还会造成低估的情况.

针对此问题,本文提出了一些改进方法.由于高估情况

会被传播,因此我们在剪切双 Q学习的基础上扩大选择 Q值

的范围,从而增加算法的探索性,间接降低高估传播现象出现

的概率.同时,将 Q值的选择范围限制在一个比较合理的范

围内,从而提高算法的利用效率.

为解决上述问题,本文提出了随机加权三重 Q 学习方

法.RWTQ方法使用了３个 Q 值函数来进一步解决算法

学习中的高低估问题,其更新目标计算式如下:

Qmin＝ min
i＝１,２,３

Qθi′(s′,πϕ(s′))

Qaverage＝
１
３ ∑

i＝１,２,３
Qθi′(s′,πϕ(s′))

y＝r＋γ(ρQmin＋(１－ρ)Qaverage)

(１０)

其中,Qmin表示３个 Q 估计值中的最小值,Qaverage表示３个 Q
估计值的平均值,参数ρ是一个加权参数,符合一个均匀

分布,即ρ∈U(０,１).

如图３所示,RWTQ 方法在每一次计算更新目标时,都

会对３个 Q估计值的最小值和平均值进行随机加权.随机

加权后的结果会均匀地分布在３个 Q 估计值的平均值和最

小值之间.随机加权方法的随机性使得每一个动作值都有一

定的概率会被小范围可控地高估或者低估,增大了每一个动

作被选择的概率,极大地降低了高估传播现象出现的概率.

图３　随机加权三重 Q学习方法示意图

Fig．３　Schematicdiagramofrandomlyweightedtriple

QＧlearningmethod

CDQ方法较好地解决了高估问题,但同时引入了一系列

的低估问题,所以 CDQ 方法所选择的两个 Q 估计值的最小

值较为接近真实Q值.我们用Q１,Q２ 和Q３ 来代表３个Q估

计值.这３个 Q估计值中的最小值一定小于等于其中任意

两个 Q估计值中的最小值,即:

min
i＝１,２,３

Qi≤min(Qj,Qk) (１１)

其中,j,k∈{１,２,３}且j≠k.因此,Qmin≤Qtrue.实际上,３个

Q估计值的平均值与单个 Q 估计值没有区别.相比真实的

Q值,由于存在高估问题,３个 Q估计值的平均值大于等于真

实 Q值,即Qaverage≥Qtrue,因此３个 Q估计值的平均值与最小

值之 间 的 范 围 可 以 很 好 地 近 似 真 实 Q 值,即 Qmin ≤

Qtrue≤Qaverage.

在此范围内,通过均匀分布随机加权的方式计算 Q 值可

以较好地对状态动作空间进行探索,从而提升算法的探索效

率,也可以充分利用已有数据,获取最优策略.

３．４　SACＧRWTQ算法描述

SAC算法也采用了CDQ方法来减少更新过程中出现的

高估现象.将 RWTQ方法与SAC算法相结合可以在利用最

大熵的优秀学习效果的同时,进一步减小高低估现象对算法

学习效果的影响.本文结合 RWTQ和SAC算法提出了基于

随机加权三重 Q 学习的软行动者Ｇ评论家算法,该算法的效

果优于当前大部分基于连续状态空间和连续动作空间的深度

强化学习算法.

算法１　SACＧRWTQ算法

输入:最大时间步 M,每步更新次数 N,初始化策略网络参数φ,Q 函

数参数θ１,θ２,θ３,V函数参数ψ,经验回放池 D
输出:策略网络参数φ
１．初始化目标网络参数:ψtarg←ψ
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２．form←１toMdo:

３．　先观察当前状态s,然后根据策略选择动作a~π(􀅰|s)

４．　在环境中执行动作a

５．　观察下一状态s′、奖赏r和表示s′状态是否为结束状态信号d

６．　将元组(s,a,r,s′,d)存储到经验池D中

７．　如果状态s′为终止状态,重置环境状态

８．　if经验池D中有足够的经验:

９．　　forn←１toNdo:

１０．　　　从D中随机取样一小批过程B＝{(s,a,r,s′,d)}

１１．　　　计算 Q值与 V值的目标值:

　　　yq(r,s′,d)＝r＋γ(１－d)Vψtarg
(s′)

　　　Qmin＝ min
i＝１,２,３

Qθι′(s′,πϕ(s′))

　　　Qaverage＝
１
３ ∑

i＝１,２,３
Qθi′(s′,πϕ(s′))

　　　Qweighted＝ρQmin＋(１－ρ)Qaverage

　　　yv(s)＝Qweighted－αlogπϕ(a
~|s)a~~πφ(􀅰|s),ρ~U(０,１)

１２．　　　通过一步梯度下降更新 Q函数:

　　　Ñθi
１

|B| ∑
(s,a,r,s′,d)∈B

(Qθi(s,a)－yq(r,s′,d))２,fori＝１,２,３

１３．　　　通过一步梯度下降更新 V值函:

　　　Ñψ
１

|B|∑
s∈B

(Vψ(s)－yv(s))２

１４．　　　通过一步梯度上升更新策略参数:

　　　Ñφ
１

|B|∑
s∈B

(Qθ１
(s,a~ϕ(s))－αlogπϕ(a

~
φ(s)|s))

其中,a~φ(s)是从策略a~π(􀅰|s)取样而来,而这个策略在使用重参

数化技巧的情况下对φ是可微的

１５．　　　使用软更新来更新目标值网络参数:

　　　ψtarg←ρψtarg＋(１－ρ)ψ
１６．　　endfor

１７．　endif

１８．endfor

SACＧRWTQ算法的流程如图４所示.

图４　SACＧRWTQ算法的示意图

Fig．４　SchematicdiagramofSACＧRWTQalgorithm

４　实验与结果

本节将本文提出的 SACＧRWTQ 算法应用到 Mujoco的

一些环境中.结果表明,在这些环境中,SACＧRWTQ 算法都

取得了优于对比算法的结果.

４．１　实验设置

我们首先取５个随机种子,然后记录每１０００步的奖赏

值,最后根据５个随机实验的平均值绘制曲线,以反映算法的

学习速度和效果.

各种算法在对应 Mujoco任务中执行的步数如表１所列.

其中 HumanoidＧv２任务需要１０００万步左右的训练才趋于

收敛.

表１　Mujoco任务下的执行步数

Table１　NumberofstepsexecutedunderMujocotasks

MujocoTask Steps
HalfCheetahＧv２ １００００００

HopperＧv２ １００００００
Walker２dＧv２ ４００００００
HumanoidＧv２ １０００００００

SAC算法和SACＧRWTQ算法的参数如表２所列.HuＧ
manoidＧv２任务中的温度系数α为０．０５,其他任务中的温度

系数α均为０．２.

表２　SAC算法和SACＧRWTQ算法的参数

Table２　ParametersofSACandSACＧRWTQ

Parameters Value
DiscountFactorγ ０．９９

TargetSmoothingCoefficientτ ０．００５
LearningRate ０．０００３

TemperatureParameterα ０．２/０．０５
BatchSize ２５６

ReplayBufferSize １００００００

４．２　实验环境

本节在gym[２１]实验平台 Mujoco[２２]模拟环境中的 HalfＧ
CheetahＧv２,Walker２dＧv２,HumanoidＧv２和 HopperＧv２任务上进

行实验.如图５(a)所示,HalfCheetahＧv２任务是让一个二维的

猎豹机器人跑得尽可能快,此任务可以较为稳定地展示各种算

法之间的学习效果的差异;如图５(b)所示,HopperＧv２任务是

让一个二维的单腿机器人跑得尽可能快;如图５(c)所示,WalＧ
ker２dＧv２任务是让一个二维的双腿机器人尽可能快地向前走.
如图５(d)所示,HumanoidＧv２任务是让一个三维的双腿机器

人在不摔倒的情况下尽可能快地向前走.这４个任务中,

HumanoidＧv２任务最难,一般来说需要的训练步数最多.

(a)HalfCheetahＧv２ (b)HopperＧv２

(c)Walker２dＧv２ (d)HumanoidＧv２

图５　Mujoco环境中的４个任务

Fig．５　FourtasksinMujocoenvironment

４．３　实验结果

为了验证SACＧRWTQ 算法的可行性和高效性,将实验

分为两组.
第一组实验是将 SACＧRWTQ 算法的学习效果与 SAC

算法、DDPG算法、PPO算法以及 TD３算法的学习效果进行

对比,实验结果如图６所示.图中的实验性能曲线已经过平

滑处理.
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(a)HalfCheetahＧv２ (b)Walker２dＧv２

(c)HopperＧv２ (d)HumanoidＧv２

图６　SACＧRWTQ算法和其他算法在 Mujoco任务上的性能曲线

Fig．６　PerformancecurvesofSACＧRWTQandotheralgorithms

onMujocotasks

可以看出,４个 Mujoco任务中的每一种算法的平均回报

均已收敛,SACＧRWTQ算法在４个任务中均获得了最优的收

敛效果,在相同的时间步的情况下,SACＧRWTQ 算法的平均

回报的收敛值均优于次优算法SAC.
第二组实验是将 SACＧRWTQ 算法的学习效果与 SAC

算法、SACＧRW２Q算法、SACＧRW４Q算法的学习效果进行比

较,实验结果如图７所示.其中SACＧRW２Q算法采用了随机

加权二重 Q学习方法的软行动者Ｇ评论家算法.随机加权二

重 Q学习方法中,目标值由２个 Q估计值的最小值与２个 Q
估计值的平均值进行随机加权计算.SACＧRW４Q 算法是采

用了随机加权四重 Q学习方法的软行动者Ｇ评论家算法.随

机加权四重 Q学习方法中,目标值由４个 Q估计值的最小值

与平均值进行随机加权计算.

(a)HalfCheetahＧv２ (b)Walker２dＧv２

(c)HopperＧv２ (d)HumanoidＧv２

图７　SAC,SACＧRWTQ,SACＧRW２Q以及SACＧRW４Q
在 Mujoco任务上的性能曲线

Fig．７　PerformancecurvesofSAC,SACＧRWTQ,SACＧRW２Q

andSACＧRW４QonMujocotasks

４个 Mujoco任务中,SACＧRWTQ 算法最后的收敛效果

均优于原 SAC 算法,说明 SACＧRWTQ 可以有效地解决在

SAC算法中出现的高低估问题,并提高 SAC 算法的学习

效果.

在 HalfCheetahＧv２任 务 中,３ 种 随 机 加 权 算 法 均 优 于

SAC算法,这说明随机加权方法可以提高对环境的探索与利

用水平,从而提升了算法的效果.在 HumanoidＧv２任务中,

SACＧRWTQ算法的效果明显优于其他３种算法,说明基于随

机加权三重 Q学习方法优于两重 Q以及四重 Q的随机加权

方法.

在４ 个 任 务 中,SACＧRWTQ 算 法 的 收 敛 效 果 均 优 于

SACＧRW２Q与SACＧRW４Q 算法,说明相比随机加权二重 Q
学习与随机加权四重 Q学习,随机加权三重 Q学习方法可以

更好地逼近真实 Q值,从而进一步缓解算法存在的高低估问

题,获得更好的效果.

表３列出了 SACＧRWTQ 算法与其他对比算法在４个

Mujoco任务上平均回报的最大平均值以及最大值.

表３　Mujoco任务上的实验效果

Table３　ExperimentaldataonMujocotasks

Task Algorithm MeanValue MaximumValue

HalfCheetahＧv２

SAC １０７０９．９３ １１２３７．７６
SACＧRWTQ １１３８０．５８ １１７８６．８０

DDPG ２７１３．９８ ３１１６．９１
PPO １５０６．３４ １７１５．４２
TD３ ５０６３．６６ ５３４２．８２

SACＧRW２Q １１３２２．３０ １１６９７．４８
SACＧRW４Q １１２９９．８４ １１６０１．２３

Walker２dＧv２

SAC ５２８４．１６ ５４８７．０８
SACＧRWTQ ５６３３．４６ ５８０９．９２

DDPG ２８７６．６７ ４９６９．１６
PPO １４８２．８１ ３２３０．０７
TD３ ４９５９．６１ ５２９２．６９

SACＧRW２Q ５２５７．３４ ５６５２．０１
SACＧRW４Q ５２２２．２９ ５４９３．３２

HopperＧv２

SAC ３３２３．４２ ３４８１．３９
SACＧRWTQ ３３７２．５２ ３５５９．８８

DDPG １２１７．１３ ２６４８．６６
PPO ２０７９．４６ ３０４８．７９
TD３ ２８９１．６４ ３４４０．６７

SACＧRW２Q ２６３４．４２ ３４０５．８９
SACＧRW４Q ３０４６．３０ ３５７０．６０

HumanoidＧv２

SAC ７９３８．３３ ８２４６．７４
SACＧRWTQ ８９７５．５１ ９６４６．２８

DDPG ７２．１７ ８１．３４
PPO ５７９．９３ ６４５．８０
TD３ ６５７５．２５ ７０６９．５６

SACＧRW２Q ７５６６．８４ ９３０７．７７
SACＧRW４Q ８０９６．２９ ８８９６．０４

在４个 Mujoco任务上,SACＧRWTQ 算法均取得了最好

的成绩,说明随机加权三重 Q 学习方法确实解决了 SAC算

法中的高低估问题,并且提升了算法的探索能力.在 HopＧ

perＧv２任务上,虽然SAC算法在前４０万步的学习效果略优

于SACＧRWTQ算法,但是收敛效果劣于SACＧRTWQ 算法.

在 HalfCheetahＧv２任务中,所有的随机加权算法相比原SAC
算法均有更好的收敛效果,这说明随机加权学习方法可以更

好地解决高低估问题,并且可以提升算法的探索能力,从而获

得更优的策略.在 HopperＧv２,Walker２dＧv２和 HumanoidＧv２
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这３个任务中,三重 Q网络的随机加权方法的效果明显优于

两重 Q网络以及四重 Q网络的随机加权方法.在 HalfCheeＧ

tahＧv２任务中,使用随机加权方法的算法收敛效果相当,均好

于SAC算法.在４个任务中,SACＧRWTQ 算法在学习过程

中获得的奖赏最大值均为最优值,说明随机加权三重 Q学习

方法确实解决了SAC算法中的高低估问题,并且提升了算法

的探索能力.

综上所述,相比对比算法,SACＧRWTQ 算法表现出了更

快的收敛速度以及更好的收敛效果.

结束语　本文提出了一种新的基于随机加权三重 Q 学

习的连续动作空间强化学习优化方法,并将其与最大熵异策

略强化学习算法相结合,提出了一种新的基于随机加权三重

Q学习方法的软行动者Ｇ评论家强化学习算法.在连续动作

空间任务中进行实验,结果表明,本文提出的基于随机加

权三重 Q方法的最大熵异策略强化学习算法在收敛速度

以及收敛效果方面均优于对比算法,因此本文方法是可行

且有效的.
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