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基于图神经网络的多信息优化实体对齐模型

陈富强 寇嘉敏 苏利敏 李　克

北京联合大学智慧城市学院　北京１００１０１
　(cfq２８２８＠１６３．com)

　
摘　要　实体对齐是知识融合中的一个关键步骤,旨在发现知识图谱间存在对应关系的实体对.知识图谱融合后可以为下游

提供更加广泛而准确的服务.现有的实体对齐模型对实体名称和关系的利用往往不足,在得到实体的向量表示后通过单一的

迭代策略或者直接计算得出实体的对齐关系,忽略了部分有用信息,导致实体对齐的结果欠佳.针对上述问题,提出了一种基

于图神经网络的多信息优化实体对齐模型.首先,模型的输入融合了实体名称中的单词信息和字符信息,通过注意力机制学习

关系的向量表示并利用关系传递信息.在利用实体和关系的预对齐结果修正实体对齐矩阵的基础上,使用延迟接受算法修正

部分错误对齐的结果.所提模型在 DBP１５K的３个子数据集上进行了对比和消融实验.结果表明,相比基线模型,其 Hits＠１
指标分别提高了４．４７％,０．８２％和０．４６％,Hits＠１０和 MRR指标也取得了良好的结果.通过消融实验进一步验证了所提模

型的有效性,总体上可以获得更加准确的实体对齐结果.

关键词:实体对齐;知识图谱;图神经网络;注意力机制;全局对齐
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MultiＧinformationOptimizedEntityAlignmentModelBasedonGraphNeuralNetwork
CHENFuqiang,KOUJiamin,SULiminandLIKe
SmartCityCollege,BeijingUnionUniversity,Beijing１００１０１,China

　

Abstract　Entityalignmentisakeystepinknowledgefusion,whichaimstodiscoverentitypairswithcorrespondingrelationsbeＧ

tweenknowledgegraphs．KnowledgefusionenablesamoreextensiveandaccurateservicesforfurtherknowledgegraphapplicaＧ

tions．However,theentitynamesandrelationsareusedinsufficientlybymostofthestateＧofＧtheＧartmodelsofentityalignment．

Afterobtainingthevectorrepresentationoftheentity,generallythealignmentrelationsamongtheentitiesareobtainedthrough

singleiterativestrategyordirectcalculation,whileignoringsomevaluableinformation,sothattheresultofentityalignmentisnot

ideal．Inviewoftheaboveproblems,a multiＧinformationoptimizedentityalignmentmodelbasedongraphneuralnetwork
(MOGNN)isproposed．Firstly,theinputofthemodelfuseswordinformationandcharacterinformationintheentityname,and

thevectorrepresentationofrelationsislearntthroughattentionmechanism．AftertransmittingtheinformationbyutilizingrelaＧ

tions,MOGNNcorrectstheinitialentityalignmentmatrixbasedonthepreＧalignmentresultsofentitiesandrelations,andfinally
employsthedeferredacceptancealgorithmtofurthercorrectthemisalignedresults．Theproposedmodelisvalidatedonthree

subsetsofDBP１５K,andcomparedwiththebaselinemodels．Comparedwiththebaselinemodels,Hits＠１increasesby４．４７％,

０．８２％and０．４６％,Hits＠１０andMRRhavealsoachievedimpressiveresults,andtheeffectivenessofthemodelisfurtherveriＧ

fiesbyablationexperiments．Therefore,moreaccurateentityalignmentresultscanbeobtainedwiththeproposedmodel．

Keywords　Entityalignment,Knowledgegraph,Graphneuralnetwork,Attentionmechanism,Globalalignment

　

１　引言

近年来,知识图谱作为一种有效的知识存储方式被广泛

应用于知识推理[１]、推荐系统[２Ｇ３]以及问答系统[４Ｇ５]等.现有

的知识图谱通常是基于特定的应用场景或者单一的数据源进

行构建,数据源的内容有限以及分布不均匀导致构建出的知

识图谱难以支撑复杂的应用场景.知识融合可以将不同来源

的知识图谱融合为一个统一的知识图谱,其关键在于实体对

齐,通过实体对齐识别出不同来源的知识图谱中指向同一对

象的实体,从而实现实体的融合.

实体对齐一般有以下３个步骤:首先生成初始的实体向

量表示,然后将其输入到模型中得到融合了信息的实体表示,

最后将不同来源的实体向量表示嵌入到相同的向量空间中实

现实体的对齐.现有的方法首先将实体名称输入到预训练的



语言模型中得到实体名称的向量表示,然后使用 TransE[６]中

基于平移的方法或者基于图神经网络(GraphNeuralNetＧ

work,GNN)的方法[７]学习实体的有效表示,根据得到的实体

向量表示计算实体之间的距离,按照距离排序得到对齐的实

体对.

早期的方法大多使用 TransE学习有效的实体表示.此

类方法基于三元组的语义关系学习实体的向量表示,因此实

体向量无法感知更多全局的信息.同时,此方法在建模复杂

关系和三角结构时存在一定缺陷,随后提出的模型也对其进

行了修正,但是实体对齐的效果依然不够理想.随着图神经

网络的兴起,学者们开始使用图卷积学习实体的向量表示.

由于图卷积在整个图中进行计算,实体的表示中可以融入更

多邻域的信息,因此使用图神经网络的方法逐渐得到了重视.

基于图卷积神经网络的方法(GraphConvolutionalNetwork,

GCN)在无向同构图中进行计算,忽略了实体间丰富的关系,

模型的能力受到了一定的限制.

针对以上问题,本文提出了一种基于图神经网络的多信

息优 化 实 体 对 齐 模 型 (MultiＧinformation OptimizedEntity
Alignment Model Based on Graph Neural Network,

MOGNN).该模型充分利用已知的信息进行实体的对齐,在

实体初始表示中融合了实体名称单词在语言模型下的向量表

示和实体名称字符独热向量表示,提升了实体初始向量表示

中的语义信息;使用注意力机制学习和融合关系的信息,通过

有效的关系表示在实体间传递更多有效的信息;根据实体和

关系对齐的一致性,利用关系和实体预对齐的结果优化对齐

矩阵,使用延迟接受算法[８](DeferredAcceptanceAlgorithm,

DAA)调整对齐的结果,实现更加准确的对齐.本文的主要

贡献在于:

(１)提出了一种基于实体名称的语义信息挖掘方法,充分

挖掘实体名称中单词和字符序列中包含的语义信息.

(２)提出了一种基于图神经网络的多信息优化模型,能够

充分利用实体名称、关系,以及实体和关系中的对齐信息,有

效改善实体对齐效果.

(３)在 DBP１５K的３对跨语言知识图谱中验证了本文方

法的有效性,使用 Hits＠１,Hits＠１０和 MRR(MeanReciproＧ

calRank,MRR)３种指标进行评估,其中 Hits＠１指标提高了

４．４７％,０．８２％和０．４６％,其他指标也取得了较好的结果.

２　相关工作

传统的实体对齐方法主要依赖人工的选择,通过手动标

注对齐[９]或者使用人工定义的规则进行实体对齐[１０].实体

嵌入表示技术的发展,极大地减少了人工的参与,推动了下游

任务的发展.文献[１１]将其用于定义域约束补全任务,提出

的方法明显优于一般类型预测方法.针对知识图谱自动补全

中数据稀疏的问题,文献[１２]通过嵌入表示模型抽取未知关

系,采用长短时记忆网络模型自动补全缺失数据,有效提升了

自动补全的效率.将实体的表示映射到向量空间中,在统一

的向量空间中学习实体的对齐关系,通过衡量向量之间的距

离得出对齐的实体对.文献[１３]中使用语言模型学习非结构

化属性的语义特征向量,通过余弦相似度计算文本属性特征

的语义相似度.

面向实体对齐的实体嵌入表示方法主要有两种:第一种

是以 TransE为代表的基于翻译的方法,此种方法根据三元

组的语义关系学习低维的实体向量表示;另一种是基于图神

经网络的方法,该方法使用图卷积操作融合邻域的信息得到

低维的实体向量表示.

２．１　基于翻译的方法

按照 TransE中的定义,关系可以看作头实体和尾实体

之间的翻译,对于一个三元组(h,r,t),其中,h,r,t分别表示

三元组中的头实体、关系和尾实体的向量表示,满足如下

公式:

h＋r＝t (１)

此类方法根据知识图谱的三元组结构学习实体的低维向

量表示,通过预对齐的实体对将不同的表示空间融合为一个

统一的表示空间,从而得出实体的对齐关系.MTransE[１４]是

最早使用此方法进行跨语言实体对齐的模型.IPTransE[１５]

中 限 制 预 对 齐 的 实 体 对 具 有 相 同 的 嵌 入 表 示,使 用

PTransE[１６]在 统 一 的 向 量 空 间 中 迭 代 学 习 实 体 的 对 齐.

PTransE是基于 TransE 改进的模型.BootEA[１７]针对预对

齐实体对数量有限的问题,通过迭代的策略不断选择可能的

实体对来增强模型的训练,从而提高模型对齐的准确率.

Trans家族的方法主要关注三元组内的约束,没有着眼

于全局的结构,因而存在一定的局限性.基于图神经网络的

方法通过全图的图卷积操作传递全局的信息,在实体的嵌入

表示中融入了更多邻域实体的信息,使得对齐的结果更加

准确.

２．２　基于图神经网络的方法

图神经网络是使用在图数据上的神经网络,将邻域的信

息融入实体的表示中,图中实体的嵌入表示会受到相邻实体

嵌入表示的影响,因此模型可以感知全局的信息.基于 GNN
的模型在实体对齐任务中获得了良好的效果,GCNＧAlign[７]

是第一个利用图神经网络进行实体对齐的模型,其使用图卷

积网络学习实体的向量表示,编码不同知识图谱的 GCN 使

用了同一套参数,利用知识图谱的空间结构传播实体之间的

对齐关系.

早期的方法通过随机初始化得到实体的向量表示,如

GCNＧAlign,KECG[１８],MuGNN[１９],NAEA[２０] 和 AliNet[２１]

等,再把向量送到 GCN模型中聚合邻域的信息,通过邻域负

采样的损失学习实体的向量表示.但此类方法也暴露出了一

些问题:使用 GCN 进行邻域信息的融合过程中没有考虑实

体间不同的关系,不能满足异构图的需要;同时,随着 GCN
模型深度的加深,实体的表示也会趋于相同;模型使用随机初

始化的向量表示作为原始输入得到的结果欠佳;根据最终实

体的嵌入表示计算实体之间的距离,直接按照距离对候选实

体进行排序得到最终匹配的实体对会产生部分错误的局部对

齐.针对以上可能存在的问题,研究人员也进行了探索研究.

２．２．１　改进的 GNN模型

为了满足异构图的结构,研究人员从不同的方向进行了

探究.一些模型在信息传播的过程中考虑不同的关系,在实

体表示中融入关系的表示.HGCN[２２]通过学习关系的表示

５３陈富强,等:基于图神经网络的多信息优化实体对齐模型



帮助实体进行对齐;RDGCN[２３]使用关系注意下的对偶图卷

积网络感知复杂的关系信息,从而更好地学习实体的表示;

RNM[２４]通过关系进行邻域匹配来增强实体对齐的结果.还

有一些模型在信息传递的过程中通过扩大实体感知的范围从

而获取更有效的实体的表示.RSNs[２５]将递归神经网络和残

差的学 习 相 结 合,以 捕 获 实 体 之 间 的 长 距 离 依 赖 关 系;

LDSD[２６]通过对邻居实体进行采样得到具有一定语义信息的

路径,在实体表示中融入了路径中实体的信息,增强了对多跳

邻居的感知.

２．２．２　模型输入信息的扩展

在一些模型中,实体的初始表示通过随机初始化的方法

获得,利用有限的结构信息学习到有效的实体表示比较困难,

实体对齐的结果也不够理想.针对跨语言知识图谱,后来的

一些模型[２７Ｇ３０]多采用机器翻译的方法.首先使用机器翻译

将跨语言的实体名称翻译为英文,再将实体名称的英文表示

输入到预训练的语言模型中得到实体的初始表示.在使用了

机器翻译方法后,实体的初始表示已经具有了一定的语义信

息,再利用 GNN模型则更容易学习到有效的实体表示,更有

利于实体的对齐.还有模型使用附加的信息来增强实体的嵌

入表示.一些模型使用了实体的属性信息,JAPE[３０]使用

属性信息细化结构信息传递下的实体表示;EMGCN[３１]使 用

属性信息辅助实体的对齐.文献[３２]使用决策树选择出划分

正负例的最优划分属性,基于联合学习得到实体的向量表示,

根据语义相似度和最优属性的相似度得到对齐的实体对.文

献[３３]针对缺乏标注数据的问题,使用了课程学习的迭代方

法来扩增标注数据的规模.

２．２．３　对齐结果的优化

针对实体对齐结果中出现的错误对齐的问题,一些模型

将匹配问题转化为分配问题,使用分配算法对实体对齐的结

果进行调整,DGMC[２９],SEU[３４]和 ERMC[３５]中使用了sinkＧ

horn算法[３６]对实体对齐结果进行迭代优化,RAGA[３７]中使

用延迟接受算法促进对齐的准确性.

３　问题描述

一个知识图谱可以被定义为G＝(E,R,T),其中E 是实

体的集合,R是关系的集合,T是三元组的集合.给定两个知

识图谱G１和G２,G１是源知识图谱,G２是目标知识图谱,实体对

齐的任务是找出G１和G２中存在对应关系的实体对L,其可以

表示为L＝{ei≡ej|ei∈G１,ej∈G２},其中ei是G１中的第i个实

体,ej是G２中的第j个实体,≡表示实体相互对齐.

图１　MOGNN模型工作流程图

Fig．１　FlowchartofMOGNN

４　实体对齐模型

针对语义信息挖掘不充分的问题,我们在实体的初始表

示中尝试加入实体名称单词级别的语义信息以及实体名称字

符序列中的语义信息,将其进行有效融合以增强初始实体表

示中的语义信息.针对信息传递过程中信息利用不充分的问

题,我们在利用邻域传递信息的基础上充分考虑关系在语义

传递中的作用,通过不同的关系传递实体间隐含的重要信息;

通过计算实体距离得到初步的实体对齐结果,考虑到对齐结

果不是最优的,利用实体和关系对齐的一致性对对齐结果进

行优化.在此基础上,本文提出了一种基于图神经网络的多

信息优化实体对齐模型(MOGNN).

图１给出了 MOGNN 模型的总体架构和工作流程.该

模型主要包括３个模块,即实体语义挖掘模块、语义信息传递

模块以及对齐调整模块.在第一个模块中将实体名称通过预

训练语言模型 Glove[３８]得到的向量和实体名称字符表示向量

进行融合,得到实体的初步向量表示;第二个模块中参考了

RAGA中的方法,使用 HighwayGCNs进行实体信息的传

递,通过融合关系和实体的信息增强实体的表示;第三个模块

中根据实体的向量表示计算两两实体的距离得到对齐矩阵

S,根据实体和关系的向量表示得到实体预对齐对和关系预对

齐对,根据预对齐对调整对齐矩阵S中实体之间的距离,最后

使用延迟接受算法优化对齐的结果.本文模型与传统 GNN
模型主要的不同之处在于关系的表示和利用.本文模型根据

关系连接的实体得出关系的表示,使用注意力机制将信息融

入到实体的表示中;同时,模型充分挖掘已有的信息,在模型

输入中融入实体名称的字符信息,根据已知的对齐结果对模

型对齐结果进行优化,进一步提升了模型对齐的准确性.

４．１　实体语义挖掘模块

知识图谱中的实体一般都有一个明确的实体名称,为了

获得跨语言知识图谱中实体的初始表示,现有的模型大多先

将非英文实体名称通过机器翻译转换为英文,再将英文的名称
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表示输入到预训练语言模型中获得实体的初始表示,使得实

体的表示具有一定的语义信息.然而,这样的做法也带来了

一些问题.实体名称的表述方式不统一和一些孤立名称的存

在,导致实体名称的初始表示中会有较大的噪声.

为了减少实体初始表示中的噪声,本模型在实体的初始

表示中融入了实体名称的语言模型向量以及实体名称的字符

表示向量.实体名称的语言模型向量xk
word通过累加实体名称

中每个单词 word在 Glove模型下的向量表示p再求平均获

得.为了得到实体名称的字符表示向量xk
char,先使用窗口值

为２的滑动窗口生成字符序列片段token,然后将其映射为独

热向量q,将所有序列片段token的独热向量q累加并进行

L２范数归一化后得到实体名称的字符向量表示xk
char.由于不

同字符序列的重要性不同以及字符表示向量的维度较高,因
此其需要通过神经网络学习有效的实体名称字符表示向量,

将实体名称的语言模型向量以及实体名称的字符表示向量进

一步融合后得到实体的初始向量表示.具体公式如下所示:

ek
word＝{word１,word２,,wordm} (２)

ek
char＝{token１,token２,,tokenn} (３)

xk
word＝

∑
m

i＝１
pi

m
(４)

xk
char＝

∑
n

j＝１
qj

‖∑
n

j＝１
qj‖２

(５)

X(０)＝[Xword;XcharWchar] (６)

其中,ek
word是第k个实体名称中单词的集合,ek

char是第k个实

体名称字符序列片段的集合,m 是一个实体名称中单词的数

量,n是一个实体名称字符串中的token的数量,Xword是由

xword组成的矩阵,Xchar是由xchar组成的矩阵,Wchar是参数矩阵,

X(０)是得出的第０层的实体表示.

４．２　语义信息传递模块

在本模型中,我们首先通过 GCN 进行实体信息的传递.

为了控制噪声的传播,在不同层之间使用了 HighwayNetＧ

work,同时为了防止训练过程中的过拟合,去掉了 GCN 公式

中的参数矩阵W,计算公式如下所示:

X(l′)＝ReLU(D
∧

－１
２A

∧

D
∧

－１
２X(l)) (７)

T(X(l))＝σ(X(l)W(l)＋b(l)) (８)

X(l＋１)＝T(X(l))X(l′)＋(１－T(X(l)))X(l) (９)

其中,X(l)是实体在第l层的向量表示,A
∧
是加了自连接后的

邻接矩阵,D
∧
是邻接矩阵A

∧
的度矩阵,X(l′)是通过 GCN 后的向

量表示,W(l)是第l层的权重矩阵,b(l)是第l层的偏置向量,

X(l＋１)是实体在第l＋１层的向量表示,ReLU()是 GCN 中

使用的激活函数,σ()是sigmoid函数,T(X(l))是第l层

GCN输出的实体向量的权重向量.

关系是知识图谱的一个重要组成部分,它揭示了实体间

特殊的作用关系,因此在实体表示学习的过程中还需要增加

对实体关联关系的学习.关系存在于实体之间,因而关系的

表示可以通过关系所连接的头尾实体来表示.模型中首先使

用实体注意力机制得出关系在头实体和尾实体作用下的关系

表示,然后将两种向量表示相加得出关系的向量表示.

aht
k ＝ exp(LeakyReLU(βT

１[xhWh;xtWt]))
∑

h′∈H
　 ∑

t′∈T
exp(LeakyReLU(βT

１[xh′Wh;xt′Wt]))
(１０)

rh
k＝ReLU(∑

h∈H
　∑

t∈T
aht

k xhWh) (１１)

rk＝rh
k＋rt

k (１２)

其中,rk是第k个关系的向量表示,rh
k是头实体作用下关系的

表示,rt
k是尾实体作用下关系的表示,aht

k 是不同实体的注意力

系数,H是关系连接的头实体的集合,T是关系连接的尾实体

的集合,β１是用于降维的向量,Wh和Wt是参数矩阵,x是实体

的向量表示,LeakyReLU()是激活函数.

为了弥补 GCN 的不足,本文模型在实体的表示中融入

了关系的信息,考虑到不同方向上不同关系传递的信息的重

要程度不同,我们引入了关系注意力机制,得出不同方向关系

作用下的实体表示,然后将实体表示、入度关系作用下的实体

表示以及出度关系作用下的实体表示进行拼接得到新的实体

表示.

ae
k＝ exp(LeakyReLU(βT

２[x;rk]))
∑

e∈T
　∑

r∈R
exp(LeakyReLU(βT

２[x;rk]))
(１３)

xin＝ReLU(∑
e∈T
　 ∑

k∈R
ae

krk) (１４)

xrel＝[xgcn;xin;xout] (１５)

其中,xrel是融合了关系的信息的实体向量表示,xgcn是上一步

得到的实体向量表示,xin是入度关系作用下的实体表示,xout

是出度关系作用下的实体表示,T 是入度关系作用下的头实

体的集合,R是两个实体间关系的集合,rk是头实体和目标实

体间的关系,ae
k是关系的注意力系数,β２是用于降维的向量.

在以入度关系为基础的信息正向传播过程中,实体融入

了邻域实体和关系的信息.为了进一步增强实体的信息,将

有向图转换为无向图,使用注意力机制进行实体信息的再次

传播,使得实体可以融入更多邻居的信息,从而扩大了信息感

知的范围.

ak＝ exp(LeakyReLU(βT
３[x;xk]))

∑
k∈H

exp(LeakyReLU(βT
３[x;xk]))

(１６)

xehc＝[xrel;ReLU(∑
k∈H

akxk)] (１７)

其中,H 是实体连接的头实体的集合,ak是不同实体的注意力

系数,xk是对应的头实体的向量表示,β３是用于降维的向量,

xehc是经过信息增强的实体向量表示.

４．３　预对齐调整模块

在得到实体的最终向量表示后,通常根据实体间距离的

排序确定对齐的实体对,但是直接排序得到的结果往往是局

部最优的,可能会产生多对一的实体对齐结果,因此需要对结

果进行调整,使对齐结果达到全局最优.基于阈值对实体和

关系进行预对齐,按照对齐的一致性原则,如果实体对应的邻

居实体和关系都预对齐,那么这两个实体应该预对齐,因此实

体之间的距离应该更小,在实体距离矩阵上对该实体对的距

离进行调整,减去相应分值,具体公式如下所示:

de
ij＝‖xi－xj‖１－θe |N|

|Ni|＋|Nj|
(１８)

dr
ij＝‖ri－rj‖１－θr |S|

|Si|＋|Sj|
(１９)

其中,de
ij是经过计算得到的新的实体之间的距离值,dr

ij是经

过计算得到的新的关系之间的距离值;xi和xj表示不同的
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实体向量,ri和rj表示不同的关系向量;Ni是实体i的邻域实

体关系集合,Nj是实体j的邻域实体关系集合,N是满足预对

齐关系的实体关系集合;Si是关系i对应的实体集合,Sj是关

系j对应的实体集合,S是满足预对齐关系的实体集合;θe和

θr是两个超参数.

具体步骤如算法１所示.

算法１　预对齐调整算法

输入:实体表示Xe,关系表示Xr,迭代次数 T,实体集合E１,关系集合

R１,实体集合E２,关系集合R２,实体距离阈值λe,关系距离阈值λr

输出:实体对齐矩阵Se

１．根据Xe计算实体对齐矩阵Se

２．根据Xr计算关系对齐矩阵Sr

３．实体预对齐对Le←Ø

４．关系预对齐对Lr←Ø

５．fort←１toTdo

６．　foreiinE１

７．　　j＝argminjde
ij

８．　　ifde
ij＜λe

９．　　 Le←Le∪(ei,ej)

１０．　　endif

１１．　endfor

１２．　forriinR１

１３．　j＝argminjdr
ij

１４．　ifdr
ij＜λr

１５．　　Lr←Lr∪(ri,rj)

１６．　　endif

１７．　endfor

１８．根据实体预对齐对Le和关系预对齐对Lr使用式(１８)更新实体对齐

矩阵Se

１９．根据实体预对齐对Le使用式(１９)更新关系对齐矩阵Sr

２０．endfor

针对可能存在的一对多、多对一的问题,使用 DAA 延迟

接受算法调整对齐矩阵,保证实体一对一的对齐,提高对齐的

准确性.

４．４　损失函数

本模型中使用了负采样损失,如式(２０)所示.实体对齐

中为了保证实体对齐的准确性,会生成一定的负采样实体对

促进实体的对齐.为了使负采样实体对更好地发挥作用,在

对齐的种子周围找出最近的k个实体替代这个实体作为负实

体对.如式(２１)所示,本模型使用曼哈顿距离衡量实体之间

的距离.

L＝ ∑
(p,q)∈L

　 ∑
(p′,q′)∈L′

max{０,d(p,q)－d(p′,q′)＋γ} (２０)

d(ei,ej)＝‖x′ei －x′ej ‖１ (２１)

其中,ei和ej是两个不同的实体,x′ei和x′ej是实体的最终向量表

示,γ是超参数,(p,q)是预对齐的正例种子对,L是实体预对

齐的种子对集合,(p′,q′)是负采样的负例种子对,L′是通过

负采样得到的实体对的集合.

５　实验结果以及分析

５．１　数据集

本 实 验 使 用 了 实 体 对 齐 研 究 中 普 遍 使 用 的 数 据 集

DBP１５K,如表１所列,此数据集是大规模数据集DBpedia的一

个子集,其中包含ZHＧEN(中Ｇ英)、JAＧEN(日Ｇ英)、FRＧEN(法Ｇ
英)３个跨语言的知识图谱数据集.每个子集均包含两种不同

语言的知识图谱,不同语言的知识图谱的实体和关系存在交

集,在每个数据集中含有标注好的１５０００个对齐的实体对.

表１　DBP１５K数据集的统计数据

Table１　StatisticaldataofDBP１５K

数据集 实体数量 关系类别 关系三元组

DBP１５KZHＧEN
汉语 １９３８８ １７０１ ７０４１４
英语 １９５７２ １３２３ ９５１４２

DBP１５KJAＧEN
日语 １９８１４ １２９９ ７７２１４
英语 １９７８０ １１５３ ９３４８４

DBP１５KFRＧEN
法语 １９６６１ ９０３ １０５９９８
英语 １９９９３ １２０８ １１５７２２

５．２　基线模型

将本文提出的模型与以下９个不同的实体对齐模型进行

实验对比.

BootEA:针对训练集有限导致的嵌入表示不够准确的问

题,该模型使用一种迭代的策略标记训练数据,从而提高实体

嵌入的准确性.

RDGCN:为了进一步捕获实体的邻域信息,该模型使用

关系注意下的对偶图卷积网络感知复杂的关系信息,从而更

好地学习实体的表示.

HGCN:该模型根据实体表示得出关系的表示,在实体表

示中融入关系的信息,利用关系的信息促进实体对齐.

EMGCN:为了进一步促进实体对齐,该模型综合实体向

量距离、属性和属性值的信息得出实体对齐矩阵,提高了实体

对齐的准确性.

DGMC:使用双阶段的神经网络结构,通过监督或半监督

的方式促进实体的对齐.

ERMC:该模型在 DGMC的基础上增加了关系的学习,

在实体表示中融入关系的信息以提高对齐的准确性.

RAGA:该方法使用了关系感知注意力模块,通过注意力

机制学习关系的表示,再通过注意力机制将关系表示融入实

体表示,使用 DAA算法调整对齐的结果.

RNM:该方法使用基于阈值的对齐优化策略来优化实体

对齐矩阵.

SEU:该方法使用实体名称向量和名称字符向量作为模

型的输入,使用sinkhorn算法优化实体对齐矩阵S.

５．３　评价指标

本文选择了３种常用的实体对齐的评价指标:Hits＠１,

Hits＠１０以及 MRR.Hits＠k表示对于所有目标实体,与其

所对应的前k个备选实体中存在正确对齐实体的有效实体对

所占比例.MRR为匹配到正确实体的排名的倒数的平均值,
计算式如下:

MRR＝ １
|N|∑

|N|

i＝１
　 １
ranki

(２２)

其中,ranki表示对齐到正确的实体的排名,N 为对齐实体对

的数量.

５．４　实验设置

本文实验中使用３０％的预对齐的实体对作为训练集,剩
余的７０％的实体对作为测试集.HighwayGCN的层数为２,
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使用５０个epoch进行训练,优化迭代次数为３.

５．５　实验结果

本文在表１所列的公开数据集 DBP１５K 中进行实验测

试,验证所提模型的有效性.

５．５．１　对比实验

本文提出的模型 MOGNN和基线模型的对比结果如表２
所列,每 列 中 最 好 的 结 果 加 粗 标 注.BootEA,RDGCN,

HGCN,EMGCN,DGMC和 ERMC 的各项指标均来自原论

文中的实验结果,RAGA,RNM 和SEU是经过复现模型进行

实验得出的结果.RAGA和 RNM 没有充分挖掘实体名称的

信息;RAGA对于对齐结果只使用了 DAA 算法,没有充分利

用已有的对齐结果;SEU 没有充分利用实体的关系传递信

息,只是通过迭代策略优化对齐的结果.本模型针对以上问

题进行了优化,由结果可以看出,所提模型的 Hits＠１结果优

于上述所有基线模型.Hits＠１０和 MRR在ZHＧEN 数据集

中效果最佳,均优于其他基线模型;在JAＧEN和FRＧEN中虽

然没有达到最优效果,但是实际测试结果仅次于SEU[３１]中的

实验结果,仍然领先于其他模型.

表２　不同模型的实体对齐结果对比

Table２　Comparisonofentityalignmentresultsofdifferentmodels

Model
ZHＧEN

Hits＠１/％ Hits＠１０/％ MRR
JAＧEN

Hits＠１/％ Hits＠１０/％ MRR
FRＧEN

Hits＠１/％ Hits＠１０/％ MRR
BootEA ６２．９４ ８４．７５ ０．７０３ ６２．２３ ８５．３９ ０．７０１ ６５．３０ ８７．４４ ０．７３１
RDGCN ７０．７５ ８４．５５ － ７６．７４ ８９．５４ － ８８．６４ ９５．７２ －
HGCN ７２．０３ ８５．７０ － ７６．６２ ８９．７３ － ８９．１６ ９６．１１ －

EMGCN ８６．２５ ９４．６２ － ８６．６３ ９５．１９ － ９３．９５ ９８．８９ －
DGMC ８０．１２ ８７．４７ － ８４．８０ ８９．７４ － ９３．３４ ９６．０３ －
ERMC ９０．３１ ９４．６０ ０．８９９ ９４．１７ ９６．４４ ０．９２５ ９６．１８ ９８．２３ ０．９７３
RAGA ８７．０５ － － ９０．９７ － － ９６．５３ － －
RNM ８４．７５ ９２．０７ ０．８７５ ８６．４５ ９４．１６ ０．８９４ ９３．６９ ９７．９２ ０．９５３
SEU ８９．９８ ９６．４０ ０．９２３ ９５．８２ ９８．８５ ０．９７０ ９８．８０ ９９．８６ ０．９９３

MOGNN ９４．４５ ９６．４０ ０．９２４ ９６．６４ ９７．９６ ０．９４９ ９９．２６ ９９．４２ ０．９８２

５．５．２　消融实验

为了进一步验证模型中不同模块的有效性,通过消融实

验进行对比分析.在模型的输入中融合了两种不同的信息,

分别是实体名称的单词表示信息以及实体名称的字符信息.

为了验证这两种不同的信息对模型最终对齐结果的影响,分

别将语言模型下的实体名称单词向量表示以及实体名称的字

符向量表示输入到模型中,得出不同输入下的 Hits＠１,Hits＠

１０和 MRR的值,如图２所示.

注:all代表融合输入,word代表单词向量输入,char代表字符向量输入

(a)Hits＠１ (b)Hits＠１０ (c)MRR

图２　不同的模型输入下的实体对齐性能对比

Fig．２　Comparisonofresultswithdifferentmodelinputs

　　从结果可以看出,使用融合的输入(all)模型的 Hits＠１,

Hits＠１０和 MRR均高于单独使用语言模型下的实体单词向

量表示(word)以及实体名称的字符向量(char)表示,同时也

验证了使用融合信息作为输入的有效性,进一步提高了模型

的对齐结果.
在得出实体的向量表示后,计算不同实体之间的距离,按

照距离进行排序就可以得出可能对齐的实体对的排序.由于

直接使用排序的结果作为最终对齐的结果可能导致错误,因
此需要利用实体和关系进行预对齐,调整不同实体之间的距

离,通过 DAA算法对多对一的结果进行再次调整.为了验

证这两种方法的有效性,在 DBP１５K 的３个不同的数据集中

测试实体对齐的 Hits＠１指标.
图３中第一种变型(none)是在得出实体的向量表示后,

计算不同实体之间距离,按照距离进行排序直接得出实体对

的对齐结果,此时的效果最差;在使用预对齐对(iter)进行

对齐调整之后,模型的 Hits＠１值均高于none的值;当单独使

用DAA算法时,模型的 Hits＠１优于前两种方法;当使用了两

种优化策略后,模型效果最佳,验证了优化算法的有效性.

图３　不同优化方法的 Hits＠１实验结果对比

Fig．３　Hits＠１comparisonofdifferentoptimizationmethods

为了进一步验证模型的有效性,分别使用１０％,２０％,

３０％和４０％的预对齐种子对作为训练集进行训练,如图４
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所示.可以看出,模型具有较强的稳定性.使用１０％的种子

对作为训练集仍表现出较好的效果,随着训练集不断扩大,模

型的效果也在不断提升.

图４　不同比例训练集的对比

Fig．４　Comparisonoftrainingsetswithdifferentproportions

本文提出的模型经过有效的信息挖掘和传递后,实体的信

息得到了有效提取,得到的实体向量表示更有利于实体的对

齐,模型准确对齐的概率得到了有效的提高,尤其是 Hits＠１
指标.但随着模型的复杂化,原有的实体表示中存在的噪声

信息不可避免地有了进一步传播,从而影响了对齐的整体效

果.而SEU中仅仅通过简单的传播策略,然后使用迭代优化

方法就避免了噪声信息的传播,使得模型在 Hits＠１０中的效

果更加突出,这也是本文模型的不足之处.随着模型复杂度

的提升以及对齐策略的细化,在提高对齐准确率的同时使模

型的运行速度变慢,在之后的研究中将探究更加高效的实体

对齐方法.

结束语　针对现有的实体对齐模型对实体名称信息、关

系信息以及实体和关系中可能的对齐信息使用不充分的问

题,本文提出了一种更加完备的基于图神经网络的多信息优

化实体对齐模型.在模型输入中充分挖掘实体名称的信息,

促进有效信息的提取;通过关系注意力模块进行关系的学习,

在实体中融入关系的信息充分传递图中实体连接的信息;在

得出实体对齐矩阵后,利用已知信息进一步促进实体的对齐,

提高了实体对齐的准确性.本文模型的 Hits＠１指标均高于

其他基线模型,获得了更好的对齐效果;模型的 Hits＠１０和

MRR指标优于大多数基线模型,但还没有超越SEU 中的结

果,在之后的研究中将会探索更加有效的实体对齐模型,充分

挖掘图中隐含的多跳邻居的信息,进一步促进实体的对齐,同

时还将探索实体属性在实体对齐中的作用.
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