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半监督 多示例 核 

张 钢 。 印 鉴 程良伦 钟钦灵。 

(广东工业大学自动化学院 广州510006) (中山大学计算机科学系 广州510275)。 

(黄埔职业技术学校数学系 广州 510731)。 

摘 要 在多示例学习中引入利用未标记示例的机制，能降低训练的成本并提高学习器的泛化能力。当前半监督多 

示例学习算法大部分是基于对包中的每一个示例进行标记，把多示例学习转化为一个单示例半监督学习问题。考虑 

到包的类标记由包中示例及包的结构决定，提出一种直接在 包层次上进行半监督学习的多示例学习算法。通过定义 

多示例核，利用所有包(有标记和未标iL)计算包层次的图拉普拉斯矩阵，作为优化目标中的光滑性惩罚项。在多示例 

核所张成的 RKHS空间中寻找最优解被归结为确定一个经过未标记数据修改的多示例核函数，它能直接用在经典的 

核学习方法上。在实验数据集上对算法进行了测试，并和已有的算法进行了比较。实验结果表明，基于半监督多示例 

核的算法能够使用更少量的训练数据而达到与监督学习算法同样的精度，在有标记数据集相同的情况下利用未标记 

数据能有效地提高学习器的泛化能力。 
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Abstract In multi-instance learning，mechanism of making use of unlabeled instance would cut down training COSt and 

increase generalization ability of the learner．Current algorithms perform semi-supervised multi-instance learning mainly 

by labeling each instance in bags and transferring multi—instance learning problem to single-instance semi-supervised 

ones．In this paper we introduced a bag-level semi-supervised learning framework with the idea that bag’S label is deter- 

mined by its instances and structure．With deftnition of multi—instance kernel。all bags(1abeled and unlabeled)were used 

to calculate bag-level graph laplacian，which is a penalization term  added to the optimization goa1．We turned this prob— 

lam into an optimization problem in RKHS and got a modified multi-instance kernel function by unlabeled data as result 

that can be directly used in traditional kerneIlearning framework．We performed experiment in AL0I and internet ima ge 

datasets and compareed it with related algorithm s．Experiment result shows that the proposed method can get the same 

accuracy as supervised counterpart with less 1abeled bags，and with the same labeled training data set the proposed 

method is of higher generalization ability． 

Keywords Multi-instance learning，Semi-supervised learning，Multi-instance kernel，Support vector machine 

1 概述 

多示例学习始于研究者对药物活性预测问题的研究Ⅲ， 

并形成了一种独特的机器学习框架 引。在多示例学习问题 

中，样本是包含多个示例的包，若包中至少包含一个正例，则 

该包为正包；若包中全部示例均为负例，则该包为负包 与传 

统的监督学习不同，在多示例学习问题中，包中的示例并没有 

标记，因此，传统的单示例学习方法并不直接适用于多示例学 

习问题。 

自多示例学习框架提出以来，它就受到了研究者的广泛 

关注。提出了一系列的学习算法，这些多示例学习算法大多 

是对单示例学习算法进行修改，使之可以处理多示例数据。 

其主要目标是根据多示例学习的定义，寻找一个能够给出包 

中每一个示例的概念标记的假设，最终得到每个包的概念标 
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记E ，形式上求解如下优化问题： 

argmir~∑Loss(B ，Y ， )+a·ll h ll女+ ·ll h (1) 

式中，h： 一[一1，13；d为每一个示例的维数；Loss表示一个 

损失函数，计算假设 作用在包B 的示例中的输出和真实示 

例概念标记Y 之间的差异；ll h Il女为假设在特征空间中的 

复杂性度量；ll h 为假设在输入空间的复杂性度量。通过 

求解h，把多示例学习转化为经典的单示例学习问题的求解。 

考虑到在实际应用中包的概念标记的获取需要很大的代 

价 ，学者们研究在多示例学习框架中引入半监督学习的机制， 

产生了半监督多示例学习，希望通过未标记的包来提高学习 

器的预测精度口 ]。文献E33提出了一种真正的半监督多示 

例学习方法，其通过正则化的框架在假设空间中寻找一个假 

设，使之同时满足：(1)在训练集中误差最小；(2)假设在解空 

间中的复杂度最低(用对应 RKHS空间的范数来表示)；(3) 

假设尽可能与输入空间的数据点分布一致。(3)中的数据点 

分布结合了训练数据和未标记数据，当未标记数据量比较大 

时，能够对原空间的数据分布有较好的估计。在文献[-33中， 

假设是在示例的层次上定义的，即以示例的属性向量表达作 

为输人，以在[一1，13区间的软标签值作为输出。文献[43提 

出了MISSL的半监督多示例学习框架，其基本思想是把半监 

督多示例学习问题转化为一个带有约束的半监督单示例学习 

问题，通过定义正包和未标记包 中示例的 DD属性_5]构造所 

有示例组成的图，并在图上使用标签传播算法。文献[43的工 

作以一种自然的方式使用了未标记样本，算法基于半监督单 

示例学习中的标签传播算法，通过标签传播使未标记样本以 

及正包中的示例都拥有了一个以实数表示的软标签值，本质 

上该方法是一种面向示例的方法。 

本文提出了一种基于多示例核的半监督学习方法其以文 

献[6，7]的工作为基础，在多示例核的定义基础上，增加光滑 

性惩罚项，从而有效利用未标记包。我们不寻求一个假设 _厂 

对正包和未标记包中的所有示例进行标签 ，而是以某个多示 

例核 K所张成的 RKHS为假设空间，在里面寻找一个最好的 

以包作为输入变量的假设。形式上，本文旨在解决如下的优 

化问题： 

argmin,ELoss(B ， )+A B，̂) (2) 

式中，h：B一[一1，1]，B为包的集合；Loss为损失函数，计算 

假设h作用在包Loss上的输出和真实的包概念标记Y 之间 

的差异；M(B，̂)为对样本空间光滑性 的惩罚项，在单示例学 

习的场合，一般用图拉普拉斯来计算，在多示例学习的场合需 

要另外定义，在指定的核函数所张成的RKHS空问中，由 Re- 

presenter定理可以得到式(2)的最优解[7 。 

本研究的动机来源于多示例核和数据依赖核，Gartner在 

文献E6]中提出多示例核，其直接计算包在特征空间中的内 

积，使传统的核学习方法可以应用于多示例学习框架。数据 

依赖核是Sindhwani等在文献E73中提出的，由全体数据(包 

括有标记和未标记)构造一个 RKHS空间中的线性变换，修 

改特征空间的内积定义，使特征空间的距离函数反映数据流 

形，从而实现半监督学习。算法利用未标记样本提升学习器 

的泛化能力 ，对未标记样本的利用通过半监督核完成。在 

RKHS空间中的最优假设 问题中引入对图光滑性的惩罚项， 

使优化的目标函数能够反映数据样本的光滑性。本文的贡献 

如下： 

(1)扩展了多示例核的定义 

考虑几种不同角度反映多示例包之间关系的核函数，包 

括顶点核、边核、改进的顶点边加权核，以及图相关的核。 

(2)定义了数据依赖的多示例核 

利用文献E73中的方法对多示例核进行半监督化，利用未 

标记数据包在特征空间的分布修改多示例核的距离度量。 

(3)通过修改的图拉普拉斯矩阵定义包之间的光滑性 

以往的图拉普拉斯矩阵均是定义在单示例样本之间，本 

文研究多示例样本的光滑性惩罚项，定义包层次的图拉普拉 

斯矩阵。 

本文第 2节阐述多示例核的构造；第 3节介绍多示例核 

的半监督化，这部分主要介绍利用单示例核函数的结论，在 

RKHS空间中修改原有内积定义达到多示例核的半监督化， 

并讨论了在半监督化过程中光滑性惩罚项的定义；第 4节是 

实验数据集描述、实验结果及讨论 ；最后是结论。 

2 多示例核 

形式上定义多示例学习问题： 

设 Q为示例空间，数据集 D一{(X1，Y )，(X2，Y2)，⋯， 

( ，Y )}，其中，X 一{ ，2r12，⋯， 
．

) Q， ∈y一{一1，+ 

1)，粕 一[ ，z z，⋯， ] 为第i个包中第J个示例的d个 

属性。若3 k∈{1，2，⋯，拖)使 为正例，则包 X 为正包，即 

Y 一1，反之yi一一1。多示例学习即通过有概念标记的包对 

学习器进行训练，使之能够对未标记的包给出其概念标记。 

Gartner在文献E63中提出了多示例核的概念，通过定义 

包之间的核函数，可以直接把传统的核学习方法应用到多示 

例学习问题中。文献E63基于集合核(Set Kerne1)提出了几种 

多示例的构造方法 。 

2．1 顶点核(Node Kerne1) 

顶点核是在集合上定义的核函数，计算两个包之间由于 

示例自身的差异而产生的差异性。形式上定义点核如下： 

”f ～ 

K础 (Xl，xj)一∑∑k(x ，z ) (3) 

式中，X 是包， 是包X 中的第P个示例，k是一般的核函 

数，如 RBF函数。顶点核的实质是不同包的元素两两的核函 

数值之和。 

2．2 边核(Edge Kerne1) 

对包中的示例构建 KNN图或s-Ball图[9．11]，建立起包中 

示例之间的联系。 

eni 捌 i 

K咖(Xi，xf)一∑2k(e,p，en) f 

式中，愚是核函数 ，啦 为包 X 中所包含的边数。沿用文献 

El13的定义，设 是连接顶点“和 的一条边，则e可以表示 

为一个四元组，Ed．，P ， ，P ] ，其中， 和d 分别是顶点“ 

和 的度， 是连接U和 的边的权重占连接“的所有边的 

权重的比例，P 类似。边权重的计算按欧氏距离的倒数或 

Heat kernel的方式计算。 

2．3 改进的图核(miGraph) 

文献[11]中提出了一种改进的图核miGraph，同时考虑 

了顶点自身和顶点之间的关系。首先构建 KNN图或e-Ball 

图，定义图的离散化边权重矩阵 为： 

w —1 iff l1 一翰 ll≤艿 (4) 

w5----0 otherwise 

文献El13~认为仅考虑包中的示例是否有关系，而不考 
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虑示例间关系的强弱，已经能够充分反映包的特征，定义改进 

的图核如下： 

ni 

∑∑ · ·k(x ， ) 
(X ， )一 L —— _—一  (5) 

∑ ·∑w 
a= 1 b 1 

1 1 

式中，V 一 L ， 一 ， 为包X 中元素的个数， 

∑ ∑％  

为包Xf中的元素个数，k是顶点核。该图核的计算比直接 

计算边核简单，且在有监督的多示例学习的场景下有较好的 

性能[11]。 

多示例核的定义为多示例学习提供了一种核学习框架， 

在此框架下，把多示例样本映射到特征空间中，通过多示例核 

函数计算样本在特征空间中的差异性，进而直接利用现有的 

核学习算法(如 SVM)求解。 

3 半监督多示例核(ssLMIK) 

3．1 数据依赖的多示例核 

现有的多示例核只能用于监督学习，现有 的多示例学习 

的核方法也仅限于监督学习。基于单示例学习中的数据依赖 

核的思想，提出了数据依赖的多示例核构造方法。 

考虑一个半监督多示例学习问题，形式定义如下： 

设 Q为示例空间，数据集 D={(X ，yt)，(Xz，yz)，⋯， 

(Xt，Y )}U{ + ”， }，由 Z个有标记包和 —Z个未标记 

包组成，Xl一{X ⋯， ) Q，Yl∈y一{一1，+1)，z 一 

[ ， z，⋯，z ] ，为第 i个包中第J个示例的d个属性。 

学习目标通过数据集D找到一个假设h，使之对未标记包(可 

能在D中也可能不在D中)的概念标记有最好的预测能力。 

由于在现实中有标记数据的获取通常情况下要花费很大 

的代价，而未标记数据较容易大量获得，因此人们希望通过未 

标记数据提高假设的预测能力。基于文献[73的理论，我们认 

为使用未标记数据改善现有核函数的距离分布，有助于提高 

最终学习器的性能，而更为重要的是，半监督核可以直接嵌入 

一 个成熟的监督核学习器。 

考虑通过与数据点相关的映射修改原有核函数所张成的 

RKHS空间的内积。设 -厂和 g 为多示例 核 所 张成 的 

RKHS空间 H 中的两个假设 ，修改 H 中的内积定义，得到新 

的空间 H ： 

(-厂，g) 一(，，g)n+(sf，Sg)v (6) 

H与H 的差别仅在于定义了不同的内积。S是一个映 

射，S：H—V— ，sf=(，(z )，⋯，，(磊))，V为一个线性空 

间，II Sf Il移一 ，M为半正定矩阵，表示线性空间 中 

的一种参数化距离。文献[7，123证明了H 仍为一个 RKHS， 

通过待定系数法可以求出H 的核函数的表达式： 

k (Xi，Xf)=愚(Xf， )一忌 (I+MK)一MKx
。 

(7) 

式中，五(X， )为一个已有的多示例核，如K础或K咖； = 

(k(X1，X1)，⋯，愚( ，X)) ，X( 1--． )为训练学习器的 

个包(包括有标记和未标记)；K为核函数矩阵，K -~-k(Xi， 

X)。 

式(6)和式(7)表明了对于一个现有的核，可以通过一个 

与数据点依赖的映射对原有的核进行修改，使之能够更贴近 

数据的分布。 
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3．2 多示例样本的光滑性度量 

M 的几何意义为反映样本点流形光滑程度的一个矩阵， 

在文献[9]中使用了样本点所构成的图拉普拉斯的整数次方， 

xi-xi II 2 

即M一 ，其中，L：D—w， 一P一— ( 和J在图中有 

边相连)，否则 一0； 一E ，Do—O(i≠ )。图拉普拉 

斯多用于正则化问题的求解中，作为对最终目标函数光滑程 

度的一种惩罚[1 。 

考虑到处理的样本点为多示例数据 ，不能直接应用欧氏 

距离公式，从而无法直接计算图拉普拉斯。在多示例学习中， 

包中样本的欧氏距离不能直接反映包间的相似程度，因而直 

接从包中样本计算图拉普拉斯是不合适的。文献[33把包“打 

散”，即计算所有示例的图拉普拉斯，通过半监督学习方法确 

定示例的标记，最终确定包的标记。文献[3，4]的方法是一种 

使用单示例样本的图拉普拉斯来处理多示例学习的方法，而 

本文的工作希望得到一个完全针对包数据的光滑性度量，我 

们借助度量学习中的思想，定义几种不同的包之间的度量，直 

接计算包层面的图拉普拉斯。为此，定义以下 3种包间距离： 

(1)包中心点距离度量(D ) 

这是最简单且最为直接的计算包之间距离的方法，计算 

每个包的质量中心，以质量中心代表每个包计算包之间的距 

离。 

(Xi， )一Il 一 II (8) 

式中， 为包X 中所有示例的平均值。 

(2)集合核距离(D ) 

集合核距离实质是两个包中示例距离的平均值，即标准 

化后的基于欧氏距离的集合核。 

Ds~,(Xi 一 (9) 

(3)最小示例距离(D}‰) 

利用Citation-KNN的思想，计算两个包中距离最近的示 

例之间的距离作为两个包的距离。 

DⅦ (Xi，Xj)=min~， ll 蛔一 m Il (1O) 

3种距离都是基于包中示例的欧氏距离进行计算，但其 

中对包的相似性定义不同，从而导致其在学习问题中所得到 

的对于光滑性的度量不同。算法描述如图 1所示。 

半监督多示例核学习算法(SSLMIK) 

Begin 

Input：有标记包 L和无标记包 U 

通过集合 L和U，利用式(8)、式(9)和式(10)计算 M 

利用式(7)计算 k 

learner=trainSVM(L，k )／／trainSVM为标准的SVM学习器训 

练过程 

Output：elarner 

End 

图 1 SSLMIK算法流程图 

4 实验和讨论 

实验主要在图像数据集上进行，包括 ALOI(Amsterdam 

Library of Object Images)对象数据集 叮和网络图像数据集， 

将本文算法与 MISSL[ 进行比较，并以MFKernel 。 方法的 

准确率作为算法的有效性基线。 



4．1 图像数据处理 

参考文献[12]的方法，把图片转化为多示例学习中的包， 

转化的方法为先对 图片进行 LUV颜色空间的转换，然后进 

行小波变换，对每个点的小波系数进行聚类，得到若干个区 

域，将整幅图像看作一个包，把区域中心点的属性值作为包中 

的每一个示例，在本算法中，以九元组表示一个示例。图 2是 

图像区域划分之后的示意图。 

第 1行：原始图像 第 2行：经过算法处理后的图像 

图2 图像处理效果示意图 

在算法处理的过程中使用 KMEANS算法进行聚类，而 

标准的KMEANS算法必须事先指出聚类的数目。若使用较 

复杂的聚类算法，如 Global—KMEANS则可以 自动寻找在某 

种最优指标下的聚类数目，但计算代价比KMEANS大得多。 

为了提高图像处理的速度，本研究采用了标准的 KMEANS， 

预先根据经验设置一个 比合理聚类数 目稍偏大的数目，然后 

在KMEANs算法处理完成后把包含点数小于一定阈值的聚 

类删去。算法的实际运行表明这样的处理是比较合理的，既 

不会因为细小聚类影响算法的运行，也不会为了追求精确的 

最优聚类数 目而大大增加了计算时间。 

4．2 实验数据集 

实验数据集为 ALOI和网络图片数据集。ALOI是一个 

对象图片数据集，包含 1000个对象，其中每个对象的图像数 

据中包含了不同光照、不同角度的若干幅图像 ，每幅图像的大 

小是宽192、高 144像素的图片的24bit RGB彩色图片。采用 

了每个对象 72种不同角度的图像作为实验数据。 

网络图像数据集来源于 Internet，即通过 Intemet收集的 

属于不同的主题的图像。在本实验中通过 Internet收集 4个 

主题(flower、shoes、boots和people)的图像进行算法的测试。 

数据集中的图像大小不统一，均为彩色图像，通过4．1节的处 

理方法进行自适应，得到统一的向量表示形式。表 1描述了 

Internet图像主题数据集。 

表 1 Internet图像主题数据集 

在测试图片数据集上设置若干场景测试算法对图片主题 

的识别能力，包括对同一对象的识别能力以及同类对象的识 

别能力。同时选取与正包属同一大类和不同大类的负包进行 

学习器训练。 

4．3 实验结果及讨论 

4．3．1 ALOI数据 集 

进行20次随机测试，在每一次测试中，从 1000个对象中 

随机选取 z个作为正例。每个对象中包含不同角度的 72幅 

图像，从中取出 幅作为正训练样例，再从余下的对象中随机 

抽取角度随机的 幅作为负训练样例。测试样例中的正例从 

被选对象余下的图像中选取，负例从其余对象中随机选取。 

作为对比，同时在相同的数据集上运行 MISSL／ 算法，并以 

MbKernel[6]算法的分类正确率作为基线。 MII(中采用 

K础作为半监督核的核函数。 

图3中，x轴代表训练样本所占全体样本的比例，每个刻 

度代表 1O ，Y轴代表分类的正确率。正例从单一对象的图 

像中随机抽取，负例从余下对象的图像中抽取。其中 SS- 

LMIK是本文的方法。对于 MLKernel，由于它不是半监督学 

习算法，只使用有标记的训练样本进行训练。对于MISSL和 

SSLMIK，采用转导学习的方法，即把训练和测试样本作为学 

习器的输入进行训练。从图3中可以看出，SSLMIK在有标 

记训练样本规模较小的情况下能够得到较好的分类正确率， 

这是由于ALOI中相同对象的图像之间有一定的连续性，如 

图 4所示 。SSLMIK的光滑性度量能够很好地从未标记数据 

中学到这种连续性。 

图3 ALO1分类正确率 

图 4 ALOI数据集中对象不同角度图像 

为了进一步说明 SSLMIK的有效性 ，我们对训练数据集 

进行人工选择，从每个对象中选出4个最有代表性的图像作 

为训练数据，分别是正面、背面和两个侧面，如图5所示。 

图 5 有代表性的4个角度的图像 

随机选取2O个对象，使用 SSLMIK和 MbKernel进行测 

试，SSLMIK采用转导学习的方法，而 MbKernel直接使用 4 

幅图像作为训练集，分类的正确率及其方差如表 2所列。 

表 2 人工选择角度训练集的分类正确率 

SSLM K MI-Kemel 

98．3 士0．84 64．7％士1．48 

4．3．2 Internet图像主题数据集 

用K咖作为半监督核的核函数，M 的计算采用D ，在 

半监督学习的场景中，随机选取正负包的 4O 作为有标记数 

据，其余作为未标记数据。作为对比，在相同的数据集中运行 

MFKernel测试。K咖 的计算选用 5-NN图，采用欧氏距离的 

倒数作为5-NN图的边权重。结果如表3所列。 

表3 Internet主题数据集测试结果 
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bnc(y)一{dT1，-z2， 3， 4，Lz5，X7，X8} 

经过计算得知 

y( 1)一hr( 8)一{．z1， 8) 

hv(x3)一{6 hy(x4)一 

hy(x2)一 (x5)一 ŷ(x7)一{x2，375，x7) 

x(z1)一{z1，z4}，Zx(z2)一{z4) 

lx(xa)一 lx(x4)一 

(z5)一{x4} ly( 7)一{x4} 

fy( 8)一{z4) 

由引理 2知， (y)一{ 。}，从而得知 

C(XNY)一e(X)NC(Y)一 (y)。 
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SSLMIK的分类正确率略好于 MI-Kernel，我们认为这是 

由于数据集中的数据的分布规律性并不突出，导致半监督学 

习的效果不明显，特别是 boots数据集的图像 中同时包含主 

题(boots)和非主题(如模特、背景、装饰物等)都会对算法的 

分类正确率有较大的影响，且同一主题的图像之间的分布未 

能呈现明显的规律性，因此本文的算法所计算的矩阵M不能 

很好地反映真实的数据分布。 

结束语 本文讨论了利用多示例学习算法解决图像主题 

识别的问题，其利用多示例学习中的核学习方法，把每一个图 

像看作多示例学习框架中的包，进而定义包之间的核函数，把 

包看作一个 KNN图或 ~-Ball图，由图核的定义得出顶点核和 

边核，并利用图的光滑性理论推导出半监督多示例核，能够利 

用未标记包所蕴含的数据分布规律改善学习器的性能。这是 
一 个把半监督核应用到多示例学习问题的尝试，能够有效解 

决标记样本获取代价大的问题，并能通过已有未标记样本最 

大限度提升学习器的泛化能力，是一种完全的半监督学习方 

法。 

在真实的数码照片数据集和AL0I对象数据集上进行算 

法的性能测试，实验结果表明本文算法对于图像的主题识别 

问题是有效的，相比以往的算法有较高的正确率和泛化能力， 

且引入未标记的示例能有效提高学习器的性能和泛化能力 ， 

可以推广到图像主题识别的其它方面。 

算法的一个核心问题是如何在所定义的边核和点核中结 

合反映数据流形光滑程度的度量，我们采用的方法是使用图 

的拉普拉斯矩阵，但由于处理的是多示例学习问题，每个包中 

有一定数量的实例，而本文的拉普拉斯的计算方法是针对单 

示例学习问题的，使用包中心作为代表示例的可行性也值得 

研究，这将是后续研究工作的重点之一。 
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