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基于情境相似度和二次聚类的协同过滤推荐算法 

蔡海尼 覃梦秋 文俊浩 熊庆宇 黎懋靓 

(重庆大学软件学院 重庆 400044) 

摘 要 随着移动互联网规模的不断扩大，传统推荐 系统因较少考虑 多种情境因素和用户置信度对用户偏好预测的 

综合影响，造成了推荐算法预测结果的偏差。针对此问题 ，将情境信息引入个性化推荐的过程 中，提 出一种基于情境 

相似度和二次聚类的协 同过滤算法。该算法首先根据用户情境的相似度对用户进行初始聚类，再基于评分矩阵计算 

用户评分置信度，将用户分为核心用户和非核心用户；然后根据核心用户评分对初始聚类的簇心进行调整，并对簇中 

非核心用户进行重聚类，形成新的聚簇；最终根据情境相似度对用户偏好进行预测。该算法可以在一定程度上降低评 

分矩阵中的噪点对聚类结果的影响，提高了推荐结果的准确性。基于实际数据集的仿真实验表明，该算法与传统协同 

过滤算法相比能够有效提高用户偏好预测的准确性，增加协同过滤推荐算法的精确度。 
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Collaborative Filtering Recommendation Algorithm Based on Context Similarity and Twice Clustering 
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Abstract Aiming at solving the problem of personalized service recommendation in the field of mobile telecommunica— 

tion network，this paper introduced the context information to the process of personalized recommendation，and pro— 

posed a collaborative filtering algorithm based on context similarity and twice clustering．Firstly。according to user con— 

text similarity，the users are clustered，and user rating confidence is calculated based on the rating matrix to distinguish 

core users from non-core users．Secondly，the center of clusters form ed by initial clustering can be adjusted according to 

the rating of core users，and non-core users will be clustered again to form a new cluster．Finally，according to the con— 

text similarity，user preferences will be predicted．To some extent，this algorithm can reduce the influence of noise data 

from rating matrix on clustering results，and reduce the deviation of the recommendation．The experiment based on the 

simulation data set shows that，the algorithm improves the accuracy of user preferences effectively，and increases the ae— 

curacy of collaborative filtering recommendation． 

Keywords Recommendation system，Context similarity，Co llaborative filtering，Co re users，Twice clustering 

1 引言 

随着互联网和移动通信技术的迅猛发展，以及通信技术 

和传感器技术的广泛应用 ，人们越来越频繁地通过互联网和 

移动设备来获取信息，情景感知服务在这样的背景下产生并 

极大地改变着人们的生活。情境也可以称为上下文，是指任 

何可以用来刻画实体情形特征的信息，其实体可以是人、位置 

或是与用户和应用交互相关的物理的或虚拟的对象 ，包括用 

户和应用本身_1]。情境感知(context-awareness)也称为上下 

文感知，最早是源于普适计算(ubiquitous computing)，由 B_ 

N．Schiilit于 1994年提出[2]。它通过使用传感器、无线通讯 

设备或者相关的信息获取设备和技术，使计算机或智能移动 

设备感知到当前的情境和环境。 

推荐系统通过识别和预测用户偏好来提供个性化服务， 

是满足人们多元化推荐需求、解决信息超载问题的有效工具。 

推荐算法是推荐系统的核心，根据其特点和适用领域，推荐算 

法可以归纳为以下几类：基于内容的推荐算法、协同过滤推荐 

算法、基于规则的推荐算法和混合推荐算法等。其中协同过 

滤推荐算法 (Collaborative Filtering，CF)是当前个性化推荐 

领域中应用最广泛的算法之一；而 Katsuhiro等提出了基于 

聚类的协同过滤算法[3]，在一定程度上提高了推荐系统的鲁 

棒性和可扩展性。 
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近年来，国内外学者在 Web服务个性化方面进行了大量 

的研究。Arkady Zaslavskyz ]提出移动助理在情境感知应用 

中遇到的挑战，包括情境发现、提取、解析、应用等。Dong 

Liuc5]等人通过分析服务的上下文环境，提出上下文相关的服 

务推荐框架。Esbensen H[6]等人将项目按照情境进行分类， 

再引入协同过滤算法进行用户偏好的计算。这些研究在某些 

特定的领域有着比较好的效果，但随着移动互联网规模的不 

断扩大，传统推荐系统较少考虑多种情境因素对用户偏好的 

综合影响，因而影响了推荐算法的有效性。 

本文从评分矩阵出发 ，提出一种基于情境相似度和二次 

聚类的协同过滤算法 ，对用户偏好进行预测。本算法从情境 

感知的角度出发 ，在基于聚类的协同过滤算法的聚类过程中 

将核心用户和非核心用户区分开来进行聚类，从而削弱了非 

核心用户对算法结果的影响，有效提高了推荐算法的精确度。 

2 相关研 究 

2．1 协同过滤算法 

协同过滤算法是个性化推荐领域应用最广泛的推荐算 

法。传统的协同过滤算法主要是寻找与 目标用户兴趣爱好相 

似的用户集，并根据用户集中喜爱的项 目，对 目标用户的需求 

进行预测和推荐[7]。常见的协同过滤推荐算法主要包括基于 

用户的协同过滤算法(User-based Collaborative Filtering)和 

基于项 目的协同过滤算法(Item-based Collaborative Fihe- 

ring)[8 ]。相似度计算是协同过滤推荐算法的核心，其主要 

的度量方法包括余弦相似性 、关联度(Pearson相关系数)和 

修正的余弦相似性l_1 。其中Pearson相关系数最常用，主要 

是通过与 目标用户 “相似的用户 口对项 目i的评分来预测用 

户U对项目i的喜好。计算方法如式(1)所示。 

∑ (R( )一R )(R( )一R ) 

ira(“， )一 ——=： 兰：===：：：：：：：：=：：：：：：=  

√i邑 “ 一R)z Xi邑 —R)2 

分到相异度最低的簇 ； 

(3)根据聚类的结果重新计算簇心，再将剩下元素重新划 

分到簇中，重复多次，直到聚类结果趋于稳定。 

K均值算法在广泛应用于聚类分析的同时，也存在一些 

不可避免的问题，比如聚类数 k的选择、聚类初始质心的选 

择，同时该算法对于用户数据集中的非核心用户很敏感，少量 

的这类数据将会对聚类 的结果产生较大的影响，原因在于当 

使用误差平方和标准时，这些少量的远离高密度数据密集区 

的数据会使平均值得到很大的偏离，从而影响最终的聚类准 

确度。 

2．3 情境相似度计算方法 

一 般来说情境可以分为基本信息情境、环境情境和平台 

情境，因此情境信息包含多个情境变量。如用户情境包括其 

姓名、性别、活动状态，所处位置、天气、温度，所用设备的带 

宽、网络信息等等。由于情境信息的多样性和复杂性，情境信 

息包含的数据类型也有所不 同。计算情境相似度时，为了量 

化需要，通常将情境分为数值型和区间型。 

数值型情境相似度计算公式如式(3)所示。 

s (Ci，Ci，)一1一 (3) 
Li 

区间型情境相似度计算公式如式(4)所示。 

sire(Ci，G )一1一~／( 一 ) +( --c~')2 (4) 

其中，C 和C 表示被量化成数值型的情境的值，c 和 c 表示 

区间型情境在量化后情境值的起始值，cf和c 表示区间型情 

境在量化后情境值的结束值。sire(G，G )表示两个情境之 

间的相似度，其值越接近1则情境相似度越高，反之则相似度 

越低。 

3 基于情境相似度和二次聚类的协同过滤算法 

(1) 3．1 情境量化数据模型 

其中，sim(u， )表示用户的相似性系数，Rc )和 R )表示用 

户 U和 对项 目i的评分 ， 表示用户 “和 73共同评过分 的 

项目集合，R 和R 分别表示用户“和 对项目的平均评分。 

评分预测计算式 如下所示。 

P( ) 

∑ [sim(u，“ )×R( ，'fj] 
一

“ ∈ 
— — — —  

∑ l sim(u，“ ) 
∈u 

(2) 

其中，Pc )表示用户 “对 i的预测评分 ， 表示用户 “的最 

近邻聚集。 

2．2 基于聚类的推荐算法 

聚类是指通过一些聚类算法将用户或者项 目聚集成若干 

具有共同特性的类别，然后计算每个用户在聚类 内部的相似 

度，以此生成类成员内部的推荐向量，最终形成推荐El1]。K- 

means聚类算法是一种比较经典和有效的聚类算法，其主要 

步骤如下： 

(1)n维数据集合的基础上，随机选择 惫个元素，形成 k 

个聚类的质心； 

(2)根据不同聚集类别中生成的聚类中心点，分别计算剩 

下元素到 k个簇心的相异度(如情境的距离)，将这些元素划 

本文算法基于“U-I_c”三维数据模型，即由用户(User)、 

项 目(Item)、情境(Context)3个维度构成的数据模型。情境 

Context~{C1，Cz，C3，⋯， }，C={C1，C2，C3，⋯，C }。其中G 

表示情境信息的某一属性(如地点、时间、网络状态等)，C 为 

情境属性中具体的属性值。如 G 为地点，则 C 为具体的地 

理坐标。 

3．2 算法设计思想 

基于情境相似度和二次聚类的协同过滤算法 (Contest- 

similarity and Twi—clustering based Collaborative Filtering． 

CTCF)将情境信息引入到协 同过滤算法中，先使用用户情境 

相似度进行初始聚类，再通过评分矩阵计算出用户的评分置 

信度 ，然后根据评分置信度将核心用户和非核心用户区分开 

来。在此基础上，利用核心用户重新计算聚簇质心，再根据调 

整后的质心让类中的非核心用户重新分布，形成新的聚簇，最 

后根据情境相似度进行Top-N推荐。该算法可以更加准确 

地选择与目标用户情境相似度高的邻居用户，且削弱了低置 

信度用户评分对聚类结果的影响，以此达到提高推荐效果的 

目的。CTCF主要有初始聚类、置信度计算、区分核心用户、 

质心调整、非核心用户重聚类、Top-N推荐等 6个步骤，主要 

流程如图 1所示。 
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图 1 CTCF主要 流程 

3．3 算法过程描述 

基于上述数据模型和算法思想，本节将对算法的输入、输 

出以及详细过程进行描述。 

输入：“U_I_C”情境量化模型、用户评分矩阵 

输出：基于情境相似度和用户置信度的 Top-N推荐 

算法具体过程如下 ： 

1)情境预处理 

根据用户情境属性值建立的矩阵模型，用离差标准化的 

方法，利用式(5)对原始数据进行线性变换，使结果落到[0，1] 

区间内，再用标准化后的情境属性值替换原始矩阵中的值。 

c，，一玉 (5) 
m ax — IIllIl 

2)初始聚类 

在上一步的基础上，采用 K-means聚类算法，使用式(3) 

和式(4)计算用户情境距离，将数据集迭代划分为k个聚簇。 

划分后的每个簇至少包含一个数据对象 ，每个数据对象仅属 

于一个簇 ，簇内对象情境相似度较高，簇间对象的情境相似性 

较低。 

3)用户置信度计算 

评分置信度是评判评分是否准确的标准。较高的预测评 

分置信度说明该预测评分的可信度较高，较低的预测评分置 

信度说明该预测评分的可信度较低 。基于此 ，将用户所有的 

预测评分置信度的均值作为用户置信度 鼠。本文使用重采 

样的方法计算置信度，即从评分矩阵中随机抽取子集R“ ，再 

使用 Pearson相关性计算公式计算出用户 U对项 目i的预测 

评分 P2 ，然后重复采样计算用户 “对项 目i的预测评分置 

信度B ，最后根据鼠， 计算用户U的置信度B 。计算公式 

如式(6)、式(7)所示。 
1 

成 一面 (6) 

∑B 

一  (7) 
l 1“ l 

4)判断核心用户 

利用上一步计算出的用户评分置信度，筛除评分置信度 

低于某一阈值a的用户。得到核心用户集合 以及非核心 

用户集合 ，如下所示。 
= {U∈U，B ≥口)， ={“∈U，B <n} 

5)簇心调整 

根据初始聚类的结果以及上一步得到的核心用户集合 

Uf，可以得到每一个聚簇 中的核心用户 ，从而通过此部分用 
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户算出新的簇心 ck。此步骤可以有效降低非核心用户对聚类 

结果的影响。 

6)非核心用户重聚类 

在得到调整后的簇心之后 ，对于每一个 “∈U ，计算出 “ 

与屉个簇中心的距离D ，然后将其归到距离最近的簇中，直 

至形成新的聚类。计算过程如下所示。 

算法 1 非核心用户重聚类 

输入：用户簇心集合 C，非核心用户集合 u 

输出：全部用户重新聚类集合 UC 

1．for u+一1 toU 

2． tempD= D 1 

3． tempP= 1 

4． for c+一1 tOC 

5． if < = tempDu~ 

6． then tempD=DJ 

7． tempP=C 

8． endfor 

9． U ∈Ct mP 

10．endfor 

11． for c一 1 tOC 

12． for u+一1 tOU 

13． ifU ∈C。 

14． then UC + 一U 

15． endfor 

16． endfor 

7)Top_N推荐 

根据聚类结果以及服务情境的相似度，生成类成员内部 

的推荐向量，对其进行排序后形成最终的"Ibp-N推荐结果。 

4 实验结果分析 

4．1 数据集 

本文使用 Restaurant& consumer data数据集来测试算 

法的性能。该数据集来源于一个真实的研究型推荐系统，常 

被用于协同过滤算法研究。该数据集包含基本的用户情境信 

息 ，如性别、年龄、地理位置、用餐偏好、历史消费记录等等，以 

及一定区域内 239个用户对 131个餐厅的 3162条评分。 

每一次实验将随机选 出 10 的数据作 为测试集 (R- 

Test)，其他 9O 的数据将作为训练集(RTrain)应用于基于 

二次聚类的协同过滤算法，将得出的结果与RTest进行比较， 

以验证算法的准确度和效率。 

4．2 评价指标 

本文采用平均绝对偏差(Mean Absute Error，MAE)_1 ] 

作为衡量推荐系统预测准确度的评价标准。MAE通过计算 

预测值和实际值之间的偏差来衡量预测是否准确，从而达到 

评价推荐系统的 目的，它是现阶段最常用的评价度量之 一。 

MAE值越小，推荐的质量越高；反之，推荐的质量越低。 

定义预测的用户评分集合为{户 ，P2，⋯，PN}，对应的实 

际用户评分集合为{n，r2，⋯，rw)，则平均绝对偏差 MAE定 

义为： 

(8) 

本实验将传统的基于用户相似度的 K-means聚类协同 



过滤算法 (User-based Collaborative Filtering)与本文提出的 

算法进行比较。在个性化推荐的实际情况中经常会遇到数据 

稀疏性问题，从而影响推荐算法的准确度。本实验分别选取 

不同的稀疏度和不同邻居数(knn)进行对比实验。在实验过 

程中，用于判断用户置信度的阈值 n可以根据实际需求进行 

预设，为了计算方便，本实验取用户的置信度的均值作为阈值 

口。实验所得 MAE值如表 1所列。 

表 1 算法结果比较(MAE值越小则算法效果越好) 

在数据稀疏度为 0．1的情况下 ，本文算法与传统基于用 

户的协同过滤算法的效果对比如图 2所示。 

图2 不同邻居数情况下本文算法与传统算法的MAE比较 

(density=0．1) 

由图 2可知，面对数据稀疏性问题，在不同邻居数的情况 

下 ，本文算法相 比传统的基于用户的协同过滤算法有较低的 

MAE值。实验结果表明本文算法在一定程度上比传统的基 

于用户的协同过滤算法有更高的准确度和有效性，可以更有 

效地降低非核心用户对于算法结果的影响，更准确地进行用 

户偏好的预测，提高个性化服务推荐的质量。从实验结果数 

据的变化趋势上来看，随着最近邻居数的增加，MAE先呈下 

降趋势，后呈上升趋势，在最近邻居数为 4O左右时达到最低 

点。因此，在本次实验中，采用最近邻居数为 4O来进行聚类 

可以得到较好的聚类效果，从而更精确地预测用户的偏好。 

在固定邻居数的情况下，通过分别选取稀疏度为0．1、 

0．15、0．2的数据，对本文算法和传统基于用户的协同过滤算 

法进行对比实验，结果如图 3所示。实验结果表明，实验数据 

越稀疏，算法精确度越低，但相比传统的基于用户的协同过滤 

算法，本文提出的算法仍具有较低的MAE值。因此，该算法 

对于不同的数据稀疏度，有较高的有效性和稳定性，在一定程 

度上能有效缓解在实际推荐系统中出现的数据稀疏性问题。 

图 3 不同稀疏度情况下本文算法与传统算法的 MAE比较 

(knn=40) 

结束语 本文在情境感知和个性化推荐系统相关研究的 

基础上，提出一种基于情境相似度和二次聚类的协同过滤算 

法(CTCF)。将该算法与传统的基于用户的协同过滤算法相 

比较，并采用 MAE来检测算法的性能。实验结果表明，相对 

于传统的基于用户的协同过滤推荐算法，CTCF算法在准确 

度、命中率等方面有比较明显的优势，在一定程度上降低了非 

核心用户对于聚类结果的影响，并提高了推荐算法的性能。 

然而，尽管该算法能相对有效地对情境相似度高的用户进行 

聚类，但是在具体的情境感知推荐系统中各情境参数所占的 

权重不同且难以定量，这在一定程度上影响了该聚类的稳定 

性。因此，未来的工作将更多地考虑情境参数权重对推荐结 

果的影响，以及如何更准确、快速地对核心用户进行聚类，以 

提高推荐系统的质量。 
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速变化性，本文提出了一种松弛的优化均衡流式图划分算法。 

首先，定义了一种同时包含划分内部代价和划分之间的割的 

代价的目标函数作为图划分的整体框架；接下来，在图划分框 

架的基础上通过最大化和最小化两种优化函数分析了均衡图 

划分问题 ，并给出了二者之间的关系；最后，针对流式图数据， 

提出了一种贪婪的图最优 k划分算法。实验表明，本文提出 

的图划分算法与相关算法相比较不仅均衡性好，而且通信开 

销小，在基于该算法进行图划分时上层应用的计算性能得到 

了明显的提高。 
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