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基于函数的时间序列分段线性表示方法 
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摘 要 考虑到时间序列的时间特性对不同区段的影响以及时间序列数据动态增长的实际情况，在 RPAA(Reversed 

Piecewise Aggregate Approximation)和 PAA(Piecewise Aggregate Approximation)方法的基础上，提出了一种新的时 

间序列分段线性表示方法FPAA(Founction Piecewise Aggregate Approximation)。FPAA方法通过定义函数影响因 

子，克服了RPAA和 PAA方法的不足。该方法具有线性时间复杂度，满足下界定理，并且支持时间序列的在线划分。 

实验表明，与PAA方法和RPAA方法相比，所提出的方法可以较有效地进行时间序列的在线查询。 
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Abstract Considering the actual situation of the different influence on the different segments in terms of time property 

of time series and the dynamic growth data of time series，a new method FPAA(Function Piecewise Aggregate Approxi— 

mation)of piecewise linear representation was proposed based on the method of RPAA(Reverse Piecewise Aggregate 

Approximate)and PAA(Piecewise Aggregate Approximate)．The proposed method overcomes the disadvantages of 

RPAA and PAA by defining the influence factor of function．FPAA has the linear complexity。satisfies lower bounding 

lemma and supports online segmentation of time series．Co mpared with the methods of PAA and RPAA，the FPAA 

method can effectively query time series online． 
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1 引言 

一 般来说，时间序列是一组按照时间或空间顺序观察所 

得的有序数据，在金融[1 ]、生物医药l_4 ]和地质[6 等诸多领 

域都有广泛应用，如金融证券市场中股票价格的波动、生物医 

学中某一症状病人在每个时刻的心跳变化、石油工业生产领 

域中某一井口在某个深度的录井读数等等。作为这样一种重 

要的高维数据类型，直接分析和处理的难度较大。因此，时间 

序列的降维问题已经成为数据挖掘领域广泛关注的热点问 

题。 

线性分段技术作为一种简单直观的降维方法，具有下列 

优点：1)支持快速相似性搜索；2)支持时间序列新的距离度 

量，包括模糊查找、加权序列、DTW距离、信息反馈等等；3)同 

时支持文本和数据序列；4)支持新的聚类、分类算法；5)支持 

奇异点检测。目前该方法已得到了广泛的应用L7]。线性分段 

算法的关键问题在于如何选择合适的线段数目以及如何选择 

合适的分段点。根据这两个问题的不同解决方法，我们将线 

性分段算法分为以下两种类型：1)限制分段误差，通过控制分 

段误差来选择合适的分段点。根据分段误差控制的方法不 

同，文献E83将这类分段算法分为以下 3种：滑动窗口技术 

(Sliding Window，简称 SW)、自顶向下(To．Down，简称TD) 

和自底向上(Bottoman-Up，简称 BU)。2)限制分段数 K，给 

定的时间序列产生的 PLR(Piecewise linear Represetation)表 

示只包括 K条直线。 

文献E9，103分别独立提出了时间序列分段聚集近似的 

PAA方法。这种方法简单直观，能够支持任意长度的相似性 

查询、所有的 Minkowski度量和加权欧氏距离，而且能够用 

于索引提高查询的效率。Keogh等人的实验表明将 PAA方 

法用于时间序列的索引，使得相似性查询的效率比DFT表示 

方法提高了1～2个数量级[9]，而且能够用于加权欧氏距离计 

算 。虽然 Keogh和 Yi等人提出的 PAA方法能够有效地划 

分时间序列，对时间序列进行降维，但是在时间序列的演变过 

程中，对于不同时间区段的数据，其对未来时间区段数据的影 

响是不同的，越接近时间序列当前时间的区段影响越大，其值 

的对时间序列的预测的参考价值也越大。而远离的区段则影 

响较小，其值的参考价值也越小，所以有必要在计算时间序列 
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间距离时将不同时间区段的数据影响区分开来，但 PAA对 

于不同区段的数据是用均值来表示的，在计算不同区段数据 

的距离时则相应地同等对待，没有考虑到时间序列的时间特 

性。王等[1 考虑到时间序列的时间特性，将影响因子应用到 

时间序列的分段中，提出一种 PAA的改进表示方法，记为 

RPAA方法。但 RPAA方法将滑动窗口首先作用在时间序 

列的尾端，然后沿着时间轴的逆方 向移动，计算各区段的均 

值，以及相应的影响因子，这使得 RPAA不能实现在线实时 

划分时间序列，对于时间序列数据动态增长的实际情况是不 

利的。 

本文考虑了时间序列的时间特性，提出了函数影响因子 

的概念。该方法不仅继承了RPAA的优点，而且实现了时间 

序列的在线实时划分，并能够用于加权欧氏距离计算。同时 

此方法支持双向划分，既可以沿时间轴正向划分，也可以沿时 

间轴逆向划分 ，与 PAA方法和 RPAA方法相比，此方法有较 

好的优越性。 

本文第 2节介绍时间序列的PAA和RPAA方法及相关 

内容；第 3节介绍基于函数的分段线性表示方法 FPAA；第 4 

节通过实验验证 FPAA方法的可行性；最后总结全文。 

2 PAA以及 RPAA表示方法 

2．1 相关定义 

定义 1(时间序列) 给定一个属性 P，时间序列是一个 

具有 个值的集合{(户 ，a1)，< ，a2)，⋯，( ，a >}。这里有 

1'1个时间值，每个时间值与一个属性 P的值相关联。通常这 

些值由特殊的经过明确周期定义的时间点来标识。在这种情 

况下，可以认为这些取值是一个向量(P ，Pz，⋯，P )。 

定义2(时间序列长度) 对于有限长时间序列 P—P ， 

P。，⋯，p ，P的长度为组成 P的实数个数，记为I Pl，即lPI— 

。 对于无限长时间序列 ，P的长度定义为IPI—c×。。 

定义 3(时间序列的子序列) 给定长度为 1l的时间序列 

P的序列区段S，其是在 P中点P 开始，数量为 (1≤叫≤ ) 

个的连续位置点组成 P的一个抽样 ，即：Si=P ，P⋯ ，⋯ 

P 一1，其中 l≤ ≤n一 +1。 

定义 4(滑动窗口) 给定一个长度为 7z的时间序列 P和 

一 个用户给定的区段长度叫(1≤“，≤n)，P的所有子序列的矩 

阵S可以通过在 P上滑动一个宽度为 的窗口，将每一个区 

段 S 放入S的第 S行得到，S的大小为( ～ +1)*60， 为滑 

动窗口的大小。 

2．2 PAA方法简介 

Keogh和Yi等人分别独立提出了时间序列的 PAA表示 

方法，用等宽度窗口分割时间序列，每个窗口内的时间序列用 

窗口平均值来表示，就得到了时间序列的一种分段线性表示， 

它的输入参数为窗口大小，记为09。 

为了将长度为／'／的时间序列降维，首先将其分为N维个 

大小相同的帧，在每一帧中计算落入帧中的数据均值，以该向 

量作为原时间序列的表示。长度为 的时间序列P在N(1≤ 

N≤ )维空间中表示为向量(P ，Pz ，⋯，P >，其中第 i(1≤ 

≤N)个元素P 的计算式为： 

P 一1／ ∑ Pi(co一[n／N]) (1) 
J=w(i- 1)十1 

图 1给出了PAA表示示例。 
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图 1 PAA表不图 

2．3 RPAA表示方法 

针对时间序列的时间特性，王元珍等人提出时间序列的 

RPAA表示法，在 PAA表示方法的基础上引入了影响因子 p 

(o≤p≤1)的概念。在 PAA中计算索引时将滑动窗口作用在 

原始时间序列 P的前端，然后沿着时间轴移动，计算各区段 

的均值，按照原时间轴的方向组成索引向量。但加入影响因 

子后，这种按照时间轴方向的运算将必须每次计算当前区段 

与最后区段的位置距离( — )，这势必会导致 一 多次重复计 

算。为了解决这个问题，RPAA方法将滑动窗口首先作用在 

时间序列 P的尾部，利用大小为 的滑动窗 口沿着时间轴逆 

向滑动，每滑动一次，计算均值和影响系数，从而计算出 

RPAA中该区段的索引量。计算公式为： 
"一 (￡一 ” 0 

P =pi 1／a, ∑ P，( 一1，2，⋯，N；∞-_[ ／N]) (2) 

由于 RPAA方法是将滑动窗口作用在时间轴的尾部，对 

于动态增长的数据流是不适用的，因此这种方法是不支持在 

线划分的，而且影响因子的取值也是要根据数据的不同而调 

整的，这样势必影响计算的准确度。 

2．4 欧氏距离 

欧氏距离作为衡量时间序列距离的方法被广泛使用。给 

定长度为 的时间序列 P—p ，Pz，⋯，P 和Q—q ，q 一，q ， 

则 P和Q之间的欧氏距离为 ： 

r ——————一  

D(P，Q)一√ ( — )。 (3) 
为了防止递加数过多而导致欧氏距离过大，可 以计算加 

权的欧氏距离： 

厂 — —  ■ — — — — — ～  

D(P，Q)一，＼／1／,,2(A--q ) (4) 

由于函数 -厂( )： 。为单调函数，因此在实际计算中可 

以计算平方后的加权欧氏距离： 

D(P，Q)一1／n∑(P --q )。 (5) 

PAA表示支持对于平方后的加权欧氏距离的计算，将一 

个查询 Q也降维Q =(Q1 ，Q ，⋯， )，其中 

Q =1／o, ∑ (co一 ／～]) (6) 

则此时计算 PAA表示平方后的加权欧氏距离为： 
N 

D(P，Q)一1／N∑(P 一Q ) 
= l 

1 r． 

一1／NP,,[ ∑ ( 一 )]。 (7) 
l— i (11t一 【l— I J十 【 

式中， 一[ ／N]。 

3 时间序列的 FPAA表示方法 

3．1 时间序列的 FPAA表示方法 

考虑到时间序列的时间特性，以及 RPAA方法不适用于 

在线划分的不足，我们提出了一种时间序列的函数表示方法 



FPAA，其将函数引入到时间序列的划分中，从而实现在线划 

分的同时兼顾了时间序列的时间特性。 

定义 5(函数影响因子) 函数影响因子 ，( )满足两个 

条件：(1)O<，(z)<1；(2)，( )是单调递增的函数。 

这里，我们定义了，(z)一1一[1／(z+1．1)](O≤ )，作为 

函数影响因子，此函数满足函数影响因子的条件：在 O≤ 时， 

O<，( )<1，且是单调递增的。 

FPAA方法计算索引时将滑动窗口作用在原始时间序列 

P的前端，然后沿着时间轴的方向移动，计算各区段的均值和 

函数影响因子的乘积，按照时间轴的方向组成了索引向量，此 

时： 

P 一1／ ，( ) ∑ (i—O，1，⋯，N一1；~=En／N3) 
J =  一  l十 J 

(8) 

同时也可以将函数影响因子作用在原始时间序列的尾 

端，按照时间轴的逆方向组成索引向量，此时有 ： 

P 一1／wf(i) ∑
． 
( —N一1，⋯，0，1；叫一En／N]) 

，；  一  l十 l 

(9) 

所以FPAA方法支持双向时间序列划分。算法如下： 

算法：构造时间序列的RPAA表示 

输人：P=户l，p2，⋯P ／／长度为 的时间序列 

(1≤cu≤n)／／滑动窗口大小 

输出：时间序列 P的 FPAA表示 

处理： 

(1)N—Enid3；／／计算总的区段数(最后一段数据量不足 则全部数 

据作为一区段) 

(2)P =~；／／FPAA向量 

(3)For(int i=0；i<N；i++)begin 

(4)计算 P 一1／∞，( ) ”Pj 

(5)将 Pf 加到P 中 

(6)返回 P 

FPAA方法利用大小为 的滑动窗口沿时间轴滑动，每 

滑动一次，计算均值和函数影响因子，从而计算出FPAA中 

该区段的索引量，由此可得 FPAA的时间复杂度为 O(，z)。 

又因为FPAA需要额外的N维向量P 来保存中间的索引向 

量 ，所以 FPAA的空间复杂度为 O(，z)。 

3．2 距离计算 

对于 FPAA时间序列的距离计算仍可以采用平方后的 

加权欧氏距离，此时： 

D(P，Q)一1／N∑(P 一Q )。 
f l 

一  

善[，( ) ⋯( 一 )]。 (10) 

引入，(z)后，相邻两区段间的计算为f(x)／ 。随着 

时间的向前推进，函数的值越来越大，当前区段对后面区段的 

影响越来越大，符合时间序列的时间特性 。 

3．3 满足下界定理 

Faloutsos给出降维下界定理(Lower Bounding)，即： 

Di (P，Q)≤D(P，Q) (11) 

同样的FPAA方法也满足下界定理。 

证明：由于 0<，(z)<1，因此 

DFP从(P，Q)=1／NZ [f(i)*1／ccJ∑
． ，

( -q~)J 』 一U—l Jm 

<1／～墨[1 ∑ ，( 一 )] 

一 1／N 2
：  

[1／co
，： + 

( 一 )] 

= DpAA(P，Q) (12) 

因为 ，从(P，Q)满足欧氏距离的下界定理l_l ，并从证明 

中得出DFPAA(P，Q)，针对 DPAA(P，Q)满足下界定理，因此得 

出DFP从也满足下界定理。 

4 实验 

4．1 实验内容 

本文使用Java 3．6分别实现PAA，RPAA以及FPAA算 

法。实验环境为 Windows XP Server，120G硬盘 ，1G内存。 

本实验使用 E．Keogh提供的数据集(http：／／ CS．ucr． 

edu／~eamonn／)，选取了 OliveOil，Swedishlef，Beef 3个数据 

集中的时间序列，其中Beef含有 120条时间序列，时间序列 

长度为470；Swedishlef中含有 1125条时间序列，每条时间序 

列长度为 128；Oliv()il中含有 60条时间序列，每条时间序列 

长度为 570。以及 EEG Database中的 egg—full数据集，大小 

为 700M，数据来自大量实验研究产生的脑电图数据，每条时 

间序列包含 256个数据点。 

对原始时间序列进行查询，可能出现的错误情况如下： 

(1)在原始数据中两点距离小于给定的阈值e，但是在索 

引空间中该两点距离却大于 e，从而发生漏查现象。 

(2)在索引空间中两点距离小于给定的阈值 e，但是在原 

始数据中这两点距离却大于￡，从而在多索引空间的点查询 

的结果中出现错查现象 。 

由于已经证明 FPAA表示方法满足下界定理，保证不会 

出现漏查问题 ，因此我们使用评价标准： 

查错率一查错记录数／总的查询记录 *100 

4．2 实验结果 

在以上提到的标准数据集中的部分实验结果如表 1、表 2 

所列。 

表 1 3种方法的查错率比较 

、＼ 之兰 pAA[iO] R~AAEI1] FPAA 
数盘 = ． 

Beef(∞一lO) 28．5 37．5 21．4 

OliveOil(∞一10) 21．4 25 17．8 

Swedishlef(o~=8) 33．3 33．3 26．7 

表 2 3种方法的查错率比较 

、 ＼
— 之 PAA[1o] RPAA[11] FPAA 

熬握 = 
Co2a0000387(∞一8) 25．8 22．2 22．2％ 

CO 2cOO0O373(∞=8) 29 29 25．8 

Co3aOOOO459Go=8) 16．1 12．6％ 12．6 

4．3 实验分析 

从表 1中可以看出，FPAA方法 比 PAA方法和 RPAA 

方法的查错率都要低，说明FPAA方法在这 3组数据上是有 

效的。从表2中可以看出FPAA方法的查错率要低于PAA 

方法，而FPAA方法的查错率和RPAA方法的查错率在部分 

数据上是相同的，但 FPAA方法可以实时在线划分时间序 

列，这对动态增长的数据环境是十分有用的。 

结束语 在动态增长的数据流环境中实时准确地划分数 
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据序列，是当前一项重要且有现实意义的课题，它能够帮助用 

户发现数据中隐藏着的丰富知识，揭示数据变化规律及预测 

序列的发展趋势。本文提出了一种基于函数的时间序列分段 

线性表示方法，与 PAA和RPAA方法相比，本文的方法不仅 

考虑到了时间序列的时间特性，而且能够实时划分时间序列， 

结果表明FPAA方法能够比较准确地表示原始时间序列的 

特性，进行有效的在线查询 。但对于不同的数据，如何找到更 

加合适的函数影响因子来表现原始时间序列的时间特性，是 

一 项有待研究的课题。 
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