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摘　要　随着在线课程和线上学习的普及,大量的在线学习行为数据被积累.如何利用数据挖掘技术分析积累的大

数据,从而为教学决策和学习优化提供服务,已经成为新的研究重点.文中分析了在线学习的行为特征,挖掘学习者

的性格特征与学习效率的关系,实现个性化学习方法推荐.首先,提取在线学习行为特征,并提出了一种基于 BP神

经网络的学习成绩预测方法,通过分析在线学习行为特征,预测其相应的线下学习成绩;其次,为了进一步分析学习者

的在线学习行为与成绩的关系,提出了基于实际熵的在线学习行为规律性分析,通过分析学习者的在线学习行为,定

义并计算相应的实际熵值来评估个体的学习行为规律性,从而分析规律性与最终成绩的关系;再次,基于 FelderＧSilＧ
verman性格分类法获得学习者的性格特征,对学习者实现基于 KＧmeans的聚类分析获得相似学习者的类别,将学习

成绩较优的学习者的在线学习习惯推荐给同一类别的其他学习者,从而提高学习者的在线学习效率;最终,以某在线

课程平台的实际数据为实验对象,分别实现在线学习行为特征提取、线下成绩预测、学习规律性分析和个性化学习推

荐,从而验证了所提方法的有效性和应用价值.
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Abstract　Withthewideuseofonlinecoursesandthepopulationofonlinelearning,massivedataofonlinelearningbeＧ
haviorshavebeencollected．Howtotakeadvantagesofthoseaccumulateddatathroughnoveldataminingtechnology
forimprovingteachingdecisionandlearningefficiencyisbecomingtheresearchfocus．Inthispaper,onlinelearningbeＧ
haviorfeaturesareextracted,relationshipbetweenonlinelearner’spersonalityandlearningefficiencyismodeledand
analyzed,andpersonallearningrecommendationisdesignedaswell．First,onlinelearnerbehaviorfeatureswereextracＧ
ted,andBPneuralnetworkbasedacademicperformancepredictionalgorithm wasputforward,inwhichofflinescore
waspredictedbasedonaccordinglyonlinelearningbehaviorfeatures．Second,inordertofurtheranalyzetherelationship
ofonlinelearningbehaviorandofflinepracticalscore,anovelactualentropybasedonlinelearningbehaviororderness
evaluationmodelwasproposed．Eachlearner’sofflineacademicperformancecanbepredictedonbasisofonlinelearning
orderness．Third,learners’personalitieswereestimatedthroughFelderＧSilvermanmethod．KＧmeansalgorithmwascarＧ
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includingonlinelearningbehaviorfeatureextraction,offlineacademicperformanceevaluationandordernessanalysis,

persoＧnallearningbehaviorrecommendation,andtheefficiencyandapplicationvalueofproposedmethodwasproved．
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１　引言

随着信息技术的发展,网络在线学习在当代学生的学习

生活所占的比例日益增大.基于在线学习行为产生的大量学

习行为数据,如何利用大数据挖掘技术分析在线学习行为,更
好地实现教学决策、学习过程优化和个性化学习方法推荐等,
已经成为研究重点.

当前,国内外的很多研究都是针对参与者的学习行为进

行描述,在选择研究对象和研究样本时存在一定的局限性;同
时,有关在线学习行为的一些研究是在研究者的干预下进行

的[１].Strang等[２]对用户在网络商务课程中的学习行为与反

思性学习的影响等级进行了研究.Prior从学习态度、信息素

养和自我效能感３方面分析了对在线学习行为的影响程

度[３].Butcher等研究了不同层次的先验知识和学习者在线



学习行为间的关系,研究结果表明更高层次的先验知识会引

发学习者进行更深层次的学习行为[４].
从分析方法及构建分析模型的角度出发,一些学者提出

了自己的构想.Chyan等[５]构建了一个多层次的潜类模型来

探讨平台用户的行为模式及区域差异.Park等[６]采用教育

数据挖掘中的聚类方法提取韩国某高等教育学院的６１２门课

程学习者的行为特征并进行了聚类分析.Shimada等[７]采用

机器学习和分类方法对非正式学习的学习行为和课程测试中

有效性之间的关系进行了分析.Hwang等[８]研究了合作规

划学习行为和学习绩效的关系,并给出了学生在合作学习活

动中的６种不同类别的学习行为.Fakir等[９]借助研究数据

算法对存储在 Moodle中的数据进行分析,从而理解学习者

在线学习行为的模式.
除此之外,有学者从不同的角度提出了新方法来分析与

挖掘在线学习的行为[１０].Linan等[１１]利用教育数据挖掘与

学习分析两种理论方法,分析和解释教育数据的相似性和差

异性,以及大数据与在线课程的关系.Durksen等[１２]利用贝

叶斯网络对在线学习平台中的学习者建立了一个心理需求的

概率分析模型.Fitoussi等[１３]揭示了学习者在线学习过程中

学习行为是如何发生的,并提出大数据、学习分析等方法技术

能够对平台中的学习数据进行有效的分析和预测.Callum
等[１４]通过增添３个变量扩展了技术接受模型来测量用户对

在线学习的接受程度.
在学习者学习行为数据分析方法与建模方面,也有学者

从不同角度进行了优化与创新.樊超等[１５]依据人类动力学

研究了学习者在线学习行为的特性,揭示出学习者在线学习

行为呈现出显著的异质性.宗阳等[１６]利用逻辑回归方法揭

示了在线学习行为与效果之间的关联关系,找出了影响在线

学习效果的关键指标.
综上所述,国内外关于学习分析技术的研究尚处于初步

探索阶段,大多数研究是以文献研究问卷调查为主的.国内

的在线学习分析技术主要研究概念、影响因素等理论,研究基

于网络在线平台的数据分析的实证很少,且对在线数据的采

集和数据的挖掘不够深入,没有对数据进行合理的可视化分

析,不利于发现隐藏信息.因此,在线学习行为与学生线下成

绩的关系,以及有效的学习指导方法,尤为值得关注.本文围

绕以下３个研究问题展开研究.

RQ１:根据在线学习行为客观评价其学习效果,即如何利

用在线学习行为预测其线下真实的成绩.

RQ２:在线学习行为的较规律性评价,并且分析这种规律

性是否与成绩正相关.

RQ３:分析学习者的性格差异及其对应的在线学习行为,
并为不同的性格人群推荐有效的在线学习方法.

２　在线学习行为分析

在线学习平台积累了大量的用户学习数据,包括用户的

基本信息、在线学习行为、习惯统计数据、在线学习效果评估

等.其中,在线学习效果评估是在线教育的重要环节,但在线

教育的松散结构以及远程教学环境的开放性导致对学习者进

行客观评估的难度非常大[１７].教育数据挖掘工作也将不仅

仅只是基于各大网络学习平台参与情况的综合性分析,简单

设计系统进行数据处理以提供可视化的信息.因此,本文针

对上述问题进行学习行为特征的有效提取,并使用 BP神经

网络模型进行线下成绩的预测.

２．１　基于BP神经网络模型的成绩预测

BP神经网络算法是一种有监督分类方法,其主要思想

是:输入学习样本,使用反向传播算法对网络的权值和偏差进

行反复的调整训练,使输出的向量与期望向量尽可能地接近.
当网络输出层的误差平方和小于指定的误差时,训练完成,保
存网络的权值和偏差.分类模型完成训练.

对用户的在线学习行为数据进行预处理等操作后,得到

用户行为特征.利用行为特征来进行 BP神经网络的训练,
从而得到分类模型.

２．２　线上学习行为的规律性分析

在当前的研究环境下,定量分析学习者的行为方式和学

习者的学术表现之间的关系是个性化教育的一个重要步骤.
实验证明,一些学习者的个性特点(如责任心、真诚度等)与学

术表现都具有很强的相关性,特别是自觉性.在实验中可描

述为:学术表现的相关度是最大的[１８Ｇ２０].因此,将线上学习的

规律性作为一个重要的维度去预测学生学术表现,以增加模

型的精准度.
为了衡量学生线上学习的规律性和学习成绩之间的关

系,本文设计了两种方法:１)设计学生登录时间差散点模型;

２)设计实际熵函数.

２．２．１　学生登录时间差散点模型

为了刻画学生登录学习时间的规律性,本文提出了相近

两次登录之间的时间差散点模型:分别计算学生每两次登录

之间的时间间隔,再加上一个实验周期中的学生登录次数,就
可以将学生的线上学习时间分布刻画出来;将学习者的学习

时间映射到二维坐标系中进行可视化,并制成用户学习时间

散点图.由此,统计出各个用户的登录时间间隔的最大值、最
小值、平均时间间隔以及去掉最大值和最小值的截尾平均值,
并分析出它们与成绩之间的关系.选用相关性最高的加入到

模型中,以提升模型的预测精度.

２．２．２　实际熵函数的设计

假定学习时间周期按周进行计算,作业也按周进行提交,
因此本文按周作为时间段进行划分,将一周时间分成７等份,
每一份的跨度为１天,一周编码为１到７(例如,周一为１,周
二为２,如此类推).然后将学习者每次登录学习的时间映射

到这个离散的时间序列(１,２,３,４,５,６,７)中,如果时间分布跨

越在两天之中,那么就将此时间映射到时间长的时间序列上.
例如,如果一个用户的开始学习时间是周一晚上２１∶００,结束

时间为周二凌晨１∶００,那么计算得到在周一学习时间为３小

时,周二学习时间为１小时,这段学习时间映射到１上.使用

实际熵函数[２１Ｇ２２]来衡量用户登录学习的时间规律性系数,定
义如式(１):

Sε＝x２(１
n ∑

n

i＝１
Λi)－１lnn (１)

其中,x代表映射的时间序列所占用的星期数;n表示映射的

序列数,为了准确提取学习者的学习规律性,这里的n必须取

连续的序列;Λi 代表第i个开始的前面没出现过的最短序列

的长度.
例如,某用户i学习某课程映射到时间序列之后的序列

为{１,４,１,４,５,１,４,１,４,１,４},另一个用户j的学习时间序列

为{１,１,３,１,３,３,２,１,３,２},用户k的学习时间序列为{１,２,

３,４,５,６,７,１,２,３}.用户i对应的Λ 序列为{１,１,３,３,５,５,

０,０,０,０},j对应的Λ 序列为{１,２,１,３,２,２,１,３,０,０},k对应
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的Λ 序列为{１,１,１,１,１,１,１,０,０,０}.i的x 为５,j的x 为

７,k的x 为２.计算出用户i的实际熵值为３１．９８０３,用户j
的实际熵值为７５．２１７８,用户k的实际熵值为１３．１５７６.

结果表明,用户k的实际熵值要小于前面两个用户,若序

列所占用的时间长度越短,则熵的效果就越明显.若以实际

熵作为评估指标,对学习者的学习规律性进行评估,则实际熵

越小,学习的时间间隔即学习的时间规律性越强.

２．２．３　基于聚类的学生性格分析

不同的学生对应于不同的性格特征,对应会有不同的学

习方法,促使个性化教育和网络在线教育联系起来.本文采

用FelderＧSilverman性格分类法对学习者进行性格统计分析,
并使用 KＧmeans聚类算法对学生进行性格聚类,继而对不同

性格的学生提出个性化的推荐学习方法.

２．２．４　FelderＧSilverman性格分类法

Felder和Silver从学生差异的角度出发,围绕信息加工、
感知信息、输入信息及内容理解４个方面,在每个方面将学习

者划分成两种不同类型的学习者[２３],最终得到１６种不同的

学习风格.FelderＧSilverman性格分类法在实际实验研究中

不同于FFM 人格五因素性格测试法需要结合人脸识别技术

实时判断学习者的情绪[２４];相比于 Cattle１６性格分析方法,
其不只是单纯地对学生进行特点的分类,而是明确其特点与

网络在线学习行为间的相关联系[２５].因此,本研究最终采用

了针对性强且更适用于网络在线学习平台的 FelderＧSilverＧ
man性格分类法.信息处理维度有活跃型(active)和沉思型

(reflective);感知维度中有感悟型(sensing)和直觉型(intuiＧ
tive)学习者;信 息 输 入 维 度 分 为 视 觉 型 (visual)和 言 语 型

(verbal);内容理 解 维 度 下 有 序 列 型 (sequential)和 综 合 型

(global)学习者 .

３　实验结果及分析

实验中的操作系统为 Windows１０,集成开发环境为 AnaＧ
conda４．４．０,pythonIDE为Pycharm;硬件条件:CPU 为Intel
(R)Core(TM)i５Ｇ４２００HCPU＠２．８０GHz,内存为４GB.

３．１　实验数据集以及预处理

本文从玩课网平台所提供的开放数据接口采集学生在线

学习的行为操作数据.根据系统的设计要求,学生的操作行

为主要包括以下６种.

１)登录时间:每次的系统登录时间(已筛选出超过３０分

钟的时间为有效时间).

２)浏览教学资源:行为数据是在线时间长短,必须配合鼠

标键盘操作,在浏览视频资源过程中,不包含快进、认证失败

等操作的学习行为才能作为有效的行为数据.

３)坛数据:主要是发贴和回帖的数量与质量,将字数、浏
览回复率等作为有效数据.

４)在线笔记:记录学生笔记的数量.

５)课后作业完成情况:记录学生的作业总数,以及作业完

成的数量和质量.

６)在线测试:包括每次提交的最高分和最低分.
鉴于玩课网平台与院校合作的特点,我们使用用户的真

实期末考试成绩以及任课老师的评价作为类标进行综合评

定,采用以下分类方式:

G＝g×７０％＋e×３０％ (２)
其中,g代表学生期末考试的真实成绩,e代表任课老师评定

的成绩,G代表综合评定成绩.
将综合评定成绩分成３个等级,６０分以下记为不及格,

６０~８０分记为良好,８０~１００记为优秀.从线上学习平台的

数据库我们共得到５２３８名同学的线上学习行为特征和真实

成绩类标.实验中,为了进行交叉验证,我们将一次测试分为

１０组,每组随机选取２３８份数据作为测试集,剩下的５０００份

数据作为训练集,并将１０组结果的平均值作为最终的实验结

果.在训 练 之 前,我 们 还 将 所 有 的 数 据 在 各 个 维 度 上 按

zＧscore标准进行归一化处理,处 理 后 得 到 的 数 据 值 域 为

[－２,３],标准化的处理将学习行为多个维度的数据值统一控

制在一个范围内,以便之后更好地进行处理与分析.
另外,结合玩课网平台提供的用户在线学习行为数据,锁

定１１０位学习者,将其作为实验组,并对其进行性格调研,获
得１０１位有效的在线学习者的性格问卷(所罗门性格调查问

卷)调查数据.问卷共由４４道单项选择题组成,这些题目包

含了学习风格分类的４个维度,每道题的选项设计主要从每

个维度对应的两种学习风格偏向出发,设置与其学习风格紧

密相关的学习行为,且只有a,b两个选项[２６].在本研究中,
我们采用计分的形式为:选a记１分,选b记－１分.由此获

得每个学习者性格问卷４维的得分.

３．２　评价指标

学生成绩预测实验采取准确率(P)作为评价指标.准确

率是所有分类的学生中与分类结果吻合的学生所占的比率,
定义为:

P＝
分类正确的学生数
实际分类的学生数×１００％ (３)

为了衡量学生线上学习的时间规律性与其学习成效之间

的关系,我们使用斯皮尔曼(Spearman)相关系数进行定量描

述.通过斯皮尔曼相关系数计算它们之间的相关度,从而确

定两者的关系.斯皮尔曼相关度如式(４)所示:

rs＝１－６×∑di

n(n２－１) (４)

其中,di＝rg(Xi)－rg(Yi)为成绩排序等级和时间差排序等

级的等级差.若大量实验样本的等级相同,则不能使用式(５)
来计算,这里需要用定义式(即排名变量之间的斯皮尔曼相关

系数)来计算,如式(５)所示:

rs＝ρrgX,rgY ＝
cov(rgX,rgY)

σrgXσrgY

(５)

其中,rgX 表示真实成绩的等级排序,rgY 表示时间差排序,

cov(rgX,rgY)是等级变量的协方差,σrgX
和σrgY

是等级变量的

标准偏差.

３．３　实验结果及对比分析

为了对学生成绩进行预测并对学生性格进行聚类分析,
实验分成３个部分完成,并将所提方法与其他算法进行对比.
最后,综合３个部分的实验结果,对相应的学生做出个性化的

学习方法推荐.

３．３．１　利用BP神经网络预测成绩及分析

学习率设置为０．００１,采用了sigmoid激活函数,在迭代

２０００００后,损失函数开始逐渐振荡.使用该神经网络分类模

型进行教学评估时,精确度高达６９．７４８％,因此,该神经网络

分类器可以用来参考评估玩课网线上学习者的行为.
对于 RQ１,RQ２和 RQ３,实验结果给予回答.本文采用

的分类类标是来自大学院校的真实学习者期末在该学科的综

合测评,由式(２)可知,综合评估成绩不仅包括真实期末考试
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的卷面成绩,还包括任课老师对学生平时表现的评价,相对客

观公正,真实反映了学习的水平.因此我们得出的结论是:线
上表现好的学习者的真实成绩未必好.实验中发现,有几个

组数据在测试集中程序预测类标为１类(优秀),但真实成绩

为２类(一般);还有两组数据根据线上表现为３类(不及格),
但真实成绩为２类(一般),这说明存在线上学习较少但在平

时课堂教学中认真的学习者.

３．３．２　线上学习规律性与学习成绩之间的关系及分析

图１－图３中,横坐标表示用户的登录时间,纵坐标表示

用户相邻两次登录的时间间隔.针对每位所选实验对象,取
得时间差的最大值、最小值、平均值,以及去掉两极端值的截

尾平均数,分别将其作为一个规律性的维度,得到用户登录周

期数据表;分别对表中数据进行等级排序,并对用户进行真实

成绩等级排序,画出斯皮尔曼相关性散点图.

(a) (b)

图１　最大时间差和最小时间差的相关性散点图

图２　平均时间差的相关性散点图

图３　截尾平均时间相关性散点图

在计算最大时间差和最小时间差时,由于出现大量实验

样本等级相同的情况,因此不能使用式(４)来计算,这里需要

用定义式(５)即排名变量之间的Pearson相关系数来计算.
通过直观地观察得到上面４幅图中成绩与时间差等级的

相关性,显然,图３中去掉最值影响的排序相关性更好.通过

具体计算斯皮尔曼系数值来精准衡量相关性.最大时间差

rs１＝０．３４８７５,最小时间差rs２ ＝０．５１５８２,平均时间差rs３ ＝

０．６７７５１,截尾平均时间相关系数rs４＝０．８７０２８,与观察到的

结果基本一致.通过计算学习者的实际熵函数,并给出相应

的排序,再根据学习者实际成绩的排序,画出实际熵与成绩排

序斯皮尔曼相关性散点图,如图４所示.

图４　实际熵函数斯皮尔曼相关性散点图

由式(４)计算得出斯皮尔曼相关度rs＝０．８９４４９具有明

显的正相关特性.直观地,具有较高有序性的学习者可能更

自律,表现在学习上即为周期性地去复习所学知识,从而提高

GPA.
结合上述时间差等级相关性和实际熵函数的等级相关

性,我们将相关度较高的实际熵函数加入到评估模型中,并进

行模型 的 相 关 训 练,最 终 使 得 测 试 集 的 正 确 率 上 升 到

７４．７９００％.通过充分挖掘线上学习者的学习日志记录,提升

了模型的预测精度.

３．３．３　基于聚类的性格分析

使用热图将上述性格得分进行可视化.热图是将学习者

性格的距离相似度矩阵映射到二维坐标中,然后通过 RGB显

示出来.根据问卷数据,我们得到１０１位用户的性格得分,分
别计算用户i和用户j之间的相似度距离,即使用公式:

cosθi,j＝
xi１xj１＋xi２xj２＋xi３xj３＋xi４xj４

x２
i１＋x２

i２＋x２
i３＋x２

i４ x２
j１＋x２

j２＋x２
j３＋x２

j４

(６)

得到的cosθi,j(０≤i≤１００,０≤j≤１００)值域范围为[－１,１],
将其映射到[０,２５５]中,得到１０１×１０１的相似度矩阵.

将处理得到的性格维度数据进行 KＧmeans聚类分析,从
而得到性格分类结果.KＧmeans聚类结果显示,当 K＝３时,
聚类结果最好,即各点距离各类质心的测量函数值最小.根

据性格数据,１０１位学习者的性格属性被分为３类.
通过对相似度矩阵的处理,对用户进行矩阵的行列交换,

将上述聚在同一个类的用户交换到一起.如此操作,３个类

的用户都集中在一起,在热图的可视化中将看到在对角线上

有３块对角块,说明聚类效果明显.图５为聚类前后的用户

相似度矩阵热图可视化对比图.

图５　聚类前后用户相似度矩阵热图的可视化对比

在这３类中获取学习成绩最好的同学,即成绩类标为等

级１的学生,抽取他们的共同线上学习特征.
性格分类为第一类的学习者属于沉思型、感悟型、视觉型

和综合型学习者,但是其分数偏差并没有特别大.这类性格

的学习者数量最多.我们筛选出这一类中学习效果较好的用

户,并且对比他们的学习方法,得出其学习行为特征总结为视

频浏览时间占整个课程学习时间的５５％以上,而文本模块时

间所占比值为１５％左右,笔记记录量为８项左右,发帖量为３
贴左右,测试次数都到达了４次以上;并且这类学习者偏好深
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入思考问题,喜欢在安静环境下学习,善于全局思考问题,思
维发散.建议这类学习者多思考、多感悟、多应用.

性格分类为第二类的学习者在感知维度、输入维度和理

解维度的分数都很高,属于感悟型、视觉性、序列型学习者,同
时属于活跃型学习者,其最佳学习行为主要特征参加第８类

学习者学习行为,视频浏览时间占整个课程学习总时间的

６５％以上,而文本模块时间所占比值小于１０％,笔记记录量

为２项,发帖量为８贴,测试完成时间与测试次数值均较高,
分别为１３５min以上和５次.建议这类学习者充分利用自己

观察能力强的特点记住所看到的信息的特点,在学习过程中

多借助图片去加深自己对知识点的记忆,比如记英语单词时

可采用小卡片的方式;或者通过流程图的形式去掌握知识

结构.
性格分类为第三类的学习者在输入维度的分数偏高,属

于视觉型学习者;在处理维度、感知维度和理解维度偏向于活

跃型、直觉型和综合型,但分数不是很高.将这种性格类型的

学习者的学习行为特点总结为视频观看时间占学习课程总时

间的６５％,论坛浏览时间占总学习时间的１０％左右,发帖量

较少,只有２~３贴,测试次数为２~３次.相对而言,该类学

习者喜欢活跃的学习氛围,喜欢与别人讨论,在相互讨论的过

程中听取不同人对知识的理解,从而加深自己的理解.建议

此类学习者多加入团队合作,主动承担起团队的核心任务,通
过团队协作提升自己的能力.

３．３．４　对比实验

为了验证使用BP神经网络来做学生成绩预测相比其他

预测方法的优越性,我们设置了对比实验,分别与 ADTree[２７],

ZeroR,NBM[２８]方法进行横向对比.同时,为了验证加入时

间规律性维度之后模型的分类情况,对每个模型分别进行包

含规律性维度和不包含规律性维度的训练与测试,并将两次

的实验结果进行纵向对比.

图６　不同分类器对比实验结果的柱状图

同样地,使用在浙江省高等学校在线开放课程平台上收

集到的包括C＋＋、电力电子技术等５门课程在内的学生在

线行为数据进行实验,结果如图７所示.

图７　开放课程平台上对比实验结果的柱状图

从图６和图７可以看出,使用BP神经网络得到的成绩预

测结果均优于其他模型,并且比３种对比算法中的最优结果

高出了４％~８％.此外,在纵向对比实验中可以发现,加入

规律性维度取得的预测结果均优于未加入规律性维度时取得

的预测结果,这说明规律性维度确实能有效挖掘在线学习数

据的隐藏特征,并提高不同模型的预测能力.
由于本实验的类标来源于用户在线测试的测试成绩,在

线测试题目的难度比真实测试的难度小,用户在线学习比课

堂学习的影响因素小.因此,加上规律性维度后模型的预测

效果增长幅度不大,且整体预测的正确率比玩课网的正确率

低.通过对比实验得到,BP神经网络模型无论是否加上规律

性维度,其正确率都要明显高于其他算法.通过横向对比发

现,加上时间规律性维度后,各种分类模型的分类效果均有所

提高,由此回答了 RQ２.
结束语　网络在线教育为学习者提供了一种新的接受教

育的途径,其教育模式的多样性,充分调动了学习者的学习主

动性和积极性;其教育数据的精确收集,能让教育管理者及时

掌握学习者的学习状况,并进行及时的干预和指导.因此,对
在线学习数据的挖掘工作显得尤为重要.

本文首先对网络在线教育评估方法进行综述,突出传统

的评估方法分为主观和客观两种.客观的评估方法本质上是

考试的模拟过程,回避了传统考试的一些弊端,忽略了在线教

育平台跟踪学习者学习状况进行数据采集的技术优势;而主

观的评估方式并不能准确地评估学习者的真实能力水平.鉴

于此,提出线上线下相结合的评估方式来综合评估学习效果.
本文通过采集在线教育平台用户的学习日志数据,将预处理

后的数据按照８∶１∶１的比例做成训练集、验证集和测试集,再
将采集到的真实学校成绩进行分类作为分类的类标,然后采

用BP神经网络训练分类模型,从而对学习者的学习效果进

行评估.
为了提升对学习者线上学习成效评估的精度,我们对在

线数据进行深度挖掘,得到了在线行为的有序性对学习成绩

的影响.
计算每位学习者的登录学习时间的间隔差,并进行排序,

通过求得的真实成绩等级之间的斯皮尔曼相关度去判断登录

的间隔与成绩等级的关系;另外,为了使评估登录的有序性更

加合理,文中还设计了实际熵函数进行更加精确化的表达.
最后,我们对在线学习者进行性格调研分析,主要应用

FelderＧSilverman学习风格理论对网络在线学习行为进行具

体的分析研究,并给予用户指导与建议;主要提出将聚类算法

KＧmeans运用于在线学习者性格分类与学习行为分类中,分
析两者之间的关系,以及性格各维度属性值偏差对学习行为差

异的影响,给出个性化的学习建议,以达到高效学习的目的.
本文研究还存在一些问题和不足:因为教育数据的缺乏,

对学习效果的评估不够准确;对不同性格的学习者进行的学

习方法推荐不能做到完全准确,存在一定的误差,需要日后再

进行大量数据的实验研究以不断修正,使误差达到最小化;同
时,分析研究学习者学习行为采集数据的类型不够全面,还需

继续发掘出更多能反映出学生在线学习行为特点的属性数

据,以完善模型.
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