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摘　要　知识图谱用一种结构化的方式存储实体、实体的属性以及实体之间的关系.由于知识图谱中的知识易于被

计算机处理,因此它在许多自然语言处理任务中都起着至关重要的作用.虽然从绝对数量来看,现有的知识图谱已经

包含了海量的三元组事实,但是与真实世界中存在的知识相比它远远不够.因此,如何完善知识图谱成为目前的研究

热点.现有的研究方向主要分为内部推理和外部抽取两类,然而这些方法仍有很大的提升空间:一方面,由于知识图

谱内部知识存在错误或缺失,可能会在推理时产生错误的扩散;另一方面,现有的知识抽取方法主要集中于对实体类

型、关系等知识的抽取,从而导致抽取的知识不够全面.鉴于此,提出了一种基于非结构化文本增强关联规则的知识

推理方法.该方法从非结构化文本表述中抽象出文本表述模式,并以词语分布袋的形式对其进行表示,进而结合知识

图谱已有的知识构建关联规则.与传统关联规则的区别在于,该方法得到的关联规则可以通过与非结构化文本匹配

的方式来完成知识推理.实验结果表明,与传统方法相比,该方法可以高效地从非结构化文本中推理出数量更大且质

量更高的三元组知识.
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Abstract　Knowledgebases(KBs)storeentities,entityattributesandrelationsbetweenentitiesinastructuredmanＧ

ner．BecausetheknowledgeintheKBscanbeeasilyprocessedbycomputers,KBsplayavitalroleinmanynaturallanＧ

guageprocessing(NLP)tasks．AlthoughcurrentKBscontainmassivetripleknowledgefromtheperspectiveofabsolute

quantity,theyarefarlessthantheknowledgeexistinginrealworld．Therefore,manyresearchesfocusonhowtoenrich

theknowledgebasewithmorehighＧqualityknowledge．Internalreasoningandextractingfromexternalresourcesare

twomainkindsofmethodsforknowledgebasecompletion,buttheystillneedtobeimproved．Ontheonehand,since

theknowledgeinKBsarenotperfectandsomeerrorsexist,reasoningonsucherrorknowledgewillcauseerrorpropaＧ

gation．Ontheotherhand,existingextractingmethodsusuallyfocusonlimitedrelationsandpropertiesandthuscannot

findcomprehensiveknowledgefromexternalresourcessuchastexts．Inlightofthis,thispaperproposedaknowledge

reasoningmethodbasedonunstructuredtextＧenhancedassociationrules．Inthismethod,thetextrepresentationpattern

isabstractedfromtheunstructuredtextfirstly,thenitisrepresentedintheformofabagofdistribution,andtheassociaＧ

tionrulescanbeminedthroughcombiningtheknowledgeofKBs．Thedifferencefromthetraditionalassociationrulesis

thattheassociationrulesobtainedbytheproposedmethodcandirectlymatchunstructuredtextsforknowledgereasonＧ

ing．Experimentalresultsshowthattheproposedmethodcanefficientlyinfertripleknowledgefromunstructuredtext

withhigherqualityandlargerquantitycomparedwithtraditionalmethods．
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１　引言

知识图谱(KnowledgeGraph/Base)[１]最早由谷歌发布,

其主要作用是提高搜索引擎返回答案的质量以及用户查询的

效率.由于知识图谱包含了大量的结构化知识以及特殊的存

储结构,使得它在许多自然语言处理应用中起着至关重要的

作用,例如问答系统[２]、实体链接[３]等.近年来,一些大型的

知识图谱,例如 DBpeida[４],Wikidata[５],Yago[６],Freebase[７]

等,受到了越来越多的关注.虽然这些知识图谱包含了数以

千万计的实体以及数以亿计的三元组事实,但是与真实世界

中存在的知识相比,它们仍然不够完善.因此,完善知识图谱

(KnowledgeBasesCompletion,KBC)成为当前的研究热点,

它主要是指将新的实体、关系、实体属性及属性值加入到知识

图谱中.目前,完善知识图谱的方法主要集中在两个方面:

１)使用知识图谱内部知识推理完善知识图谱;２)从非结构化

文本中抽取新的知识来完善知识图谱.

知识图谱以一种结构化的形式存储知识并且其本身包含

了大量的知识,鉴于这种特性,使用知识图谱内部知识推理完

善知识图谱成为目前完善知识图谱的主流方向之一.其主要

有两种方法:１)利用表示学习的方式,将知识图谱中的实体和

关系嵌入到一个低维的向量空间,然后利用一个评价指标计

算三元组事实成立的概率;２)利用逻辑推理的方式,从知识图

谱中学习类似rel１(e１,e２)∧rel２(e２,e３)→rel３(e１,e３)形式的

规则.然而,这些方法仅仅对知识图谱中存在的实体起作用,

并不能增加新的实体信息.而且由于知识图谱存在错误的信

息,基于知识图谱内部的知识图谱完善还可能造成错误传播

等问题.

完善知识图谱需要从外部资源获取新知识.随着互联网

的发展,网络上的文本信息急剧增加,如网络新闻、产品说明、

用户评论等.这些信息包含了大量的碎片化知识,如何有效

抽取这些碎片化的知识并将其与现有知识图谱进行整合是目

前研究的一个热点.由于这些文本信息大都以非结构化自然

语言的形式存在,计算机无法直接对其进行有效处理,因此如

何理解并利用这些信息是一个非常具有挑战性的问题.现有

的方法所抽取到的知识往往是非结构化文本中所包含知识的

一小部分.例如,对于非结构化文本“Lisaiswidowoffilm

directorDonen”,利用常识可以推理出 Lisa和 Donen的类型

(人类)、性别,Donen的职业(电影导演),Lisa和 Donen的关

系(配偶)以及 Donen已经去世了等知识.但仅仅将关系分

类算法应用于该文本,则只能得到Lisa和 Donen的关系以及

Donen的职业等一小部分知识.虽然一些研究也关注于联合

抽取实体间的关系及实体的类型,但是这些方法所抽取的类

型十分有限.

针对以上问题,本文提出了一种基于非结构化文本增强

关联规则的知识推理方法,用以完善知识图谱.该方法从非

结构化文本表述中抽象出文本表述模式,并结合知识图谱已

有的知识构建规则.规则的形式主要包含两种:一种形式的

规则前件包含非结构化文本模式,后件包含三元组事实;另一

种形式的规则前件包含非结构化文本模式及三元组事实,后

件包含三元组事实.使用该规则可以将非结构化文本中包含

的三元组事实推理出来用以完善知识图谱.实验结果证明了

本文方法的有效性.

２　相关工作

２．１　文本模式建模

文本模式建模的任务是从一系列相似的文本中抽象出一

个统一的表达形式.传统的词袋模型(BagofWords,BoW)

以词语出现的频率来表示文本,虽然它在语言建模和文本分

类等任务上取得成功,但是其稀疏性、忽略了单词的上下文

信息、忽略了单词的位置信息等缺点对自然语言处理任务还

是有较大的影响.为了缓解远程监督产生的噪声以及提升关

系分类的性能,REHESSION[８]定义了一些关系的常用表达

模板.但是由于非结构化文本的多样性,使用这些特定的模

板建模文本是不现实的.RLSW[９]提出了一种词语分布袋

(BagofDistribution,BoD)模型来对相似的文本建立一个统

一的表达模式.它使用 Beta分布来拟合每个单词在一个文

本集中的位置,此后该文本集可用一系列的 Beta分布来表

示.相较于其他方法而言,BoD具有可以根据任何文本集生

成模板的特性,因此其更适用于对非结构化文本进行模式建

模,并为后续的规则挖掘提供服务.然而,BoD只关注主语和

宾语之间的信息,忽略了主语和宾语的前后信息,而这些被忽

略的信息可能含有重要知识.

２．２　基于知识图谱内部知识推理完善知识图谱

考虑到知识图谱内部的结构特征及其内部包含的大量知

识,基于知识图谱内部知识推理完善知识图谱的研究吸引了

较多的关注.其主要分为两个研究方向:１)表示学习的方法;

２)逻辑推理的方法.其中,表示学习的方法的主要思想是将

知识图谱内部的实体和关系嵌入到一个低维的向量空间,然

后利用一 个 评 价 指 标 计 算 三 元 组 事 实 成 立 的 概 率,例 如

TransE[１０]认为知识图谱中正确三元组事实的向量表示会满

足h＋r＝t,即头实体的向量表示加上关系的向量表示应该等

于尾实体的向量表示,然后定义目标函数,最后得到实体和关

系的向量表示.通过这样的方式将知识图谱内部的实体和关

系转化为向量后,可以推理出更多的三元组事实以完善知识

图谱.然而 TransE在处理复杂关系时遇到了困难,例如一

对多关 系、多 对 一 关 系、多 对 多 关 系.TransH[１１]克 服 了

TransE这一缺点,对于每一个关系,他都假设其落在一个超

平面上,类似于 TransE模型在该超平面上进行,这样的方式

使得同一个实体向量在不同关系下有不同的表示.另一种逻

辑推理的方法主要是从知识图谱中学习类似rel１(e１,e２)∧

rel２(e２,e３)→rel３(e１,e３)形式的规则.例如,AMIE[１２]基于开

放世界假设(OpenWorldAssumption,OWA)挖掘规则,提出

了一种新的方法模拟负例,然而它的搜索策略在大型知识图

谱的使用中受限,因此 AMIE＋[１３]提出了一系列的修剪策略

及查询重写技术,使其模型可以在大型的知识图谱中更有效

地挖掘规则.RDF２Rules[１４]通过挖掘知识图谱中的频繁模

板(FrequentPredicateCycles,FPCs)来生成规则.但由于知

识图谱自身的不完整性和不准确性,这些方法存在着一些潜

在的问题,而且仅对知识图谱中存在的实体和关系起作用.
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２．３　结合非结构化文本完善知识图谱

知识图谱的完善主要是指将新的实体、关系、实体属性及

属性值加入到知识图谱中.碎片化的非结构化文本中包含大

量知识且更新速度迅猛,因此如何从非结构化文本中抽取知

识用以完善知识图谱也得到了较多的关注.例如,一些关系

分类的方法[１５Ｇ１６]使用远程监督的方式对齐知识图谱和自然

文本,然后再利用各种算法辨别实体间的关系.目前,还有一

些比较流行的知识抽取方法使用联合抽取的方式,同时得到

实体间的关系及实体的类型,然而这些方法所抽取的类型十

分有限,例如文献[１７Ｇ１８]仅能得到类似人类、地点等较粗粒

度的实体类型,文献[１９]所抽取的实体类型也被局限在实体

类型层次中.

不同于以上的研究,本文主要通过非结构化关联规则来搭

建知识图谱和非结构化文本之间的桥梁.使用这些规则可以

直接从非结构化文本中推理出新的三元组知识,因此这些规则

具备从大规模非结构化文本中发现和整合碎片化知识的能力.

３　问题定义

给定一系列的句子S和事实集合F.这些句子包含实体

e∈E以及实体所对应的三元组事实f(e１,e２)＝‹e１,rel,e２›∈

F.这里,定义要挖掘的一阶关联规则的形式如下:

(ptn,e１,e２)→f(e１,e２)

其中,ptn是用来拟合S 的一个文本模式,f(e１,e２)是e１ 或e２

相关的三元组事实.由于ptn是从非结构化文本中得到的,

因此被命名为非结构化文本增强的关联规则.例如,给定规

则(ptn′,e１,e２)→‹e１,gender,male›,且文本“Jim_e１isthe

sonofCameron_e２”与ptn′匹配,则可以推测出三元组‹Jim,

gender,male›.更进一步地,如果知识图谱中包含关于e１ 和

e２ 的三元组事实,那么就可以推断出更多的三元组事实.例

如‹Cameron,Citizenship,American›在知识图谱中存在,那么

就可以很容易地推断出‹Jim,Citizenship,American›.因为

在大多数的情况下,一个孩子的国籍与他父母的相同.因此,

结合知识图谱中的知识,可以将一阶规则扩充为二阶规则:

(ptn,e１,e２)∧f(e１,e２)→f′(e１,e２)

４　文本增强的关联规则挖掘

本文的主要目的是构建关联规则,并从非结构化文本中

抽取三元组事实.由于非结构化文本的多样性,直接点对点

地匹配规则是不现实的.普遍来说,表达相似的文本可能包

含了相同的三元组事实.例如“JimisthesonofCameron”和

“KimiisthefirstsonofJack”的主语都是男性,主体和客体都

是父子关系.因此,一个很自然的想法是将表达相似的句子

聚类来挖掘三元组事实,然后将这些句子整合成一个统一的

模式放入到规则中.根据以上描述,本文方法的整体框架如

图１所示,其主要由３个部分组成:关系文本聚类、文本模式

建模以及非结构化关联规则挖掘.

图１　基于非结构化文本增强关联规则的知识推理方法的整体框架

Fig．１　KnowledgereasoningframeworkbasedonunstructuredtextＧenhancedassociationrules

４．１　关系文本聚类

４．１．１　关系文本收集

一般来说,相同关系或属性的文本表达方式更相似.本

文利用远程监督的方式收集相似文本,具体步骤如下:１)从

Wikidata中收集预先定义关系所对应的实体对(e１,e２).２)爬

取e１ 对应的 Wikipedia文章,匹配文章中包含实体对的句子.

实体对的匹配主要包含完全匹配、同义词匹配、部分匹配以及

人称代词匹配等.３)对于每个句子,截取e１ 和e２ 前后的３个

单词以及它们中间的单词作为关系文本.

４．１．２　关系文本聚类

同种关系的文本虽然表达十分相似,但可能代表了相反

或完全不相同的意思,例如“e１isfatherofe２”和“e１’sfather

ise２”,若仅仅使用词汇信息而忽略词汇顺序则无法区分e１

和e２ 到底谁是父亲.LSWMD[９]是Yang于２０１７年提出的一

种计算句子之间相似度的算法,该算法在计算句子之间的相

似度时使用了单词的语义信息及语法信息,具体公式如下:

loc(wi)＝１
n∗(i－０．５) (１)

d(w１,w２)＝α∗ed(w１,w２)＋(１－α)∗|loc(w１)－

loc(w２)| (２)

其中,wi 是关系文本中的单词,ed(w１,w２)是 w１ 和 w２ 之间

的欧几里得距离.

由于本文所截取的关系文本包含了更多的单词,因此重

新定义loc(wi)如下:

loc(wi)＝２∗ i－idx(e１)
idx(e２)－idx(e１)－１ (３)

关系文本的相似度计算完成后,使用聚类算法完成关系

文本的聚类.本文使用基于密度峰值的聚类算法[２０].

４．２　文本模式建模

一个类簇由语义和语法都相近的关系文本组成,为了将

这些类簇放入到非结构化关联规则中,需要将其表示为一个

统一的文本模式.传统的词袋模型只使用了单词的词频信

息,忽略了单词的位置.文献[９]提出的词语分布袋(Bagof
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Distribution,BoD)模式可以用来表示一个类簇.该方法使用

Beta分布拟合单词在一个类簇的位置分布,再根据单词的频

次排序,用高频单词的Beta分布表示该类簇.但是BoD仅仅

对主语和宾语之间的单词进行建模,忽略了主语和宾语前后

的单词,这可能会导致重要的信息丢失,因此本文提出了一个

改进的BoD(BoD∗ )来建模关系文本.具体步骤为:１)计算类

簇中每个单词出现在关系文本中的位置集合;２)每个单词的

位置集合用一个高斯分布来拟合.一个类簇所对应的 BoD∗

模式可以表示为如下形式:

BoD∗ (c)＝{(μi,σi,pi)|wi∈Wc}

其中,c表示一个类簇,Wc 是c中出现过的所有单词,pi 是wi

出现在c中的频次,μi和σi是单词wi 对应位置集合的均值和

标准差.

通过上述方法,可以将一个类簇表示为BoD∗ (c),因此初

始化的关联规则(ptn,e１,e２)→f(e１,e２)可以转化为BoD∗ (c)→

f(e１,e２).对于任意的非结构化文本 S,它包含的实体对

(e１′,e２′)已知,如果它能匹配到一个合适的BoD∗ (c),那么该

BoD∗ (c)所对应的规则后件f(e１,e２)就可以赋值给实体对

(e１′,e２′).f的选择将在下一节进行讨论.

４．３　非结构化文本增强的关联规则挖掘

４．３．１　规则构建与挖掘

由于每个类簇包含的是语法和语义都相似的关系文本,

因此这些关系文本包含的实体可能拥有相同的三元组事实,

该三元组事实由实体、实体在知识图谱中存在的属性及对应

的属性值组成.本文所使用到的属性如表１所列.需要注意

的是,为了找到三元组事实之间的相似性,实体对被替换为e１

和e２.如果仅仅使用相同的三元组事实作为规则的后件,可

能导致规则的数量太少,因此针对每个规则可以计算支持度

和置信度,保留支持度和置信度大于预先设定好的阈值的规

则.对于支持度和置信度的计算,受到关联规则挖掘算法思

想的启发,将类簇中的每个关系文本对应的三元组事实表示

成一个事务(tranction)的形式.为了与定义的一阶规则和二

阶规则对应,从事务集中挖掘频繁一项式和频繁二项式.针

对每个类簇挖掘的频繁一项式f,规则BoD∗ (c)→f将被加

入到一阶规则集中.同理,针对每个类簇挖掘的频繁二项式

(f,f′),规则BoD∗ (c)∧f→f′和BoD∗ (c)∧f′→f 将被加

入到二阶规则集中.一阶规则(BoD∗(c)→f)对应的支持度

与置信度的计算公式如下:

sup(r)＝|{t|f∈t&t∈T}|
|T|

(４)

conf(r)＝
{|t|f∈t&t∈T}|

|{t|f⊗t≠Ø &t∈T}|
(５)

其中,T 是所有的事务集集合,t中包含一些三元组事实;

f⊗t≠Ø表示f对应的属性必须存在于t中.

二阶规则(BoD∗(c)∧f→f′)对应的支持度与置信度的

计算公式如下:

sup(r)＝|{t|f,f′∈t&t∈T}|
|T|

(６)

conf(r)＝ |{t|f,f′∈t&t∈T}|
|{t|f′⊗t≠Ø &t∈T}|

(７)

表１　规则挖掘中使用的属性及其在 Wikidata中对应的ID

Table１　PropertiesandtheirIDsinWikidatausedinrulesmining

属性名 ID
countryof P２７

placeofbirth P１９
sexorgender P２１
placeofdeath P２０
instanceof P３１
country P１７
capital P３６

occupation P１０
placeofinterment P１１

属性名 ID
genre P１３６

religion P１４０
headquarters P１５９

countryoforigin P４９５
dateofbirth P５６９
inception P５７１

publicationdate P５７７
Capitalof P１３７６

dateofdeath P５７０

表１中,idx(e１)和idx(e２)分别是e１ 和e２ 在关系文本中

的位置.

４．３．２　细粒度规则挖掘

规则挖掘取决于其对应的支持度和置信度大小,一些规

则的支持度和置信度可能在更细粒度的类簇中拥有较高的

值.因此,为了挖掘更多、更细粒度的规则,本文使用一个自

顶向下的层次聚类算法以产生不同粒度的类簇.在不同粒度

的类簇进行规则挖掘时,孩子类簇可以利用继承父亲类簇规

则后件的形式形成新的规则.当出现重复后件时,保留一个

即可.

４．３．３　冲突消解

基于相同的BoD∗ (c)可能会产生一些冲突的后件,比如

BoD∗ (c)→Male(e１,gender)和BoD∗ (c)→Female(e１,genＧ

der)表示e１ 的性别既是男性又是女性,但该事实显然是不成

立的.在实验中,如果两个规则存在冲突,则保留拥有更高置

信度的规则.

５　实验

５．１　数据集描述及实验设置

实验中所涉及的关系是 Wikidata中包含实体对较多的

关系,实体所对应的 Wikipedia页面内容被作为自然语言文

本资源.数据集被分为训练集和测试集,比率为７∶３.表２
列出了更详细的数据,其中有效实体对是指至少有一个关系

文本可以从 Wikipedia文章中挖掘的实体对数量.

表２　实验数据集

Table２　Experimentdatasets

关系 全部实体对 有效实体对 句子

Human/spouse ２００００ １２２９１ １４６０９
Song/composer ３２５０ ２１３４ ２４２２
Human/mother ２００７２ ９６３９ １０７７８
Film/director １９２３３ １４５２０ １５４２２
Human/father ３００００ １８８４７ ２３４３４
Human/child ３００００ １３０４９ １５８７４

Film/castmember １００００ ５９４３ ６８５２
Song/performer １１２５７ ８７７３ ９４１７

本文使用层次聚类的方式来挖掘多粒度的规则.因为在

实验中发现如果只使用一层聚类,总会有一个类簇包含大量

的关系文本,而有些类簇包含十分少的关系文本.随着聚类

层次的加深,每个类簇包含的句子(事务)越来越少,这使得类

簇表达能力不强,因此类簇深度不宜太深.实验中,类簇深度

被设置为３.
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所有实验都在 PC 机上运行,其配置为Intel(R)Core
(TM)i７Ｇ６８５０K CPU＠３．６GHz,６４GB 内 存,UBUNTU

１６．０４操作系统,Python３．６编程语言.

５．２　对比方法

本文的主要目的是推理出非结构化文本中包含的三元组

事实,因此在实验中使用三元组推理来评估非结构化关联规

则的性能.给定一个关系文本m＝w１,w２,,wn,采用以下

４种方法来推理三元组事实.

１)BoD∗ (c)→f(e１,e２):该方法使用BoD∗ 作为规则的前

件,式(８)用于计算m 的规则类型:

c＝argmax
c
　∑

n

i＝１
pwi ∗∫

t

h

１
σwi ２π

e
－

(x－μwi
)２

２σ２
w２
i dx (８)

其中,pwi
,μwi

,σwi
分别对应wi 在BoD∗ (c)中的概率、均值、

标准差;t＝０．５∗(loc(wi－１)＋loc(wi));h＝０．５∗(loc(wi)＋

loc(wi＋１)).若BoD∗ (c)中不包含wi,则pwi＝０.

２)BoD(c)→f(e１,e２)(RLSW[９]):该方法使用BoD 作为

规则的前件,式(９)用于计算m 的规则类型:

c＝argmax
c

∑
n

i＝１
pwi ∗∫

e

b
Beta(αwi

,βwi
) (９)

其中,αwi
,βwi

分别为使用 Beta分布拟合 wi 位置分布时的

参数.

３)BoW(c)→f(e１,e２):使用传统的词袋模型作为规则的

前件,利用该方式也可以得到与m 最相近的规则.

１)https://github．com/inspirehep/magpie

４)多标签分类(magpie１)):为了从多方面的角度验证提

出方法的有效性,三元组推理被转化为多标签分类问题,每个

三元组对应一个标签.magpie是一个高效的基于深度学习

的多标签文本分类工具,它实现了文献[２１Ｇ２２]中的方法.在

对比实验中,我们将三元组知识推理转换为多标签分类问题,

并采用 magpie作为多标签分类的代表算法进行对比.

在方法１)－３)中,对于一阶规则,只需根据相应的公式

就可得到关系文本m 最符合的规则,再根据该规则的后件预

测得出三元组事实.然而,对于二阶规则,因其前件包含了

BoD∗ (c)和f,所以还需判断f是否存在于知识图谱中才能

找到最符合的规则.对于每一个预测的三元组事实,我们将

规则的置信度赋给三元组事实,并将其作为该预测的置信度.

方法４)可以根据算法的输出得到每个被预测的标签(即三元

组事实)的置信度.将置信度进行倒序排序,计算被推理三元

组事实的正确率.利用这种方式,每种方法都可以得到相应

的P/R曲线;同时,也可以知道支持度和置信度的设置仅仅

影响P/R曲线后半段的形状.因此,在实验中支持度阈值和

置信度阈值被设置为支持度最大值和置信度最大值的０．８
倍.

５．３　实验结果分析

５．３．１　规则的数量

随着聚类层次的增加,类簇的粒度从粗变细,规则对应的

置信度和支持度也随之增加,更多的规则能够被保留.表３
列出了类簇深度对规则数量的影响.总的来说,规则的数量

是随着聚类深度的加深而增加的,而增加的幅度取决于数据

集.实验中,由于实体的类型(instance_of)在每个类簇中都

有较高的置信度和支持度,没有对比价值,因此本文不予

讨论.

表３　在聚类深度变化情况下的规则数量对比

Table３　Comparisonofnumberofruleswhenclustering

depthchanges

关系
一阶规则

lvl１ lvl２ lvl３

二阶规则

lvl１ lvl２ lvl３
spouse ０ ２ ３７ ８ ８４ ５７５

composer １ １０ ２０ ２ ２１ ４８
mother ３ ３３ １２８ ９ １０ ３９６
director ２ ２０ ８４ １３ １５ ６６０
father ３ ３４ １９５ ９ １０ ５７１
child ２ ２４ １６３ ５ ６ ４０８

castmember ０ ９ ９５ １１ １６ ９７６
performer １ １１ ３４ ０ ８ ３５

５．３．２　规则的质量

规则的后件包含三元组事实,如果一个关系文本符合规

则的前件,那么该关系文本包含的三元组事实可以被预测.

图２描述了规则的前件分别使用BoD∗ ,BoD,BoW 时预测三

元组事实的结果.

(a)

(b)

(c)

图２　三元组推理P/R曲线

Fig．２　P/Rcurvesofreasoningtriplefacts

为了从多方面表现本文方法的有效性,图２还描述了将

三元组推理作为多标签分类时的预测结果.由于知识图谱的
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不完整性造成了一些实体对应的属性缺失,在图２中有两种

方法被用来评估不能判断正确与否的三元组事实:忽略缺失

属性的三元组事实和将缺失属性的三元事实看作错误预测

(strict).总的来说,相比其他的方法,BoD∗ 的性能最优.虽

然BoW 推理的三元组事实的数目与BoD∗ 相当,但是它的准

确率不够突出.相比BoD∗ 而言,BoD 仅仅关注了主语和宾

语之间的单词,丢失了一部分重要的信息,从而导致它的性能

低于BoD∗ .值得注意的是,虽然本文提出的方法没有复杂

的训练阶段,对比基于深度学习的多标签分类,仍取得了更好

的结果,这表明本文提出的方法具有更好的泛化性能.

５．４　实例分析

５．４．１　规则挖掘

表４列出了一阶规则和二阶规则的输出样例.这里可以

发现一些有趣的规则,比如Occupation(e２,guitarist)→GenＧ

der(e２,male)表示在某个类簇中大多数的吉他手都是男性;

Public_date(e１,beforeＧ９０s)→Gender(e２,male)表示于１９９０
年之前出版的书籍大多数都是男性写的;Female(e２,gender)→

Male(e１,gender)表示大多数配偶都是异性等.

表４　规则样例

Table４　Examplesofrules

BoD∗(μ,σ,p) 一阶规则 二阶规则

(American,０．２７７,０．４７０,０．０１０),
(composed,０．３６８,０．２９３,０．０１３),
(written,０．４０８,０．９５１,０．０３４),
(music,０．４５３,０．３７９,０．００９),

Occupation(e２,songwriter),

Citizenship(e２,America),

Instance_of(e１,song),

Country_of_origin(e１,America)→Citizenship(e２,America),

Occupation(e２,guitarist)→Gender(e２,male),

Public_date(e１,beforeＧ９０s)→Gender(e２,male),

(married,０．０４３,０．３８８,０．１０６),
(actor,０．５８２,０．１４４,０．０１４),
(actress,０．６４２,０．２２９,０．０３２),
(with,１．０４１,１．５１１,０．０１９),

Male(e１,gender),

Female(e２,gender),

Occupation(e２,actor),

Occupation(e１,actor)→Occupation(e２,film_actor),

Citizenship(e１,America)→Citizenship(e２,America),

Female(e２,gender)→Male(e１,gender),

５．４．２　多粒度的BoD∗

图３显示了不同粒度的BoD∗ 结果.

(a)CoarseＧgrainedcluster

(b)FineＧgrainedcluster

(c)FineＧgrainedcluster

图３　类簇粒度样例

Fig．３　Examplesofclustergranularity

图３(a)表示一个较粗粒度的类簇,它描述了频率较高的

４个单词在类簇中的位置分布.从图３(a)中可以发现,该类

簇包含的知识是关于电影、导演等内容.图３(b)和图３(c)表

示较细粒度的类簇.从图３(b)中可知,该类簇包含的知识与

日本、戏剧等有关,而图３(c)表示的类簇包含的知识与美国

电影有关.因此,当一个句子匹配到更细粒度的类簇时,可以

推理出更详细的知识.

结束语　本文提出了一种基于非结构化关联规则的知识

推理方法,使用该方法产生的非结构化规则可以直接推理出

非结构化文本中包含的三元组事实,实验结果表明了该方法

的有效性.然而,本文仍有许多不足之处,需要不断完善与改

进.后续工作主要体现在以下几个方面:１)数据集的规模以

及关系的数量需要进一步扩展;２)BoD∗ 模式的生成对于英

语数据集相对容易,在未来的工作中,将尝试在更多的语言上

挖掘BoD∗ 模式.最后,目前BoD∗ 模式是只针对类簇中的

单词建立的,为了增加BoD∗ 模式的泛化能力,未来将使用单

词向量代替单词.
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