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摘　要　分类问题普遍存在于现代工业生产中.在进行分类任务之前,利用特征选择筛选有用的信息,能够有效地提高分类效

率和分类精度.最小冗余最大相关算法(mRMR)考虑最大化特征与类别的相关性和最小化特征之间的冗余性,能够有效地选

择特征子集;但该算法存在中后期特征重要度偏差大以及无法直接给出特征子集的问题.针对该问题,文中提出了结合邻域粗

糙集差别矩阵和 mRMR原理的特征选择算法.根据最大相关性和最小冗余性原则,利用邻域熵和邻域互信息定义了特征的重

要度,以更好地处理混合数据类型.基于差别矩阵定义了动态差别集,利用差别集的动态演化有效去除冗余属性,缩小搜索范

围,优化特征子集,并根据差别矩阵判定迭代截止条件.实验选取SVM,J４８,KNN和 MLP作为分类器来评价该特征选择算法

的性能.在公共数据集上的实验结果表明,与已有算法相比,所提算法的平均分类精度提升了２％左右,同时在特征较多的数

据集上能够有效地缩短特征选择时间.所提算法继承了差别矩阵和 mRMR的优点,能够有效地处理特征选择问题.
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Abstract　Classificationisacommonprobleminmodernindustrialproduction．TheclassificationefficiencyandclassificationaccuＧ
racycanbeimprovedeffectivelybyusingfeatureselectiontofilterusefulinformationbeforeclassifyingtasks．Consideringthe
maximumcorrelationbetweenfeaturesandclassandtheminimumredundancyamongfeatures,theminimalＧredundancyＧmaximalＧ
relevance(mRMR)algorithmcaneffectivelyselectfeaturesubset．However,twoproblemsexistinthealgorithmmRMR,i．e．,the
relativelylargedeviationoftheimportanceofthefeaturesinthemiddleandlaterstagesofmRMR,andthefeaturesubsetisnot

givendirectly．AnovelalgorithmbasedontheprincipleofmRMRanddiscernibilitymatrixofneighborhoodroughsetwasproＧ

posed,tosolvetheseproblems．Thesignificanceofthefeatureisdefinedbyemployingneighborhoodentropyandneighborhood
mutualentropybasedontheprincipleoftheminimalredundancyandmaximalrelevance,whichcandealthemixedtypedatebetＧ
ter．Dynamicdiscernibilitysetisdefinedbasedonthediscernibilitymatrix．Thedynamicevolutionofthediscernibilitysetis
utilizedasthepolicytodeleteredundantfeaturesandnarrowssearchrange．TheoptimizedfeaturesubsetisgivenwhentheiteraＧ
tionisstopbythestopconditiongivenbydiscernibilitymatrix．Inthispaper,SVM,J４８,KNNandMLPwereselectedasclassiＧ
fierstoevaluatetheperformanceofthefeatureselectionalgorithm．Theexperimentalresultsonthepublicdatasetsshowthatthe
averageclassificationaccuracyoftheproposedalgorithmisabout２％ morethanthatofpreviousalgorithm,andtheproposedalＧ

gorithmcaneffectivelyshortenthefeatureselectiontimeonthedatasetwithmorefeatures．Therefore,theproposedalgorithm
inheritstheadvantagesofdiscernibilitymatrixandMRMR,andcaneffectivelydealwithfeatureselectionproblems．
Keywords　Featureselection,Neighborhoodroughset,Discernibilitymatrix,mRMR

　

１　引言

特征选择的目标是从原始数据中选择一组能够描述原始

数据的特征子集,同时移除不相关特征和噪声特征,进而提高

分类预测的效果[１].随着信息技术的发展,生产、生活各个领

域中采集的数据维度迅速增加,从高维数据中发掘有用的信



息变得尤为重要.特征选择已被应用于许多领域,如基因序

列分析、文本分析、图像处理等[２Ｇ４].标准的基因表达数据可

能有成千上万个特征,而其中许多特征可能与其他特征相关.
此时,相互关联的特征对分类目标不提供额外的信息.

通常,特征选择算法可以分为过滤式(Filter)、包裹式

(Wrapper)和嵌入式(Embedded)[５Ｇ７].过滤式算法根据数据

本身的信息评价特征的优劣,因此其独立于分类器.然而,包
裹式算法依靠具体分类器的分类效果评价特征子集.一般情

况下,包裹式算法的最终分类效果优于过滤式算法,但同时也

存在计算量相对较大、特征子集过拟合等问题.此外,嵌入式

算法通常与特定的分类算法结合,在分类的同时选择特征,因
此缺乏通用性.鉴于过滤式算法具有通用性和计算量相对较

小的特点,本文主要研究过滤式算法.
过滤式方法通过特征重要度排序的方法来进行特征选

择.学者们提出了不同的特征重要度度量方法,如距离度量、
依赖性度量、一致性度量、信息量度量以及分类错误率度量

等.信息论中的互信息能够较为准确地评价两个特征之间的

相互依赖性,基于信息论的过滤式特征选择方法得到了很好

的应用.最小冗余最大相关算法是由 Peng等提出的一种重

要的基于信息论的过滤式特征选择算法[８],并已成功地应用

于多个领域.学者们对 mRMR算法进行了研究和改进.EsＧ
tevez等提出了将度量特征间的相关性归一化的归一化互信

息特征选择算法[９].Sun等结合类别相关度,将 mRMR扩展

到了多标签学习,同时为每个特征分配不同的权重,借助凸优

化来优化特征权重,从而获得特征排序[１０].Wang等提出了

独立分类信息,该分类信息能够表达候选特征提供的独有分

类信息[１１].

Pawlak提出的粗糙集理论是一种刻画不完整性和不确

定性数据的数学工具[１２].特征选择(属性约简)是粗糙集理

论的重要应用之一,如基于正域的属性约简、基于差别矩阵的

属性约简、结合信息论的属性约简等[１３Ｇ１５].针对数值数据的

分析处理,Dubois等提出了模糊粗糙集[１６],胡清华等提出了

基于邻域关系的邻域粗糙集[１７].为有效获得所有约简和最

小约简,Skowron提出了差别矩阵(又称为辨识矩阵或区分矩

阵)[１８].基于差别矩阵的特征选择是粗糙集特征选择的重要

方法之一,通过差别矩阵可以获得所有的约简,但约简的计算

是一个 NP问题.因此,学者们提出了多种基于差别矩阵的

启发式搜索方法[１９Ｇ２０].针对差别矩阵的空间复杂度问题,

Yang等提出了压缩树的概念.压缩树使用树的一条路径代

表差别矩阵的元素,从而减小元素的存储空间[２１].
在结合信息论和粗糙集理论来提高特征选择的性能方

面,学者们也做了相应的研究工作.Hu等提出了基于邻域

熵的最小冗余最大依赖算法[２２].Lin等在邻域熵的基础上,
将邻域熵推广到了多标签学习中[２３].

本文基于邻域粗糙集的邻域熵和邻域互信息,定义了属

性重要度和动态差别集,由差别集动态演化逐步去除冗余属

性,缩小候选特征子集的搜索范围,从而给出基于差别矩阵

的分步优化特征选择算法,并通过实验证明了本文方法的

有效性.

２　相关理论

本节对最大相关最小冗余算法、经典粗糙集及邻域粗糙

集的基本概念进行了介绍.

２．１　mRMR方法

从信息论的角度看,特征选择的目标就是选择特征子集

S,使得S与目标属性d 之间具有最大依赖度(MaxＧDenpenＧ
dency),即互信息 MI(S;d)最大.离散随机变量X 和Y 的互

信息 MI(X;Y)定义为:

MI(X;Y)＝ ∑
x∈X
　 ∑

y∈Y
　p(x,y)log p(x,y)

p(x)p(y) (１)

实际应用中,基于最大依赖度的特征选择实现较困难,因
为随着特征的增加,正确地估计概率(概率密度)较难,从而导

致互信息不能被正确地估计.为此,Peng等提出了基于最大

相关最小冗余算法来近似计算最大依赖度[８].mRMR 使用

特征子集S中的所有特征fi 与决策属性d 的互信息的平均

值来代替最大依赖度:

maxD(S,d),D(S,d)＝ １
|S|∑

fi∈S
MI(fi,d) (２)

通过最大相关度准则选择出来的特征很有可能具有较多

的冗余特征,因此在最大相关度准则的基础上加入如下最小

冗余准则:

minR(S),R(S)＝ １
|S|２ ∑

fi,fj∈S
MI(fi,fj) (３)

mRMR结合了以上两种约束,Peng等定义了同时考虑

D 和R 的算子:

maxΦ(D,R),Φ(D,R)＝D－R (４)
若现在已经选出了m－１个特征,则按式(５)从剩下的特

征集合X－Sm－１中选择第m 个特征加入特征子集S.

max
fj∈X－Sm－１

[MI(fj;d)－ １
|Sm－１| ∑

fi∈Sm－１

MI(fj;fi)] (５)

虽然 mRMR在很多数据上能够取得不错的效果,但是其

只考虑了冗余在数量上的大小,忽视了有些特征可能拥有的

少量独有信息.因此,Peng等在 mRMR算法后还运用了包

裹式的前向选择或反向排除的方法来提升特征子集的质量.

除此之外,mRMR方法还有可能过早地选入不相关的特征,

而过晚地加入某些有用的特征.例如,当某一候选特征与已

选特征具有较高的冗余度,但是它却对一些对象具有独有的

区分能力时,mRMR将会低估该属性的重要性.同时,某一

属性与已选属性集提供的信息完全冗余,但因其相关度较高,

mRMR仍旧会将其选入特征子集.如已知ai 和aj 两个属性

表达完全一致的信息,并且与d的相关度很高,在搜索进程的

前期就选择了ai;在算法搜索的中后期,因为式(５)中表达冗

余的分量的权重会随着选择属性数量 m－１的增加而减小,

最终aj 的属性重要度会逐渐变大,最终导致错误地选择了

aj.本文将借助粗糙集理论的差别矩阵来改善以上问题.

２．２　经典粗糙集理论

在经典粗糙集模型中[１２],四元组DIS＝‹U,C∪D,V,f›

为决策信息系统,其中U＝∪{xi}(１≤i≤n)为非空有限论

域,C为条件属性集(特征集),D 为决策属性集,V 为属性值

域,f:U×A→V 称为信息函数,它为每个对象的每个属性赋

予一个信息值.为简化处理,本文中 D＝{d}.f(x,a)表示

对象x为属性a下的属性值.∀E⊆C,对象间通过属性子集

E上的属性取值形成对论域U 的划分,即U/E.由属性子集

诱导出论域U 上的等价关系R.与对象xi 在属性子集E 上
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具有相同属性值的对象集构成xi 的等价类[xi]E,这些等价

类被称为信息粒或初等概念.论域U 和等价关系R 构成的

二元组(U,R)被称为近似空间,通过一对初等概念可以近似

描述论域中的任意子集.给定任意子集 X,B⊆C,X 可以通

过由B 诱导的等价类来近似描述,即通过上近似集(BX)和

下近似集(BX)来近似刻画.下近似集和上近似集的定义

如下:

BX＝{[x]B|[x]B⊆X,x∈U,[x]B∈U/B} (６)

BX＝{[x]B|[x]B∩X≠Ø,x∈U,[x]B∈U/B} (７)

下近似集是包含在X 内的信息粒的并集,上近似集为与

X 相交不为空的信息粒的并集,两者的差集称为边界域.

BNDB(X)＝BX－BX (８)

对于属性集合B⊆C,其相对于决策属性集 D 的正域的

定义如下:

POSB(D)＝ ∪
X∈U/D

BX (９)

２．３　邻域粗糙集理论

Pawlak经典粗糙集模型可以直接处理符号型数据,但不

能直接处理数值型数据.为了弥补这一缺点,Hu等提出了

邻域粗糙集模型[１７],将经典粗糙集中的等价关系推广到邻域

关系.

定义１(邻域关系)　已知DIS＝‹U,C∪{d},V,f›为决

策信息系统,属性子集B⊆C,则属性子集B 下的邻域关系定

义为:

NB＝{(xi,xj)∈U×U|ΔB(xi,xj)≤δ,０≤δ＜１} (１０)

其中,ΔB 表示对象间在属性子集B 上的距离,它可以是任意

距离函数,如欧氏距离、１范数和无穷范数等.

定义２(邻域)　已知DIS＝‹U,C∪{d},V,f›为决策信

息系统,给定任意样本∀xi∈U,属性子集B⊆C,NB 为论域

U 下的邻域关系,xi 的邻域表示为:

δB(xi)＝{xj|xj∈U,xj∈NB} (１１)

定义３(邻域关系 NB 下的近似集)　对于任意对象的子

集X⊆U,B⊆C,基于邻域关系 NB 的下上近似集定义为:

NBX＝{xi|xi∈U,δB(xi)⊆X} (１２)

NBX＝{xi|xi∈U,δB(xi)∩X≠Ø} (１３)

定义４(邻域熵和邻域互信息)[２４]　已知 DIS＝‹U,C∪
{d},V,f›为决策信息系统,属性子集S⊆C,E⊆C,S∩E＝

Ø,δS(xi),δE(xi)和δS∪E(xi)分别为S,E 和S∪E 诱导的邻

域关系下xi 的邻域,则邻域熵 NHδ(S)和邻域互信息 NMIδ

(E;S)的定义如下:

NHδ(S)＝－ １
|U|∑

|U|

i＝１
log|δS(xi)|

|U|
(１４)

NMIδ(E;S)＝－ １
|U|∑

|U|

i＝１
log|δE(xi)||δS(xi)|

|U||δS∪E(xi)|
(１５)

目前基于粗糙集的特征选择算法主要可以分为两类:

１)基于正域的算法;２)基于差别矩阵的算法.本文主要应用

差别矩阵进行特征选择.

２．４　差别矩阵

给定一个信息系统 DIS＝‹U,C∪{d},V,f›,其差别矩

阵 M 是一个|U|×|U|的矩阵,矩阵(i,j)位置上的元素 mi,j

的定义如下:

mi,j＝
{a∈C|f(x,a)≠f(y,a)}, f(x,d)≠f(y,d)

Ø, 其他{
(１６)

差别矩阵对应的区分函数定义为:

Δ∗ ＝∧
|U|

i＝１
　∧

|U|

j＝１
(∨
|mij|

k＝１
ak,ak∈mij) (１７)

区分函数的极小析取范式中所含的所有合取式是属性集

C的所有约简.

对于基于邻域粗糙集的差别矩阵 M,其(i,j)位置上的元

素mij的定义如下:

mij＝
{a∈C|Δ{a}(xi,xj)＞δ}, f(x,d)≠f(y,d)

Ø, 其他{
(１８)

定义５(约简)　给定一个决策表 DIS＝‹U,C∪{d},V,

f›,其差别矩阵为 M,∀mij∈M,mij≠Ø,∃R∈C,R∩mij≠
Ø,那么R是C 关于d 的约简.

３　算法思路及流程

基于差别矩阵和 mRMR准则,我们给出了改进的特征选

择算法.

３．１　搜索策略

启发式的搜索方法是重要的特征选择算法之一,它采用

前向搜索或者反向排除的策略等启发式的搜索方法获取特征

子集.但是,我们发现启发式策略指导下,候选集合内可能存

在一些不必要的特征,这些特征不仅影响搜索结果的质量,还
会降低搜索的速度.而差别矩阵具有较好分辨不必要属性的

能力,这种能力能够有效地辅助搜索算法找到更优的特征子

集.为了有效地处理混合数据,我们将采用基于邻域粗糙集

模型的差别矩阵.为了描述启发式搜索过程中记录已选择属

性的临时集合,我们将其定义为残缺约简.

定义６(残缺约简)　Red(C)为C 的所有约简集合,对于

∀A⊈C,如果∃R∈Red(C)使得A⊆R,则称A 为C 关于d
的残缺约简.

随着启发式搜索过程的推进,残缺约简中的属性逐步增

加,显然其包含的区别信息也在不断增加,同时整个训练集中

需要进一步区分的对象也不断减少.对于这些需要进一步区

分的对象,或许能够通过增加选择的属性来进行区分.借助

差别矩阵,我们能够通过集合直观地将这些具有区分能力的

属性和它们能够区分的对象呈现出来.因此,我们更进一步

地定义了动态差别集.

定义７(动态差别集)　已知DIS＝‹U,C∪{d},V,f›为
决策信息系统,其差别矩阵为 M,∀A C,DIS关于A 的动

态差别集的定义如下:

DDSA＝{mij|A∩mij＝Ø,mij∈M} (１９)

定理１　已知t－１时刻选择出的特征子集A C 及A
的动态差别集DDSA,t时刻选择的特征为at,则t时刻的候

选子集DDSA＋{at}＝{mij|at∉mij,mij∈DDSA}.

证明:根据动态差别集的定义,DDSA＋{at}的元素满足

(A＋{at})∩mij＝Ø且mij∈M,(A＋{at})∩mij＝Ø 等价于

A∩mij＝Ø且{at}∩mij＝Ø.即DDSA＋{at}的元素满足at∉
mij,mij∈DDSA.
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定义８(动态候选集)　已知DIS＝‹U,C∪{d},V,f›为
决策信息系统,其差别矩阵为 M,∀A C,DIS关于A 的动

态候选集DCS 的定义如下:

DCSA＝∪mij(mij∈DDSA) (２０)

定理２　对于任意的残缺约简 A,∀aj∈C－A 且aj∉
DCSA,aj 是C 关于d 的残缺约简A 的冗余属性.

证明:因为DDSA＝{mij|A∩mij＝Ø,mij∈M},DCSA ＝
∪m(m∈DDSA),所以 DCSA ∩mij≠Ø(A∩mij＝Ø),(A∪
DCSA)∩mij≠Ø.根据定义５,A∪DCSA 是C 关于d 的约

简.因此,∀aj∈C－A 且aj∉DCSA,aj 是C 关于d 的残缺

约简A 的冗余属性.

通过定 理 和 推 论,我 们 发 现 在 增 量 选 择 的 搜 索 方 法

(firstＧorder)中每选择一个属性,更新动态差别集,并计算动

态候选集,就可以优化下一轮特征选择过程的候选特征集合.
确定候选集后,再通过传统的属性重要度方法来最终选定次

轮的最佳属性.通过这样的方式,可以将 mRMR这类增量选

择的属性搜索方法和差别矩阵相结合,互相取长补短.根据

粗糙集理论,新得到的候选特征集合的每个特征均具有区分

某些样本对象的能力,并且这些能力是已选择特征所不具有

的.因此,通过计算动态差别集,不但可以保证每次选择特征

具有新的识别信息,而且可以减少新一轮搜索特征的范围,从
而提高特征选择算法的效率.显然,当动态差别集内的元素

为空时,不存在候选子集,因此不再进一步搜索特征,输出已

选特征子集.

３．２　属性重要度

最大相关性和最小冗余性原则能够有效地应用于属性重

要度的排序.在实际应用中,数据往往是既有符号属性又有

数值属性,而传统的互信息只能在符号型属性上计算,邻域熵

和邻域互信息可以有效地定义混合数据的相关性.结合邻域

熵和邻域互信息的属性重要度的定义如下.

定义９(基于邻域互信息的属性重要度)　已知 DIS＝
‹U,C∪d,V,f›为决策信息系统,ai∈A,A⊆C,其中f(ai,

xi)(ai∈C,xi∈U)可以为数值类型或符号类型.NMIδ(aj;

d)为属性aj 和决策属性d 间的互信息,NMIδ(ai;aj)为属性

ai 和aj 间的邻域互信息,则基于邻域互信息属性aj 关于A
的属性重要度的定义如下:

SIGA(aj)＝NMIδ(aj;d)－ １
|A|∑

ai∈A
NMIδ(aj;ai) (２１)

其中,当A＝Ø时,１
|A|∑

ai∈A
NMIδ(aj;ai)＝０.

对于混合类型数据,数值型数据离散化后可以使用经典

的互信息计算方法,则基于离散互信息的属性重要度的定义

如下.

定义１０(基于离散互信息的属性重要度)　已知 DIS＝
‹U,C∪{d},V,f›为决策信息系统,ai∈A,A⊆C,其中f(ai,

xi)(ai∈C,xi∈U)为符号类型.MI(aj;d)为属性aj 和决策

属性d 间的互信息,MI(ai;aj)为属性ai 和aj 间的互信息,

则基于离散互信息属性aj 关于A 的属性重要度的定义如下:

SIGA(aj)＝MI(aj;d)－ １
|A|∑

ai∈A
MI(aj;ai) (２２)

其中,当A＝Ø时,１
|A|∑ ∈

ai∈A
MI(aj;ai)＝０.

３．３　存储策略

首先,在算法运行过程中始终只保留最新的动态差别集,
由于差别集不包含重复元素,因此能够一定程度上节省空间.
其次,通过对多个数据集的分析发现,直接计算并保存完整的

差别矩阵的方法存在大量的空间浪费.实验分析表明,在可

以计算出最为重要的第一个属性a１ 后,直接计算并保存关于

{a１}的动态差别集能够极大地节省存储空间,如图１所示.

图１　{a１}的动态差别集相对于差别矩阵的空间节省率

Fig．１　Spacesavingrateofdynamicdiscernibilitysetof{a１}

relativetodiscernibilitymatrix

为了进一步降低算法的空间复杂度,我们直接构造已经

删除了包含最重要的第一个属性的差别集,并且定义初始动

态差别集.
定义１１　已知 DIS＝‹U,C∪{d},V,f›为决策信息系

统,∀x,y∈U,DIS关于{a１}的初始动态差别集 DDS１ 的元

素定义为:

m１
ij＝

Ø, f(x,d)＝f(y,d)

Ø, Δ{a}(xi,xj)≤δ
{a∈C－{a１}|Δ{a}(xi,xj)＞δ},其他

{
(２３)

其中,a１ 为根据属性重要度选择出的第一个属性.

３．４　特征选择算法

通过上述分析,结合差别矩阵的 mRMR算法的总体思路

如下:(１)通过选择的属性重要度函数评价所有属性,并选择

最重要的属性作为第一个属性a１,同时将其加入约简集合;
(２)计算关于a１ 的动态差别集,并将其作为初始动态差别集;
(３)当动态差别集不为空时,循环执行如下操作:１)根据当前

动态差别集计算候选属性集合;２)计算候选集合中各属性的

重要度,并将最重要属性加入约简;３)更新动态差别集.当动

态差别集为空时,停止搜索并输出约简.算法流程图如图２
所示.具体算法如算法１所示.
算法１　分步优化特征选择算法 (SOFS)
输入:IS＝‹U,C∪{d},V,f›和δ//δ是控制邻域大小的阈值

输出:特征子集 R

１．R←Ø,DDS←Ø,asel←Ø

２．a１←BestAtt(R,C)

３．R←R∪{a１}

４．fori＝１to|U|

５．　 forj＝１to|U|

６．　　computem１
ij

７．　　DDS←DDS∪{m１
ij}

８．　endfor

９．endfor

１０．whileDDS≠Ø
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１１．　DCS←CandiSet(DDS)

１２．　asel←BestAtt(R,DCS)

１３．　R←R∪{asel}

１４．　foreachmij∈DDS

１５．　　ifasel∈mijthen
１６．　　　DDS←DDS－{mij}

１７．　　endif
１８．　endfor

１９．endwhile
２０．returnR
FunctionCandiSet(DDS)

１．DCS←Ø

２．foreachmij∈DDS
３．　DCS←DCS∪mij

４．endfor
５．returnDCS

FunctionBestAtt(A,DCS)

１．SIGmax←０

２．foreacha∈DCS
３．　　computeSIGA(a)

４．　ifSIGA(a)＞SIGmaxthen

５．　　abest←a

６．　　SIGmax←SIGA(a)

７．　endif

８．endfor
９．returnabest

图２　算法流程图

Fig．２　Flowchartofalgorithm

４　实验及结果分析

由于我们在计算属性重要度时分别采用了基于邻域互信

息和基于离散互信息的两种度量方式,为简化表示,其结果分

别记为SOFSＧN 和 SOFSＧD.将 SOFSＧN 和 SOFSＧD 分别与

Rerank算法、FARNeM 算法进行了分类精度的比较,其中

Rerank算法采用了基于 mRMR重要度的实现[２５Ｇ２６].我们还

将提出的算法与原始的 mRMR算法进行了对比,最后对算法

的空间复杂度进行了研究.

４．１　数据集与参数设置

４．１．１　数据集

实验中的数据来源于 UCI机器学习库,数据的基本信息

如表１所列.为了保障结果的准确性并避免特殊类型数据的

影响,这些数据集涵盖了数值数据和符号数据,同时包含二分

类和多分类问题.由于部分测试的特征选择算法并不支持数

值数据,在进行特征选择时本文采用了基于最小描述长度原

则(MDLP)的离散化方法将数值数据转化为符号属性.

表１　数据集信息

Table１　Informationofdatasets

DataSet Instances Numerical Categorical Class
anneal ８９８ ６ ３２ ６

arrhythmia ４５２ ２０６ ７３ １６
audiology ２２６ ０ ６９ ２４

breastＧcancer ２８６ ０ ９ ２
cylinderＧbands ５４０ １８ １９ ２
german_credit １０００ ７ １３ ２

glass ２１４ ９ ０ ７
heartＧstatlog ２７０ １３ ０ ２

hepatitis １５５ ６ １３ ２
horseＧcolic ３６８ ７ １５ ２
ionosphere ３５１ ３４ ０ ２

vehicle ８４６ １８ ０ ４
vote ４３５ ０ １６ ２
wdbc ５６９ ３０ ０ ２
wine １７８ １３ ０ ３

４．１．２　参数设置

本文算法采用邻域关系进行信息粒化,因此需要输入邻

域参数δ,同时FARNeM 方法作为对比方法也需要设置该参

数.本文取一组δ参数进行实验,并取各自的最佳结果为算

法的最终结果.类似于 Warpper方法,δ取值分别为０．０５,

０．１,０．１５,０．２,０．２５,０．３,０．３５,０．４,０．４５.由 于 对 比 的

Rerank方 法 是 Warppr方 法,因 此 对 比 结 果 具 有 公 平 性.

SOFSＧN中属性重要度的计算采用了邻域熵,本文采用无穷

范数作为其距离函数.将分类精度作为算法的评价指标,采

用１０折交叉验证进行测试,并采用 Wilcoxon符号秩检验来

验证实验结论.此外,为了探究粗糙集理论的引入对原始

mRMR算法的影响,４．２．２节将提出的算法与原始的 mRMR
算法进行对比.

４．１．３　实验方案

实验中先采用特征选择算法对原始数据进行处理,之后使

用特征选择处理过的数据训练分类模型.为了保证可靠性,模
型训练采用１０折交叉验证.实验中采用了４组分类器,分别

是支持向量机(SVM)、J４８决策树、近邻算法kNN(k＝３)和多

层感知机(MLP)分类器.实验平台为 Ubuntu１５．１０,使用

Java１．８编程,分类算法使用 Weka３．８提供的 API.

４．２　实验结果与分析

下文从分类精度、差别矩阵对特征选择的影响和参数敏

１９樊　鑫,等:基于差别矩阵和 mRMR的分步优化特征选择算法



感性这几方面对实验结果进行分析.

４．２．１　分类精度的比较

为了给出全面的分析,本文给出了不同特征选择方法在

４个不同类型分类器上的分类精度.SVM 在根本上是一种

线性分类器,J４８是一种树形结构的分类器,kNN是基于最近

邻的分 类 器,MLP 是 一 种 人 工 神 经 网 络.其 中,SVM 和

MLP都只能直接使用在数值数据上,但是符号数据需要转换

成一组(０,１)二元组属性才能被使用.J４８在分类过程中需

要对数值属性进行划分.各表所列测试结果中每个数据集上

的最优结果用加粗字体表示.

(１)SVM 分类结果

运用SVM 进行分类的结果如表２所列.从表２可以看

出,SOFSＧD算法和SOFSＧN算法在SVM 上的平均分类精度

均达到了７６．８％和７７％,相比其他方法提高了２％.

表２　特征选择算法在SVM 上的分类精度的比较

Table２　Accuracycomparisonoffeatureselectionalgorithms

onSVM
(单位:％)

DataSet Origin Rerank FARNeM SOFSＧD SOFSＧN
anneal ９１．８７１ ８４．４１０ ９１．３１４ ９１．２０３ ９１．４２５

arrhythmia ５４．２０４ ５５．７５２ ５６．６３７ ５７．５２２ ５６．６３７
audiology ４４．２４８ ６０．１７７ ５３．５４０ ６０．６１９ ６１．５０４

breastＧcancer ７０．６２９ ７１．６７８ ７０．２８０ ７０．２８０ ７０．２８０
cylinderＧbands ６０．７４１ ５８．５１９ ６０．０００ ６２．２２２ ６１．１１１
german_credit ７１．８００ ７１．０００ ７１．１００ ７３．１００ ７３．１００

glass ４７．６６４ ４９．５３３ ４９．０６５ ４７．６６４ ４８．１３１
heartＧstatlog ８３．７０４ ８２．９６３ ８３．７０４ ８４．０７４ ８４．０７４

hepatitis ８０．６４５ ８２．５８１ ８１．９３５ ８１．２９０ ８１．９３５
horseＧcolic ８４．２３９ ８１．２５０ － ８４．２３９ ８４．７８３
ionosphere ８６．８９５ ８８．３１９ ８９．４５９ ８７．４６４ ８９．７４４

vehicle ６１．１１１ ５０．９４６ ６３．２３９ ６２．６４８ ６３．４７５
vote ９５．６３２ ９５．６３２ － ９５．６３２ ９５．６３２
wdbc ９４．９０３ ９５．０７９ ９５．４３１ ９５．７８２ ９５．６０６
wine ９７．７５３ ９８．３１５ ９７．７５３ ９８．３１５ ９８．３１５

Average ７５．０６９ ７５．０７７ ７４．１１２ ７６．８０４ ７７．０５０

(２)J４８分类结果

J４８分类器的测试结果如表３所列.可以看出,在J４８分

类器上,SOFSＧD算法和 SOFSＧN 算法的分类精度也提高到

了８２％以上,说明较好的符号属性也得到了保留.

表３　特征选择算法在J４８上的分类精度的比较

Table３　AccuracycomparisonoffeatureselectionalgorithmsonJ４８
(单位:％)

DataSet Origin Rerank FARNeM SOFSＧD SOFSＧN
anneal ９８．４４１ ９６．７７１ ９８．６６４ ９８．４４１ ９８．５５２

arrhythmia ６４．３８１ ６９．２４８ ６１．７２６ ６９．６９０ ６８．３６３
audiology ７７．８７６ ７６．９９１ ７３．４５１ ７７．８７６ ７６．９９１

breastＧcancer ７５．５２４ ７２．７２７ ７４．４７６ ７５．５２４ ７５．５２４
cylinderＧbands ７２．０３７ ６５．５５６ ６９．４４４ ７０．５５６ ７０．７４１
german_credit ７０．５００ ７１．１００ ７３．２００ ７３．２００ ７１．７００

glass ６６．８２２ ６９．１５９ ６８．２２４ ６７．７５７ ６９．１５９
heartＧstatlog ７６．６６７ ８０．７４１ ８０．３７０ ７８．５１９ ８０．３７０

hepatitis ８３．８７１ ８０．６４５ ８０．６４５ ８４．５１６ ８３．８７１
horseＧcolic ８５．３２６ ８１．５２２ － ８５．５９８ ８５．５９８
ionosphere ９１．４５３ ９１．７３８ ９１．７３８ ９２．８７７ ９２．３０８

vehicle ７２．４５９ ６８．４４０ ７２．９３１ ７３．４０４ ７２．８１３
vote ９６．３２２ ９５．６３２ － ９６．３２２ ９６．３２２
wdbc ９３．１４６ ９３．３２２ ９４．９０３ ９４．３７６ ９４．５５２
wine ９３．８２０ ９３．８２０ ９４．３８２ ９４．９４４ ９４．９４４

Average ８１．２４３ ８０．４９４ ７９．５５０ ８２．２４０ ８２．１２１

　　(３)KNN分类结果

KNN分类器的测试结果如表４所列.同为基于邻域思

想的SOFSＧN算法在kNN算法上的表现较好,在几乎所有数

据集上都有提升,尤其在arrhythmia,hepatitis和ionosphere
上分类精度均高出了原始分类３％以上.

表４　特征选择算法在kNN上的分类精度的比较

Table４　Accuracycomparisonoffeatureselectionalgorithms

onkNN
(单位:％)

DataSet Origin Rerank FARNeM SOFSＧD SOFSＧN

anneal ９６．８８２ ９６．２１４ ９８．５５２ ９８．３３０ ９８．３３０

arrhythmia ５７．７４３ ６５．７０８ ５９．０７１ ６５．０４４ ６３．２７４

audiology ６８．５８４ ６８．１４２ ６４．６０２ ７０．３５４ ６９．９１２

breastＧcancer ７３．７７６ ７２．０２８ ７３．７７６ ７３．７７６ ７３．７７６

cylinderＧbands ６９．２５９ ６３．１４８ ７３．１４８ ７１．６６７ ７１．１１１

german_credit ７３．３００ ７０．９００ ７２．３００ ７２．６００ ７３．２００

glass ７１．９６３ ７３．３６４ ７２．４３０ ７２．４３０ ７１．９６３

heartＧstatlog ７８．８８９ ７８．８８９ ８１．１１１ ８１．４８１ ８０．０００

hepatitis ８１．２９０ ７９．３５５ ８１．９３５ ８２．５８１ ８４．５１６

horseＧcolic ８１．２５０ ７９．０７６ ＧＧ ８３．６９６ ８２．８８０

ionosphere ８６．６１０ ８７．１７９ ８９．７４４ ９０．８８３ ９２．８７７

vehicle ７１．５１３ ５９．５７４ ７０．９２２ ７１．９８６ ７１．９８６

vote ９２．６４４ ９４．７１３ ＧＧ ９２．８７４ ９３．１０３

wdbc ９６．８３７ ９５．４３１ ９７．３６４ ９７．１８８ ９７．３６４

wine ９４．９４４ ９７．１９１ ９６．６２９ ９７．１９１ ９６．６２９

Average ７９．６９９ ７８．７２７ ７９．３５３ ８１．４７２ ８１．３９５

(４)MLP分类结果

MLP分类器的测试结果如表５所列.从表５也可以看

出,本文算法的平均分类精度分别为８２．７％和８３％,高于其

他方法,说明提出的算法能够找出较好的数值属性.

表５　特征选择算法在 MLP上的分类精度的比较

Table５　Accuracycomparisonoffeatureselectionalgorithms

onMLP
(单位:％)

DataSet Origin Rerank FARNeM SOFSＧD SOFSＧN

anneal ９８．９９８ ９４．９８９ ９９．１０９ ９９．２２０ ９９．１０９

arrhythmia ６７．２５７ ６７．９２０ ６２．３８９ ６７．４７８ ６５．９２９

audiology ８３．１８６ ７６．５４９ ７２．１２４ ７９．２０４ ７９．２０４

breastＧcancer ６４．６８５ ７３．０７７ ６６．０８４ ６６．０８４ ６７．１３３

cylinderＧbands ７５．１８５ ６５．５５６ ７１．６６７ ７３．７０４ ７４．２５９

german_credit ７１．５００ ７３．５００ ７２．４００ ７２．５００ ７４．２００

glass ６７．７５７ ６２．１５０ ６８．２２４ ６６．８２２ ６９．６２６

heartＧstatlog ７８．１４８ ７８．５１９ ８０．０００ ８１．４８１ ８１．８５２

hepatitis ８０．０００ ８１．２９０ ８１．９３５ ８２．５８１ ８３．２２６

horseＧcolic ８０．４３５ ８０．１６３ － ８４．５１１ ８４．２３９

ionosphere ９１．１６８ ９１．７３８ ９２．５９３ ９３．４４７ ９２．８７７

vehicle ８１．６７８ ６７．７３０ ８１．２０６ ８４．１６１ ８３．９２４

vote ９４．７１３ ９４．９４３ － ９５．１７２ ９４．４８３

wdbc ９６．３０９ ９６．６６１ ９７．５４０ ９６．６６１ ９７．５４０

wine ９７．１９１ ９９．４３８ ９８．３１５ ９８．８７６ ９８．３１５

Average ８１．８８１ ８０．２８１ ８０．２７６ ８２．７９４ ８３．０６１

综上所述,本文算法优于 Rerank算法.使用 mRMR作

为重要度的 Rerank方法虽然在 mRMR方法的基础上通过再

排序选择了更优的属性,但是没有从根本上解决 mRMR在后

期对属性重要度估计不够准确的问题,尤其是对一些具有少
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量独特分类信息属性的低估,从而可能选择完全冗余但相关

度较高的属性.因此,本文方法优于 Rerank方法.

FARNeM 算法在horseＧcolic和vote数据集上不能得出

约简,这是因为这两个数据集上任何单一属性导出的正域大

小均为０,所以无法启动算法.另外,由于其属性重要度的度

量并未考虑属性冗余,因此可能选择冗余属性,导致分类精度

低于本文算法.实验结果表明,粗糙集理论与 mRMR原则的

结合有效提升了选择的属性的质量.

另外,SOFSＧD在SVM 分类器上的表现比 SOFSＧN 差,

这是由于SOFSＧD的重要度是通过离散化后的数据计算的,

数值属性的信息有一定程度的损失,而 SVM 又恰好是一个

适合数值数据的分类器.SOFSＧD在J４８分类器上的表现较

好,由于J４８分类器本身也只能处理符号属性,因此SOFSＧD
中对数据离散后再计算重要度的方法与分类器较为契合,因

此取得了较高的精度.

(４)统计显著性分析

为了更好地说明本文算法的有效性,我们采用 Wilcoxon
符号秩检验进行统计显著性分析.Wilcoxon符号秩检验是

一种非参数检验,若检验值小于给定的显著水平,则有充分的

理由拒绝原假设,而采取备择假设.这里的原假设为原始数

据或其他特征选择算法得出的分类精度优于本文算法,而备

择假设为本文算法较优.因此,当检验值小于给定的显著水

平时,拒绝原假设,同时说明本文算法具有有效性.Wilcoxon
符号秩检验的检验结果如表６和表７所列.

从检验结果来看,在显著水平α＝０．０５的条件下,SOFSＧ

N方法显著优于原始数据、Rerank方法和 FARNeM 方法.

在显著水平α＝０．１的条件下,SOFSＧD方法也显著优于原始

数据、Rerank方法和FARNeM 方法.另外,我们也可以发现

SOFSＧN方法和SOFSＧD 方法的表现其实非常相近,因为它

们之间彼此的检验结果都较大,说明两者之间没有明显的优

劣之分.因此,在计算能力不足时,适合采用计算量较小的

SOFSＧD方法,这样不会对结果造成太大影响.

表６　DNMFS的 Wilcoxon符号秩检验结果

Table６　WilcoxonranksumtestresultsofSOFSＧN

Classifier Origin Rerank FARNeM SOFSＧD
SVM ０．００１５９ ０．０１８０２ ０．００６７４ ０．１５４０３
J４８ ０．０２２７３ ０．００３２１ ０．０１０１０ ０．７４７５６
KNN ０．００１０５ ０．００７５４ ０．０２７３１ ０．６９４９４
MLP ０．０２７６８ ０．０２０６３ ０．００１２６ ０．２２５６３

表７　NMFS的 Wilcoxon符号秩检验结果

Table７　WilcoxonranksumtestresultsofSOFSＧD

Classifier Origin Rerank FARNeM SOFSＧN
SVM ０．００６７４ ０．０５３９９ ０．０７４３９ ０．８６８９０
J４８ ０．０１４６９ ０．００６２３ ０．０１１９１ ０．２８１６６
KNN ０．００１５９ ０．００３４７ ０．０１０５５ ０．３３３０７
MLP ０．０３１８６ ０．０２５８２ ０．００７１８ ０．７９２７８

４．２．２　动态候选集对原始 mRMR算法的影响

为了进一步探究粗糙集理论方法的引入对原始 mRMR
方法的影响,我们还绘制了算法选择特征个数与分类精度曲

线图,如图３、图４所示,图中给出了SOFSＧN和SOFSＧD的邻

域参数.

由于SOFSＧN和SOFSＧD是存在停止条件的,曲线最多

只能到达停止条件时的属性个数(这里的最大属性个数以１０
折交叉中选择属性最少的一次验证为准),而 mRMR曲线则

能达到全部属性个数.由图３、图４可知,SOFSＧN和SOFSＧD
所选择的前几个特征的质量总体上优于 mRMR.这对于FilＧ

ter特征选择方法是有意义的,因为Filter特征选择方法往往

需要借助交叉验证来确定最终的特征个数,而本文算法能够

在前期选择出高质量的特征,这意味着最终能够得出更为精

简且高质量的特征.此外,本文算法能够自行停止并排除掉

冗余的特征,减少了交叉验证所需计算的特征集的数量,减小

了计算量.

(a)J４８ (b)SVM

(c)KNN (d)MLP
图３　anneal数据集上分类精度与特征个数的关系

Fig．３　Relationbetweenclassificationaccuraciesandnumberof

featureondatasetanneal

(a)J４８ (b)SVM

(c)KNN (d)MLP

图４　wdbc数据集上分类精度与特征个数的关系

Fig．４　Relationbetweenclassificationaccuraciesandnumberof

featureondatasetwdbc

４．２．３　时间复杂度分析

动态候选集的引入,必然会规避掉一些不必要属性重要
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度的计算,但同时动态差别集本身又需要消耗一定的时间.

为了探究 算 法 的 时 间 复 杂 度,我 们 对 本 文 算 法 与 原 始 的

mRMR 算 法 及 其 采 用 领 域 熵 计 算 的 mRMR(以 下 简 称

mRMRＧN)进行了算法运行时间的对比,并给出了应用动态

差别集后算法的加速比(SpeedUp),如表８和表９所列.

从表８和表９可以看出,随着数据集特征数量的增加,本

文算法的速度相比原始 mRMR有了较明显的提升,这主要得

益于动态候选集能限制侯选属性范围并给出适当的搜索停止

时机.通常情况下,越多的特征意味着越多的冗余特征,而本

文算法能够有效规避冗余特征,从而缩短算法的运行时间.

同时,在特征较少的情况下,本文算法耗时反而有一定程度的

增加,显然这是因为动态差别集计算增加了额外的时间,而特

征数少的数据集冗余特征也较少,动态候选集的效果并不明

显.因此,本文算法更适合高维数据.

表８　SOFSＧD与 mRMR的算法时间复杂度的对比

Table８　ComparisonoftimecomplexitybetweenSOFSＧDand

mRMR

DataSet mRMR/ms SOFSＧD/ms SpeedUp FeatureCount
breastＧcancer ８ ４４ ０．１８２ １１

glass １３ １２ １．０８３ １１
heartＧstatlog １３ ２９ ０．４４８ １５

wine １０ ８ １．２５０ １５
vowel １６４ ２０５ ０．８００ １５
vote ２６ ５４ ０．４８１ １８

vehicle １６２ ４９３ ０．３２９ ２０
hepatitis １５ １４ １．０７１ ２１

german_credit １７１ １１６６ ０．１４７ ２２
horseＧcolic ７１ ２０１ ０．３５３ ２４

autos ６１ １７７ ０．３４５ ２７
wdbc ２９７ ２８４ １．０４６ ３２

ionosphere ４９３ ２１５ ２．２９３ ３６
cylinderＧbands ３６４ １５１７ ０．２４０ ３９

anneal ４２９２ ４２１８ １．０１８ ４０
audiology ８０８ ５９７ １．３５３ ７１
arrhythmia ６２３５７ ６３０３ ９．８９３ ２８１

表９　SOFSＧN与 mRMRＧN的算法时间复杂度的对比

Table９　ComparisonoftimecomplexitybetweenSOFSＧDand

mRMRＧN

DataSet mRMRＧN/ms SOFSＧN/ms SpeedUp FeatureCount
breastＧcancer １２３ １６３ ０．７５５ １１

glass ８４ ９４ ０．８９４ １１
heartＧstatlog ３３４ ４２０ ０．７９５ １５

wine １０８ ７２ １．５００ １５
vowel ４３３１ ４４１３ ０．９８１ １５
vote １７９７ １５０６ １．１９３ １８

vehicle ７０６２ ６３４１ １．１１４ ２０
hepatitis ２６６ ２４２ １．０９９ ２１

german_credit １１９４９ １２９７３ ０．９２１ ２２
horseＧcolic ２１７７ ２５０７ ０．８６８ ２４

autos ８１４ ３７９ ２．１４８ ２７
wdbc １０６４３ ６５９９ １．６１３ ３２

ionosphere ５０８３ ２１８０ ２．３３２ ３６
cylinderＧbands １８３４４ １２１９４ １．５０４ ３９

anneal ９２０７５ ３２７２８ ２．８１３ ４０
audiology ２３６７２ ３２３３ ７．３２２ ７１
arrhythmia ４３５０６８９ １６７９８７ ２５．８９９ ２８１

４．２．４　参数敏感性分析

为了探究参数对算法的影响,我们研究了参数δ取不同

值时算法在不同分类器上的分类精度,实验结果如图５和

图６所示.

图５　ionosphere数据集上分类精度对δ的敏感性

Fig．５　Sensitivityofclassificationaccuraciesonδofdata

detionosphere

图６　wdbc数据集上分类精度对δ的敏感性

Fig．６　Sensitivityofclassificationaccuraciesonδofdatasetwdbc

从图５和图６可以看出,对于不同的分类器,同一算法取

得最大精度时的δ值也有所不同,这是由于不同分类器对单

个属性和数据集属性个数的敏感程度不同导致的.从图中可

以看出,SVM 分类器更加偏好δ取值较小的特征选择结果.

对比不同数据集下的δ取值与精度的关系可以发现,不同数

据的最佳δ取值也有所不同.另外,从图中还可以观察到,当

δ取值偏大时,选择出的特征的质量偏低.因此,实际使用本

文算法时不应选择过大的δ.

以上实验结果表明,本文提出的特征选择方法能够有效

地提高分类质量.同时,通过对数据的分析也证明了本文提

出的初始动态差别集的空间复杂度相比于传统差别矩阵有了

大幅降低.

结束语　结合 mRMR方法和差别矩阵的优点,本文提出

了SOFSＧD和SOFSＧN特征选择方法;利用差别矩阵能够排

除无用信息的性质,提出了动态差别集和动态候选集,缩小了

候选特征集合的搜索范围,从而在最小冗余的基础上进一步

排除冗余特征,加速启发式搜索进程,并确定约简大小;定义

了初始动态差别集来解决差别矩阵空间复杂度高的问题.实

验结果验证了所提算法的有效性.本文算法尽管在多数情况

下具有较好的效果,但存在一些局限性,如邻域熵计算较为复

杂,如何快速且准确地计算两个特征的相关度将是下一步的

研究方向.
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