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摘　要　近年来,使用深度学习技术与用户信任信息进行推荐的系统已成为学术界的研究热点之一,但要为推荐系统建立结合

了这两者的模型仍是目前学界面临的重要挑战之一.文中提出了一种通过构建联合优化函数来扩展深度自解码器和 TopＧk语

义社交网络信息的混合模型.基于网络表示学习法进行隐性语义信息采集,并使用多个真实社交网络数据集进行实验,通过多

种方法评估所述 AEＧNRL模型(AutoencoderＧNetworkRepresentationLearningModel)的性能.实验结果表明,所提模型在更

稀疏且体量更大的数据集中比矩阵分解法具有更优的性能;相比显性信任链接,隐性且可靠的社交网络信息可更好地识别用户

间的信任关系;在网络表示学习技术中,基于深度学习的模型(SDNE和 DNGR)在 AEＧNRL模型中的效果更好.
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Abstract　Inrecentyears,usingdeeplearningtechnologyanduserＧtrustedinformationtoimprovetherecommendationsystem
hasbecomeoneofthehottopicsintheacademia,butitisstilloneoftheimportantchallengestobuildamodelfortherecommenＧ
dationsystemwhichcombinesthetwo．ThispaperproposesahybridmodelthatexpandsthedeepselfＧdecoderandTopＧksemanＧ
ticsocialnetworkinformationbyconstructingajointoptimizationfunction．Themodelwouldcollectimplicitsemanticinformation
basedonthenetworkrepresentationlearningmethodandperformexperimentswithmultiplerealsocialnetworkdatasetstoevaＧ
luatetheperformanceoftheAEＧNRLmodel(AutoencoderＧNetworkRepresentationLearningModel)byvariousmethods．The
resultsshowthatthemodelproposedinthispaperhasbetterperformancethanthematrixdecompositionmethodinmoresparse
andlargerdatasets．Comparedwithexplicittrustlinks,theimplicitandreliablesocialnetworkinformationcanbetteridentifythe
trustdegreebetweenusers．Inthenetworkrepresentationlearningtechnology,deeplearningmodels(SDNEandDNGR)are
moreeffectiveintheAEＧNRLmodel．
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１　引言

随着近年来互联网和移动技术的快速发展,社交网络已

经成为了用户生活中不可分割的一部分,如微信、微博、InstaＧ
gram、Facebook和 Twitter等社交网络都已在全球范围被广

泛使用.在此时代背景下,如何实现为用户进行快速、有效的

推荐并形成决策意见成为了学术界广泛关注的问题之一[１].
据中国互联网信息中心统计:截至２０１９年６月,我国网民规

模达到８．５４亿,较２０１８年底同比增长２５９８万,互联网普及

率达６１．２％,较２０１８年底同比提升１．６％;我国手机网络新

闻用户规模达到６．６０亿,占手机网民的７８．０％.
学术界常将社交网络推荐模型定义为一种主动的信息过

滤工具,其目的是为用户提供最具针对性且最准确的推荐信

息,其往往根据用户的实际行为,引导该用户从庞大、复杂的

动态搜索空间中发掘出实时的个性化信息.社交网络推荐模

型是一种算法框架,它通常采用以下过滤模型来采集客观现



实并进行推荐,如协同过滤(CollaborativeFiltering,CF)、基
于内容的过滤(ContentＧBasedFiltering,CB)、人口统计系统

(DemographicSystems,DG)、基于知识的系统(KnowledgeＧ
BasedSystems,KB)、基 于 效 用 的 系 统 (UtilityＧBasedSysＧ
tems,UB)和混合系统(HybridSystems)[２Ｇ３].但上述现有的

过滤模型都普遍存在数据稀疏性、冷启动、同义词、托攻击、数
据隐私、有限内容分析和过度特化等问题[４].目前,协同过滤

系统因其多功能性、跨域适用性及受到大型用户空间的支持

而被广泛应用,故本文尝试用协同过滤技术建立一种用于评

分预测的社交网络用户信息推荐系统.

为了更快、更准确地做出决策,近年来深度学习技术的发

展受到了学术界的极大关注.如今学术界及工业界利用的深

度学习技术的前沿技术主要集中在计算机视觉(Computer
Vision)[５]、自 然 语 言 处 理 (NaturalLanguageProcessing,

NLP)[６]等智能系统构建领域.而近年来深度学习技术的迅

猛发展拓展了其在社交网络推荐系统领域进行用户体验改善

的应用.Chaney等[７]利用协同过滤、非线性特征提取和模型

堆叠,组成深度学习联合推荐系统,以更好地采集非线性且复

杂的用户与目标信息间的交互特征集,且证实此系统可得到

简洁、高质量的结果,其性能在目前是最为先进的,优于传统

模型,因此本文使用带有协同过滤特征的深度学习架构进行

模型构建.
此外,随着社交网络的不断发展和用户使用量的不断增

加,用户在社交互动中给予他人和自身感受到的信任在社交

网络推荐模型的个性化处理中都发挥着越来越重要的作用.
例如,近年来的一个研究热点是纳入社交网络中的用户间信

任链接关系以改善推荐模型,该研究方向能优化传统推荐存

在的稀疏性和冷启动问题,因此本文提取了用户的社交关系,

并基于此对推荐结果进行个性化处理[８].Tang等[９]探讨了

显性的、公开可用的用户关系数据在改善推荐准确性中的优

势.由实验结果可知,真实数据集中的显性社交信息往往是

稀疏且难以定位的[１０].Cui等[１１]认为,就推荐系统而言,用
户的社交关系往往是隐性的、稀疏的、复杂且动态的.实验结

果证明,根据用户反馈(如用户评分、评论及购买记录)提取隐

性可靠的社交网络语义信息可增加推荐的个性化程度,从而

改善推荐模型.

学术界在探索潜在社交关系方面的最新趋势是利用网络

节点嵌入到低维向量空间中的网络表示学习(NetworkReＧ

presentationLearning,NRL)的概念[１２].网络表示学习技术

将节点转化为连续向量,其生成方式为:将带结构接近度的节

点紧靠向量.在此基础上,网络表示学习技术可以对存在共

享相似属性的社会角色及经典网络分析问题进行识别.因

此,本文使用网络表示学习技术来识别用户的社交关系.当

前已有大量文献[１３]使用降维方法来开发在真实应用中具有

良好性能的新型网络嵌入技术,由此导致了广义的网络嵌入

技术的演变,如由密集运算矩阵分解(ComputationallyIntenＧ
siveMatrixFactorization,CIMF)到近年的深度学习技术[１４].

一般而言,社交网络推荐模型改进后的性能应取决于预

测模型的性能及相关用户信息的可用性.因此,常基于深度

学习方法对推荐系统进行建模,并利用用户隐性社交关系给

出用户的额外喜好,从而改善实验结果.但目前如何融合深

度学习方法和用户信任信息进行社交网络用户信息推荐模型

的改进仍是学术界面临的一个挑战.因此,本文提出了基于

深度自编码器和网络表示学习技术的社交推荐模型(AEＧ
NRL),此混合推荐模型通过学习联合优化函数来扩展深度

自编码器和语义社交信息.具体来说,首先本文通过单模态

映射在用户与目标信息组成的对分网络中构建用户间交互网

络,并结合网络表示学习技术提取了用户间的交互网络节点

的潜在特征,并对每个用户的 TopＧk个语义好友进行了动态

识别,将该信息合并到学习稀疏用户评分向量和信息评分向

量的协同过滤自编码器中,因此本文提出的 AEＧNRL算法学

习了两个层面的用户喜好(用户评分行为和用户 TopＧk个好

友的喜好)来进行评分预测,并扩展该模型以处理隐性的用户

喜好.本文的主要贡献总结如下:１)提出了 AEＧNRL模型,

该模型学习联合优化函数以融入 TopＧk语义社交信息和深度

自编码器;２)扩展了自编码器及 TopＧk语义社交信息,以提出

可用于非观测评分预测的 AEＧNRL模型;３)构建并使用 AEＧ
NRL模型,以处理用户的显性和隐性喜好;４)利用４个真实

数据集进行大量实验,并评估 AEＧNRL模型及相关模型的性

能,以便更好地理解和预测本文模型的有效性.

２　相关工作

自２０世纪９０年代以来,为降低从大量复杂信息中过滤

最具相关性数据的难度,社交网络中的信息推荐模型已被广

泛应用,其为一种可帮助用户根据喜好找到需求信息的决策

策略.这类系统在电子书推荐[１５]、个性化电子政务服务[１６]、

智能决策支持系统应用[１７]、高品质电子商务服务推荐[１８]等

领域的应用已日益突出.近年来,协同过滤系统受到了广泛

关注,其原理是根据同类用户的喜好为用户推荐感兴趣的有

关信息.Cao等[１９]认为,在真实社交网络环境中,协同过滤

方法可根据用户的显性及隐性反馈以评分或排名为基础进行

计算.
在基于评分的方法中,协同过滤利用了不同的算法,其可

基于相似度/邻近度计算(如 KＧ近邻方法、聚类方法、潜在语

义哈希检索方法等)[２０]、个性诊断算法(PersonalityDiagnoＧ
sis,PD)[２１]、贝叶斯网络(如信念网络等[２２])、矩阵分解(MaＧ
trixFactorization,MF)等技术对评分矩阵值进行判断.其中

矩阵分解技术由于在处理评分矩阵稀疏性时具有优良的作

用,且具有保持全局信息的能力,因此被广泛应用,而本文中

的评分矩阵可分解为潜在用户因子和潜在信息因子,并求得

二者内积的近似值来得到预测评分,即根据目标函数将模型

表示为最优化问题.Zhang等[２３]提出了现今最常用的优化

技术算 法———随 机 梯 度 下 降 算 法 (StochasticGradientDeＧ
scent,SGD),该技术可找出关于用户潜在因子及信息潜在因

子的目标函数的梯度,并用更新规则迭代修改这些因子以将

实际评分及预测评分间的误差降至最小.此外还有多种方法

可用于计算近似评分矩阵的值,如奇异值分解法(Singular
ValueDecomposition,SVD)[２４]等.

深度学习技术可应用于许多领域,如计算机视觉(ComＧ

puterVision)、自然语言处理(NaturalLanguageProcessing,

NLP)和社交网络分析(SocialNetworkAnalysis,SNA)[２５].

作为机器学习算法的子类,深度学习常通过一组处理层来模
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仿人类信息处理机制,并利用多层非线性转换对数据进行开

发,并生成数据特征以供进一步分析.学术界常用的深度学

习架构有３类:１)Kouemou等[２６]认为,可通过无监督预训练

来识别数据相关性的生成架构;２)Dommeti等[２０]提出了对数

据进行有区别分类的判别架构;３)如 Xue等[２７]提出了可实现

协同作用的混合模型.Hamilton等[２８]根据边信息和用户与

目标信息间的交互,将深度学习的推荐方法分为两类:整合模

型和神经网络模型.Zhang等[２９]提出了一种将稀疏评分特

征及 堆 叠 去 噪 自 编 码 器 (StackedDenoising Autoencoder,

SDAE)提取出的边信息合并到协同过滤框架中的混合模型.

其中边信息包含用户个人资料(如年龄、性别、职业)、商品特

征(如发布年份、类型和样式)、交互数据(如评分和评论).

此外,社交网络用户推荐模型的性能不仅取决于预测,还
取决于用户喜好.可识别用户额外喜好的一种有趣的数据形

式为显性/隐性语义社交信息.Sun等[３０]通过优化联合目标

函数对具有显性信任数据的奇异值分解法(SingularValue

Decomposition,SVD)进行扩展.Jin等[１３]使用贝叶斯个性化

排名(BayesianPersonalizedRanking,BPR)框架从用户与目

标信息交互中提取出正面、负面及社交反馈,由此求解社交个

性化排名,然后对其反馈得出的成对喜好进行随机抽样,用

SGD对模型参数进行迭代更新.Ou等[３１]提出了一种新的社

交网络 用 户 信 息 推 荐 方 法,结 合 LDA 主 题 模 型 (Latent
DirichletAllocation),将社交正则模型并入推荐目标函数中,

并使用双聚类技术从社交网络中找到用户的真实朋友,计算

用户间相似度及用户和目标信息间的相关性,以提高推荐的

准确性.Guo等[１６]将偏随机游走和 SkipＧGram 模型提取出

的社交信息并入矩阵分解模型中,并强调预测结果中用户间

信息的存在,提取出的隐性社交信息可求解冷启动问题.

社交网络的数学分析(表示为图形)可称为网络分析,其

应用十分广泛,如使用社交网络分析进行系统风险监管[３２],

通过生物网络分析预测疾病相关性[３３],使用引文网络分析识

别科研论文的共同作者[３４].近年来,多数探索社交网络信息

趋势走向的文献是利用网络表示学习技术[３５].学术界近年

来常用的几种网络嵌入方法包括SVD、非负矩阵分解(NonＧ
negativeMatrixFactorization,NMF)等,这些模型将捕获的网

络拓扑结构的邻接矩阵进行分解,由此进行低阶空间估计.

近年来,自然语言处理的泛化促进了语言建模技术在网络的

发展和使用,从而分析网络节点间的关系.为了捕获节点语

义,Hu等[３６]使用随机游走方法形成了一系列类似于文中句

子的节点.

通过上述对现有研究成果的梳理发现,社交网络中的用

户推荐模型已受到了国内外学者的重视并进行了大量的研

究.上述研究成果对本文研究具有一定的借鉴意义,但也存

在以下不足:１)已有很多学者基于深度学习框架进行推荐模

型建模,如 Yang等[３７]基于矩阵分解法进行了建模.较少有

使用协同过滤法进行推荐模型构建的;２)现有文献大多依赖

于现有深度学习算法统计进行信息推荐,如文献[３８]所示,但
很少有融入用户与目标信息的交互关系,并加入信任信息形

成了个性化信息推荐模型的文献记录;３)几乎所有现有文献

都与文献[３９]类似,在社交网络用户信息推荐模型中包含了

不必要的用户间显性关系,很少有使用网络表示学习技术来

识别用户间可靠社交关系的文献记录;４)现有关于社交网络

用户信 息 推 荐 的 文 献 主 要 进 行 显 性 的 用 户 评 分 (如 文 献

[４０]),而当前还未有学者在其推荐模型中同时处理用户信息

的显性和隐性评分数据;５)现有文献多数是基于LDA等传统

模型进行用户信息推荐(如文献[４１]),少有使用如自编码器

等深度学习工具进行信息推荐模型构建的.

本文基于以上研究综述,提出了可解决稀疏性和冷启动v
等问题的 AEＧNRL法,使用了具有协同过滤特性的深度自编

码器,并将用户信用信息并入深度学习模型中,以提高所提模

型的个性化推荐水平.且本文使用网络表示学习技术来对用

户间可靠且潜在的社交关系进行定位.最后,在现有模型的

基础上,本文设计了处理显性/隐性评分数据的方法,并利用

多种数据集进行实验和算法比较.总之,AEＧNRL算法的关

键理念是融合网络表示学习技术来构建基于深度自编码器的

社交网络用户信息推荐系统,以求解用户信息评分预测问题,

并用社交信息训练该模型,以达到更好的预测效果.

３　模型构建

本文提出的用于预测用户非观测评分的 AEＧNRL模型

的特征是融入了可学习用户行为评分和各用户语义好友喜好

的目标函数.具体而言,该模型利用自编码器的有效性进行

高质量预测,并用社交信息对其进行了扩展.为了获得隐性

且可靠的社交信息,AEＧNRL从用户与目标信息的交互中提

取出用户间交互的网络结构,并根据网络表示学习技术捕获

的结构接近度识别出每个社交网络用户的 TopＧk个语义好

友.最后,对模型进行优化以提炼用户及其社交好友的评分

特征.

３．１　ANＧNRL模型的概述

本文所定义的 AEＧNRL 模型包含以下３个目标函数:

１)损失函数LE;２)正则函数LR;３)社交正则函数LS.因此可

将模型定义为:

L＝１
２LE＋LR＋γ

２LS (１)

其中,LS为本文所建模型的关键分量之一,AEＧNRL模型通

过LS将语义社交信息整合到评分预测模型中.而参数γ为

决定用户社交信息影响的社交正则项,函数LS的构建方式是

为了使用户及其 TopＧk个好友的评分差异降至最低.因此,

LS的作用取决于包含用户i的 TopＧk个好友的列表S(i),列
表S(i)的生成过程见３．２节.而损失函数LE 计算了实际评

分和预测评分间的误差值.本文使用函数LR 对 AEＧNRL模

型进行正则化,以处理模型的过拟合.LE和LR值的计算使用

了３．３节所述的深度自编码器架构.构建目标函数L可将各

用户的 TopＧk个好友评分影响下的实际评分和预测评分间的

误差降至最小.优化目标函数L,以及得到高品质预测结果

的过程请见３．４节.

３．２　社交网络的用户信息提取

本文介绍了 AEＧNRL模型所用的隐性的社交网络用户

信息提取方法.所述框架遵循网络表示学习技术,并从现有

的用户与目标信息间的评分数据中构建出了用户间的交互网

络,具体过程如图１所示.
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图１　社交网络用户语义信息提取概念图

Fig．１　Conceptofsemanticsocialnetworkinformationextraction

　　图１中的p１,􀆺,p７表示社交网络用户,而q１,􀆺,q７表示

社交网络用户信息.在用户间的交互网络G＝(V,E)中,V
为用户集合,E∋(u,v)为用户u和v 间至少存在一条或一条

以上信息评分的边.本文使用网络表示学习技术SDNE来

查找社交网络中的相似节点,并将其作为用户间的可信任链

接.对于给定网络G＝(V,E),本文通过上述网络表示学习

技术找到了映射函数,如式(２)所示:

Ø:v∈V→R|V|×D(D≪|V|) (２)
在式(２)的基础上,利用线性投影算子[４２]使得每个节点

v∈V 映射至一个D 维空间中,并结合混合概率模型[４３]进行

建模,使得空间保留了节点的结构接近度.根据潜在特征表

示,本文使用节点表示的余弦相似度(见式(３))来查找 TopＧk
个相似节点.

CosSim(v１,v２)＝ v１􀅰v２

|v１||v２|
(３)

其中,v１∈RD和v２∈RD为节点v１和v２的嵌入向量.本文利用

相似度函数将用户节点vi的 TopＧk个语义好友填入列表S(i)
中.近年来有很多学者都提出了可用于查找生成网络节点低

维向量表示的相应映射函数的算法[４４],本文使用了其中的两

类网络表示学习技术,即基于随机游走[４５]与深度学习[１２]对

本文模型的所得结果进行分析.

３．３　协同过滤深度自编码器

本文构建了评分预测所用的协同过滤深度自编码器架

构.本文所提的自编码器是一个三层神经网络,输出通过一

系列函数计算得到的结果向量,并结合 Li等[４６]的做法对三

层神经网络的参数进行手动调整.自编码器作为一种无监督

特征的机器学习技术,可以生成数据的深度潜在表示.本文

模型是建立在Perozzi等[４７]提出的带有矩阵分解特征的自编

码器基础之上的,具体模型架构如图２所示.

图２　协同过滤的深度自编码器模型构架

Fig．２　ModelframeworkofinＧdepthautoencoderofcollaborative

filtering

在图２所示的架构中,自编码器由３个分量表示:１)将稀

疏用户评分映射到 D 维 空 间 的 用 户 编 码 器 单 元,具 体 如

式(４)所示;２)将稀疏信息评分映射到 D 维空间的信息编码

器单元,具体可表示为f,如式(５)所示;３)将公共D 维空间的

用户因子和信息因子映射到评分矩阵R 的域解码器单元中,

具体如式(６)所示.

f(pi;Ø１):Rm×n→Rm×d (４)

f(qj;Ø２):Rn×m→Rn×d (５)

h(rij;θ):(Rm×d,Rn×d)→Rm×n (６)

而用户编码器f(pi;Ø１)取用户评分向量pi(评分矩阵R 的

行),其可改写为如式(７)所示的潜在表示公式.

P＝f(pi;Ø１)＝f(g(piWh＋bh)Wd＋bd) (７)

其中,Ø１＝{Wh,bh,Wd,bd},Wh∈Rn×h,Wd∈Rh×d,bh∈Rh,

bd∈Rd为用户编码层的权值和阈值,维度h为用户隐藏层单

元的数量,而d为共享层单元的数量.信息编码器f(qj;Ø２)

取信息评分向量qj(评分矩阵R的列),如式(８)所示.

Q＝f(qj;Ø２)＝f(g(qjWh′＋bh′)Wd＋bd) (８)

其中,Ø２＝{Wh′,bh′,Wd,bd},而Wh′∈Rm×h和bh′∈Rh为具有

相同数量隐藏单元h的信息隐藏层的权值和阈值,权值Wd和

域值bd由用户和信息编码层共享,以便将各自表示的值映射

到统一的向量空间中,从而减少模型要学习的参数数量.该

模型可替代f(􀅰)和g(􀅰)的任意激活函数,其解码器单元

的执行无 须 任 何 学 习 参 数 的 简 单 点 积 运 算,具 体 过 程 如

式(９)所示.

r
∧

＝h(rij;θ)＝PTQ (９)

其中,θ＝Ø１∩Ø２＝{Wh,Wh′,Wd,bh,bh′,bd},因此可将模型

目标定义为式(１０).

argmin
θ

∑
m

i＝１
　∑

n

j＝１
‖rij－h(rij;θ)‖２＋Reg(θ) (１０)

式(１０)中的Reg(θ)可由式(１１)求得.

Reg(θ)＝λ
２

(‖Wh‖２＋‖Wh′‖２＋‖Wd‖２＋

‖bh‖２＋‖bh′‖２＋‖bd‖２) (１１)

式(１１)中的参数λ通过正则化对模型的过度拟合效应进

行控制,并由神经网络反向传播算法对目标函数进行优化,从
而使得预测评分更接近实际评分.

３．４　联合优化模型构建

本文对所建模型进行训练以优化将 TopＧk个用户信用信

息并入自编码器的目标函数L,目标函数L的分量如式(１２)－
式(１４)所示.
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LE＝∑
m

i＝１
　∑

n

j＝１
‖rij－h(rij;θ)‖２ (１２)

LR＝Reg(θ) (１３)

LS＝∑
m

i＝１
　 ∑

s∈s(i)
‖f(pi;Ø１)－f(ps;Ø２)‖２

F (１４)

合并后函数L如式(１５)所示.

L＝ １
２ ∑

m

i＝１
　 ∑

n

j＝１
‖rijＧh(rij;θ)‖２ ＋Reg(θ)＋ γ

２ ∑
m

i＝１
　 ∑

s∈s(i)

‖f(pi;Ø１)－f(ps;Ø２)‖２
F (１５)

因此,函数L不仅降低了重构误差,还将同类用户的评

分特征差异降至了最低.故模型的优化相当于求目标函数L
关于θ的最小化.为实现这一目标,本文使用神经网络反向

传播算法,通过找出模型可学习参数的偏层数并迭代更新这

些参数来减少误差,并将目标函数最小化.
为简化实验过程,本文令WP,WQ,bP 和bQ 为模型的可学

习参数,其中WP和WQ分别表示用户编码器权值和信息编码

器权值;同样,bP和bQ表示这两个编码器层的阈值.采用这些

符号是基于以下假设:此学习模型的编码层相当于通过反向

传播学习两个多层感知机(MultilayerPerceptron,MLP).因

此,WP包括权值Wh和Wd,而bP 包含用户编码层的阈值bh和

bd.上述参数的偏导数如式(１６)所示.

∂L
∂WP

＝１
２

∂LE

∂WP
＋∂LR

∂WP
＋γ

２
∂LS

∂WP
(１６)

其中,∂LE

∂WP
可由式(１７)计算得到.

∂LE

∂WP
＝ ∂LE

∂h(rij;Ø１)∗
∂h(rij;Ø１)

∂WP
(１７)

而式(１７)中的 ∂LE

∂h(rij;Ø１)
可通过式(１８)计算得到.

∂LE

∂h(rij;Ø１)＝２(rij－h(rij;θ)) (１８)

由于h(rij;θ)是f(􀅰)和g(􀅰)的函数(其中f(􀅰)和

g(􀅰)为线性整流函数),因此很容易得到斜率∂h(rij;θ)
∂WP

,故可

将函数L的第三个分量改写为:

∂LS

∂WP
＝ ∂LS

∂f(pi;Ø１)．
∂f(pi;Ø１)

∂WP
(１９)

其中,式(１９)中的 ∂LS

∂f(pi;Ø１)
可通过式(２０)计算得到.

∂LS

∂f(pi;Ø１)＝２(f(pi;Ø１)－f(ps;Ø１)) (２０)

由于f(pi;Ø１)为包含f(􀅰)和g(􀅰)的函数,因此可得

斜率∂f(pi;Ø１)
∂WP

,可 知 偏 导 数 ∂L
∂WP

和∂L
∂bP

分 别 如 式 (２１)和

式(２２)所示.

∂L
∂WP

＝(rij－h(rij;θ))􀅰∂h(rij;θ)
∂WP

＋λWP＋γ(f(pi;Ø１)－

f(ps;Ø１))􀅰∂f(pi;Ø１)
∂WP

(２１)

∂L
∂bP

＝(rij－h(rij;θ))􀅰∂h(rij;θ)
∂bP

＋λbP ＋γ(f(pi;Ø１)－

f(ps;Ø１))􀅰∂f(pi;Ø１)
∂bP

(２２)

而根据优化信息编码层的可学习参数,可得到斜率 ∂L
∂WQ

和

∂L
∂bQ

,如式(２３)和式(２４)所示.

∂L
∂WQ

＝(rij－h(rij;θ))􀅰∂h(rij;θ)
∂WQ

＋λWQ (２３)

∂L
∂bQ

＝(rij－h(rij;θ))􀅰∂h(rij;θ)
∂bQ

＋λbQ (２４)

虽然上述模型中的用户编码器和信息编码器共享权值分

别为Wd和阈值bd,但本文假设这些编码器是作为两个独立的

MLP单元进行学习,且解码器单元包含无需任何学习参数的

简单点运算.算法１描述了基于自编码器社交推荐系统的运

行程序,其中按３．２节提出的方法单独生成了好友列表S(i),

并将该列表显示输入自编码器框架中.其中,WP 和WQ 分别

表示用户编码器权值和信息编码器权值;同样,bP和bQ表示这

两个编码器层的阈值.采用这些符号是基于以下假设:此学

习模型的编码层相当于通过反向传播学习两个多层感知机.

因此,WP包括权值Wh和Wd,而bP包含用户编码层的阈值bh和

bd.

算法１　ARＧNRL社交网络用户信息推荐算法

Input:R,S(i),λ,γ,α,h,d,WP＝{Wh,Wd},bPz＝{bh,bd},WQ ＝
{Wh′,Wd},andbQ＝{bh′,bd}

Output:TheuserlatentfactorPanditemlatentfactorQ

１．InitializeWP,bP,WQ,andbQrandomly
２．whilenotconvergentdo

３．ComputePusing(３)

４．foreachuserido

５．　　 foreachfriendsfromS(i)do

６．　　 　ComputeLSusing(１０)

７．ComputeQusing(４)

８．BasedonPandQapply(８)and(９)togetLEandLRrespectively
９．GeneratetotallossLbyapplying(１)

１０．Compute ∂L
∂WP

and∂L
∂bP

using(１７)and(１８)

１１．UpdateWP←WP－α ∂L
∂WP

１２．UpdatebP←bP－α∂L
∂bP

１３．Compute ∂L
∂WQ

and∂L
∂bQ

using(１９)and(２０)

１４．UpdateWQ←WQ－α ∂L
∂WQ

１５．UpdatebQ←bQ－α∂L
∂bQ

１６．returnPandQ

３．５　泛化AEＧNRL模型的社交网络用户隐性喜好预测

在现实的社交网络场景中并不一定总有显性的用户评分

信息,例如谷歌只是通过分析用户的“点击”事件来进行新的

信息推荐.因此,评分并非必须为用户给出的显性数值,其可

以是用户间或用户与目标信息间的交互,如对目标信息进行

的查看、购买和评论等行为.这类信息也称为用户的隐性喜

好.而前述模型旨在为显性的评分数据提供支持,但不适用

于隐性喜好信息的处理,为此本文对模型进行了如下泛化处

理,如式(２５)所示.

L＝１
２∑

m

i＝１
　∑

n

j＝１
cij‖p

∧

ij－h(rij;θ)‖２＋LR＋γ
２LS (２５)

其中,p
∧

ij为用户喜好指示函数,可由式(２６)计算得到.

p
∧

ij＝
１, ifrij＞０

０, ifrij＝０{ (２６)
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其中,rij 表 示 用 户 与 目 标 信 息 间 的 交 互.另 外,结 合 Sun
等[４８]的结论,本文认为,如用户未与某特定目标信息进行交

互,也并不意味着该用户对此目标信息不感兴趣,其可能只是

忽略了这些目标信息的存在,因此本文在目标函数中设置了

不同的置信度,如式(２７)所示.

cij＝１＋βrij (２７)

式(２７)中的评分结果由参数β决定,为了得到较好的结

果,本文结合Sainath等[４９]的做法将β值设置为４０.最后使

用神经网络反向传播算法对该模型进行参数优化.

４　实验结果与算法比较

４．１　数据说明

为评估本文所提 AEＧNRL社交网络用户信息推荐模型

的效率,本文使用了几个真实的社交网络用户信息数据集进

行实验,并使用几种评估方法来比较该模型与同类推荐算法

在不同场景下的准确度.为此,本文在 Tensorflow１．５．１上

运行了本文提出的 AEＧNRL等推荐模型.在此说明,本文用

于实验的算法均为在 ３．５节中经过泛化处理的 AEＧNRL
算法.

实验采用几种标准数据集来评估推荐系统的性能.我们

从中选择了３个数据集:MovieLens１０M 基准数据集[４４]、豆

瓣[１２]和 Epinion数据集[１６],并为 GitHub用户构造了隐性评

分数据作为一种特殊情况进行讨论.其中 MovieLens１０M
被国内外 学 者 认 为 是 最 稳 定 的 基 准 数 据 集 之 一,它 包 含

７８３０２名用户对１０４２３部影片的１０９３８４９０条评分,此 数 据

集的稀疏性为９８．８３％.除此之外,本文利用 Python工具通

过 API端口分别爬取豆瓣和 Epinion的真实用户数据集,作

为实验的基础数据,爬取时间为２０１９年２月１０日至２０１９年

９月３日.其中豆瓣数据集共包含２３８２个用户对２４０７部电

影的５９３０２条评分,该数据集的稀疏性为９９．１２％,除评分外

其还包含２６８５名用户提供的显性信任信息,其中每两个用户

间的信任度为１;而Epinion数据集是另一种可提供评分和信

任数据的数据集,其包括４２７８５名用户对１６５４０４样商品的

８０３８９２条评分,信任数据包括５８９３４名用户的６０２４９５条显

性信任链接,其数据集的稀疏性约为９９．９８％,并以csv格式

保存在 MySQL数据库中以便进行数据处理.而 GitHub作

为如今使用最为广泛的社交编码环境之一,基于其所设置的

为潜在用户推荐相关的资源库技术目前受到了广泛关注.但

其数据集中用户评分信息的不可用特性为本文实验的实现带

来了困难,因此本文从 GitHubArchive５中采集了 GitHub公

共数据集(采集时间为２０１９年３月４日至２０１９年７月２８
日),并提取了用户ID和资料库ID,用于事件的推送、提交、

复制及提供评分.基于此,本文为 GitHub数据集构建了隐

性用户评分数据集,结合Peng等[５０]的结论,本文将用户对某

特定资料库所执行操作的次数定义为该用户对该资料库的隐

性喜好,而上述操作可以是推送、追踪、评论和提供评分.因

此,本文所构建的 GitHub评分数据集共包括５９３４名用户对

７０７４条商品的８９４０条评分,该 GitHub数据集的稀疏性为

９９．９４％.上述４种数据集的总体统计数据如表１所列.

表１　实验所用数据集特征表

Table１　Characteristicsofdatasetusedinexperiment

数据集名称 MovieLens１０M 豆瓣 Epinion GitHub
评分数量 １０９３８４９０ ５９３０２ ８０３８９２ ８９４０

用户数量(m) ７８３０２ ２３８２ ４２７８５ ５９３４
目标信息个数(n) １０４２３ ２４０７ １６５４０４ ７０７４

稀疏性/％ ９８．８３ ９９．１２ ９９．９８ ９９．９４
信任链接数量 － ２６８５ ６０２４９５ －

４．２　评估指标说明

结合 Yang等[５１]的做法,本文使用学术界广泛认可的３
种预测评估指标对泛化处理后的 AEＧNRL社交网络推荐模

型及同类推荐模型进行评估,分别是均方根误差(RootMean

SquareError,RMSE)、平均绝对误差(MeanAbsoluteError,

MAE)和 ROC曲线下面积(AUC).其中 RMSE提供了误差

平均值,计算方法如式(２８)所示.

RMSE＝
∑

rij∈Rtest

(rij－r
∧
ij)２

Rtest
(２８)

另外,MAE值报告了实际评分与预测评分的绝对平均差

值,计算过程如式(２９)所示.

MAE＝
∑

rij∈Rtest

|rij－r
∧

ij|

Rtest
(２９)

在式(２８)和式(２９)中,Rtest表示包含用户评分的测试集,

RMSE和 MAE的值越小,表明模型的预测性能越好.而另

一个可用于评估的指标是 AUC 值,其计算方法如式(３０)

所示.

AUC＝ １
mn　∑

m

i＝１
　∑

n

j＝１
１pi＞pj

(３０)

其中,m 和n分别表示真实标签为１和０的数据点,指示函数

１表示检查条件为pi＞pj,其中pi和pj为模型分配的概率值.

一般认为 AUC的值较高,表明该模型的性能较好.

４．３　模型比较方法及参数设置

为了评估本文提出的 AEＧNRL模型的性能,本文将所述

模型与其他同类社交网络推荐模型(NMF,CUNE,AutoRec)

进行了比较.

４．３．１　非负矩阵分解(NMF)

非负矩阵分解法是现今最先进的协同过滤技术之一,其

可将模型的预测评分与实际评分之间的误差最小化,从非负

评分矩阵中学习用户和目标信息的潜在因子.即当用户集

P＝{p１,p２,􀆺,pm}和目标集Q＝{q１,q２,􀆺,qn}时,稀疏评分

矩阵为R∈Rm×n,矩阵分解法将R分解为用户潜在因子pm×d
i

和信息潜在因子qn×d
j ,这样R 就可以近似为pT

iqj,如式(３１)

所示.

r
∧

＝pT
iqj≈R (３１)

式(３１)中的近似值可由目标函数E表示,如式(３２)所示.

E＝１
２　∑

m

i＝１
　∑

n

j＝１
‖rij－pT

iqj‖２＋λ
２

(‖P‖２＋‖Q‖２)

(３２)
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其中,rij表示用户pi对目标信息qi的实际评分,参数λ通过正

则化对模型的过度拟合问题进行控制,并使用神经网络反向

传播算法优化函数E.

４．３．２　协同用户网络嵌入(CUNE)

协同用户网络嵌入法是由Zhang等[２３]提出的,其本质是

带有社交信息的矩阵分解模型.协同用户网络嵌入法是通过

嵌入根据用户评分数据构建的社交网络节点来提取隐性社交

信息,该模型学习了将 TopＧk个社交链接并入矩阵分解框架

的目标函数.

E＝１
２∑

m

i＝１
　∑

n

j＝１
Iij(rij－pT

iqj)２＋λ
２

(‖P‖２
F ＋‖Q‖２

F)＋

γ
２∑

m

i＝１
　 ∑

s∈S(i)
‖pi－ps‖２ (３３)

其中,Iij为指示函数,若rij＞０,则为１,否则为０.

４．３．３　AutoRec法

AutoRec法是由 He等[５２]所改进的基于自编码器的协同

过滤技术,其通过将自编码器的重构误差降至最小来预测评

分,具体计算如式(３４)所示.

argmin
θ

∑
n

i＝１
　‖r(i)－h(r(i);θ)‖２＋λ

２
(‖W‖２＋‖V‖２)

(３４)

其中W 和V 分别为编码器层和解码器层的权值,该模型

学习了评分矩阵基于用户和目标信息的特征.

若要使模型达到最佳性能,就必须对模型参数进行适当

设置.根据实验情况,本文设置了所有模型的参数并报告了

相关结果.对上述３种对照模型的调参过程包括采用方法进

行模型性能评估,本文根据Srivastava等[５３]的做法及实验观

察结果对模型的参数进行了调整.本文将非负矩阵分解模型

的参数特征维度、正则化参数和学习率分别设置为d＝１０,λ＝

０．００１,α＝０．００１;将协同用户网络嵌入模型的基本参数设置

为d＝１０,λ＝０．００１,α＝０．００２,社交正则项γ＝０．００１,语义用

户数量k＝５;AutoRec法的参数设置为d＝１６,λ＝０．００１,α＝

０．００１.将本文提出的 AEＧNRL模型中的参数值对应设置为

d＝６４,λ＝０．０００５,α＝０．００１,γ＝０．００１,k＝５.对上述模型进

行实验时,常用９０％的数据训练模型,用１０％的数据进行测

试,相关对照结果见第４．６节.

本文 选 取 Node２Vec 模 型[５４]、网 络 分 层 网 络 学 习 法

(HARP)[５５]、结构性深度网络嵌入法(SDNE)[５６]以及 DNGR

法[１８],与 AEＧNRL语义社交信息的网络嵌入模型进行比较.

其中Node２Vec模型的参数设为D＝６４,l＝８０,t＝１０,w＝１０,

p＝１,q＝１;网络分层网络学习的参数设置为D＝１２８,l＝１０,

t＝４０,w＝１０;结构性深度网络嵌入法的参数设置为λ′＝１,

α′＝１００,γ′＝１,α＝０．０１;DNGR法的自编码器的隐藏层维度

分别设置为１２８,６４和３２,并将随机浏览步数和随机浏览率

分别设为１０和０．９８.本文结合 Luo等[５７]的研究结果,将所

提 AEＧNRL 模型的参数设置为h＝１２８,d＝{３２,６４,１２８,

２５６},k＝{５,１０,１５,２０},％ofdatatrained＝{１０,３０,５０,７０,

９０},最后结合上述设置结果做出合理的分析.表２列出了文

中所使用的对比模型和技术名称.

表２　实验中所需对比模型和技术

Table２　Comparativemodelsandtechnologiesneededinexperiment

社交网络

推荐模型
NMF CUNE AutoRec 泛化 AEＧNRL

OurMethod Node２Vec HARP SDNE DNGR

４．４　模型比较实验

本文将模型比较实验分为两步:１)将所提 AEＧNRL法与

一系列矩阵分解推荐模型进行比较(矩阵分解法、非负矩阵分

解法和协同用户网络嵌入法);２)将所提 AEＧNRL法与一系

列深度学习法进行比较(AutoRec法).

本文提出的 AEＧNRL模型与举证分解模型、非负矩阵分

解法和协同用户网络嵌入法的性能比较结果如表３所列.通

过表３的比较结果可知,本文所提 AEＧNRL法的准确性优于

其他算法.由表３的结果可知,对数据集 MovieLens１０M、豆

瓣、Epinion和 GitHub而言,CUNE 法的 RMSE 值较 NMF
法分别提高了５．０４％,５．１０％,１３．４４％和２５．５５％,而在相同

数据集上,本文提出的 AEＧNRL法的 RMSE值较 NMF法提

高了２１．１０％,２１．０４％,４６．３６％和４４．３０％,这表明本文所提

AEＧNRL 法中社交信息的存在使预测结果的准确性高于

CUNE法和 NMF法.

表３　所提 AEＧNRL模型与 MF框架模型的 RMSE和 MAE比较

Table３　ComparisonofRMSEandMAEbetweenproposed

AEＧNRLmodelandMFframeworkmodel

数据集名称 指标名称 NMF CUNE AEＧNRL

MovieLens１０M
RMSE ０．９９４３ ０．９３８５ ０．７８４５

MAE ０．８６４９ ０．８４０３ ０．７０９２

豆瓣
RMSE ０．９６８１ ０．９１８７ ０．７６４４

MAE ０．９０４３ ０．８２４４ ０．７０８９

Epinion
RMSE １．６０４９ １．３８９２ ０．８６０８

MAE １．３７８４ １．１０５３ ０．７３８９

GitHub
RMSE １．３８２７ １．０２９４ ０．７７０１

MAE ０．９９５３ ０．９３４２ ０．６８７２

　　注:粗体数据表示其所对应的模型性能良好

表３中对应的 AUC结果如图３所示.可知虽然 CUNE
法也包含了社交网络用户信息,但基于深度学习的 AEＧNRL
能更好地采集社交网络用户的潜在特征,因此比基于矩阵分

解的CUME模型的预测结果更准确.

图３　AEＧNRL法与几种 MF框架的 AUC性能比较

Fig．３　ComparisonofAUCperformancebetweenAEＧNRLmethod

andseveralMFframeworks

在上述４个数据集中,AEＧNRL法的 RMSE和 MAE值

都明显低于其他两个模型,且其 AUC值在４个数据集中也

都有大幅提高,这说明本文提出的 AEＧNRL法比矩阵分解框
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架中的方法更能处理具有稀疏特征的社交网络用户大数据

集.上述实验结果表明:相比仅取决于用户评分信息的 NMF
法,具有额外喜好信息(社交关系)的模型性能相对较高;而深

度学习技术能生成深层潜在特征,从而改善预测结果,更适用

于具有稀疏特征的社交网络大规模用户数据集.

表４列出了本文提出的 AEＧNRL模型与 AutoRec法的

对比结果.值得一提的是,社交信息的存在将 AEＧNRL法在

数据集 MovieLens１０M、豆瓣、Epinion和GitHub中的RMSE
值较 AutoRec法 分 别 提 高 了 ７．５１％,１３．９８ ％,９．０６％ 和

１３．８７％.

表４　AEＧNRL法与深度学习模型的 RMSE和 MAE值比较

Table４　ComparisonofRMSEandMAEbetweenAEＧNRLmethod

andinＧdepthlearningmodel

数据集名称 指标名称 AutoRec AEＧNRL

MovieLens１０M
RMSE ０．８４５７ ０．７８２２
MAE ０．７９０２ ０．７１９４

豆瓣
RMSE ０．８８９１ ０．７６４８
MAE ０．７９３２ ０．７０９２

Epinion
RMSE ０．９９９２ ０．９０８７
MAE ０．８４１８ ０．７４８９

GitHub
RMSE ０．８９３０ ０．７６９０
MAE ０．８０１６ ０．６９０４

　　注:粗体数据表示其所对应的模型性能良好

相比 AutoRec法,本文提出的 AEＧNRL法的 AUC值分

别提高了２．５％,３．０％,３．６９％和４．４８％,具体如图４所示.

结果表明,本文提出的 AEＧNRL法较 AutoRec在性能上的提

高不仅取决于社交信息,还取决于 AEＧNRL采集基于用户评

分和信息评分的能力.最后,本文在将所提 AEＧNRL模型与

其他方法进行对比后发现,AEＧNRL在 Epinion,GitHub等具

有稀疏特征的社交网络用户大数据集上具有更好的性能.

图４　AEＧNRL法与深度学习框架中的 AutoRec法的 AUC值在

不同数据集中的比较

Fig．４　ComparisonofAUCvalueindifferentdatasetsbetween

AEＧNRLmethodandAutoRecmethodininＧdepthlearning

framework

４．５　关于社交信息影响的实验

本文分析了不同场景下社交信息对本文所述 AEＧNRL
模型的影响.首先,本文使用豆瓣与 Epinion两个数据集分

析显性和隐性社交关系对所述 AEＧNRL模型的影响,这些数

据集的可用显性社交信息表示为,如果两个用户建立了社交

关系,则用户间的信任度都为１.而显性数据的局限性在于

评分矩阵中不是每个用户都有“受托人”,从而导致分析结果

的真实性不高.而在评分数据集中,根据网络表示学习技术

所提取的隐性数据具有各用户的社交链接.表５列出了本文

提出的 AEＧNRL模型与显性、隐性社交信息的比较结果.在

此实验中,模型样本被设置为每个用户至少有５个语义用户.

实验结果表明,隐性社交关系提升了用户对目标信息的喜好

程度,因此其比包含显示社交信息的模型具有更准确的预测

能力.

表５　AEＧNRL法中使用显性和隐性社交信息的性能对比

Table５　Comparisonofperformancebetweenexplicitandimplicit

socialinformationusedinAEＧNRLmethod

数据集名称 指标名称 显性链接 隐性链接 性能提升/％

豆瓣

RMSE ０．８１３７ ０．７３８９ ９．１９
MAE ０．７５９２ ０．７０９１ ６．６０
AUC ０．７０２２ ０．７９８３ １３．６９

Epinion
RMSE ０．９９２８ ０．９０４７ ８．８７
MAE ０．７８４５ ０．７１９３ ８．３１
AUC ０．７３８９ ０．８２４９ １１．６４

　　注:粗体数据表示其所对应的模型性能良好

本文使用网络表示学习技术来提取隐性社交关系是

AEＧNRL模型的关键.为了更好地测度该模型生成的隐性社

交信息的质量,本文同时在４个数据集中评估了几种网络表

示学习技术(Node２Vec,HARP,SDNE和DNGR).实验结果

如图５所示.

图５　不同网络表示学习技术对 AEＧNRL模型的影响

Fig．５　InfluenceoflearningtechnologyonAEＧNRLmodelshowed

indifferentnetworks

在图５所示的几种方法的对比实验中,本文将 AEＧNRL
模型的参数设置为k＝５,d＝６４.由实验结果可知,在基于随

机游走的网络表示学习技术中,AEＧNRL使用SDNE法的结

果相对较好,其在 MovieLens１０M、豆瓣、Epinion和 GitHub
数据集中的 RMSE 值分别为 ０．７７５２,０．７６９２,０．７７２１ 和

０．７９３４,其性能普遍优于其他３种模型,这证实了使用网络表

示学习技术(SDNE)的自编码器的联合目标函数能更好地采

集用户间的交互网络中的本体与全局信息.

语义好友数量k是本文提出的 AEＧNRL模型的重要参

数,k值会直接决定该用户可信任邻居的权值,从而影响用户

喜好.本文对 MovieLens１０M、豆瓣、Epinion和 GitHub４个

数据集中的 RMSE,MAE和 AUC值进行了测度.在这组实

验中,本文设参数d＝６４,并选择 Node２Vec网络表示学习技

术.图６(a)给出了 RMSE 值的实验结果,图 ６(b)给出了

MAE值的实验结果,图６(c)给出了 AUC值的实验结果.实

验结果表明,模型性能会随k值的增大而提升(所测最大k值

为２０),因此本文所述 AEＧNRL模型能更好地使用网络表示

技术(SDNE)提取出的隐性社交关系.
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(a)RMSE值 (b)MAE值 (c)AUC值

图６　语义好友数量k在４个数据集中的 RMSE,MAE和 AUC值(d＝６４)

Fig．６　RMSE,MAEandAUCvalueofnumberkofsemanticfriendinfourdatasets(d＝６４)

４．６　超参数的影响实验

本文所提 AEＧNRL模型包含了需学习的参数,其中主要

侧重于特征维度d的影响.因此,本文设d∈[３２,２５６],k＝５,

h＝１２８,且 迭 代 次 数 均 设 置 为 １００ 次.此 实 验 中 RMSE,

MAE和 AUC值的变化分别如图７(a)、图７(b)和图７(c)所

示.结合实验结果可知,在d∈[３２,６４]的区间上,本文提出

的AEＧNRL法在所有数据集中的性能均快速提高.但在d∈
[６４,２５６]的区间中,模型性能提高的速度相对较慢,这是由于

自编码器会生成 AEＧNRL模型的深层特征表示,故当d＞６４
时模型性能会相对减弱.

(a)RMSE值 (b)MAE值 (c)AUC值

图７　不同特征维度d下,在４个数据集中的 RMSE,MAE和 AUC值(k＝５,h＝１２８)

Fig．７　RMSE,MAEandAUCvalueinfourdatasetsunderdifferentcharacteristicdimensionsd(k＝５,h＝１２８)

　　另外,本文测试了 AEＧNRL模型的RMSE值随着训练数

据量百分比的增多的变化趋势(使用 Node２Vec网络表示学

习技术).为此本文将４个数据集分别等分为２０份,并将参

数调整为d＝６４,k＝５,实验结果如图８所示.

图８　Node２Vec网络表示学习技术下训练数据百分比对

AEＧNRL模型的改进作用(d＝６４,k＝５)

Fig．８　ImprovementofAEＧNRLmodelbypercentageoftraining

dataunderlearningtechnologyshowedinNode２Vecnetwork
(d＝６４,k＝５)

由实验结果可知,增大训练数据的百分比对 AEＧNRL模

型在 MovieLens１０M 数据集中的运行预测优化效果最为明

显,而其他３个数据集在训练数据集百分比超过７０％时都存

在一定程度上的性能回落.故本文认为,虽然 MovieLens

１０M 为大数据集,但相关评分数据的可用性减少了该模型的

泛化误差.而豆瓣、Epinion和 GitHub是具有稀疏评分信息

的大数据集,对此类数据集使用７０％左右的数据时,AEＧNRL
模型可在这些数据集上得到最优的预测效果,如超过这一水

平模型性能则会因泛化误差的增大而下降.值得注意的是,

本文在最佳训练数据量数据集中的实验结果与９０％训练数

据量数据集中的实验结果存在出入,结合Luo等[５８]的结论可

知,这是由于本文所使用的数据集都为稀疏大数据集(稀疏大

数据集通常指数据框中绝大多数数值缺失或者为零的大型数

据集),而稀疏大数据集中往往存在大量缺失值,这会导致算

法的收敛速度加快,而在算法收敛后的冗余训练可能会导致

过拟合,从而导致算法的预测精度损失.

４．７　稀疏大数据集实验

由４．６节中的实验结果可知,在稀疏大数据集中可能会

存在算法收敛较早、而后出现过拟合的情况.由此,为检验本

文所提泛化 AEＧNRL模型在极限条件下的适用性,本文参照

Luo等[５９]的方法,使用了体量更大的 MovieLens２０M 数据

集、DatingT数据集和 Netflix数据集对同样处于 Node２Vec
网络表示学习技术下训练数据百分比对 AEＧNRL模型的改

进作用进行实验,以进一步确认是否是由于稀疏大数据集造

成了算法的过早拟合,从而导致９０％的数据训练数据集时的

过拟合.其中 MovieLens２０M 与 MovieLens１０M 一样,被国

内外学者认为是最稳定的基准数据集之一,其包含１３９４２８名

用户对２７４９３部影片的２０３５１９０２条评分,此数据集的稀疏性

为９８．２７％.DatingT 数据集包括１３６７３９名男性和１７９３３２
名女性组成的１８２９３０１６条交友记录,此数据集的稀疏性为

９７．１８％.Netflix数据集中包括４８０１８９名用户对１７７７０部

电影的１００４８０５０７条评分记录,其评分值为区间[１,５]的整数

值,此数据集的稀疏性为９７．６４％.图９给出了同等参数条

件下(d＝６４,k＝５),上述３种稀疏大数据集在使用 Node２Vec
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网络表示学习技术时,训练数据百分比对 AEＧNRL模型的改

进作用.由图９报告的结果可知,在体量更大的数据集中的

实验结果与图８中的实验结果基本一致,且其 RMSE值的最

低点出现更早,这支持了４．６节中所得的结论.本文还使用

了上述３种稀疏大数据集作为对照组进行重复实验,结论与

前文一致,在此不再赘述.

图９　在稀疏数据集中 Node２Vec网络表示学习技术下训练数据

百分比对 AEＧNRL模型的改进作用(d＝６４,k＝５)

Fig．９　ImprovementofAEＧNRLmodelbypercentageoftraining

dataunderlearningtechnologyshowedinNode２Vecnetworkof

sparsedataset(d＝６４,k＝５)

结束语　本文提出了一种融入深度自编码器与网络表示

学习技术的社交网络推荐模型(AEＧNRL),该模型用于处理

推荐过程中的稀疏性和冷启动问题.AEＧNRL模型通过学习

联合优化函数将社交网络中的语义信息纳入深度自编码器

中,并通过网络表示学习技术采集语义社交信息.此外,为预

测隐性用户喜好,通过构建支持隐性评分数据的目标函数对

该模型进行扩展.最终基于４种真实社交网络数据集进行实

验和模型比较,结果表明所述模型的性能优于当前最先进的

推荐模型及其他同类推荐模型.

通过上述研究,本文得出以下结论:１)融入社交信息确实

提高了本文所提 AEＧNRL模型的预测精度,并使其能更好地

处理冷启动等问题;２)在实验所使用的７个数据集中,本文所

提 AEＧNRL模型在更稀疏且体量更大的数据集中较矩阵分

解模型性能更优;３)相比显性信任链接,隐性且可靠的社交网

络信息可更好地识别用户间的信任关系.在不同的网络表示

学习模型中,基于深度学习的模型(如 SDNE 和 DNGR)在

AEＧNRL模型中的效果更好;４)本文提出的 AEＧNRL模型的

准确性随着语义用户数量的增加而提高,这表明用户的兴趣

始终受与自己存在共同想法和喜好的好友的影响;５)改变隐

藏层维度(即参数d)的数量可影响所提 AEＧNRL模型的结

果,而其性能会随特征维度d的增加而提高;６)用于训练的数

据量对预测结果也会有较大影响,实验结果表明使用７０％的

数据来训练模型时对稀疏数据集的效果较好.

上述结论将为社交网络服务提供者、用户和监管部门提

供以下启示:１)社交网络服务提供商可以利用类似本文所提

推荐模型对用户进行信息推荐;２)在使用社交网络推荐模型

时,应使用大致７０％的训练集进行训练,以避免泛化误差;

３)需要更加关注社交网络中隐性用户信息的作用,并 将 其 融

入推荐模型以提升准确率;４)需要更关注用户及其好友的兴

趣,以此提升预测的准确度;５)需要积极使用深度学习方法构

造推荐模型,以解决冷启动等问题.

由于本文的局限性,未来可以从以下几个方面展开进一

步的研究.首先,可结合更多可爬取或可获得的社交网络信

息来提升用户喜好预测的准确性;其次,可尝试利用不同的神

经网络模型以及探索异构动态网络嵌入技术,进一步优化社

交网络推荐模型;最后,可结合社会化调查法和计算实验等方

法对所提模型进行进一步的验证.
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