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摘　要　P２P网络借贷是近年来新兴的一种金融业务模式,具有投资门槛低、交易方便快捷、融资成本低等优点.但在快速成

长的同时,借贷过程中的信用风险问题也日益凸显,层出不穷的借款人跑路乃至诈骗事件给行业留下重大阴影.针对该问题,
提出一种基于深度森林的网贷借款人信用风险评估方法.首先从借款人的基本信息和历史借款信息两类数据中提取特征;然

后通过多粒度扫描和级联森林模块构建深度森林模型,对借款人进行违约预测,同时使用基尼指数计算随机森林的特征重要性

评分,并使用波达计数法进行排序融合,从而对模型的预测结果给出一定的解释.在 LendingClub和拍拍贷两个公开数据集

上,将所提出的方法与支持向量机、随机森林和广而深的网络等方法进行了对比,实验表明该方法具有更好的性能,并且特征重

要性评分符合人们的直观理解和客观认识.
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Abstract　P２Ponlinelendingisanemergingfinancialbusinessmodelinrecentyears,whichhasmanyadvantagesoflowinvestＧ
mentthreshold,convenienttransactionandlowfinancingcost．However,atthesametimeofrapidgrowth,thecreditriskproblem
inthelendingprocesshasbecomeincreasinglyprominent,andtheendlessstreamofborrowersrunningawayandevenfraudhave
leftaheavyshadowontheindustry．Aimingatthisproblem,acreditriskassessmentmethodofP２Ponlineloanborrowersbased
ondeepforestisproposed．Firstly,thefeaturesareextractedfromthebasicinformationandthehistoricalloaninformationofthe
borrower．Then,thedeepforestmodelwasconstructedbymultiＧgranularityscanningandcascadeforestmoduletopredictthedeＧ
faultofborrowers．Atthesametime,Giniindexwasusedtocalculatethefeatureimportancescoreofrandomforest,andBorda
countmethodwasusedtosortandfusion,soastogiveacertainexplanationtothepredictionresultsofthemodel．Onthetwo

publicdatasetsofLendingClubandPaipaidai,theproposedmethodwascomparedwithmethodssuchassupportvectormachines,

randomforests,andwideanddeepnetworks．Experimentsshowthatthemethodhasbetterperformance,andthefeatureimporＧ
tanceratingisconsistentwithpeople’sintuitiveunderstandingandobjectiveunderstanding．
Keywords　PerＧtoＧperlending,Creditriskassessment,Deepforest,Featureimpertance,Unbalanceddataset
　

１　引言

在“互联网金融”的推动下,P２P(perＧtoＧperlending)网络

借贷作为一种新型贷款方式应运而生.该贷款方式也称为

“个人对个人信贷”,其典型的运行模式为:借贷双方在借贷平

台自由竞价,交易成功后贷款人获取利息,平台收取中介费.

P２P网络借贷具有投资门槛低、交易方便快捷、融资成本低等

优点.但在快速成长的同时,借贷过程中的信用风险问题也

日益凸显,层出不穷的借款人跑路乃至诈骗事件给行业留下

重大阴影.据网贷之家统计,截止到２０２０年６月,全国平台

总数累计６６１１家,其中存在跑路、提现困难、经侦介入的问题

平台数目累计２９２４家.

针对该问题,借款人信用风险评估研究受到广泛关注.

例如,Ohlson[１]首次利用逻辑回归(LogisticRegression)搭建

信用分类模型;Xiao等[２]使用 BP神经网络构建网贷借款人

信用评估模型等研究.尽管已取得了一些卓有成效的成果,

但现有研究仍存在以下两个局限性问题:１)多数研究采用支

持向量机、决策树等浅层模型进行建模预测,所得模型的性能



仍尚待提升;２)个别研究基于深度学习的方法构建信用风险

评估模型,虽然取得了较好的预测性能,但对模型的预测结果

缺乏解释.

为解决以上问题,本文提出一种基于深度森林[３]的 P２P
网贷借款人信用风险评估方法,使用借款人的基本信息和历

史借款信息构建以深度森林算法为核心的借款人信用风险评

估模型,同时以基尼指数[４]构建特征重要性度量,求解模型的

特征重要性评分,再从特征重要性度量的角度对预测结果做

出一定的解释.深度森林是南京大学 LAMDA 研究组于

２０１７年提出的一种以决策树为基分类器的深度模型.该模

型具有参数少、易于调参等优点,在不同规模数据集上表现出

较强的鲁棒性;另外,作为一种基于决策树的机器学习方法,

深度森林相比于基于神经网络的深度学习模型更容易进行理

论分析,易于对模型做出一定的解释.本文的主要贡献包括:

１)提出一种基于深度森林的 P２P网贷借款人信用风险

评估方法,这是首次将深度森林应用到该问题中;

２)在两个公开数据集上的实验结果证明了本文方法的优

越性,其准确率、召回率和F１值等指标均高于支持向量机、广
而深的网络(Wideanddeepnetworks,Wide& Deep)等对比

方法,尤其在LendingClub数据集中召回率高于次优方法约

１６个百分点;

３)以基尼指数作为特征重要性度量的指标,并使用波达

计数法(BordaCount)对不同森林的特征重要性进行融合.

２　相关工作

２．１　P２P网贷信用风险评估方法

随着机器学习和深度学习的兴起,许多学者将其应用于

P２P网贷借款人信用风险评估领域,并且已取得十分可观的

成果.

近年来,基于机器学习方法的P２P网贷借款人信用风险

评估受到广泛关注.例如,Lu[５]使用支持向量机(Support
VectorMachine,SVM)算法对 P２P网贷借款人进行违约预

测.Tan等[６]通 过 Logistic筛 选 特 征,并 利 用 梯 度 提 升 树

(GradientBoostingDecisionTree,GBDT)构建P２P网贷借款

人信用风险评估模型,能够对借款人行为做出准确预判.

Xu[７]提出基于随机森林(RandomForest,RF)的 P２P网贷借

款人信用风险评估模型,并引入代价敏感学习方法以增强模

型的实用性.另外,Ma等[８]通过改进的代价敏感决策树对

网贷借款人进行信用风险评估;Zhang等[９]使用模糊SVM 减

小数据类别大小差异对 P２P网贷借款人信用评估模型的影

响,从而提高预判精度.
随着深度学习的广泛应用,部分学者开始将其用于 P２P

网贷借款人信用风险评估的建模工作中.Wang等[１０]提出一

种基于注意力机制长短期记忆网络(LongShortＧTerm MeＧ
mory,LSTM)的P２P网贷借款人信用风险评估方法,将借款

人的网站行为当作事件,利用 Word２vec模型将其转换成向

量,然后基于注意力机制LSTM 方法对借款人的违约行为进

行预测.Yang等[１１]提出一种名为 DeepCredit的深度架构并

将其用于P２P网贷借款人信用风险评估中,该模型在预测贷

款拖欠率和违约率方面取得较高的精度;同时首次对用户详

细点击行为进行分析,发现用户在贷款站点中的还款历史和

金融活动顺序对还款行为具有较高价值.Wide& Deep模型

是由 wide线性部分和deep神经网络部分共同组成,前者参

数和特征的加权与后者最后一个隐层的输出相加,通过激活

函数得到该模型的输出.总体来看,本文采用的深度森林模

型和 Wide& Deep模型均为深度模型,但前者是基于随机森

林的方法,而后者是基于神经网络的方法.Bastani等[１２]基于

广而深的网络(wideanddeepnetworks)建立了一个两阶段的

P２P网络贷款评分方法,第一阶段识别出非违约贷款,然后将

这些贷款移至第二阶段预测获利能力,最后综合两阶段结果

输出最优贷款.

２．２　深度森林的应用

本文使用深度森林构建 P２P网贷借款人信用风险评估

模型,深度森林提出之后,被广泛应用于数据挖掘、推荐系统、
自然语言处理和图像分类等领域.例如,Tong等[１３]提出基

于深度森林的量表数据挖掘方法,分别对老年健康综合评估

数据库中的两个量表进行对比分析.实验表明,在保证分类

性能基本不变的情况下,可进一步减少提取到的关键属性数

量.Lev等[１４]基于深度森林模型提出了SiameseDeepForest
(SDF)模型,实现了相似性度量的学习.Ge等[１５]基于阿里平

台提供的移动推荐大赛数据集,使用深度森林构建用户购买

行为预测模型,实验结果表明,该模型在降低时间开销的同

时,也提高了预测准确率.Lu等[１６]通过提取恶意代码图像

的 HOG特征来对恶意代码进行分类,使用深度森林的多粒

度扫描将每个 HOG特征向量分割为多个片段,从而提高表

征学习能力和获得更长的上下文,提高了分类准确率.据我

们所知,这是首次将深度森林用于P２P网贷借款人信用风险

评估问题当中.

３　P２P网贷借款人信用风险评估模型的构建

３．１　问题描述

为了后续更好地描述算法,我们定义了训练数据集T＝
{(x１,y１),(x２,y２),,(xi,yi),,(xN ,yN)},其中 N 是借款

人的数目;xi∈Rn 表示第i个借款人的基本信息和历史借款

信息.yi∈{１,０}表示第i个借款人的履约情况,取值为１和

０时,分别表示借款人“违约”和“正常履约”的情况.本文的

目标是构建一个模型,寻找函数f(xi→y∧i),使其根据借款人

的基本信息和历史借款人信息,预测其未来的履约状态.
如图１所示,本文首先对借款人的基本信息和历史借款

信息进行数据清洗和特征工程等特征预处理步骤,然后构建

以深度森林为核心的借款人信用风险评估模型,最后使用基

尼指数求解特征重要性评分.

图１　P２P网贷借款人信用风险评估模型的框架

Fig．１　FrameworkofcreditriskassessmentofP２Ponline

loanborrowers

０３４ ComputerScience 计算机科学 Vol．４８,No．１１A,Nov．２０２１



３．２　深度森林

本文P２P网贷借款人信用风险评估模型的核心是深度

森林方法,它包括多粒度扫描和级联森林两个模块.
在多粒度扫描步骤中,设输入变量为 m 维,待解决问题

为二分类.首先,分别经过不同大小的滑动窗口进行滑动采

样,生成不同粒度的样本向量.例如,m 维样本向量经过４∗
１的滑动窗口,会生成(m－３)个样本向量,每个向量是４维.
然后,使用相同粒度的样本向量训练两个随机森林,并将森林

的预测结果连接成特征向量,用于训练级联森林模块.使用

不同大小的滑动窗口进行采样,可以生成更多的样本,从而增

强级联森林的表征能力.
级联森林是类似神经网络的层状结构,每一层由若干随

机森林构成.每层级联森林会预测生成新的类别标签向量,
向量中的每一维分别表示样本属于对应类别的概率值,将类

别标签向量与多粒度扫描得到的特征向量连接后作为下一层

级联森林的输入.这样层层传递,直至验证集的性能没有显

著提升.然后对最后一层所有森林生成的各个类别的概率求

平均,此时具有最大概率值的类别为最终的预测结果.
经过预处理后,设训练集为 D＝{(x１,y１),(x２,y２),,

(xi,yi),,(xH ,yH )}.假设问题为二分类,则深度森林方法

的训练过程如算法１所示.
算法１　深度森林训练过程

输入:训练数据集 D;

输出:深度森林模型.

１．设输入特征xi的维度为 m,某个滑动窗口的扫描维度为v,扫描步

长为b,则经过该滑动窗口扫描之后的样本向量数目为n＝(m－

v)/b＋１.

２．利用前一步骤得到的样本向量,训练两个随机森林,并生成２n个二

维概率向量,每一维分别表示该样本违约和正常履约的概率.拼接

上述概率向量,可得长度为２n的一维特征向量w.

３．假设设置u个滑动窗口,重复调用步骤１和步骤２u次,可得u个

一维特征向量{w１,w２,,wu}.

４．w１ 为整个级联 森 林 的 输 入.在 内 部 的 每 一 层 森 林 中,将 {w１,

w２,,wu}中的特征向量依次与该层的输出进行拼接,作为下一层

森林的输入.每层森林由４个随机森林构成,分别输出４个二维类

别标签向量.

５．设第l层和第l－１层森林的预测准确率分别是θl和θl－１,如果θl－

θl－１＜０则调用步骤４);否则,结束训练.

当滑动窗口的数目u为３,级联森林的层数l为５时,深
度森林的训练过程如图２所示.为减弱过拟合现象,每个森

林均采用kＧfold交叉验证,即每个样本都会被用作k－１次训

练以及产生k－１个类别向量,对训练结果取平均并作为下一

级的增强特征.如果验证集性能没有显著提升,则停止训练.
该操作自动决定了级联层数,换句话说,深度森林可以自动调

节模型的复杂度.这使得深度森林能够训练不同规模的数据

集,从而避免了传统神经网络因模型复杂度高而不能应用于

小规模数据集的问题.

图２　u＝２,l＝５时的深度森林训练过程示意图

Fig．２　Schematicdiagramofdeepforesttrainingprocesswhenu＝２,l＝５

３．３　特征重要性评分

本文使用基尼指数构建特征重要性度量,首先计算出单

个随机森林的特征重要性评分,然后使用 BordaCount对深

度森林中不同随机森林的特征重要性评分进行融合.

基尼指数用来描述决策树分裂节点的不纯度,即总体内

包含的类别越杂乱,基尼指数就越大.GIA 表示特征Xi 在节

点A 上的基尼指数,计算公式如式(１)所示.其中C 为类别

数目,pAc是节点A 的样本中c类别的样本占的比例.

GIA＝１－∑
C

c＝１
p２

Ac (１)

其中,SiA 表示特征Xi 在节点A 的重要性评分,即节点A 分

支前后的基尼指数变化量;SiA 越大,分支后的节点越不混乱,

特征Xi 重要性也就越强.其计算公式如式(２)所示:

SiA ＝GIA－GIl－GIr (２)

其中,GIl 和GIr 分别表示分支后l和r 两个子节点的基尼

指数.

假设随机森林f中有T 棵树,则 Xi 在该森林中的重要

性评分Si 及其归一化之后的评分分别如式(３)和式(４)所示.

Si＝∑
T

t＝１
　 ∑

A∈M
SiA (３)

Si＝ Si

∑
n

j＝１
Sj

(４)

其中,M 表示特征Xi 在决策树t中出现的节点的集合,n为

特征个数.

由式(２)－(４)可得n个特征在随机森林f 中的重要性评

分为Lf＝{Sf
１,Sf

２,,Sf
n}.假设深度森林中包含 N 个随机

森林,则n个特征在不同随机森林中的重要性评分为L＝
{L１,L２,,LN}.

１３４王萧萧,等:基于深度森林的P２P网贷借款人信用风险评估方法



使用BordaCount对重要性评分序列L 进行融合,具体

步骤如下.首先对单个随机森林的评分序列L 进行排序,排
在第j位的特征Xi 的投票vote(j)

i ＝n－j.然后将所有投票

按照相同的特征相加,可得到特征 Xi 的投票结果为votei＝

∑
N

q＝１
Lq(vote

(j)
i ),故 所 有 特 征 的 投 票 结 果 为 V ＝ {vote１,

vote２,,voten}.最后对V 进行归一化操作,可得此深度森

林的特征重要性评分,从而对模型结果做出一定的解释.

４　实验结果与分析

４．１　数据来源以及数据预处理

本实验使用两个数据集:１)从 LendingClub网站上下载

的２００７年至２０１５年期间发放的８８７９７９条信用标,每支标为

一条记录,共有７４个字段,其中包括借款人基本信息和历史

借款信息,具体信息如表１所列,其中违约样本占总样本的

７．６％;２)源于拍拍贷真实业务数据,该数据包含２０１５年１月

１日至２０１７年１月３０日的５３６９５支不同借款人的信用标,该
数据集主要用于实验验证,具体信息如表２所列.

表１　LendingClub数据集信息

Table１　InformationdescriptionofLendingClubdataset

基本信息 历史借款信息

房屋拥有情况、初始评级、收入的核

实情况、工作年数等

借款金额、承诺还款金额、期数、借
款利率,迄今为止的利息和、最近收

到的总付款金额、发起贷款月份、未
偿还的本金金额等

表２　拍拍贷数据集信息

Table２　InformationdescriptionofPaipaidaidataset

基本信息 历史借款信息

初始评级、年龄、性别、手机认证、户
口认证、征信认证、学历认证等

借款金额、借款期限、借款利率、借
款成功日期、借款类型、是否首标、
历史成功借款次数、已还本金等

数据预处理主要包括两个步骤:数据清洗和特征预处理.
第一步对样本进行数据清洗,首先筛选出缺失值大于９５％的

特征,检验以上特征是否与违约有密切关系,然后从违约样本

中统计特征的缺失值情况.使用“MISSING”填充类别型特

征的空缺值;对于数值性特征,去除异常值后,再使用对应特

征均值填充空缺值.第二步进行特征预处理,首先对原始的

特征进行加工,生成衍生变量,对于日期特征,使用日期与对

应特征最早日期的差替换原始值;对于类别较多的类别型特

征,为降低计算量,减少其类别数目.然后对数值型和类别型

特征分别进行归一化和Onehot编码.LendingClub和拍拍贷

数据集最终处理后的数据分别为６２维和５８维.

４．２　评价指标

本实验使用准确率(Accuracy)、精确率(Precision)、召回

率(Recall)、F１值、ROC曲线(ReceiverOperatingCharacterisＧ

ticcurve)和 AUC(AreaUnderRoc)作为实验的评价方法.

TP,TN,FP 和FN 的定义如表３所列,例如TP 表示预测违

约、实际也违约的样本数目.

表３　TP,TN,FP 和FN 的定义

Table３　DefinitionofTP,TN,FPandFN

预测违约 预测正常履约

实际违约 TP FN
实际正常履约 FP TN

　　准确率表示样本中被预测正确的比例,计算公式如式(５)
所示.

Accuracy＝ TN＋TP
TP＋FN＋FP＋TN

(５)

精确率表示预测出的违约样本中预测正确的样本比例,

计算公式如式(６)所示.

Precision＝ TP
FP＋TP

(６)

召回率表示实际违约样本中被预测正确的比例,计算公

式如式(７)所示.

Recall＝ TP
FN＋TP

(７)

如式(８)所示,F１ 值是分类问题的衡量指标,也表示为精

确率和召回率的调和平均数,最大值为１,最小值为０.

F１＝２PrecisionRecall
Precision＋Recall

(８)

ROC曲线,以TPR为纵轴,FPR 为横轴,用来评估模型

的性能.其中,TPR为召回率,FPR 表示负样本被判错的比

例,计算公式如式(９)所示.相同FPR 的TPR 越高,ROC曲

线越凸、越接近左上角,表明其诊断价值越大.

FPR＝ FP
FP＋TN

(９)

任取一对正负样本,AUC指正样本概率值大于负样本概

率值的概率,也表示为 ROC曲线下的面积,取值范围一般是

[０．５,１].当不同模型的 ROC曲线没有交点时,AUC 值越大

的模型性能越好.AUC的计算公式如式(１０)所示.

AUC＝
∑

p∈P
Rankp－n１∗(n１＋１)

２
n０∗n１

(１０)

其中,n１ 和n０ 分别为正、负样本数目,P 为正样本的集合,将
全部样本按照概率值从小到大排列并为其标注序号,Rankp

为正样本的序号.

４．３　参数调试及对比实验

为确保训练集和测试集中各类别样本的比例与原始数据

集中相同,使用分层采样交叉切分.由于自然样本中正常履

约样本和违约样本数量差距太大,本文定义违约样本为正

样本.

多粒度扫描期间,滑动窗口大小的取值为 [４,８,１６],使
用的随机森林的数目为２,每个随机森林中决策树的数目为

５００;构建级联森林过程中,节点中用于执行拆分的最小样本

比例为０．１,级联层中随机森林数目为４个,每个随机森林中

决策树的数目为５００,节点用于执行拆分的最小样本比例设

置为 ０．０６,允许级联层数上限数是 ２０.其他参数均为默

认值.

将预处理之后的数据,在正负样本不平衡的情况下,使用

模型进行违约预测,并选择逻辑回归、随机森林、SVM、Wide&
Deep模型作为对比方法进行实验,结果如表４所列.由于数

据集正负样本不平衡,所有方法的召回率和 F１值均比较低,

但深度森林方法的召回率仍比次优方法 SVM 高１６．０４％.
对于准确率、精确率等其他指标,除了随机森林方法的精确

率略高以外,深度森林方法均高于其他方法.另外,本文

方法准确率的均值在所有方法中是最高的,同时标准差也

相对较小,实验结果表明该方法具有更优的性能和较强的

稳定性.
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表４　原始数据集上各方法的性能比较

Table４　Performancecomparisonofmethodsontheoriginaldataset
(单位:％)

Classfier Accuracy Precision Recall F１ AUC

LR ９７．２０±０．０６ ９８．６５ ６４．８２ ７８．２３ ９２．６７

RandomForest ９７．２９±０．３１ ９９．９９ ６６．５９ ７９．９４ ９５．８８

SVM ９３．４５±０．２２ ９８．４９ ６８．５０ ８０．８０ ９２．９８

Wide& Deep[１２] ９７．０１±１．３ ９８．７８ ６２．２３ ７６．３６ ９１．３８
本文方法 ９８．７５±０．１１ ９９．３６ ８４．５４ ９１．３５ ９８．２３

另外,为平衡正负样本,对预处理之后的数据进行欠采样

操作.实验结果如表５所列,除了 Wide& Deep模型的精确

度略高之外,深度森林方法的全部指标均高于其他方法.本

文方法准确率的均值在所有方法中是最高的,同时标准差也

相对较小.以上两个实验表明,在正负样本不平衡的情况下,

深度森林方法仍具有较强的鲁棒性.

表５　欠采样数据集上各方法的性能比较

Table５　Performancecomparisonofmethodsonundersampleddataset
(单位:％)

Classfier Accuracy Precision Recall F１ AUC

LR ８６．１７±０．０５ ９４．５５ ７２．２４ ８１．９１ ９３．０２

RandomForest ９２．２１±０．２２ ９８．１４ ８４．０７ ９０．５６ ９６．４１

SVM ８２．５４±０．２７ ８０．９６ ７８．８０ ７９．８７ ９０．５７

Wide& Deep ９２．１１±０．９８ ９７．９８ ８３．６６ ９０．２６ ９６．６９
本文方法 ９５．７２±０．０９ ９６．７２ ９３．４８ ９５．０７ ９９．２２

LendingClub数据集上,对正常履约样本欠采样前后,不

同方法的 ROC曲线如图３和图４所示.在 ROC曲线中,曲

线越接近左上角(０,１),性能越好.由图３和图４可看出,相

同FPR下,深度森林方法的TPR均高于其他对比方法,说明

深度森林方法具有更优的性能.

图３　原始数据集上各方法的 ROC曲线对比

Fig．３　ROCcurvescomparisonofdifferentmethodsonoriginal

dataset

图４　欠采样数据集上各方法的 ROC曲线对比

Fig．４　ROCcurvescomparisonofdifferentmethodson

undersampleddataset

为验证本文方法的稳定性和普遍性,在拍拍贷数据集上

使用该模型对借款人进行信用风险评估.各方法的实验结果

如表６所 列,深 度 森 林 方 法 与 对 比 方 法 的 指 标 多 半 大 于

９５％,尤其是深度森林方法的准确率、精确率等指标均达到了

１００％,高于其他对比方法.由于不同方法下的实验结果指标

差距太小,故此处未列出对应的 ROC曲线图.

表６　拍拍贷数据集上各方法的性能比较

Table６　PerformancecomparisonofmethodsonPaipaidaidataset
(单位:％)

Classfier Accuracy Precision Recall F１ AUC

LR ９９．２６±０．０４ ９９．９０ ９１．６８ ９５．６１ ９９．９８

RandomForest ９９．８９±０．０９ １００ ９９．７４ ９９．８７ １００

SVM ９９．７７±０．０２ ９９．８２ ９７．４６ ９８．６３ ９９．９９

Wide& Deep ９９．３０±０．１ ９９．３４ ９１．７７ ９５．４０ ９９．７２
本文方法 ９９．９９±０．０１ １００ １００ １００ １００

４．４　特征重要性评分的展示与分析

在LendingClub数据集上,本文基于深度森林构建 P２P
网贷借款人信用风险评估模型,求解模型的特征重要性评分,

从而对模型做出一定的解释.此处截取了特征重要性排在前

十位的特征,其重要性归一化值如表７所列.其中第一位的

“初始评级”是信用证评定的用户信用等级,分为 A,B,C 三

级,每级分为１,２,３类,其中 A１类借款人的信用最优,不同

的信用等级反映了借款人的信用好坏.“认证状态”表示借款

人的收入是否已由 LendingClub核实,已被核实的说明借款

人的收入是真实的,相对可靠.“所在州”是指借款人在申请

贷款时所在的州,本文在处理该特征时,将美国５０个州按照

经济发展水平分为三大类,经济发展水平高的州贷款的人数

多,同样违约的人数也多.贷款目的主要分为债务合并、信用

卡还款、房屋装修和其他情况,不同借款目的的人群具有不同

的违约率.最后对于借款利率、本月应还金额等特征,借款的

利率、金额越多,借款人违约的概率就越大.

表７　LendingClub数据集上的特征重要性评分

Table７　FeatureimportancescoresontheLendingClubdataset

序号 特征 重要性归一化值

１ 初始评级 ０．１７１４

２ 认证状态 ０．０６５４

３ 所在州 ０．０５４２

４ 借款目的 ０．０３７５

５ 借款利率 ０．０２８７

６ 本月应还金额 ０．０２７４

７ 所有贷款应还总金额 ０．０２５７

８ 此贷款发起的金额 ０．０２５７

９ 迄今为止收到的利息总共金额 ０．０２５４

１０ 贷款人承诺的总金额 ０．０２５２

同样地,本文在拍拍贷数据集上,使用基于深度森林的信

用模型预测,特征重要性评分排名前十位的特征和重要性归

一化值如表８所列.在两个数据集中,“初始评级”均位于首

位,由此看来贷款人主观预测借款人是否违约时,可以将其作

为重要的参考指标.“借款类型”分为应收安全标、电商、普通

等,普通标则为最常见的一种标,应收安全标是指贷款人符合

应收款安全标的额度大于某值以及借出信用分大于某值的

标,电商表示借款人通过电商认证且店铺经营良好的标.可

见,划分不同群体对模型的预测结果有一定的影响.另外,手
机、户口等认证,侧面反映了借款人所填信息的真实性,对模

型预测具有一定的重要性.
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表８　拍拍贷数据集上的特征重要性评分

Table８　FeatureimportancescoresonthePapadaidataset

序号 特征 重要性归一化值

１ 初始评级 ０．２１０６
２ 借款类型 ０．１４５６
３ 是否首标 ０．０４７３
４ 手机认证 ０．０４４６
５ 上次还款日期 ０．０４３４
６ 性别 ０．０４０３
７ 户口认证 ０．０３１３
８ 学历认证 ０．０３０３
９ 借款金额 ０．０２８６
１０ 淘宝认证 ０．０２８３

综上所述,该模型可以筛选出对预测借款人是否违约影

响比较大的特征,且特征重要性评分符合人们的客观认识和

直观理解.
结束语　本文基于深度森林方法对 P２P网贷借款人进

行信用风险评估,在LendingClub和拍拍贷数据集的基础上,
使用深度森林方法分类预测,同时将其与随机森林、Wide&
Deep模型等分类方法进行对比.实验表明,该方法在两个数

据集上表现出的性能均优于其他对比方法,尤其是在数据集

样本不平衡的情况下,其优越性更是明显.另外,本文通过特

征重要性度量对模型的预测结果做出一定的解释,符合人们

的直观理解和客观认识.
针对样本类别不平衡问题,本文简单地利用欠采样技术

进行了平衡,后续工作中可以结合代价敏感学习或其他更有

效的类别不平衡学习方法进一步提升模型性能.另外,为增

强模型实用性和稳定性,可针对反作弊对抗场景进行更充分

的评估.
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