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摘　要　近年来,连续手语识别的研究工作主要围绕 RGB模态的数据展开,并且在现实场景数据集和实验室采集数据集上都

取得了显著进展.然而,RGB模态的处理对设备计算能力具有很高的要求,而骨骼关键点模态则由于输入数据复杂度相对低,

因此处理速度更快,只是在识别性能上弱于 RGB模态.为了综合两种方法的优点,文中提出了一种基于时序关联信息对齐的

跨模态知识蒸馏方法(TemporallyRelatedKnowledgeDistillation,TRKD).该方法使用 RGB模态的神经网络作为教师网络来

指导使用骨骼关键点模态的学生网络,以快速准确地实现连续手语识别.由于教师网络对手语语境的理解能力十分值得学生

网络学习,因此提出了具有先验信息以及自适应学习方法的图卷积网络来提取两类模态中的时序关联特征,并通过特征对齐来

实现教学.在特征对齐过程中,在教师网络中引入可学习参数会导致教师提供的监督信息丢失.为了解决这个问题,所提出的

TRKD方法引入了自监督学习中的对比学习来提供监督信息,从而实现了教师网络与学生网络在时序关联特征上的对齐.文

中在PhoenixＧ２０１４手语数据集上组织了多项蒸馏任务,以验证所提方法的有效性.

关键词:知识蒸馏;图卷积网络;手语识别
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Abstract　PreviousresearchesincontinuoussignlanguagerecognitionmainlyfocusontheRGBmodalityandachieveremarkable

performanceonrealＧworldandlaboratorydatasets,buttheyusuallyrequirehighcomputationintensity．Ontheotherhand,the
skeletonisamodalitywithsmallinputdataandfastcomputationspeed,butpoorattherealＧworlddatasets．Thispaperproposes
acrossＧmodalknowledgedistillationmethodnamedtemporallyrelatedknowledgedistillation(TRKD)toalleviatethecontradicＧ
tionbetweenRGBandskeletonmodalityinperformanceandcalculationspeed．TRKDutilizestheRGBmodalitynetworkasa
teachertoguidetheskeletonmodalitynetworkforfastandaccurateimplementation．Wenoticethattheteacher’sunderstanding
ofsignlanguagecontextisworthlearningbystudent．Itproposestoemploythegraphconvolutionalnetwork(GCN)tolearnand
alignthetemporallyrelatedfeaturesofteachernetworksandstudentnetworkstoachievethisgoal．Moreover,sincethesuperＧ
visedinformationfromtheteachernetworkisnotavailablefortraditionallossfunctionsduetothelearnableparametersofGCN
intheteachernetwork,weintroducecontrastivelearningtoprovideselfＧsupervisedinformation．Multipleablationexperimentson
thePhoenixＧ２０１４datasetdemonstratetheeffectivenessoftheproposedmethod．
Keywords　Knowledgedistillation,Graphconvolutionalnetwork,Signlanguagerecognition

　

１　引言

随着社会进步,越来越多的聋人参与到了社交活动中.

自动手语识别研究可以拓展手语理解,帮助聋人获得更多的

交流方式和更广泛地参与社会生活.连续手语识别是将手语

视频识别为手语单词序列的技术,对手语翻译的研究具有重

要的推进作用,因此连续手语识别在促进手语理解中具有重

要的研究价值.



目前,对连续手语识别的研究主要侧重于计算机视觉中

最常用的 RGB模态[１Ｇ２].虽然基于 RGB模态的连续手语识

别研究在现实场景数据集和实验室采集数据集上都取得了显

著的进展,但是这些方法往往需要消耗大量的计算资源.而

骨骼关键点模态由于输入数据量小、计算复杂度低,因此处理

速度快.然而,现实场景中的手语视频通常分辨率较低,这使

得从中估计出的骨骼关键点存在精度低的问题,因此使用骨

骼关键点的识别方法很难在现实场景中达到与使用 RGB模

态的方法一样令人满意的效果.在真实场景数据集上,RGB
模态模型具有识别效果更好的优点,而骨骼关键点模态模型

则具有推理速度更快的优点.为了综合这两种模型的优点,

我们需要提出一种能够调和这两类模态的识别效果与推理速

度的算法,从而在具有良好推理速度的同时取得优秀的识别

效果.

随着相机阵列、Kinect以及各种快速姿态估计算法的发

展,实时且廉价地获取骨骼关键点模态已经成为可能.在实

际应用中,在训练阶段通过视频 RGB模态模型对骨骼关键点

模态模型进行辅助学习以提升识别效果,在测试阶段使用骨

骼关键点模态以确保快速识别,从而调和多模态优势,这是一

种具有良好前景的策略.本文提出通过跨模态知识蒸馏实现

连续手语识别的多模态间识别精度与推理速度调衡.我们将

基于 RGB模态的神经网络作为教师网络,将基于骨骼关键点

模态的神经网络作为学生网络,从而在保持模型轻量计算的

同时提升识别效果.

跨模态的知识蒸馏方法虽然在图像和动作识别的研究中

已有相关研究,但在连续手语识别任务中尚是一种有待尝试

的新方法.其中,跨模态知识蒸馏主要是通过特征或概率分

布对齐的方式来实现的[３Ｇ４].在连续手语识别问题中,上下文

信息对识别整个序列起到了至关重要的作用,同时 RGB模态

由于具有更为可靠的输入数据,对手语上下文信息的理解更

加准确.因此,骨骼关键点模态模型对于手语语境信息理解

能力的学习是一个特别需要关注的问题.由此,本文提出了

基于时序关联信息对齐的跨模态知识蒸馏方法,使学生网络

具备更好的语境信息理解能力.TRKD 使用图卷 积 网 络

(GraphConvolutionNetwork,GCN)[５]来从教师网络和学生

网络的输出中提取时序关联特征,以表征手语语境信息,同时

适用于教师网络和学生网络异构的情况.本文提出的跨模态

知识蒸馏 GCN结合自适应邻接矩阵和先验邻接矩阵,能够

从全局以及局部的视角学习到不同的手语语境信息.

教师网络中的图卷积网络是需要训练的,因此存在可学

习参数,这导致学习到的时序关联特征不能直接作为监督信

息用于计算 KL散度或者余弦相似度来对齐特征.使用 KL
散度进行训练会导致教师网络的时序关联特征变为非数

(NaN),而余弦相似度会使教师与学生网络的图卷积输出的

特征几乎一样,来满足余弦夹角越小越好的要求.为了解决

这一问题,本文引入了对比学习方法来实现时序关联特征的

对齐.对比学习是自监督学习研究领域常用的方法[６],通常

是将来自同一类别的样本作为正例、来自不同类别的样本作

为负例进行对比学习.在连续手语的问题中,同一时间步

输出的特征之间互为正例,不同时间步输出的特征之间互为

负例,以此通过对比学习损失来对齐时序关联特征.

本文的主要贡献如下:

(１)提出了跨模态知识蒸馏方法 TRKD,用于指导基于骨

骼关键点的连续手语识别学生网络从基于 RGB模态的教师

网络中学习到语境信息理解能力,丰富了知识蒸馏的学习

内容.

(２)引入了一个先验信息与自适应方法结合的 GCN 来

提取时序关联特征,让学习到的特征既具有先验知识提供的

局部关联信息,又具有自适应学习到的全局关联信息.

(３)引入自监督的对比学习方法来解决 TRKD中的时序

关联特征对齐问题.学生网络通过与教师网络进行时序关联

特征对齐来学习语境信息的理解能力,从而提升自己的识别

性能.

２　相关工作

２．１　连续手语识别

目前对连续手语识别的研究工作主要基于 RGB模态.

Koller等[２]在卷积神经网络(ConvolutionalNeuralNetwork,

CNN)提 取 特 征 后 使 用 隐 马 尔 可 夫 模 型 (Hidden Markov

Model,HMM)对序列进行建模来学习语境信息.Pu等[７]提

出利用动态时间规整算法来实现序列对齐并交互地训练３D
卷积神经网络(３DCNN).Cui等[８]利用 CTC损失来训练一

个CNNＧLSTM 模型,并用概率优化算法来匹配最优伪标签.

Zhou等[９]设计了一个手语理解要素间与手语理解要素内的双

分支交互式训练的时空多要素网络.基于骨骼关键点模态的

连续手语识别方法大多采用时空图卷积网络模型(STＧGCNs)

来提取特征.Wang等[１０]将人体骨骼图分为多个子图,并通

过STＧGCNs来分步提取人体骨骼关键点的特征.

２．２　跨模态知识蒸馏

目前已经有许多工作在图像和动作识别的跨模态知识蒸

馏问题上展开研究.Gracia等[１１]提出利用幻觉网络架起深

度模态和 RGB模态间的桥梁,从而提升基于深度模态模型的

性能.Tian等[４]认为在跨模态知识蒸馏中对特征进行蒸馏

尤为重要,他们使用互信息作为替代并利用对比学习损失来

提升损失的下界,以此取得了显著成效.近期,跨模态知识蒸

馏方法在视频多动作识别问题中也受到了关注.Dai等[１２]认

为,在使用跨模态知识蒸馏方法进行多动作识别时,动作之间

的关系和动作边界是重要的学习内容,并提出通过对比学习

方法和协方差矩阵来在特征层面上限制时序关联关系.

３　TRKD方法

本文提出的 TRKD方法的总体结构如图１所示.我们

分别将 RGB模态以及骨骼关键点模态作为教师网络与学生

网络的输入来提取得到各自的特征序列;然后时序关联特征

关联模块(TemporalFeatureAlignment)使用 GCN 来分别对

教师网络和学生网络输出的特征序列进行时序关联特征学

习,并通过关联对齐损失Lrel来将其对齐.另外,TRKD还通

过优化传统的概率分布对齐损失Lkd,输出特征对齐损失Lrepr
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以及学生网络自己的分类损失Lce,并将其作为辅助损失来提

升连续手语识别的效果.在训练过程中,如图１中反向传播

的路径所示,教师网络的图卷积模块以及学生网络的所有模

块的参数会参与到训练中.

图１　TRKD跨模态知识蒸馏连续手语识别模型框架图

Fig．１　SchematicdiagramofTRKDmodelforCSLR

３．１　时序关联特征

若要使学生网络的语境信息理解能力更接近教师网络,

则需要学习教师网络和学生网络的时序关联特征并将其对

齐.不失一般性地将教师网络表示为GT(􀅰),将学生网络表

示为GS(􀅰).给定教师网络输入模态的序列样本XT ＝{XT
n|

１≤n≤N}以及学生网络输入模态的序列样本XS ＝{XS
n|１≤

n≤N},其中 N 是序列长度.由于教师网络和学生网络的输

入本质是同一段视频中获取的不同模态,因此多模态模型的

输入信息具有相同的长度.教师网络以及学生网络对输入样

本进行提取特征的过程如式(１)所示:

FT＝GT(XT),FS＝GS(XS) (１)

其中,FT＝{fT
n ∈R１×C|１≤n≤N′}是教师网络提取到的特征

序列,FS＝{fS∈R１×C|１≤n≤N′}是学生网络提取到的特征

序列,N′为特征序列的长度.

对于每一帧的时序关联特征,它应该包含与该帧有语义

关联的其他帧的信息以表达其手语上下文的信息.为了得到

这样的时序关联特征,可以将序列的每一帧视为一个图节点,

使用 GCN去建立帧与帧间的关系并学习时序关联特征.在

帧与帧间关系,即图节点间的关联性的建模过程中,由于每一

个手语视频的每一帧与其他帧的关系是不可简单描述的,并

且会随着语义的变化以及手语者动作的变化出现差别,因此

我们提出通过自适应地构建邻接矩阵来进行表达.

我们使用Ar∈RN′×N′,r∈{T,S}来表达构建的教师网络

和学生网络的邻接矩阵,Ar
ij表示第i帧和第j帧之间的关联

性.Ar
ij的值通过将fr

i与fr
j拼接后经过多层感知机(Multiple

LayerPerceptron,MLP)计算得到,如式(２)所示:

Ar
ij＝σ((fr

i‖fr
j)Wr

０)Wr
１ (２)

其中,‖表示拼接操作,σ(􀅰)表示 ReLU 激活函数,Wr
０ ∈

R２C×C和Wr
１∈RC×１是可学习参数.

在连续手语识别问题中,迭代训练是一种为手语视频各

帧提供伪标签的有效方法.由于每一帧必定与同属一个类别

标签的帧有关联,因此根据伪标签生成一个先验邻接关系矩

阵Ap 来 引 入 先 验 信 息.假 设y
∧(１)
１ ,y

∧(１)
２ ,y

∧(２)
３ ,􀆺,y

∧(m)
n ,􀆺,

y
∧(MＧ１)
N′Ｇ２ ,y

∧(M)
N′－１,y

∧(M)
N′ 是具有M 个词的伪标签序列,那么Ap 的计

算结果如式(３)所示:

AP
ij＝

１ １ ０ ０ ０ ０

１ １ ０ 􀆺 ０ ０ ０

０ ０ １ ０ ０ ０
⋮ ⋱ ⋮

０ ０ ０ １ ０ ０

０ ０ ０ 􀆺 ０ １ １

０ ０ ０ ０ １ １

é

ë

ê
ê
ê
ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
ú
ú
ú
úú

(３)

即具有相同标签的帧与帧之间的关联性为１.

将Ar和Ap相加后得到A
~r＝ηAr＋Ap,其中η是缩放因子,

用于平衡自适应邻接关系Ar相对于先验邻接关系Ap的权重.

因此,教师网络和学生网络的邻接矩阵逐行使用softmax归

一化后可表示为A
－r＝{A

－r
ij}N′×N′,其中A

－r
ij的计算过程如式(４)

所示:

A
－r
ij＝ eA

~r
ij

∑
N′

k＝１
eA

~r
ik

(４)

根据所构造的邻接矩阵,两层 GCN 提取时序关联特征

的计算过程如式(５)所示:

Hr
l＝A

－rHr
l－１Wr

l,l＝{１,２} (５)

其中,Hr
l∈RN′×C 是由 GCN 更新的特征,并且Hr

０＝Fr,Wr
l∈

RC×C是可学习参数.记 GCN提取的时序关联特征为Hr.值

得注意的是,学习时序关联特征的过程仅仅在训练阶段,不会

对推理阶段的计算速度造成影响.

３．２　关联对齐损失

由于教师网络部分的 GCN 是可学习的,因此教师网络

输出的时序关联特征难以直接作为学生网络时序关联特征的

监督信息.对此,我们借鉴了对比学习的思想来解决这个

问题.

相同的手语单词出现在句子的不同位置往往具有不同的

语义.因此,我们做出了最好的假设,即将同一时刻的帧作为

正样本对,而将不同时刻的帧作为负样本对.记hr
i为Hr的第

i行,对于任意j≠i,我们认为hT
j 是hS

j 的负样本,而hT
i 是hS

i 的

正样本.由于正样本对之间有关联,我们定义正样本对的采

样概率为联合概率分布p(HT,HS).而负样本对之间是独立

的,因此我们定义其采样概 率 为 边 缘 分 布 的 乘 积 p(HT )

p(HS).定义一个隐变量 D 来指示当前特征对是正样本对

还是负样本对,D＝１表示正样本对,D＝０表示负样本对,我

们可以定义正负样本对的条件概率分布为q,如式(６)所示:

q(HT,HS|D＝１)＝p(HT,HS)

q(HT,HS|D＝０)＝p(HT)p(HS)
(６)

此外,由于特征序列长度为 N′,并且每个hS
i 只有一个对

应的正样本以及N′－１个负样本.因此,隐变量D 的先验概

率可以直接计算,如式(７)所示:

q(D＝１)＝ １
N′

,q(D＝０)＝N′－１
N′

(７)

由于类条件概率密度和先验概率都已知,因此 D＝１的

后验概率的计算过程如式(８)所示:

q(D＝１|HT,HS)＝q(HT,HS|D＝１)q(D＝１)
q(HT,HS) (８)

其中,q(HT,HS)可以通过对q(HT,HS,D)进行边缘分布求和
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得到.对式(８)两边同时求对数,并进一步展开后的结果如

式(９)所示:

logq(D＝１|HT,HS)

　＝log p(HT,HS)
p(HT,HS)＋(N′－１)p(HT)p(HS)

＝－log １＋(N′－１)p(HT)p(HS)
p(HT,HS)( ) (９)

对式(９)进行不等式缩放后,对两边求期望的结果如

式(１０)所示:

E[logq(D＝１|HT,HS)]

　≤－log(N′－１)＋E log p(HT,HS)
p(HT)p(HS)[ ]

　＝－log(N′－１)＋I(HT;HS) (１０)

其中,I(HT;HS)表示HT和HS的互信息.由此我们可以得到

与I(HT;HS)相关的最终优化的目标函数,如式(１１)所示:

I(HT;HS)≥log(N′－１)＋E[logq(D＝１|HT,HS)](１１)

InfoNCE[６]已经被证明是估计概率分布q(D＝１|HT,

HS)的一个紧下界,因此我们使用InfoNCE作为评价教师网

络和学生网络的时序关联特征之间的相似度的损失函数,如

式(１２)所示:

Lrel＝∑
N′

i＝１
log ed(h

T
i ,hS

i)

∑
N′

j＝１
ed(h

T
i ,hS

j)
(１２)

其中,d(􀅰)是距离测度,这里使用余弦距离.通过对比学习,

学生网络的时序关联特征将尽可能地靠近教师网络中对应帧

的时序关联特征,并尽可能地远离其他帧的特征.同时,教师

网络也受到反作用,需要提取具有特点的特征以供学生网络

学习.

３．３　特征及概率对齐

在传统的知识蒸馏方法中,教师网络和学生网络提取的

特征和最终分类决策的概率分布都会被对齐,以蒸馏出特征

表示和决策能力.本文也考虑了这两个方面的对齐.

在特征对齐方面,由于教师网络的特征FT和学生网络的

特征FS与HT和HS具有相同的维度,并且都是序列特征,因

此我们同样使用InfoNCE作为评价FT和FS差别的损失函数,

如式(１３)所示:

Lrepr＝∑
N′

i＝１
log ed(f

T
i ,f

S
i)

∑
N′

j＝１
ed(f

T
i ,f

S
j)

(１３)

在概率分布对齐方面,我们使用由 Hinton等[１３]提出的

方法.我们首先通过多层感知机(MLP)将FT 以及FS变换为

logit概率ZT以及ZS,然后通过Softmax函数得到最终的教师

网络和学生网络的分类概率分布,分别记为PT 和PS.我们使

用 KL散度来度量概率分布PT 和PS 间的分布对齐程度,如

式(１４)所示:

Lkd＝KL(PT,PS) (１４)

伪标签可以作为学生网络的监督信息,因此我们使用交

叉熵损失来作为学生网络的分类损失.我们将以上的３个损

失函数与交叉熵损失求和,从而得到本文方法的最终损失函

数,如式(１５)所示:

L＝Lce＋αLkd＋βLrepr＋γLrel (１５)

其中,Lce是交叉熵损失,α,β,γ为权重超参数.

４　实验

４．１　数据集与评估方法

我们在数据集 RWTHＧPHOENIXＧWeather２０１４(PHOEＧ
NIXＧ２０１４)[１４]上评估了所提出的 TRKD 方法.PHOENIXＧ
２０１４是一个德国手语数据集,被连续手语识别研究领域广泛

采用,同时也是连续手语识别任务的基准测试集.这个数据

集包含９个手语天气播报员的真实天气预报视频,共有５６７２
段视频作为训练集,５４０段视频作为验证集以及６２９段视频

作为测试集.数据集包含１２９５个手语词汇,共有１２３２个词

汇出现在训练集中.

词错率(WordErrorRate,WER)是手语识别效果评估

常用的指标,可以度量两个序列的相似性.词错率是两个序

列相互转化所需要的替换、删除和插入元素的次数,其计算式

如式(１６)所示:

WER＝
插入次数＋删除次数＋替换次数

真实句子中的单词个数
(１６)

４．２　教师模型与学生模型

为了体现 TRKD方法的优越性,我们使用两种教师网络

和两种学生网络来评估所提出的 TRKD方法.使用的教师

网络有 ２DCNN＋１DCNN 模 型 和 时 空 场 景 图 卷 积 网 络

(STSGＧNet),用于提取 RGB帧序列的特征.其中２DCNN＋

１DCNN是连续手语识别研究领域广泛使用的网络结构,使
用 ResNetＧ１８作为骨干网络来提取空间特征,再使用时序卷

积来提取时序特征.STSGＧNet则是结合空间局部特征和时

序关系构建出的时空场景图.在 STSGＧNet中,每一帧经过

卷积提取出全局特征之后,裁剪出手部和头部等关键部位的

特征以构建时空场景图的节点,从而构建出时空场景图来表

达手语序列的时空关系.最后使用时空图卷积网络(STＧ
GCN)[１５]来 提 取 时 空 特 征.STSGＧNet的 结 构 如 图 ２(a)

所示.

(a)STGTＧNet结构示意图 (b)STGT结构示意图

图２　针对 RGB模态与骨骼关键点模态分别设计的模型结构示意图

Fig．２　SchematicsofthemodelsforRGBdataandskeletonsdata

我们使用 STＧGCN 和时空图 Transformer(STGT)作为

学生网络来提取骨骼关键点序列的特征.STＧGCN是基于骨

骼关键点模态的识别问题中常用的模型,而STGT是一种类

Transformer结构的网络,将时序位置编码和图位置编码分别

输入到空间 Transformer模块和时序 Transformer模块中
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提取特征.STGT的整体模型如图２(b)所示.

使用上述模型的组合,我们构造出了４组蒸馏实验,教师→
学生网 络 分 别 为 STSGＧNet→STGT,２DCNN＋１DCNN→

STGT,STSGＧNet→STＧGCN 以及 ２DCNN＋１DCNN→STＧ

GCN.

４．３　实验设置

骨骼关键点模态的数据都使用 OpenPose[１６]对 PhoenixＧ

２０１４数据集的视频进行姿态估计生成.在实验中,通过将自

适应学习邻接矩阵的权重η设为１０来增强其贡献.在所有

实验的训练过程中我们都使用 Adam 优化器,并把初始学习

率设置为０．０００３.一共迭代４０轮,学习率在第１０轮迭代和

第２０轮迭代衰减为初始学习率的１/１０和１/１００.此外,我们

还设置了正则化参数为０．０００１.蒸馏任务中所有网络的功

能都是特征提取.若要完成完整识别任务,还需要把提取的

特征输入到一个双向长短期记忆神经网络(BiLSTM)中,并

通过CTC损失优化.BiLSTM 最终输出手语单词序列,从而

能够通过词错率的评价指标来评估算法的有效性.BiLSTM
采用的是 Adam优化器,学习率设置为５×１０－４,同样在第１０
轮迭代和第２０轮迭代衰减为原来的１/１０,正则化参数为１×

１０－４,共迭代４０轮.

教师网络通过预训练得到.在学生网络训练期间,仅更

新我们提出的图卷积网络的参数,而不涉及教师网络本身的

参数.预训练的方式是先通过迭代优化的策略[１]得到伪标

签,然后通过伪标签对教师网络进行训练.

４．４　消融实验

我们对自适应邻接矩阵以及先验邻接矩阵进行了消融实

验,以验证在图卷积网络中这两种邻接矩阵的必要性.另外,

还对式(１５)中的３个超参数α,β,γ进行了消融实验,以分析

各个损失的贡献.消融实验在STSGＧNet→STGT 蒸馏任务

上进行组织.

４．４．１　邻接矩阵分析

关于邻接矩阵的消融实验结果如表１所列.只使用自适

应邻接关系矩阵或先验邻接关系矩阵的结果相近,而两者结

合的邻接矩阵则达到了最好的效果.由此可见,这两个邻接

关系矩阵具有各自的效果并且可以互补.先验邻接矩阵提供

了局部的时序关联信息,而自适应邻接矩阵则更加关注全局

关联性,将上下文的关联性表现出来.两者相辅相成并在融

合后取得了更好的效果.图３给出了自适应邻接矩阵的可视

化效果,其中图３(a)和图３(b)分别对应教师和学生网络各自

对应的自适应邻接矩阵.可以看到,这两种模态下都捕捉到

了超出先验的时序关联信息,自适应邻接矩阵的结合增强了

语境信息的理解能力,从而得到了更好的识别效果.

表１　邻接矩阵消融实验的结果

Table１　Resultsofablativeexperimentsonadjacencymatrices
(单位:％)

Methods
PseudoＧlabel
Accuracy

Validation
WER

TestWER

Ap ５４．９ ３７．３ ３５．９

Ar ５４．７ ３７．１ ３６．１

ηAr＋Ap ５６．９ ３５．８ ３４．９

(a)教师网络中的自适应邻接矩阵

(b)学生网络中的自适应邻接矩阵

图３　自适应邻接矩阵可视化

Fig．３Visualizationofadaptiveadjacencymatrices

４．４．２　损失函数与超参数分析

为了检验式(１５)中的３个蒸馏损失,我们通过分别设置

不同超参数值的组合,进行了各个损失的消融实验.其中,

α∈{０,１},β∈{０,１}和γ∈{０,１},也就是考虑３个损失函数是

否存在对整体模型表现的影响.相关实验结果如表２所列.

在跨模态知识蒸馏中,我们发现仅仅进行概率分布对齐,即当

α＝１,β＝０,γ＝０时,效果并不是很好,这是因为不同模态下

的概率分布本来就是多样化的,因此仅仅通过对齐概率分布

是不足以实现知识蒸馏的.而单独在特征层面进行对齐,即
当α＝０,β＝１,γ＝０时,能取得很大的效果提升.本文使用自

监督学习强化的特征对齐,在对齐同一时刻的特征的同时,还
区分了不同时刻的特征,减小了它们之间的干扰,因此单独使

用可带来最大的提升.仅在提出的时序关联特征层面上进行

知识蒸馏,即α＝０,β＝０,γ＝１时,也得到了很大的提升.因

此,对语境信息的理解可以显著提升连续手语识别的准确度.

表２　损失函数消融实验结果

Table２　Resultsofablativeexperimentsonlossfunction
(单位:％)

α,β,γ
PseudoＧlabel
Accuracy

Validation
WER

TestWER

０,０,０ ４８．５ ４６．２ ４５．０
１,０,０ ５０．９ ４１．９ ４０．４
０,１,０ ５４．７ ３７．８ ３６．３
０,０,１ ５２．７ ４０．４ ３８．０
０,１,１ ５６．９ ３５．８ ３４．９
１,１,１ ５６．９ ３５．０ ３４．７

为了验证时序关联特征的信息是否已经存在于教师网络

和学生网络直接提取出的特征中,即是否直接特征对齐就可

以达到时序关联特征对齐的效果.我们设置了α＝０,β＝１,

γ＝１的实验,结果表明直接特征对齐和时序关联特征对齐
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相结合能取得更优的效果.这说明语境信息并不能完全由直

接特征表达,时序关联特征与直接特征具有一定的差异性.

最后将３种损失设置为同时存在,模型取得了最优的效果,可

见概率分布对齐也能使学生网络学到一定的差异化知识,最

终提升了性能.

４．４．３　损失变化可视化分析

仅优化特征对齐损失、仅优化关联对齐损失以及同时优

化两者的情形如图４所示.在仅优化单一损失时,对应损失

能够稳步下降,而另一个损失则几乎保持不变,这表明直接特

征和时序关联特征所包含的信息是不同的.因为如果直接特

征和时序关联特征是同种特征,那么在优化一种损失的同时

另一类损失也会受到影响.另外,可以看到,同时优化两种损

失相比优化单一损失能够更好地降低损失值,从而更好地优

化模型.因此,学生网络模型的性能得到了提升,表明了所提

出的 TRKD方法的有效性.

　　　　注:Case１表示只优化特征对齐损失的情形,Case２表示只优化关联

特征对齐损失的情形,Case３表示同时优化了两者的情形

图４　损失变化曲线

Fig．４　Losschangecurve

４．５　蒸馏实验

我们进行了４组蒸馏实验来验证本文提出的知识蒸馏方

法在连续手语识别问题上的有效性,并与其他３种优秀的方

法进行了比较,分别是 KD[１３],CRD[４]以及 AugmentRGB[１２].

KD在概率分布层面使用 KL散度进行对齐以实现知识蒸馏.

CRD是通过自监督学习进行知识蒸馏的优秀方法,它在特征

层面使用对比学习来实现知识蒸馏.AugmentRGB是时序

动作跨模态知识蒸馏的前沿方法,它利用协方差矩阵来捕捉

关联信息.

４．５．１　STSGＧNet→STGT蒸馏任务

表３列出了STSGＧNet→STGT 蒸馏任务中各种方法的

实验结果.它们都对学生网络的表现有所提升,而 TRKD方

法表现出了最好的效果.与 AugmentRGB方法相比,所提

出的 TRKD方法通过自适应以及先验信息联合的图卷积学

习手语上下文信息,相比协方差矩阵而言,所提出的 TRKD
方法能够自适应地学习全局关联关系,因此有更好的表现.

与CRD方法相比,我们强化了在连续手语问题中手语上下文

信息的学习,增加了额外的时序关联特征对齐,因此表现出了

优越性.与直接使用交叉熵损失训练的STGT网络相比,我

们在测试集上减少了１０．３％的词错率,达到了使用 RGB模

态的I３D[１７]模型的水平.然而,所提 STGT 的计算速度比

I３D模型要快很多,其提升已经很明显,同时保持着计算速度

上的优势.

表３　STSGＧNet→STGT蒸馏任务的实验结果

Table３　ResultsofdistillationexperimentsfromSTGTＧNettoSTGT
(单位:％)

Methods
PseudoＧlabel
Accuracy

Validation
WER

TestWER

STGTw/odistillation ４８．５ ４６．２ ４５．０
KD[１３] ５０．９ ４１．９ ４０．４
CRD[４] ５４．４ ３７．８ ３６．３

AugmentRGB[１２] ５５．４ ３６．７ ３６．４
TRKD ５６．９ ３５．０ ３４．７

STSGＧNet(Teacher) － ２６．３ ２５．９
I３D(RGB)[１７] － ３５．２ ３５．３

２DCNN＋１DCNN(RGB) － ３３．６ ３２．５

４．５．２　２DCNN＋１DCNN→STGT蒸馏任务

２DCNN＋１DCNN→STGT 蒸馏任务的实验结果如表４
所列.相比使用STSGＧNet作为教师网络,２DCNN＋１DCNN
的基础识别性能要弱一些,词错率高出７．３％.尽管如此,经

过知识蒸馏之后学生网络的性能相差不超过２％,这说明合

适的蒸馏算法可能比教师网络更重要.相比其他优秀的算

法,TRKD以最好的表现展示出了时序关联特征对齐对学习

语境信息理解能力的重要性.

表４　２DCNN＋１DCNN→STGT蒸馏任务的实验结果

Table４　Resultsofdistillationexperimentsfrom２DCNN＋１DCNN

toSTGT
(单位:％)

Methods
PseudoＧlabel
Accuracy

Validation
WER

TestWER

STGTw/odistillation ４８．５ ４６．２ ４５．０

KD[１３] ５０．９ ４１．５ ４０．９

CRD[４] ５３．５ ４０．２ ３８．７

AugmentRGB[１２] ５４．６ ３９．０ ３７．４
TRKD ５５．３ ３７．６ ３６．６

２DCNN＋１DCNN(Teacher) － ３３．６ ３２．５

４．５．３　STSGＧNet→STＧGCN蒸馏任务

STSGＧNet→STＧGCN蒸馏任务的结果如表５所列.相

比使用STGT作为学生网络,STＧGCN的表现要稍微差一些.

这表明学生网络结构对知识蒸馏的效果有重要影响,所有的

知识蒸馏方法在这个组合上的效果都略有下降.尽管在使用

知识蒸馏方法之前STGT和STＧGCN的表现相近,但经过知

识蒸馏后STGT可以更好地从教师网络学习时序关联特征

来取得更好的表现.同样在各种知识蒸馏方法中 TRKD取

得了最好的表现,再次验证了让学生网络从教师网络学习上

下文语境十分重要.

表５　STSGＧNet→STＧGCN蒸馏任务的实验结果

Table５　ResultsofdistillationexperimentsfromSTSGＧNet

toSTＧGCN
(单位:％)

Methods
PseudoＧlabel
Accuracy

Validation
WER

TestWER

STＧGCNw/odistillation ４０．３ ４６．７ ４５．７

KD[１３] ４５．２ ４２．５ ４１．７

CRD[４] ４６．３ ３９．６ ３８．５

AugmentRGB[１２] ４７．４ ３９．４ ３９．４
TRKD ４６．１ ３９．２ ３８．２

STSGＧNet(Teacher) － ２６．３ ２５．９
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４．５．４　２DCNN＋１DCNN→STＧGCN蒸馏任务

２DCNN＋１DCNN→STＧGCN 蒸 馏 任 务 的 实 验 结 果 如

表６所列.在这组实验中,AugmentRGB的表现略微超过了

TRKD.这可能是在该蒸馏任务中,协方差矩阵的表现更为

稳定,因此取得了最好的效果.

表６　２DCNN＋１DCNN→STＧGCN蒸馏任务实验结果

Table６　Resultsofdistillationexperimentsfrom２DCNN＋１DCNN

toSTＧGCN

Methods
PseudoＧlabel
Accuracy

Validation
WER

TestWER

STＧGCNw/odistillation ４０．３ ４６．７ ４５．７
KD[１３] ４３．３ ４２．０ ４１．０
CRD[４] ４４．０ ４１．４ ４０．８

AugmentRGB[１２] ４６．５ ４０．６ ３９．３
TRKD ４５．０ ４０．９ ３９．７

２DCNN＋１DCNN(Teacher) － ３３．６ ３２．５

结束语　本文提出了一种新颖的跨模态知识蒸馏方法

TRKD,用于提升基于骨骼关键点模态的连续手语识别的性

能,同时保持模型在真实场景中计算速度的优势.该方法通

过使用 GCN学习时序关联特征,以表达各个模态的手语上

下文信息,并通过特征对齐的方式使学生网络能够学习到教

师网络对手语上下文的理解.GCN 中的邻接矩阵通过先验

信息以及可学习的自适应方法得到.在特征对齐中,TRKD
方法使用了对比学习,使学生网络提取的特征接近于同一时

刻的教师网络特征而远离其他时刻的特征,从而有效地实现

了特征对齐.TRKD 方法在 PhoenixＧ２０１４数据集上进行了

消融实验,验证了 GCN 提取到的特征能有效地反映手语上

下文信息,其中先验信息以及自适应邻接矩阵可以从局部以

及全局的角度来表达帧与帧之间的关联.另外,在多项蒸馏

任务上的实验结果也表明了 TRKD方法能有效地提升骨骼

关键点模态模型的识别效果.
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