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摘　要　随着 Web服务数量的迅速增长,服务过载的问题逐步显现.为了解决服务过载的问题,帮助用户快速定位高质量服

务,服务推荐成为了服务计算领域的研究热点.针对目前服务推荐中冷启动及数据稀疏的难点问题,提出了一种基于多目特征

交叉的服务质量(QualityofService,QoS)预测推荐算法(ServiceRecommendationAlgorithmBasedonMultiＧfeaturesCrossing,

SRMFC),通过“词嵌入”方法实现多目特征的引入,提升算法在应对冷启动时的表现;同时,应用神经网络完成多目特征的自动

交叉,相比于传统协同过滤(CollaborativeFiltering,CF)、因子分解机(FactorizationMachine,FM)等方法,该算法能实现特征之

间相互关系的深入挖掘,从而提升算法在应对数据极度稀疏场景下的学习能力.在公共数据集上的实验结果表明,基于多目特

征交叉的服务推荐算法在不同数据稀疏性场景下,相比于近几年主流的服务推荐算法,服务质量预测误差至少降低２０％.
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Abstract　Withtherapidgrowthofthenumberofwebservices,theproblemofserviceoverloadhasgraduallyemerged．Torelieve
serviceoverload,andhelpuserspositionhighＧqualityservicesrapidly,servicerecommendationhasbecomeahotresearchtopicin
thefieldofservicecomputing．Aimingatthedifficultiesofcoldstartanddatasparsenessincurrentservicerecommendation,this
paperproposesaqualityofservice(QoS)predictionrecommendationalgorithmSRMFCbasedonthemultiＧfeaturescrossing,

whichimplementsmultiＧfeaturesthroughthe“wordembedding”methodtoimprovetheperformanceofthealgorithmindealing
withthecoldstart．Atthesametime,aneuralnetworkisusedtocompletetheautomaticcrossofmultiＧfeatures．Comparedwith
traditionalcollaborativefiltering,factorizationmachineandothermethods,theproposedalgorithmcanachieveinＧdepthexploraＧ
tionoftherelationshipbetweenfeatures,andimprovethelearningabilityofthealgorithmindealingwithextremelysparsedata
scenarios．Experimentsonpublicdatasetsshowthat,underdifferentdatasparsityscenarios,theservicequalitypredictionerrorof
theSRMCFintersectiondecreasebyatleast２０％ comparedwiththemainstreamservicerecommendationalgorithminrecent
years．
Keywords　Serviceoverload,Coldstart,Datasparseness,QoSprediction,Servicerecommendation
　

１　引言

随着服务化理念的推广和面向服务的计算模式(SOC)的
广泛应用,越来越多的企业选择为用户提供服务化的产品.
作为面向服务的架构(SOA)最主流的实现方式,Web服务

(WebService,WS)的数量呈指数级增长.截至２０２１年６月

２９日,programableweb１)上发布的 Web服务数量已经达到

２２２００个.服务发现效率越来越低下,服务过载问题逐步显

现.服务发现发生在服务消费者和服务注册中心之间,指服

务消费者向服务注册中心发送携带服务功能性需求的服务调

用请求,服务注册中心通过检索服务数据库,为服务消费者

匹配满足功能性需求的服务的过程;而服务过载指通过常规

的服务发现手段,已经难以实现对服务有效的处理和利用了.
如何解决服务过载问题成为了目前服务计算领域的一个研究

热点.
解决服务过载问题需要解决两个问题:首先,对于相同功

能性的服务,如何区分服务的优劣;其次,如何提高服务发现

的效率,从而帮助用户快速定位高质量服务.产生以上问题

的原因主要有以下３点:１)服务质量与其多个相关指标之

间的关系还没有统一的标准定义;２)真实的 Web服务质

量评估需要先调用 Web服务,这是一项耗时且耗费 资 源

的工作;３)由于对用户环境的高度依赖[１],两个不同的 Web
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服务的质量可能会有很大差异.
针对如何区分服务优劣的问题,学术界的做法是通过服

务的非功能性属性来区分服务.服务的非功能性属性包括响

应时间(RespondingTime,RT)、吞吐量(Throughput,TP)、价
格(Price,Pr)、可靠性(Reliability,Re)等[２].在提高服务发现

效率方面,各方学者都做了深入研究.尤其在推荐系统成为

学术界关注的热点以后,结合推荐系统的服务发现成了服务

计算领域的一个研究热点.协同过滤算法[３Ｇ９]是最早应用到

服务推荐中的算法,在初期取得了一定成效.但由于该算法

只使用用户ID信息和服务ID信息,随着用户数量、服务数量

的增加,传统协同过滤算法在应对数据极度稀疏以及用户冷

启动问题上的效果越来越差.针对这一问题,一方面,部分专

家学者转而从服务上下文信息入手,将更多的用户及服务的

周边信息引入服务推荐系统中,包括用户位置信息以及服务

位置信息等,帮助新用户在历史数据稀疏的情况下,完成高质

量推荐.另一方面,部分专家学者从算法的角度入手,提出了

一系列复杂度更高、特征学习能力更强的算法.包括基于矩

阵分解的推荐算法[１０Ｇ１１]、基于因子分解机的算法[１２]等.
本文针对服务过载面临的两方面问题,提出了一种基于

多目特征交叉的服务推荐算法SRMFC算法.引入用户位置

信息、服务位置信息等服务上下文信息以提高推荐系统在冷

启动上的性能;同时,引入深度交叉网络 DeepCrossing,以解

决多目特征之间的高维交叉问题,使得多个特征之间能实现

更高阶的交叉学习,提高在大规模推荐系统中,数据稀疏情况

下的推荐精度.实验证明SRMFC算法的推荐效果比现有基

于协同过滤及因子分解等算法在 QoS误差上至少降低了

２０％.本文的主要贡献如下:
(１)与传统基于聚类位置感知服务推荐系统不同,将用户

经度、用户纬度、服务经度、服务纬度４个服务调用过程中的

上下文信息通过Embedding嵌入服务推荐算法中,减少了聚

类的过程,且避免了基于聚类的推荐算法中需要人为确定聚

类数目的问题,提升了服务推荐系统在应对冷启动问题方面

的性能及算法的自适应性.
(２)在引入用户ID、服务ID以及位置信息等多个特征以

后,将 DeepCrossing方法适配入服务推荐中,在 DeepCrosＧ
sing方法的基础上,改变了原有 DeepCrossing网络部分,降
低了网络的复杂度,并在服务的 QoS预测上获得了更高的精

度.相比于目前服务推荐中使用的协同过滤算法、因子分解

机算法,DeepCrossing在特征交叉上的效果更好,很好地解

决了因子分解机中高阶特征交叉导致的参数爆炸问题.
(３)在真实 Web服务 QoS数据集 WSdream[１３]上验证了

SRMFC算法的性能,实验结果表明,本文算法在冷启动场景

及数据高度稀疏的情况下,QoS预测有较高的准确率.

２　相关工作

基于用户、服务的协同过滤是服务推荐中最早使用的推

荐算法.Xu等[４]提出了一种改进协同过滤的个性化 Web服

务推荐算法 UPCF,改进了传统协同过滤算法忽略了用户喜

好的问题,提 升 了 算 法 在 用 户 个 性 化 方 面 的 性 能.Wang
等[５]提出了一种结合用户和服务相似的服务推荐算法,并在

真实数据集上进行了验证.Chen等[６]提出了一种考虑 QoS
波动的协同过滤算法 BRACF,实验表明,他们的方法优于当

时最新的协同过滤服务推荐算法.Zhang等[７]提出了一种基

于聚类和基于内存的混合 Web服务推荐算法 CBHP,该方法

结合了基于内存方法易实现的优点和基于模型方法在大规模

数据上的自适应性的优点,实验表明该方法可以提高推荐准

确性.Sullivan等[８]考虑到用户位置对于服务 QoS的影响,
综合考虑了用户位置信息以及服务的 QoS信息,提出了一种

基于服务历史信息的协同过滤服务推荐算法,并在 Web服务

真实数据集 QWS上做了验证.Adeli等[９]提出了一种基于

服务流行度的协同过滤算法 PDCF,将服务的流行度作为服

务推荐的依据,实验结果表明该方法优于传统协同过滤算法.

Sun等[１０]将改进矩阵分解算法 BaisSVD 应用到服务推荐当

中,实 验 表 明,该 方 法 比 传 统 矩 阵 分 解 算 法 的 效 率 更 高.

Chang等[１１]将矩阵分解和图结合起来,将“用户Ｇ服务”关系表

示成无向图,并实现服务推荐.Tang等[１２]将因子分解机引

入服务推荐中,实现特征之间二阶交叉,提高了 QoS预测准

确率.
协同过滤(CollaborativeFiltering,CF)是推荐系统中的

经典算法,其最先与服务推荐相结合.目前基于协同过滤的

服务推荐算法主要聚焦在深入挖掘用户Ｇ服务矩阵上,但是这

一类方法存在信息利用率低的问题,用户Ｇ服务矩阵的信息被

充分利用,但是上下文信息如服务位置信息、用户位置信息等

十分重要的上下文信息被忽略,导致在数据稀疏时,推荐精度

大幅下降.
基于矩阵分解的服务推荐方法首次引入了隐向量和特征

交叉的概念,并通过用户隐向量和服务隐向量的点积计算最

终 QoS得分,但是由于该类方法只使用“用户”和“服务”两个

特征,且特征交叉使用线性的“向量点积”,虽然相比于基于用

户和基于服务的协同过滤算法在性能上有所提升,但在面临

数据稀疏和大规模推荐场景时,仍然难以对优化目标进行有

效的拟合.基于FM 的服务推荐算法在特征交叉上做了进一

步提升,输入特征之间均可以实现两两交叉,由于复杂度的限

制,其在二阶以及高阶的交叉理论上可行,但在实际应用中难

以实现.为了提高模型的表达能力,本文提出了一种基于多

目特征交叉的服务推荐算法SRMFC.

３　SRMFC算法

本节首先描述了SRMFC方法的整体框架和数据计算流

程,而后对方法的具体细节进行描述,具体包括模型以及算

法.为了 更 好 地 说 明 SRMFC 的 网 络 结 构,对 经 典 Deep
Crossing方法[１４]也进行了介绍.SRMFC 总体架构如图 １
所示.

图１　服务推荐总体架构

Fig．１　Overallstructureofservicerecommendation

２１０８００２４２Ｇ２
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SRMFC主要分为３个功能模块,包括数据收集与整合、

网络结构、预测与推荐.图１中服务注册中心及其以下部分

表示服务消费者、服务提供商、服务注册中心之间的关系,服

务推荐算法部署在服务注册中心中,从服务注册中心获取数

据,完成训练,为用户提供推荐服务.

３．１　数据收集与整合

数据收集与整合部分包括服务位置信息的收集与处理、

用户位置信息的收集与处理、服务 QoS矩阵的构建,上述信

息均可从服务注册中心的用户调用服务历史记录中获得.

(１)服务位置信息包括部署服务的服务器所在经度和纬

度,该数据由服务提供商在注册服务时提供给服务注册中心.

(２)用户位置信息包括用户调用相应服务时所使用设备

的经度和纬度,该数据在用户调用过的历史服务记录中.

(３)“用户Ｇ服务”QoS矩阵的构建包括用户排序、服务排

序、QoS指标的选取以及数据的采集.

定义１　满足用户个性化需求的服务 QoS

QoSi＝∑
k

j＝１
ωi,j∗Qi,j (１)

其中,k为选取的 QoS指标总数;ωi,j表示 QoS指标对应的权

重.根据用户的偏好,可将用户区分为速率敏感性型、业务密

集型、价格敏感型等群体,对应于不同的权重ω,以提高推荐

系统的用户个性化能力.Qi,j为 QoS指标,分为连续型和离

散型,连续型主要包括 RT,TP,Pr等,离散型包括 Re等.针

对连续型指标,由于其取值范围相差较大、量纲不同,且部分

指标与服务 QoS成正相关,如 TP,部分反之,如 RT,为统一

量纲,使用式(２)对各指标进行标准化处理.

Q＝

q－min
max－min

(i)

max－q
max－min

(ii)

ì

î

í

ïï

ïï

(２)

其中,(i)表示当 QoS指标和 QoS成正相关;(ii)表示当 QoS
指标和 QoS成负相关.其中max和min 分别为进行标准化

的 QoS指标取值中的最大值和最小值.q为每个服务对应

QoS指标的取值.例如:服务集合{ws１,ws２,ws３}的 RT 取

值分别为{１,２,３},那么对于ws２的 RT指标规格化过程为:

Q２＝２－１
３－１＝０．５.SRMFC 中选取了响应时间(Responding

time,RT)和吞吐量(Throughput,TP)作为 QoS指标.已有

研究表明,绝大多数用户更倾向于响应更快的应用[１０],因此,

SRMFC在定义服务 QoS时,将 RT的权重设置为０．６,TP的

权重设置为０．４,QoSi＝０．６i∗RTi＋０．４i∗TPi.

表１列出了最终构建的服务 QoS矩阵的部分内容,表中

“－”表示用户１未调用过服务２.而SRMFC算法的最终目

的是预测出服务 QoS矩阵中的“－”位置对应的 QoS值,并为

目标用户推荐高 QoS的服务.

表１　部分“用户Ｇ服务”QoS矩阵数据

Table１　Partof“userＧservice”QoSmatrixdata

用户ID 服务ID 响应时间 吞吐量 QoS

１ １ ０．９８ ０．３３４ ０．７２１６

１ ２ － － －

１ ３ ０．２２８ ０．５４３ ０．３５４０

２ １ ０．５２７ ０．６９２ ０．５９３０
    

３．２　网络结构

为更好地解释SRMFC的网络结构,本文首先介绍经典

DeepCrossing网络结构.DeepCrossing模型作为推荐系统

中具有节点意义的算法,完整地实现了将深度学习方法应用

到特征交叉领域.相比于传统推荐算法独立地使用原始特

征,DeepCrossing着重关注不同特征之间的自动交叉.

如图２所示,经典的 DeepCrossing模型主要包括４个部

分,分别为嵌入层(Embedding)、堆叠层(Stacking)、残差网络

层(ResidualUnits)、及 输 出 层 (Scoring).模 型 的 目 标 函

数为:

logloss＝－１
N ∑

N

i＝１
(yilog(pi)＋(１－yi)log(１－pi)) (３)

其中,i表示训练样本,N 表示样本总数,yi表示每个样本的标

签,pi为模型的输出.

图２　DeepCrossing网络结构

Fig．２　DeepCrossingnetworkstructure

Embedding层的作用在于可将非数值型数据转换成向

量.形式化表示为:

XO
j ＝Max(０,WjXI

j＋bj) (４)

其中,XI
j是输入特征,下标j表示一个特征的索引;Wj为参数

矩阵,bj为偏置;XO
j 为经过Embedding后的输出向量.

堆叠层将多个Embedding层输出连接在一起,XO＝[XO
０,

XO
１,,XO

m],其中m 为Embedding层输出的特征数总数.

图３为 DeepCrossing残差网络中的一个残差块,可形式

化表示为:

XO＝F(XI,{W０,W１},{b０,b１})＋XI (５)

其中,XI和XO分别表示网络的输入和输出;{W０,W１},{b０,b１}

分别表示网络的权重和偏置.残差网络的优势在于其能解决

网络的表达能力随网络深度增加而退化的问题.

图３　DeepCrossing中的残差块结构

Fig．３　ResidualblockstructureinDeepCrossing

图４给出了SRMFC的网络结构,自下而上分别为输入

层、Embedding层、连接层、网络层、预测得分层.
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图４　SRMFC网络结构

Fig．４　SRMFCnetworkstructure

SRMFC的输入层包括用户ID、服务ID,以及服务和用

户的上下文信息.由于数据集的限制,模型中上下文部分只

使用了用户经纬度、服务经纬度.相较于现有的基于聚类的

位置感知服务推荐算法[１０Ｇ１２,１５Ｇ１６],SRMFC将用户位置信息、

服务位置信息独立编码后喂入网络,作为用户和服务的辅助

信息,而不是通过聚类算法先对用户、服务计算各自的相似群

体.在时间上,SRMFC避免了聚类过程带来的开销,提高了

算法在时间上的性能.在算法精度上,基于聚类的服务推荐

算法[１６]大多需要先人为设定聚类个数这一超参数,算法训练

过程中需要对该超参数进行大量且完备的验证以寻找出合适

的聚类个数,导致算法的泛化能力差.

Embedding层输 出 节 点 为 １０８,每 个 输 入 使 用 单 独 的

Embedding网络.Embedding输出节点数作为模型重要的超

参数,网络详细参数设置在４．４节给出.引入 Embedding层

的目的在于将稀疏的输入向量稠密化,输入向量在经过 OneＧ
hot编码以后不利于特征之间的交叉.Embedding层的作用

可形式化为:

输入XI＝[x１,x２,,xM]１×M ,有且仅有一个xi∈{x１

xM }值为１,其他为０.输出XO＝f(XI)＝[y１,y２,,yN]１×N ,

y１,y２,,yN 为实数,N＜M.

若未经过Embedding,则特征之间的交叉存在如下问题:
(１)对于输入特征

XI
１＝[x１,１,x１,２,,x１,M]１×M ,x１,i＝１,i∈[１,M] (６)

XI
２＝[x２,１,x２,１,,x２,M]１×M ,x１,j＝１,j∈[１,M] (７)

(２)交叉特征XI
１∗XI

２

[０,００,０]１×M ,i≠j
[０１０]１×M , i＝j{ (８)

由式(８)可见,仅当交叉的特征两两相同时,交叉特征才

不为０,那么在模型训练时,不相同的特征之间的交叉无论前

向、后向传播都无法完成.不同特征之间的信息也会丢失.

而经过 Embedding后的输出向量[y１,y２ ,yN ]１×N 中y１,

y２,yN 均为实数,因此避免了在特征交叉后得到０的可能.

连接层(ConnectingLayer)可形式化表示为:
(１)对于来自Embedding层的６个输入

XI
j＝{x(j,１),x(j,２),,x(j,１０８)},j∈[１,６] (９)

(２)输出

XO ＝ {x(１,１)x(１,１０８),x(２,１)x(２,１０８),x(３,１)x(３,１０８),

x(４,１)x(４,１０８),x(５,１)x(５,１０８),x(６,１)x(６,１０８)}(１０)

网络层为４层 MLP网络,节点数分别为１０２４,５１２,２５６,

１２８.预测得分层输出节点为１,输出的内容为输入用户在

调用输入服务时的 QoS估计.网络结构如图５所示,算法步

骤如算法１所示.与 DeepCrossing不同的是,SRMFC模型

并未使用残差网络,原因如下:
(１)残差网络对深层网络的退化问题有效,但SRMFC模

型的网络深度只有４层,使用残差网络的提升效果并不明显,
反倒增加了网络的参数量.

(２)服务推荐场景中,用户服务矩阵是十分稀疏的,能
够提供给模型的训练数据有限,由于相同深度的残差网络

的参数量相较于全连接网络要多,因此难以训练出合适的

模型.

图５　网络层结构

Fig．５　Networklayerstructure

算法１　SRMFC算法

输入:用户ID、服务ID、用户经纬度、服务经纬度

输出:用户调用服务时的 QoS预测

//模型训练

１．加载训练数据集,将数据集按稀疏度参数τ拆分为 TRAINING_

DATA和 TEST_DATA;

２．初始化 SRMFC 模 型 参 数,加 载 学 习 率 η、学 习 率 衰 减 系 数 φ、

BATCH_SIZE、EPOCH;

３．ForEveryEPOCH:

４．　对TRAINING_DATA中的数据,按BARCH_SIZE大小,喂入网

络训练;

５．　计算训练数据损失并返回损失值 Training_loss,根据adam 算法

计算梯度,调整网络参数;

６．　根据网络,预测 TEST_DATA中数据的值,并与实际标签值计算

MAE误差,返回误差值(Test_loss);

７．监测Test_loss,当Test_loss与上一轮相比出现增长时,η＝η∗φ;

８．Test_loss累计增长５次时,提前结束训练,否则直至所有 EPOCH
循环结束后结束训练;

９．返回训练后的模型并保存.

//模型预测

１０．加载训练完成的模型;

１１．读取输入数据;

１２．输出服务的预测 QoS值.

１３．对输出 QoS排序,根据 TopＧk为用户推荐k个服务.

１４．Endfor

其中稀疏度参数τ的设定是为了对比算法在不同数据稀

疏性的场景下的推荐准确率,实验中采取改变测试集数据

(TEST_DATA)占整个数据集(DATASET)比例的方法,模
拟数据稀疏性;稀疏度τ∈(０,１),τ的值越大,表示数据越稀

疏.表示具体定义方法如式(１１)所示:
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τ＝TEST_DATA
DATASET

(１１)

例如:稀疏度τ＝０．９表示训练数据占数据集的１０％,测
试数据占数据集的９０％.

４　实验与分析

４．１　数据集与清洗

为了检验SRMFC算法在真实服务推荐场景下的有效

性,我们采用 Zheng等提出 的 真 实 Web服 务 QoS数 据 集

WSDream[１３],该数据 集 采 集 了 ３３９ 个 用 户 对 于 ５８２５ 个

Web服务的响 应 时 间、吞 吐 量、用 户 和 服 务 经 纬 度、用 户

IP地址等共１９７４６７５条数据.数据集中存在缺失数据,
如部分只有响应时间或只有吞吐量,对于这部分数据,在
生成训练数据和测试数据之前将其剔除,并根据式(１)、式
(２)生成训练标签.

４．２　评估指标

针对特定用户的服务推荐列表根据服务的 QoS生成,

QoS预测的精度直接决定了最终的服务推荐列表.因此,实
验通过比较测试集服务 QoS预测值,与真实值的误差来评估

算法的推荐性能,实验中使用平均绝对误差(MeanAbsolute
Error,MAE)和 均 方 根 误 差 (Root MeanSquared Error,

RMSE)作 为 误 差 度 量 指 标.MAE 和 RMSE 的 定 义 如 式

(１２)、式(１３)所示:

MAE＝１
m ∑

m

i＝１
|yi－f(xi)| (１２)

RMSE＝
∑
m

i＝１
(yi－f(xi))２

m
(１３)

其中,f(xi)表示待评估模型的预测值,yi表示样本真实值,m
表示样本总数.MAE、RMSE的值越小,表示预测值与实际

值之间的误差越小,模型的推荐性能越好.

４．３　算法准确性对比

首先,对SRMFC算法和目前主流的服务推荐算法的性

能进行比较,选取的对比方法主要包括:

UPCC[１７]和IPCC[１８]:这两个方法是服务推荐中传统的

基于用户的协同过滤,以及基于服务的协同过滤.

PDCF[９]:该方法以服务流行度作为是否推荐的评价指

标,其他服务推荐算法中尚未使用过该指标.

BiasSVD[１０]:基于 FunkSVD 改进的 BiasSVD,在 FunkＧ
SVD的基础上改进了目标函数,加入了偏置项.

UPCF[３]:该方法考虑了用户的偏好,通过引入偏好信息

提升推荐精度.

GMF[１１]:该方法结合无向图和矩阵分解,将“用户Ｇ服务”
矩阵的关系通过无相图表示,以实现 QoS预测.

BRACF[６]:该方法考虑了不同 QoS指标之间的量纲差

异,设计了相应的相似度计算方法.

LAFM[１２]:该方法在因子分解机的基础上,加入用户位

置信息,以预测服务 QoS.
实验中设置稀疏度分别为８０％,８５％,９０％,９５％,对各

个算法的推荐精度进行验证.

表２　不同稀疏度下各算法的推荐精度对比

Table２　Comparisonofrecommendationaccuracyofeachalgorithmwithdifferentsparsity

Methods
稀疏度８０％

MAE RMSE

稀疏度８５％
MAE RMSE

稀疏度９０％
MAE RMSE

稀疏度９５％
MAE RMSE

UPCC ０．４８６５ １．２２０１ ０．５１５７ １．２６０４ ０．５５５２ １．３１５７ ０．６３６２ １．３８０５
IPCC ０．４５６４ １．２０７５ ０．５１０２ １．２６１４ ０．５９４６ １．３４３５ ０．６３５７ １．３９９５
PDCF ０．５６６５ １．５１６９ ０．６０９８ １．６４３４ ０．６１１７ １．６７４６ ０．７２２３ １．８９４０

BiasSVD ０．４８７４ １．３８３８ ０．５２９５ １．４０２５ ０．５９４３ １．４２３７ ０．６３３４ １．４９５６
UPCF ０．４３１０ １．１６０４ ０．４７７５ １．２０２１ ０．５３８０ １．２８３５ ０．５９６５ １．４７３２
GMF ０．４２３３ １．０９６３ ０．４３２７ １．１５１２ ０．４７３７ １．２４３２ ０．５３０１ １．３６５７

BRACF ０．４０１４ １．１０３４ ０．４１０３ １．１４２３ ０．４３１２ １．２３１２ ０．５００３ １．２９０２
LAFM ０．３９９９ １．０９２３ ０．４２５９ １．１１０６ ０．４４９８ １．１９２６ ０．５１３６ １．２６７４
SRMFC ０．２９５８ １．０１０５ ０．３０４０ １．０８３４ ０．３２０８ １．１２０５ ０．３５５６ １．１７３４

　　从表２中可以看出,各算法的评估指标均随着稀疏度的

增加而增大,尤其是 UPCC,IPCC,PDCF这３种方法只利用

了用户和服务信息而未考虑上下文,随着数据的稀疏性增加,
算法性能明显下降.而BiasSVD虽然与 UPCC,IPCC,PDCF
这３种方法相同,只利用了用户和服务信息,但是该方法通过

引入用户、服务隐向量的方式,实现了特征之间的交叉关系挖

掘,在 UPCC,IPCC,PDCF这３种方法的基础上,提高了特征

的表达能力,从而获得了更高的推荐精度.UPCF,GMF,

BRACF,LAFM 以及 SRMFC均引入了 用 户、服 务 之 外 的

其他特征,如位置信息、用户兴趣等.虽然评估指标会随

着稀疏性的增加而增加,但是增幅小于 UPCC,IPCC,PDＧ
CF等方法.相比于基于 MF的 GMF以及基于 FM 改进

的 LAFM 算法,SRMFC在 推 荐 精 度 上 的 优 势 十 分 明 显,
在稀疏度 分 别 为 ８０％,８５％,９０％,９５％ 的 情 况 下,SRMＧ
FC的 QoS预测误差比目前预测性能最优的 LAFM 算法

分别提高了２６％,２８％,２８％,３０％.分析认为:多目特征

的引入有助于提升算法在应对冷启动时的推荐精度.在

输入特征相同的情况下,SRMFC相比于其他算法,可以实现

特征之间更高阶的交叉,同时激活函数的存在也为特征交

叉引入了非线性成分,并最终使得 SRMFC算法推荐精度

的大幅提升.

４．４　Embedding层节点数量的影响

Embedding层节点数直接影响模型输入信息的表示,节
点数过少会导致各输入信息之间不能有效区分,不同输入值

的输出值之间相似度过高,不利于后续模型预测;节点数过多

则会造成单个 Embedding层参数过多,网络过于复杂,训练

难以收敛并最终影响模型的预测能力.因此,实验首先对该

超参数进行验证.
图６给出了Embedding层节点数对测试集误差的影响.

实验中其他参数设置为:数据稀 疏 度τ＝０．９５,BATCH _

SIZE＝６４,初 始学习率为 ０．０１,学习率衰减 系 数 为 ０．１,

EPOCH＝３５.从图中可以看出,当节点数由低到高增长时,
测试集 MAE先降低后升高,最优值取在当 Embedding节点

数为１２８时.由此可得,当Embedding节点数为１２８时,可以

平衡数据表示的完整性和 Embedding层训练的可靠性.后

续实验中均取Embedding层节点数为１２８.
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图６　Embedding层节点数量对推荐精度的影响

Fig．６　Influenceofnumberofembeddedlayernodeson
recommendationaccuracy

４．５　BATCH_SIZE的影响

实验中涉及多个稀疏度不同的实验,稀疏度直接决定了

训练数据量.不同的训练数据量需要适配不同的 BATCH_

SIZE,因此,实验验证了BATCH_SIZE对测试误差的影响.
图７ 给 出 了 稀 疏 度 分 别 为 ８０％,８５％,９０％,９５％ 时,

BATCH_SIZE对于最终测试集误差的影响.从图中可以看

出,BATCH_SIZE 的 大 小 对 算 法 推 荐 精 度 影 响 不 大,当

BATCH_SIZE的值小于１２８时,随着BATCH_SIZE的增长,

MAE的值出现波动,但整体上稳定;当 BATCH_SIZE的值

大于１２８时,MAE的值随着 BATCH_SIZE的值增大而逐步

增大,增幅为在实验最优值上增加１％~２％.总体上该实验

中BATCH_SIZE对于最终 MAE的影响不太明显.分析后

认为:出现这种情况的原因在于数据集中数据分布较为平缓,
波动不明显,导致 BATCH_SIZE对于最终结果的影响不显

著.在保证训练精度的同时,更大的 BATCH_SIZE有利于

节省训练时间,因此训练中BATCH_SIZE的值均选取１２８.

图７　不同稀疏度下BATCH_SIZE的大小对实验精度的影响

Fig．７　InfluenceofBATCH_SIZEonexperimentalaccuracywith
differentsparsity

４．６　稀疏度对于预测精度的影响

从图８中可以看出,随着稀疏度的增加,QoS预测精度逐

渐降低,稀疏度低于９５％时,MAE降低较为平缓,随着稀疏

度继续增长,MAE曲线趋于陡峭.虽然与目前性能优异的算

法相比,SRMFC在各个稀疏度下的性能都比其他算法更优,
但是在极度稀疏,如稀疏度９９．５％时,其性能还可以再优化.

图８　稀疏度对于推荐精度的影响

Fig．８　Influenceofsparsityonrecommendationaccuracy

结束语　服务过载的问题是目前服务发现中的核心问

题,通过服务推荐的方法解决服务过载问题是目前主流的解

决思路.本文提出的基于多目特征交叉的服务推荐算法,通
过引入更多的上下文信息及应用神经网络实现高阶特征交

叉,提高了算法在冷启动以及历史数据稀疏的情况下的推荐

精度,其推荐精度高于目前所有的服务推荐算法.下一步的

工作将放在提升数据极度稀疏下的推荐精度上.之所以在第

４节实验部分验证９９．５％稀疏度下的推荐精度,是因为 根

据数据集的大小可计算出９９．５％稀疏度下,平均到每个

用户所使 用 的 服 务 数 量 为 ２９ 个.但 对 于 大 多 数 用 户 而

言,其使用过的服务数量可以用个位数衡量,这种情况下,
稀疏度将增长至９９．９５％以上.如何提高极度 稀 疏 性 场

景下的推荐精度将会成为决定服务推荐能否更好地提升

用户体验的关键.

参 考 文 献

[１] ALＧMASRIE,MAHMOUD Q H．Discoveringthebest web

service:AneuralnetworkＧbasedsolution[C]∥IEEEInternaＧ

tionalConferenceonSystems．SanAntonioIEEE,２００９．
[２] LIN X Y,LIU X Q,TANG M D,etal．Anempiricalstudyof

correlationbetween Webservice QoSanduserlocation[J]．

２０１３,３５(９):８３Ｇ８８．
[３] PEERZADESS．WebservicerecommendationusingPCCbased

collaborativefiltering[C]∥２０１７InternationalConferenceon

Energy,Communication,Data Analyticsand SoftComputing
(ICECDS)．IEEE,２０１８．

[４] XU K,ZHU X K,JING X Y．ResearchonPersonalized Web

ServiceRecommendationBasedonImprovedCollaborativeFilteＧ

ring[J]．ComputerTechnologyandDevelopment,２０１８,２８(１):

６４Ｇ６８．
[５] WANG S,ZHAO Y ,HUANG L,etal．QoSpredictionfor

servicerecommendationsinmobileedgecomputing[J]．Journal

ofParallel& DistributedComputing,２０１７,１２７(MAY):１３４Ｇ

１４４．
[６] CHENZ,SHENL ,LIF ,etal．WebserviceQoSprediction:

whencollaborativefilteringmeetsdatafluctuatinginbigＧrange
[J]．WorldWideWeb,２０２０,２３(３):１７１５Ｇ１７４０．

[７] ZHANGXJ,WANGZJ,ZHANG WJ．PersonalizedWebSerＧ

vicesRecommendationBasedonHybridCollaborativeFiltering

Algorithm[J]．JournalofFrontiersofComputerScienceand

Technology,２０１５,９(５):５６５Ｇ５７４．
[８] SULLIVAN A,CATURCANDRA M Z．WebServiceRecomＧ

mendationSystemusingHistoryandQualityofService[C]∥

２０１９InternationalConferenceonDataandSoftwareEngineeＧ

ring(ICoDSE)．２０１９:１Ｇ６．
[９] ADELIS,MORADIP．QoSＧbased WebServiceRecommendaＧ

tionusingPopularＧdependentCollaborativeFiltering[J]．Joural

ofAIandDataMining,２０２０,８(１):８３Ｇ９３．
[１０]SUND,NIET．Awebservicerecommendationalgorithmbased

onBaisSVD[C]∥２０２０IEEE５thInformationTechnologyand

MechatronicsEngineeringConference(ITOEC)．２０２０:２９Ｇ３２．
[１１]CHANGZ,DINGD,XIAY．AgraphＧbasedQoSpredictionapＧ

proachfor webservicerecommendation[J]．AppliedIntelliＧ

gence,２０２１,５１:６７２８Ｇ６７４２．

２１０８００２４２Ｇ６

ComputerScience 计算机科学 Vol．５０,No．６A,June２０２３



[１２]TANG M D,ZHANG T T,YANG Y T,etal．QualityＧaware

WebservicerecommendationmethodbasedonfactorizationmaＧ

chine[J]．ChineseJournalofComputers,２０１８,４１(６):１３００Ｇ

１３１３．
[１３]SHANY,HONESTR,JIAOJ,etal．DeepCrossing:WebＧScale

Modeling without Manually Crafted Combinatorial Features
[C]∥The２２nd ACM SIGKDDInternationalConference．San

Francisco,UnitedStates,ACM,２０１６．
[１４]ZHENGZB,LYU M R．WSＧDREAM:Adistributedreliability

assessmentMechanismforWebServices[C]∥２００８IEEEInterＧ

nationalConferenceonDependableSystemsandNetworksWith

FTCSandDCC(DSN)．２００８:３９２Ｇ３９７．
[１５]TANGN ,XIONGQY,WANGXB,etal．WebservicerecomＧ

mendationbasedonlocationclusteringandtensordecomposition
[J]．CEA,２０１６,５２(１５):６５Ｇ７２．

[１６]BOTANGENK A,YUJ,SHENGQZ,etal．GeographicＧaware

CollaborativeFilteringfor WebServiceRecommendation[J]．

ExpertSystemswithApplications,２０２０,１５１:１１３３４７．
[１７]SHAOL,ZHANGJ,WEIY,etal．PersonalizedQoSprediction

forwebservicesviacollaborativefiltering[C]∥IEEEInternaＧ

tionalConferenceon WebServices．SaltLakeCity,UT,２００７:

４３９Ｇ４４６．
[１８]SARWARB,KARYPISG,KONSTANJ,etal．ItemＧbasedcolＧ

laborativefilteringrecommendationalgorithms[C]∥ProceeＧ

dingsofInternationalConferenceon World Wide Web．ACM

Press,２００１:２８５Ｇ２９５．

GAO Wenbin,bornin１９９５,postgraduＧ

ate．Hismainresearchinterestsinclude

bigdataapplicationandservicescomＧ

puting．

HUGuyu,bornin１９６３,Ph．D,profesＧ

sor,Ph．Dsupervisor．Hismainresearch

interestsincludecomputer networks,

administrationofthesatellitenetworks

andintelligentnetworkmanagement．

２１０８００２４２Ｇ７

高文斌,等:基于多目特征交叉的服务推荐算法


