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摘　要　信息的传播扩散可以建模为在潜在传播网络上发生的随机过程.由于在实际应用场景中,潜在的传播网络拓扑结构

和清晰的传播过程往往是不可见的,因此根据观测到的传播结果,如节点感染时间、状态等信息,推断传播网络拓扑结构,对于

分析与理解传播过程、跟踪传播路径以及预测未来传播事件起着重要作用.近年来,传播网络推断问题吸引了众多研究者的目

光.文中对近年来的信息传播网络推断工作进行系统性的介绍和总结,为传播网络推断提供一个新视角.
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１　引言

网络作为现实世界中复杂系统的表示方式,不仅能直观

地显示实体之间的关系,还蕴含着高阶结构,为生态学[１Ｇ２]、神
经系统科学[３]、流行病学[４]和传播学[５]等多个领域的分析提

供了服务.随着社交媒体平台和用户数量的急速增多,信息

的传播、思想的传递在生活中无处不在.在研究信息传播领

域相关问题时,研究者通常将信息的传播扩散建模为在一个

潜在传播网络上发生的随机过程[６Ｇ８],即传播事件从网络中的

某一节点开始,沿着边进行随机扩散.因此,清晰的传播网络

拓扑结构有助于分析宏观的传播过程,揭示传播动力学规律,

并在社会影响力分析(SocialInfluenceAnalysis)[９Ｇ１１]、病毒式

营销(ViralMarketing)[１２Ｇ１３]、虚假信息和谣言传播控制[１４Ｇ１７]

等应用中起到了至关重要的作用.具体地:１)在社交影响力

研究中,可在已知网络拓扑结构的情况下,通过网络中心性

(Centrality)衡量用户在社交网络中的重要程度[１８];２)在病毒

式营销中,利用已知的社交网络,鼓励客户与其朋友分享产品

信息,以达到吸引潜在用户的目的;３)在虚假信息、谣言传播

控制上,可通过对网络中的关键节点进行阻塞或删除来达到

阻断虚假信息传播和减小传播范围的目的[１９].例如,Zhu
等[１５]对发生在复杂网络上的谣言传播行为进行分析,提出了

一种同时包含定向免疫控制和熟人免疫控制的策略来实现谣

言的传播控制.

虽然目前有关信息传播的研究大多都是建立在网络拓扑

结构已知的情景下,但现实世界中,由于资源和技术等限制,

研究者通常无法观测或直接获取完整的信息传播网络,多数

观测到的数据都是传播最终产生的结果.因此,传播网络推

断旨在根据观测到的传播结果信息推断潜在的传播网络结

构,进而服务于传播动力学分析及其相关应用.

信息传播网络推断任务最早可追溯至 ２００５ 年,Adar



等[２０]将其作为一个监督分类问题,结合信息中丰富的文本特

征及支持向量机(SupportVectorMachines,SVM)来衡量单

一 链 接 出 现 的 概 率.２０１０ 年,GomezＧRodriguez 等[２１] 和

Myers等[２２]先后利用信息的级联数据对传播网络推演任务

进行探索,引起了各国学者们的广泛关注并取得了系列成果.

近年来,还出现了基于节点感染状态等针对特定场景的传播

网络推断方法,使推断网络的条件更加灵活,推断网络的准确

性得到进一步提升.在以上背景下,文中根据输入数据对现

有的信息传播网络推断方法进行分类与分析,为研究人员描

述出一个较为清晰的概貌,以期为网络分析、数据挖掘等相关

领域的研究提供有益的参考.

本文第２章根据输入数据对信息传播网络推断问题进行

分类与分析;第３章对常用的衡量指标进行汇总;第４章介绍

了常用的真实世界数据集;第５章总结信息传播网络推断问

题的现状并对未来进行展望.

２　信息传播网络推断方法的分类与分析

２．１　信息传播网络结构推断的问题定义

目前,信息传播与扩散动力学的相关问题主要分为３类:

预测传播规模问题、预测个体采纳问题,以及传播关系推断问

题[２３].前两类问题的目标为通过历史传播数据预测未来

信息传播的趋势以及用户未来是否会参与传播过程;而本文

所关注的信息传播网络推断为第三类问题,旨在根据观测的

历史传播数据推断社交网络中已存在的传播关系,即信息是

如何在活跃用户间传播的.因此,信息传播网络推断问题的

形式化定义如下:记一个潜在的信息传播网络为有向网络

G∗ ＝(V,E∗ ),其中V 是节点集合,E∗ 是不可见的传播边

集合.传播网络结构推断的目标为根据发生在传播网络

G∗ 上的历史传播数据推断隐藏的传播边集合E∗ ,也即恢

复G∗ 的拓扑结构.

在考虑发生在社交网络上的信息传播过程时,一般认为

相同或相似信息的传播只受到“由节点间关系所采取的行动”

的影响[２４].进而,共享和参与传播同一种信息的用户构成了

一个信息级联,信息级联可包含信息内容、用户的交互行为以

及信息转发时间等数据.如今,将多个信息级联组成的集合

作为推断传播网络的证据已成为绝大多数方法的选择,但各

方法所需输入数据的种类和丰富程度亦有不同.因此,首先

根据输入数据,将传播网络推断方法分为３个类别:基于时间

序列的方法、基于感染状态的方法,以及结合特征信息的方

法.之后,按照建模方式和思路继续对相同输入数据下的不

同方法进行细粒度归类,如图１所示.常用符号及其含义说

明如表１所列.

图１　信息传播网络推断方法分类图

Fig．１　Classificationchartofalgorithmsofinferringinformationdiffusionnetworks

表１　符号含义表

Table１　Briefsummaryofcommonnotations

符号 含义

G∗ 信息传播网络

V 节点集合

E∗ 参与传播过程的目标边集合

C 级联数据集合

ti 节点vi的感染时间

αij 节点vj与vj之间的有向传输率

A 传输率矩阵

zi 节点vi的d 维嵌入向量

xi 节点vi的感染状态

S 感染状态数据集合

２．２　信息传播模型

信息传播模型作为描述信息如何在社交网络上传播的理

论框架,对研究和理解信息传播的过程、机制和效果具有重要

意义.信息传播模型主要分为两大类,分别为解释性模型与

预测性 模 型[２５].其 中,解 释 性 模 型 主 要 以 传 染 病 学 模 型

为主,例如SI模型[２６]和SIR模型[２７]等.这类模型从宏观角

度出发描述信息传播的过程,并主要服务于预测信息在群体

中的传播规模,分析影响传播率的关键因素等问题.预测性

模型则从微观角度出发,对个体间的影响过程展开讨论,在影

响力最大化问题[２８Ｇ２９]、预测个体采纳问题[３０Ｇ３１]与传播关系推

断等问题中起到至关重要的作用.因此,本文将对预测性模型

中的两个经典模型即独立级联(IndependentCascade,IC)模

型[３２]以及线性阈值(LinearThreshold,LT)模型[３３]进行介绍.

IC模型假设每个在t时刻感染的节点只有一次机会在

t＋１时刻以一定的概率去尝试感染它的邻居节点.以图２为

例,其中有向边上的权重为节点间尝试感染成功的概率.在

时间步t中,深灰色节点b为刚被感染的节点,因此有一次机

会分别以０．２和０．６的概率去感染节点a和c,最终成功感染

节点c.在时间步t＋１中,节点b不能再感染其他邻居节点,

而节点c尝试感染节点e,以此类推,直至没有节点被感染或

所有节点都被感染结束.

００１ ComputerScience 计算机科学 Vol．５１,No．１,Jan．２０２４



(a)timestept (b)timestept＋１

图２　独立级联模型示意图

Fig．２　Schematicdiagramofindependentcascademodel

LT模型假设每个节点vi都有对应的阈值θi(通常范围为

[０,１]),阈值θi可反映节点受到影响的难易程度.在每一个

时间步中,当节点vi受到被感染邻居节点的影响之和大于阈

值θi时,vi将被感染.以图３为例,有向边上的权重为邻居节

点的影响力,通常邻居影响力总和不大于１.在时间步t中,

节点a的已感染邻居节点b 的影响大于阈值θa,因此节点a
会被感染,而节点c则不会被感染.

(a)timestept (b)timestept＋１

图３　线性阈值模型示意图

Fig．３　Schematicdiagramoflinearthresholdmodel

IC模型与LT模型最大的区别在于随机性:IC模型的每

次感染过程都是随机的,因此会产生完全不同的结果;而 LT
模型的随机性通常表现在节点的边权重以及阈值的确定上,

一旦边权重和节点阈值被确定,传播过程即可被预见.这两

种模型虽然各自针对信息传播过程提出不同的假设,但都一

定程度地反映了信息扩散的特点.后续,以IC和 LT模型为

基础,结合更多现实场景中的细节与特征,衍生出一系列拓展

模型.例如,引入传输时间延迟的级联传输模型[２１],引入不

同用户类别之间影响关系的模型[３４]等.

２．３　基于时间序列的传播网络推断方法

感染时间作为反映信息传播动力学的重要因素,在传播

网络推断问题中发挥了重要作用.因此,首先对仅利用信息

级联中时间信息推断传播网络结构的方法即基于时间序列的

方法展开介绍.此类在信息传播结束后收集的节点感染时间

集合被研究者称为信息级联的数据.记 M 个级联的时间序

列集合为C＝{c１,,cM},其中级联c＝{t１,,t|V|},ti为节点

vi对应的感染时间,若未被感染则记为无穷.

基于时间序列的推断方法具有理论和实践意义,在研究

初期就受到了广泛关注,并涌现出大量相关方法.本文进一

步根据建立模型的思路将相关方法分为４类:基于传播树模

型的方法、基于衡量关系强度的方法、基于马尔可夫性质的

方法,以及基于网络表示学习的方法.

２．３．１　基于传播树模型的方法

IC模型作为经典的信息传播模型,隐式地模拟了传播发

生的过程,并成为推断传播网络相关工作的起点之一.由于

IC模型是离散时间的模型,并没有考虑感染时间的连续性以

及传播的延迟性,因此在IC 模型基础上,GomezＧRodriguez
等[２１]建立了级联传输模型(CascadeTransmission Model).

在级联传输模型中,若节点vi成功感染节点vj,则节点vj的感

染时间为tj＝ti＋Δij,其中Δij 通常称为传输时间(TransmisＧ

sionTime),且一般认为Δij服从某种特定的传输时间分布,例

如常被用于社交网络扩散过程且具有单调性的指数分布

(ExponentialDistribution),以及常被用于传染病场景中且具

有非单调性的瑞利分布(RayleighDistribution)等.级联传输

模型产生级联数据的过程如图４所示.图４中节点b为初始

感染节点,其分别尝试感染节点a和c,最终成功感染节点c,

节点c的感染时间tc＝tb＋Δbc,其中Δbc是从传输时间分布中

采样的结果.除了引入传输时间这一概念外,级联传输模型

的整体传播过程与IC模型相近.

图４　级联传输模型示意图

Fig．４　Diagramofacascadesimulatedbycascadetransmissionmodel

在级联传输模型中,级联数据中被感染的节点均有唯一

的传播来源,因此形成级联数据的传播路径可被视为树形结

构(被称为传播树T),如图５所示.最早的基于传播树模型

的方 法 是 由 GomezＧRodriguez 等[２１]提 出 的 NetInf算 法.

NetInf算法中提到对于给定网络结构G 下的一种级联数据,

其产生原因是多样且不确定的,所以建立似然函数时需要同

时考虑所有传播树的可能性.基于传播树方式建立的似然函

数可形式化地表示为:

P(c|G)＝ ∑
T∈Tc(G)

P(c|T) (１)

其中,Tc(G)为在级联数据c中网络结构G 的传播树集合.

(a)Spreadingpath (b)Propagationtree１

(c)Propagationtree２ (d)Propagationtree３

图５　传播树示意图

Fig．５　Diagramofpropagationtrees

１０１王宇辰,等:信息传播网络推断综述



对于传播树T 的似然函数P(c|T)可形式化地表示为:

P(c|T)＝ ∏
(vi,vj)∈ET

　βPc(vi,vj)× ∏
vi∈VT,(vi,vk)∈E\ET

(１－β)(２)

其中,β为ICM 中节点尝试感染其邻居节点的概率,Pc(vi,

vj)为级联中节点vi与vj之间的传输概率.在仅观测到感染时

间的场景下,Pc(vi,vj)为观测到节点之间传输时间差Δij的概

率.虽然 NetInf提出了对所有可能传播树的建模方式,但为

降低求解难度,最终仅利用级联中最有可能的传播树建立似

然函数,采用子模优化(SubmodularOptimization)提取k条边

构建 推 断 的 传 播 网 络.随 后,GomezＧRodriguez等 继 续 在

NetInf的基础上,利用 Kirchhoff’smatrixtree理论,成功解

决了在计算级联中全部传播树可能性时产生的指数级时间复

杂度的优化问题,进一步提高了网络推断的准确性[３５].

使用贝叶斯推断代替最大似然估计方法,在融入网络结

构先验知识以及估计不确定性等方面具有优势.Gray等[３６]

将基于传播树建立的似然函数与指数随机图模型相结合,利
用马尔可夫链蒙特卡洛(MarkovChainMonteCarlo,MCMC)

对网络的后验分布进行采样估计.他们在提出算法的同时,

还讨论了在少量数据的情况下使用贝叶斯推断方法来量化不

确定性的优势.Ghalebi等[３７]提出一种在线动态网络推断框

架DYFERENCE,并提供了一种非参数的可交换边(EdgeＧexＧ

changeable)网络模型.DYFERENCE利用混合的狄利克雷

网 络 分 布 (Mixture of Dirichlet Network Distributions,

MDND)对网络中的动态社区结构进行建模.在每个社区结

构中,使用两个狄利克雷分布分别对社区中的输出链接和输

入链接进行建模.DYFERENCE将级联数据按时间间隔划

分为不同阶段,并使用一种吉布斯测度[３８]计算级联作为传播

树T 的概率,最后使用贝叶斯推断探索不断演变的社区结构

并计算潜在传播网络的显式预测分布.Hao等[３９]考虑到传

播网络中节点异质性的影响,提出了一种从级联数据中衡量

节点重要程度(Importance)的方法.文献[３９]假设节点的重

要程度会影响传播过程,重要程度高的节点有较大的概率传

播和接收信息,因此将节点的重要程度加入到级联数据的似

然函数中可以影响贝叶斯推断的采样结果,有效地提高传播

网络推断的准确性.

上述对传播树的建模方式默认每个级联只有一个根节点

(感染源).Xu等[４０]提出一种针对传播树建立对数线性模型

的算法 DST,打破了以往模型中根节点数量的限制.相较于

最大似然的求解思路,DST提出了一种对比训练(Contrastive
Training)方式,利用部分节点感染的时间顺序来代替标记真

实边进行训练,无监督地对传播网络结构进行探索.

除了对传播树进行不同方式的建模外,还有部分方法针

对已有算法的局限性提出解决方案.例如,Dou等[４１]针对不

完整的级联数据,提出 NIIC算法推断传播网络.NIIC算法

利用蒙特卡洛模拟(MonteCarloSimulation)对缺失的级联数

据进行恢复,再根据恢复后的级联数据最大化基于传播树方

式建立的似然函数,最终提取k条边构建推断的传播网络.

Kong等[４２]针对文献[３５]中初始潜在边冗余导致推演速度慢

的问题,通过设计一种融合传播时间和状态信息的潜在边

评估指标,对初始潜在边进行预剪枝处理,显著提高了网络推

演的效率.

２．３．２　基于衡量关系强度的方法

基于传播树建模的方法旨在恢复传播网络的拓扑结构,

但其中一个缺陷是无法提供衡量节点间关系强度的依据.为

了解决这一问题,以衡量节点间的关系强度为出发点,推断传

播网络结构的方法开始出现.

通过估计节点间的感染(传输)概率来反映链接关系强度

是最先被考虑到的方式.Myers等[２２]提出一种以节点之间

的感染率作为求解目标的算法 ConNIe.ConNIe分别对感染

节点和非感染节点的存在概率建立似然函数,其中节点的感

染时间不仅与节点间感染概率关联,同时也考虑了传输时间

存在的可能性.最终,ConNIe提出了一种基于凸优化(ConＧ

vexOptimization)的最大似然方法,同时加入了类似l１正则化

的惩罚项,以使网络结构具有稀疏性.

除了直接求解节点间感染概率的方法外,估计传输时间

分布的传输率来反映关系强度也是一种主流方式.记传输率

矩阵A＝R|V|×|V|,αij≥０为节点vi与vj间的传输率,传输率通

常为传输时间分布的参数,可反映节点之间传输的快慢.

GomezＧRodriguez等[４３]将传播过程建模为在网络上以不同速

率发生的连续时间过程,进而提出 NetRate算法.NetRate
算法利用生存分析理论对级联数据中各个节点的状态建模,

利用节点之间的传输似然函数f(tj|ti;αij)产生生存函数

(SurvivalFunction)S(tj|ti;αij)和风险函数(HazardFuncＧ

tion)H(tj|ti;αij),这两个函数可分别形式化地表示为:

S(tj|ti;αij)＝１－F(tj|ti;αij) (３)

H(tj|ti;αij)＝f(tj|ti;αij)
S(tj|ti;αij) (４)

其中,F(tj|ti;αij)为传输似然函数的累积分布函数.

对于级联中的感染节点vj,其似然函数P(tj|c;A)是它所

有可能发生的感染事件概率之和,每个事件为其可能的邻居

节点vi在tj成功感染vj,且vi以外的其他邻居未能感染vj.该

似然函数可形式化地表示为:

P(tj|c;A)＝ ∑
ti＜tj

f(tj|ti;αij)× ∏
tk＜tj,i≠k

S(tj|tk;αkj) (５)

对于未被感染的节点vj,则考虑其在观察时间范围Tc(一

般为级联c中最大的感染时间)内的存活概率P(tj＝∞|c;

A).其可形式化地表示为:

P(tj＝∞|c;A)＝ ∏
tk＜Tc

S(tj|tk;αkj) (６)

最终结合式(５)与式(６),对级联数据c建立似然函数

P(c|A).其可形式化地表示为:

P(c|A)＝ ∏
ti≤Tc

　 ∏
tm＞Tc

S(Tc|ti;αim )× ∏
tk＜ti

S(ti|tk;αki)

∑
tj＜ti

H(ti|tj;αji) (７)

NetRate利用凸优化求解不同节点之间的传输率,将传

输率大于一定阈值的节点对视为传播网络中存在的边.GoＧ

mezＧRodriguez等[４４]将 NetRate算法与l１正则化相结合来应

对稀疏网络,并进一步讨论了在该方法下推断传播网络所需

的级联数量.凸优化虽然能精确地计算不同节点之间的传输

率,但需要大量的计算和时间开销,难以快速地应对动态演化

的网络.因此,GomezＧRodriguez等[４５]通过对级联数据抽样

和利用投影随机梯度(ProjectedStochasticGradient)方法,来

大幅提高网络推演的效率,有效地解决了大规模动态网络的
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推断问题.Du等[４６]考虑到节点间传输的异质性,即节点间

的传输时间服从多种未知分布,提出了 KernelCascade算法.

KernelCascade通过对生存分析中的风险函数进行核化(KerＧ

nelizing),解除了以往方法中对节点间传输似然函数的限制,

利用块坐标下降(BlockＧcoordinateDescent)方法求解节点之

间的传输率.Wang等[４７]考虑多模式(主题)级联下的网络推

断问题,并提出了 MMRate算法.他们对真实世界社交媒体

中的大量级联数据进行分析发现,节点间的传输模式在不同

主题下不尽相同.因此,MMRate将不同主题k下节点间的

传输率αk
ij和级联的扩散模式参数δc结合为g(αk

ij,δc),并将其

作为传输似然函数f(tj|ti;g(αk
ij,δc))中的参数,最终利用期

望最大化算法(Expectation Maximization,EM)推断网络结

构,以及节点间在不同主题下的传输率.Tan等[４８]将基于生

存分析的方法与网络基元(NetworkMotif)知识相结合,并提

出了 MANDI算法.网络基元是复杂网络中频繁出现的子图

模式,是复杂网络的“构建块”.MANDI算法根据级联数据

挖掘在传播网络中可能频繁出现的基元结构,并将它们作为

正则先验影响网络推断的结果,然后根据网络的推断结果对

候选的基元结构进行更新.基元结构挖掘和网络推断两者相

互影响且持续更新,直至算法收敛.

在基于传播树模型和基于衡量关系强度的方法中,还存

在一些方法通过挖掘时间序列中节点感染时间所暗含的强度

关系来提升已有模型的推演表现.例如,Zhao等[４９]指出整个

传播过程可划分为不同阶段,忽略不同阶段影响强度的异质

性,会导致推演结果不准确.因此,他们提出了 LSH 方法将

整个时间序列缩放至[０,１]范围并等分为不同阶段,根据不同

阶段内新增感染节点的数量体现影响强度的异质性,进而提

高现有方法包 括 NetInf,ConNIe和 NetRate的 推 演 表 现.

Gao等[５０]通过实验发现节点对在级联中互动的归一化概率

能一定程度地反映边出现的概率,进而提出 PBI方法.PBI
将互动的归一化概率转为权重融入以生存分析理论建模的似

然函数中,以提高网络推演的准确性,并利用贝叶斯推断对潜

在边采样,在有限的迭代次数下完成网络的推演.

２．３．３　基于马尔可夫性质的方法

马尔可夫性质指在一个随机过程中,当前状态只与前一

状态有关,与更早的状态无关.基于马尔可夫性质的方法通

常根据“节点当前状态的改变受到之前邻居节点状态的影响”

这一观点,使用状态转移概率矩阵描述节点状态改变的随机

过程.

Eslami等[５１]将网络上的信息扩散过程建模为一个马尔

可夫随机游走(MarkovRandom Walk)过程,并提出了Dne算

法.Dne根据节点被感染的顺序,将所有可能存在的感染关

系构建为一个初始图.在随机游走的每一个离散时间步中,

已感染的节点都有一个与初始图相关联的转移概率矩阵,用

于描述节点之间的感染关系.通过借鉴马尔可夫随机游走中

的到达时间(HittingTime)这一概念,Dne定义了一个参数

RT 来反映边存在的概率,RT 越小表明边存在的概率越大,

最终提取k条最小RT 的边构建传播网络.Ramezani等[５２]

考虑到社区结构对推断过程的影响,提出了 Dani方法.Dani
利用转移概率矩阵描述传播的随机过程,并加入Jaccard系数

衡量节点在网络结构中的社区关联性.Dani使用节点感染

的次序取代具体的感染时间评估传输概率,使算法不受特定

传输时间分布假设的限制,同时该算法还具有运行速度快的

优点.Foroutain等[５３]利用马尔可夫决策过程(MarkovDeciＧ

sionProcess,MDP)模拟信息传播过程.对于每一次传播,从

初始状态开始,代理(Agents)找到可能的行动,选择其中一个

执行并更新状态,之后继续重复执行这３个步骤,直至到达最

终状态.在可能的状态和行动已知下,通过强化学习求解节

点间的转移概率,同样取得了有效的推断结果.Crawford[５４]

在假设节点vi在网络中的度di已知的场景下,提出了一种对

传播网络的重构方法.文献[５４]将传播过程建模为一个连续

时间的马尔可夫模型,将级联的似然函数解释为指数随机图

模型(ExponentialRandom Graph Models,ERGMs),最终利

用贝叶斯推断估计网络中潜在边的后验概率.

Tahani等[５５]指出推断动态传播网络更具有现实意义和

挑战性,并针对该问题提出了 DDNE算法.DDNE利用隐马

尔可夫模型(HiddenMarkovModel,HMM)将网络中边的存

在建模为一个随机过程.DDNE根据在同一时间段内的节点

感染次序定义各个边存在可能性的变量,并通过当前时间段

内边的状态以及可能性大小预测下一时间段内边的存在概

率.最终,选取存在概率超过人工设置阈值的边构建传播

网络.

２．３．４　基于网络表示学习的方法

嵌入指将对象转化为低维稠密的实数向量来存储其蕴含

的特征 信 息.常 见 的 概 率 模 型 将 网 络 的 邻 接 矩 阵 A∈

R|V|×|V|作为求解目标,虽然求解目标简单直接,但邻接矩阵

与节点数量|V|呈指数关系,难以应对大规模的网络.因此,

研究者利用表征学习领域提供的压缩能力对网络中的实体进

行嵌入,来应对更加复杂的场景.

利用级联数据对网络中的节点进行嵌入是一种直观的方

式.记节点vi的d 维嵌入向量为zi∈Rd,基于节点嵌入方法

的核心思想是利用嵌入向量在低维空间中的距离来反映节点

之间存在边的概率,可形式化地由图６和式(８)表示.

图６　节点嵌入方法示意图

Fig．６　DiagramofanodeＧembeddingmethod

P(vi,vj)∝|zi－zj|２ (８)

Bourigault等[５６]将级联数据中的感染事件映射到一个连

续的潜在空间上,并提出了 CDK 算法.CDK 算法使用热扩

散核(HeatDiffusionKernel)反映节点在传播过程中被感染

概率随时间的变化,然后根据感染时间的先后顺序对所有节

点的嵌入向量提出了限制关系,使用蒙特卡洛模拟更新节点
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的嵌入向量.Hu等[５７]基于 CDK 的思想,并简化其目标函

数,提出了PＧCENI的预剪枝方法,通过提前排除未参与传播

过程的边来提高传播网络推断方法的效率.Bourigault等[５８]

在ICM 的基础上提出 EmbeddedIC算法.EmbeddedIC算

法假设每个节点均有接收者和发送者两种身份,采用sigmoid
函数建立信息发送者和接收者之间的传播概率,最后利用蒙

特卡洛模拟分别更新节点作为发送者和接收者身份的嵌入向

量.Kurashima等[５９]基于生存分析的建模方式提出了PLNV
算法.PLNV算法将节点之间传输似然函数中的传输率替换

为两个节点嵌入向量在空间中的距离,使用梯度下降对每个

节点的坐标进行更新,获得一种可以在低维空间衡量和可视

化网络结构的方式.Zhang等[６０]使用 Wald分布作为全局传

输时间分布,利用节点嵌入向量间的距离作为分布中的参数,

提出了 COSINE 算 法.COSINE 算 法 使 用 高 斯 混 合 模 型

(GaussianMixtureModel,GMM)作为用户嵌入向量的先验,

以保持嵌入向量与社区结构之间的相关性,使用 EM 算法分

别对节点的嵌入向量和社区结构进行更新和探索.

Zhuo等[６１]指出上述对节点表征学习的方法在训练中只

考虑在级联数据中的节点,尽可能使级联中的节点在潜在空

间中相互靠近,而忽略了不在级联中的节点.为了解决这一

问题,他们提出了 DiffusionGAN 算法,利用生成式对抗网络

(GenerativeAdversarialNetworks,GAN)对级联中的用户进

行表征学习,区分每个用户的表示,以确保在同一级联中的用

户在嵌入空间中彼此接近,而在不同级联中的用户彼此远离.

在 DiffusionGAN算法中,生成器(Generator)试图生成用户

的嵌入向量,以匹配传播级联数据中的真实用户分布;鉴别器

(Discriminator)试图区分所述采样用户是否来自真实值.生

成器和鉴别器进行博弈论的极大极小博弈来相互优化.

对网络中的边进行嵌入也是一种有效的方式.边嵌入的

方法将节点对(vi,vj)视为个体,利用它在不同级联中的时间

差集合D＝{|tk
i－tk

j|}M
k＝１对其进行嵌入.在获取所有节点对

的嵌入向量后,利用聚类方法对节点对集合进行二分类,并使

用平均时间间隔小的一类节点对构建的传播网络.

Rong等[６２]通过实验发现传播节点对和非传播节点对之

间平均时间间隔分布不同的统计特征,提出了零模型(Null

Model)的 NPDC算法.如图７所示,虽然参与传播的节点对

的平均时间间隔更小,但另一方面,时间间隔过小的节点对也

可能由于传播过程中的时间延迟效应而不存在传播关系.基

于此发现,NPDC算法假设传播节点对和非传播节点对分别

有各自的平均时间间隔分布,且传播节点对的平均时间间隔

分布的平均值低于非传输节点对的分布,利用两种分布之间

在统计学上的差异以及通过衡量节点对的时间间隔集合与假

设时间间隔分布之间的距离,对节点对的嵌入向量进行更新.

NPDC无须提前假设节点之间的传输似然函数,在无模型的

假设下推断传播网络,易 于 在 真 实 世 界 场 景 下 使 用.Hu
等[６３]同样根据传播节点对与非传播节点对在时间间隔分布

上具有显著差异这一特性,利用再生希尔伯特空间(ReproduＧ

cingKernelHilbertSpace,RKHS)的嵌入方法进一步提升推

断表现.

图７　传播节点对与非传播节点对的平均时间间隔比较示意图

Fig．７　Diagramofaveragetimeintervalcomparisonbetween

diffusionnodepairsandnonＧdiffusionnodepairs

２．３．５　总结

基于时间序列的传播网络推断方法作为最早被研究的主

流方法,已取得了不俗的进展.本文所归纳的４类方法也各

有优势和劣势.基于传播树模型的方法聚焦恢复网络拓扑结

构,但忽略了节点间联系的强度,同时以最大似然估计或贝叶

斯推断作为求解手段,因此运行效率并不高.基于衡量关系

强度的方法以凸优化作为求解方式需要大量的计算资源,并

且难以规避过拟合问题[６４].基于马尔可夫性质的方法通常

假设传播过程是简单且独立的,难以更好地体现传播过程中

的复杂性和不确定性,并且在计算概率转移矩阵时,计算空间

和时间复杂度都与节点数量的平方成正比.基于网络表示学

习的方法将网络的实体(多数方法为节点)嵌入到一个固定维

度的潜在空间中,在有限空间内可应对更大规模的网络结构,

并且表征结果可服务于其他任务中,例如预测未来可能的感

染事件等.此外,前３种方法在建模过程中都遵循着严格的

假设,例如节点间的传输时间服从特定分布,节点只能由一个

父节点影响等.而基于网络表示学习的方法通常对模型的假

设较为宽松,但这也意味着基于网络表示学习的方法需要从

更多的数据中挖掘潜在的规律,因此只利用时间序列数据或

数据的数量和质量不足都可能使算法无法取得较好的表

现[２３].

２．４　基于感染状态的传播网络推断方法

虽然使用级联数据推断传播网络取得了阶段性的进展,

但在真实世界场景中精确及时地获取时间序列数据依旧需要

消耗大量的人力与物力资源.因此,使用更易获取的节点感

染状态数据推断传播网络成为研究者的新的研究方向,并涌

现出了一系列基于感染状态的传播网络推断方法.

感染状态数据指在网络上发生传播后,记录各个节点的

状态集 合.记 M 次 传 播 后 的 感 染 状 态 数 据 集 合 为S＝
{s１,,sM},第i次传播产生的感染数据为si＝{x１,,x|V|},

其中xi＝１表示节点vi被感染,xi＝０表示其未被感染.相较

于时间序列数据带来的节点感染次序和节点传输时间间隔等

利于缩小推断关系范围的信息,感染状态数据的无序性使推

断传播网络在理论上更为困难.目前,根据建立模型的角度

和方式,可将基于感染状态的方法进一步分为基于路径跟踪

的方法、基于提升效果的方法、基于父子影响关系的方法以及

基于节点间感染概率的方法.

２．４．１　基于路径跟踪的方法

研究早期,Gripon等[６５]提出一种在传播路径中只有３个

节点的场景下推断传播网络的算法.文献[６５]提出,如果在

一个传播路径中有且仅有３个任意节点vi,vj和vk处于感染
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状态,则无向边(vi,vj)和(vi,vk)中至少有一个是真实参与传

播的边.基于此引理,文献[６５]利用传播路径中节点对的出

现频率推断传播网络.该方法虽然提供了严谨的数学理论基

础并具有良好的运行效率,但对输入数据的格式要求较为严

格,难以适用于实际场景中.

２．４．２　基于提升效果的方法

后续,Amin等[６６]基于感染状态数据定义了一种提升效

果L(vi|vj)来反映当一个节点vj为感染源时对节点vi感染状

态的解释程度,并根据所有潜在边的提升效果排序结果构建

传播网络.但该算法需要人工设置边的数量作为算法的停止

条件,同时需要获取各个传播过程的起始节点,因此具有一定

的局限性.

２．４．３　基于父子影响关系的方法

Huang等[６７]进一步地考虑传播网络中父子之间的影响

关系,并提出了 TWIND算法.TWIND算法根据“节点只能

被其父节点感染”这一性质,将所有节点状态的联合概率转换

为多个相互独立的基于父节点状态集合的条件概率乘积,可

形式化地表示为:

P(x１,,x|V|)＝∏
|V|

n＝１
P(xi|xFi

) (９)

其中,Fi是节点vi的父节点集合,xFi 是Fi的状态.TWIND算

法对每一个节点启发式地搜索最大化P(xi|xFi
)的父节点集

合,根据感染状态数据的数量估计父节点数量的理论上限作

为算法的停止条件.Huang等[６８]基于式(９)构建了基于相对

熵的概率生成模型并提出 SIDN 算法.SIDN 算法利用 KL
散度(KullbackＧLeiblerDivergence)衡量不同父节点集合概率

分布之间 的 差 距,并 证 明 条 件 熵 H(xi|xFi
)与 条 件 概 率

P(xi|xFi
)成反比,对每一个节点启发式地搜索最小化条件熵

的父节点集合构建传播网络.Han等[６９]对节点之间的父子

关系定义一种新的评分机制并提出了 TENDS算法.该评分

机制由两部分组成:一部分为节点vi在父节点Fi下的似然函

数;另一部分是关于父节点数量的惩罚函数,以防算法过度地

加入父节点.为了快速推断网络结构,TENDS算法将衡量节

点之间相关性的互信息(MutualInformation,MI)指标修改为

更符合传播数据性质的IMI指标,结合 KＧmeans聚类算法对

潜在边进行预剪枝.Gan等[７０]提出在不完整的感染状态数

据下推断传播网络的框架POIND.该框架分为两步:１)根据

观测的部分数据估计缺失的节点感染状态概率以及节点和其

可能父节 点 集 合 之 间 的 感 染 概 率,并 利 用 已 知 的 算 法 如

TWIND推断传播网络;２)根据推断的传播网络结构,利用类

EM 算 法 更 新 节 点 与 可 能 父 节 点 集 合 之 间 的 感 染 概 率.

POIND框架使基于感染状态数据推断传播网络的方法在现

实世界中更具有可行性.

２．４．４　基于节点间感染概率的方法

上述方法从父子节点间影响关系的角度出发,探索各节

点在观测数据下最有可能的父节点集合,进而构建传播网络,

但仍然不能衡量节点间的关系强度.因此,Sun等[７１]从节点

间感染概率的角度出发,提出了 FINITI算法.FINITI算法

与ConNIe算法的建模思路相似,都构建了以节点间感染传

播概率为变量的似然函数.但感染状态数据体现的感染事件

会相互冲突(由于无法确定感染的次序,因此两个有关联的节

点都有可能是对方的父节点),导致似然函数具有非凸性,因

此FINITI采用EM 算法作为优化算法.实验表明,与前３类

方法相比,该方法在提高传播网络推断准确性的同时,不仅可

以评估节点间的关系强度,还具有良好的运行效率.

２．４．５　总结

尽管基于感染状态数据推断传播网络结构更具实际应用

性,但其同样存在困难和挑战.早期的研究方法更适用于特

定场景,例如可追踪路径或已知感染源的信息.当前,基于父

子影响关系的推断方法已成为主流方法之一,同时实验证明

在多感染源的场景下,这类方法的推断表现可以达到和基于

时间序列的方法相近甚至更好的表现.然而,与时间序列数

据不同,感染状态的无序性会使推断范围更广泛,导致算法时

间复杂度较高.即使使用聚类方法对候选边进行预剪枝处理

以缩小推断范围,该算法也难以应对大规模网络结构的推断.

此外,基于节点间感染概率的方法容易受到优化过程中过拟

合问题的影响,并且依赖于预剪枝的结果.

２．５　结合特征信息的传播网络推断算法

除了信息传播过程产生的感染事件外,信息内容本身以

及用户特征等额外可挖掘的数据特征同样可提供有利于推断

网络结构的证据.本文根据建立模型的方式以及思路,将这

一部分结合特征信息的传播网络推断方法分为基于特征增强

的方法、基于扩散模型嵌入的方法、基于结构方程模型的方法

以及基于深度学习的方法.

２．５．１　基于特征增强的方法

基于特征增强的方法通常将除感染时间和感染状态外的

信息特征融入现有成熟的概率模型中,以提高传播网络推断

的准确性.例如,在 DST模型中融入节点特征和文本内容特

征,进一步提高了算法在真实世界数据集中的表现[４０].

在利用节点的特征信息时,研究者一般假设用户具有不

同的传播倾向.例如在社交网络中,共同爱好交集多的两个

用户间更有可能存在传播关系.Wang等[７２]基于此假设,利

用特征信息增强概率模型,提出 MONET算法,如图８所示,

特征增强后的概率模型不再将感染时间作为计算节点间传输

概率的唯一依据.MONET算法在根据生存分析理论构建级

联数据的似然函数时,融入节点的特征信息,进一步提升了推

断网络的准确性.

图８　特征增强的概率模型示意图

Fig．８　DiagramofafeatureＧenhancedprobabilisticmodel

除了节点特征外,研究者认为传播内容的特征也会影响

传播过程.Du等[７３]针对主题敏感的信息传播网络,提出了

TOPICCASCADE算法.对主题敏感的信息传播网络,指在
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该网络上不同主题的信息的扩散速度不同.TOPICCASＧ

CADE算法考虑到普通的传输时间分布仅利用了节点间的感

染时间因素而未考虑到主题对传输速率的潜在影响,将节点

间的传输率表示为多个主题下的传输率总和,可形式化表

示为:

αij＝∑
l
mlαl

ij (１０)

其中,αij为节点vi和vj之间的传输率,ml为主题l的权重,αl
ij为

在主题l下节点vi和vj之间的传输率.TOPICCASCADE算

法基于生存分析对级联数据建模,利用块坐标下降法求解节

点间的传输率.

Zhou等[７４]同时结合了拓扑特征、节点属性和信息内容

来推断节点间的传输率,提出了 NIMFC算法.NIMFC算法

提取信息文本中的主题特征,考虑节点和级联数据各自的主

题分布,将节点间的相似度和节点与级联信息间的相似度融

入以生存分析建模的似然函数中,最后通过最大化似然函数

求解传输率矩阵.Manco等[７５]提出了一种结合传播动力学

和传播内容主题的传播网络推断方法.文献[７５]将各主题下

节点间的传输率分解为两部分,分别为节点在主题上的权威

程度和敏感程度.节点的权威程度反映其影响其他节点的可

能性;敏感程度反映它接受传播内容的可能性.基于此分解

方式,该方法建立了一种概率图模型来阐述主题影响传播过

程的方式,最终通过EM 算法分别求解权威程度矩阵、敏感程

度矩阵以及主题的分布参数.

２．５．２　基于结构方程模型的方法

结构方程模型(StructuralEquationModeling,SEM)是一

种基于统计学的多变量分析方法,可用于探究多个变量之间

的因果关系[７６].

Baingana等[７７]采用动态SEM 来捕获观察到的感染时间

与边的未知权值之间的关系.他们假设网络拓扑结构会随时

间产生变化,但在一段时间内保持固定.在第t时间段内,节

点的感染时间可建模为一个动态线性SEM,如式(１１)所示:

yt
ic＝∑

j≠i
at

ijyt
jc＋bt

iixt
ic＋et

ic (１１)

其中,yt
ic是节点vi在第t时间段内的感染时间,at

ij是边(vi,vj)

上的权重,xt
ic是节点vi对感染的易感性(假设是已知的),bt

ii获

取外部感染源的影响力,et
ic是对测量误差和未建模的动力学

进行解释.因此,节点的感染事件可被划分为∑
j≠i
at

ijyt
jc的外因

(被其他节点感染)以及bt
iixt

ic所代表的内因(自身易感性)两方

面.此外,Baingana等还进一步提出了一种在计算复杂度较

高时有效的随机梯度算法以求解参数.后续,Baingana等[７８]

指出网络拓扑有时可能在有限数量的离散状态之间“跳转”,

进而表现为级联行为的突然变化.例如,电子邮件网络可能

会在周末从主要的基于工作的拓扑结构切换到基于朋友的拓

扑结构.针对这种现象,他们提出了一种可切换的动态SEM
来捕获与网络拓扑结构相关的级联演化,以及拓扑结构的离

散状态.

虽然SEM 能够合并外部影响来解决内在的“directional

ambiguities”问题,然而传统的 SEM 假设有外部影响因素

的全部知识,在实际环境中缺乏可行性.对此,Shen等[７９]

利用 并 行 因 子 分 解 (ParallelFactorDecomposition)求 解

各个节点之间的传输率.

２．５．３　基于扩散嵌入模型的方法

以数据作为驱动的基于扩散模型嵌入的方法同样取得了

不俗的表现.不同于上文提及的基于特征增强的方法依旧对

模型进行较为严格的假设,基于扩散嵌入模型的假设会更为

宽松,倾向于从数据中学习到潜在规律.而与基于时间序列

数据中的网络表示学习方法相比,结合特征信息的扩散模型

嵌入方法通常会将感染时间、传播内容、用户特征等信息共同

作为扩散模型的组成部分,因此通常具有更好的推断表现.

Bourigault等[５６]在利用时间序列数据提出一种将节点嵌

入到潜在空间的CDK算法后,进一步地考虑到文本内容对传

播的影响,即每个可能的信息内容将对应于潜在空间中的一

个特定度量,从而产生不同的传播方案.他们通过在扩散核

中加入文本内容q的嵌入向量f(q),改变感染源在潜在空间

中的位置,提出了CSDK方法.如图９所示,作为感染源的节

点１在不同级联中受文本特征f(q１)与f(q２)的影响,感染源

的位置发生了改变,虽然其他节点在潜在空间中的位置是固

定的,但最终导致两个级联观测到的时间序列结果完全不同.

图９　CSDK方法示意图

Fig．９　DiagramofCSDK

Gao等[８０]考虑到信息级联中的内容特征对传播过程的

影响,提出了IEDP算法.IEDP算法根据用户向量和传播内

容向量在嵌入空间中的几何关系构建有关传播的评分函数

dij,可形式化地表示为:

dij＝‖zi＋pc－zj‖l２
(１２)

其中,pc为传播内容的特征向量,zi＋pc为用户vi传播pc在嵌

入空间的位置.zi＋pc与用户vj的嵌入向量zj距离越近,代表

用户vi 与vj 之间有更高的概率存在传播内容pc的关系.利

用此评分函数,IEDP算法根据感染时间构建目标函数,并利

用随机梯度下降更新节点的嵌入向量.相较于基于显式推理

的模型,该算法大大降低了计算复杂度,为处理海量数据提供

了一种可靠的方法.

２．５．４　基于深度学习的方法

基于深度学习的传播网络推断方法通常利用部分已知的

传播网络结构对分类器进行监督与修正,训练结束后对其余

所有可能的边进行判别,最终利用其中判别为参与传播的边

构建传播网络结构.近年来,由于深度学习在分类任务上取

得了不俗的成绩,研究者开始考虑将深度学习应用到传播网

络推断中.Wang等[８１]提出传播网络推断存在两个难点:一

是生成传播数据的传播路径不唯一;二是节点之间的传播
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过程可能存在延迟,导致推断结果不准确.因此,文献[８１]提

出了FNI算法,利用节点特征和深度学习方法推断传播网

络.通过任意节点间特征值的共性来映射它们之间存在传播

关系的可能性,映射方式为寻找两个节点相同的特征并在特

征向量的对应位置设置为１,通过深度神经网络(DeepNeural

Networks,DNN)对节点对进行分类,进而构建传播网络.

Yang等[８２]基于推荐系统提出了 DIMＧSPTF算法,用于

推断参与传播过程的社交网络结构.DIMＧSPTF算法将多种

类信息,包括用户接收传播内容的时间信息、用户的历史偏好

特征信息以及用户传播内容的文本特征信息,作为节点对构

建输入向量.同时,DIMＧSPTF算法利用循环神经网络(ReＧ

currentNeuralNetwork,RNN)对节点对进行分类并构建传

播网络.

２．５．５　总结

在当今大数据时代下,收集丰富的数据特征为更精确地

推断传播网络结构提供了可能性.上述４种方法分别从不同

角度通过不同方式对信息特征进行融合与利用.基于特征增

强的方法通常遵循着基于时间序列方法的假设,并在概率模

型中融入节点和传播内容的特征以提高推演准确性.基于结

构方程模型的方法通常从内因和外因两个方面分析感染结果

产生的过程,但其同样对假设要求非常严格,包括模型的线性

关系、正态性、独立性等,如果假设不成立,模型的拟合效果和

推断结论可能会失真.同时,算法的计算复杂度较高,难以应

对大规模的网络结构.与仅利用时间序列数据的网络表示方

法不同,基于扩散模型嵌入的方法会将信息内容对传播过程

的影响纳入信息传播模型中,不仅可以通过节点在嵌入空间

中的距离量化用户的关系,还可以嵌入不同类型的扩散信息

内容,以捕获级联中用户的不同偏好,有利于迁移到不同的传

播环境中.但这也意味着基于扩散模型嵌入的方法对数据本

身和提取的质量有着更高的要求,否则可能会适得其反.例

如在文献[５６]的部分对比实验中,利用文本内容的 CSDK 算

法表现不如仅利用时间序列数据的 CDK 方法.基于深度学

习的方法通常需要部分已知的网络结构对分类器进行训练,

使得适用场景更为有限,并且可迁移性不高,对不同类型的传

播网络需要重新训练,成本较高.

３　性能评价指标

本章总结了传播网络推断算法常见的性能评价指标以供

研究者参考.

记真实参与传播的网络为G∗ ＝(V,E∗ ),算法的推断结

果为G
∧

＝(V,E
∧
),真实的传输率矩阵为A∗ ,矩阵A∗ 中节点vi与

vj之间的传输率为α∗
ij ,算法推断的传输率矩阵为A

∧
,矩阵A

∧
中

节点vi与vj之间的传输率为α
∧
ij.

评估指标可分为３类,分别为评估传输率的指标、评估拓

扑结构的指标,以及评估概率的指标.评估传输率的指标有

均方根误差(MeanSquaredError,MSE)和均绝对误差(Mean

AbsoluteError,MAE).评估拓扑结构准确性的指标有准确

率(Accuracy)、精确率(Precision)、召回率(Recall)和 FＧ分数

(FＧscore).评估基于概率的分类器指标有 AUC值,即 ROC
曲线下与坐标轴围成的面积.评估性能指标的总结如表２
所列.

表２　常用性能评估指标总结

Table２　Summaryofevaluationmetrics

评估指标 公式 描述 文献

MeanSquaredError(MSE) １
|V|２－|V|

∑
i,j

(α∗
ij －α

∧
ij)２ 测量值误差的平方和取平均值 [２２,４５,５３,５８,７１,７９]

MeanAbsoluteError(MAE) １
|V|２－|V|

∑
i,j

|α∗
ij －α

∧
ij| 测量值误差的绝对值取平均值 [４３,４７,７３Ｇ７４]

Accuracy １－
∑
i,j

|I(α∗
i,j)－I(α

∧
i,j)|

∑
i,j
I(α∗

i,j)＋∑
i,j
I(α

∧
i,j)

通过传输率评估推断的传播网络的准确性 [３５,４３,４５,８１Ｇ８２]

Precision |E∗ ∩E
∧
|

|E
∧
|

真实边在推断边中的比例
[２１Ｇ２２,３５Ｇ３７,４０Ｇ４１,４５Ｇ４６,４８Ｇ４９,

５６Ｇ５９,６３,７２,８１Ｇ８２]

Recall |E∗ ∩E
∧
|

|E∗|
推断正确的边在所有真实边中的比例

[２１Ｇ２２,３５Ｇ３７,４０,４５Ｇ４６,４８Ｇ４９,
５６Ｇ５９,６３,７２,８１Ｇ８２]

FＧscore ２×Precision×Recall
Precision＋Recall

同时兼顾Precision和 Recall的指标
[３７,４１Ｇ４２,４４,４６Ｇ５３,５５,

５７Ｇ５９,６７Ｇ７５,８２]

AreaUnderCurve(AUC) － 衡量整个 ROC曲线下的整个区域面积 [２１Ｇ２２,３６,３９,４９,５４,６０Ｇ６１]

４　人工网络和真实网络数据集

本章收集了常用于评估传播网络推断方法的人工网络模

型和真实世界数据集以供研究者参考.

４．１　人工网络模型

为了验证和探索算法在不同规模、不同特征网络上的推

断表现,研究者通常利用人工网络模型生成可控的网络结构,

在人工网络上利用传播模型仿真传播数据作为传播网络推断

算法的输入.常见的人工网络模型有 ER 随机图(Erdo″sＧ

rényiRandom Graphs)模 型[８３]、核 心Ｇ边 缘 网 络 (CoreＧperiＧ

pheryNetwork)模型[８４]、分层社区网络(HierarchicalComＧ

munityNetwork)模型[８５]、森林火灾(ForestFire)模型[８６]以

及LFR基准图(LFRBenchmarkGraphs)模型[８７].

ER随机图的特点是每一对节点都以一定的概率相连;

核心Ｇ边缘网络的特点是存在两个不同的组成部分,一部分是

紧密连接的“核心”节点,另一部分是稀疏的“外围”节点,“核

心”节点与“外围”节点之间存在着稀疏的连接;分层社区网络

模型的特点是具有层次化社区结构.上述３种网络都可由
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克罗内克图(KronckerGraphs)模型[８８]通过不同的参数生成.

Leskovec等[８９]观察到真实世界中的网络结构存在两种现象:

会随时间推移密集化;节点之间的平均距离会随着时间推移

缩小.为了仿真这两种现象,文献[８９]基于森林火灾模型提

供了一种网络生成器.LFR 基准图模型考虑节点度分布和

社区规模分布异质性这两种特征,仿真真实世界中具有社区

结构的网络,可用于评估算法对具有社区性质的网络的推断

效果.本文进一步地总结了文中提及的算法所用的人工网络

模型,如表３所列.

表３　人工网络模型总结

Table３　Summaryofsyntheticnetworkmodels

模型 文献

Erdo″sRényirandomgraph
[２１Ｇ２２,３５Ｇ３６,４１Ｇ４４,４６Ｇ４８,
５０Ｇ５１,５３,６２,６５Ｇ６６,７３Ｇ７４]

CoreＧperipherynetwork
[２１,３５Ｇ３７,４１Ｇ４３,４５Ｇ４８,

５０Ｇ５１,５３,５５,６２Ｇ６３,７３Ｇ７４]

Hierarchicalcommunitynetwork
[２１,３５Ｇ３７,４１Ｇ４４,４５,４７Ｇ４８,
５１,５３,５５,６２Ｇ６３,７３Ｇ７４]

ForestFiremodel [２１,３６Ｇ３７,４３Ｇ４４,４８,５１,５５,６２]

LFRbenchmarkgraphs [５０,５２,６０,６７Ｇ７１]

４．２　真实世界数据集

真实世界数据集可分为两种类型.

第一类为通过在真实世界中存在的网络上利用传播模型

仿真得到感染数据,进而验证算法的表现.本文收集和总结了

常见的真实世界网络结构,如表４所列.

表４　常用真实世界网络结构总结

Table４　SummaryofrealＧworldnetworks

网络 |V| |E| 文献

Scientistscollaboration
network

１４６１ ２７４２ [２２,５０Ｇ５２,６６Ｇ７０]

Emailcommunication
inEuropean

９８６ １６０６４ [２２,３６,５０]

Adolescenthealth ２５３９ １２９６９ [４２]
Polblogs １４９０ １９０２５ [４２]

Highschool ３２７ ５８１８ [３９]
DUNF ７５０ ２９７４ [６７Ｇ７０]

Footballnetwork １１５ ６１５ [５１]

第二类是根据真实世界中发生的信息传播数据,例如博

客的转发和社交平台的订阅等,推断传播网络.例如,MemeＧ
tracker数据集收集了来自 Memetracker的９６００万条博客信

息.此类数据集有两种基于传播数据构建基准传播网络的方

式.１)以站点的超链接为基础的构建方式.假如发布信息的

站点P 引用了站点L 的超链接,则在站点P 与站点L 之间构

建传播链路,并继续回溯站点L 引用的超链接,构建完整的

传播链路.如果站点L是第一个发布这个信息的站点,则它

为该信息的传播源.２)以传播信息内容为基础的构建方式,

将网站中发布的内容解析成多个短语(模因),寻找发布过相

同或近似词语的站点,并根据发布的时间构建传播链路.本

文总结了常见的真实世界信息传播数据集,如表５所列.

表５　常用真实世界信息传播数据集总结

Table５　SummaryofrealＧworldinformationdiffusiondatasets

数据集 描述 数据链接 文献

Memetracker
一个包含数以百万计博客和新闻文章的数

据集,可用于追踪信息传播链路
https://snap．stanford．edu/data/memetracker９．html

[２１,３５,３７,４１,４３,４５Ｇ４６,４８Ｇ４９,
５２Ｇ５３,５６Ｇ６２,７３,７５,８０]

Twitter
一个来自 Twitter平台的数据集,收集了该

平台上推文和其相应转发的记录
https://snap．stanford．edu/data/higgsＧtwitter．html [３６Ｇ３７,５８,６１Ｇ６３,７２,７５]

SinaWeibo
一个来自微博平台的数据集,收集了平台上

微博内容和其相应转发的记录
https://www．aminer．org/influencelocality [３９,５７,７４,８２]

Digg
一个来自新闻门户网站的数据集,收集了用

户在平台上转发新闻的记录
https://www．isi．edu/~lerman/downloads/digg２００９．
html

[５６,５８,６１,８０]

Flixster
一个来自一款移动社交网络应用的数据集,
包括用户的社交网络和信息的转发记录

https://networkrepository．com/socＧflixster．php [６３]

Lastfm
一个来自 Last．fm音乐社交平台的数据集,
收集了近１０００个用户在音乐平台上订阅

记录

http://ocelma．net/MusicRecommendationDataset/lastＧ
fmＧ１K．html

[５８]

Irvine
一个来自加州大学学生在线社区的数据集,
记录用户之间发送消息的时间信息

https://toreopsahl．com/datasets/＃online_forum_netＧ
work

[５８]

ICWSM
一个收集了１年内４４００万篇博客引用信息

的数据集
https://www．icwsm．org/data/ [４０,５６,５８]

４．３　算法性能评估

为进一步了解不同算法推断传播网络的准确性,本文对

常见的基于时间序列数据的传播网络推断方法进行对比实

验,分别使用人工网络模型生成的拓扑结构和真实世界存在

的拓扑结构作为推断目标.对于人工网络模型,本文采用

Erdo″sＧRényirandomgraph,CoreＧperipherynetwork以及 LFR
benchmarkgraphs３种模型生成４个节点数量在１０００左右的

人工网络.本文使用ICM 模型产生级联数据,设置节点间的

传输概率β＝０．３控制级联数据的长度,并保证传播过程覆盖

网络边数的９５％以上,节点间传输时间均采样于指数分布

Exp(１)中.使用 FＧscore作为统一的评估指标,数据集的

细节与结果如表５所列.

表６中的结果显示,Dani[５２]在多个数据集上的推断表

现均位于前列,但 Dani需要人工设置推断边数 作 为 停 止

条件,导致其不能保证在真实使用场景(即未知传播网络

的边数时)中依旧保持可信赖的推断表现.基于生存分析

理论建立模型的方法InfoPath[４５]虽然可以同时推断传播

网络以及节点间联系强弱的关系,但其推断准确率低于其

他方法.相较之下,文献[５４]所提出的贝叶斯推断方法以

及基于边嵌入的 KEBC[６３]方法,可在无需设置推断边数的

条件下,依旧达到较高的推断准确性,在适用性方面领先

于其他方法.
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表６　基于时间序列的传播网络方法推断表现

Table６　Inferenceperformanceofdiffusionnetworkmethodsbasedontimeseries

网络 |V| |E| |C| NetInf[２１] [５３] InfoPath[４５] Dani[５２] [３６] KEBC[６３]

Erdo″sRényirandomgraph １０２４ ２０４４ ２０００ ０．３１ ０．６６ ０．２５ ０．９９ ０．８９ ０．６３
CoreＧperipherynetwork １０２４ ２０１７ ２０００ ０．３５ ０．６７ ０．２８ ０．７９ ０．４３ ０．６９

LFRbenchmarkgraphs
(averagedegrees＝６) １０００ ３０４６ ２０００ ０．４１ ０．５４ ０．５２ ０．８７ ０．５９ ０．９１

LFRbenchmarkgraphs
(averagedegrees＝１０) １０００ ４９１４ ２０００ ０．６２ ０．５１ ０．３０ ０．９０ ０．３７ ０．７８

Scientistscollaborationnetwork ３７９ ９１４ １０００ ０．３１ ０．６６ ０．２５ ０．９９ ０．８９ ０．６３
EmailcommunicationinEuropean １００５ １６７０６ １０００ ０．３５ ０．６７ ０．２８ ０．７９ ０．４３ ０．６９

　　结束语　传播网络在分析宏观的传播过程以及揭示传播

动力学规律时必不可少,但在真实世界中,传播网络的结构通

常难以被完整地观测和获取.因此,研究传播网络推断问题

在传播学、社交网络分析等领域有着重要意义.本文先根据

输入数据的种类对现有传播网络推断方法进行粗粒度分类,

再根据方法的建模思路与方式进行二次分类,同时收集汇总

了常用的性能评估指标与基准数据集,为研究人员提供有益

的参考.对于未来,传播网络推断问题仍需要从以下几个方

面进行加强和改善.

１)目前依旧没有算法能够在无需任何网络先验知识的条

件下同时实现高推断效率和高推断结果准确率.在基于极大

似然估计的方法中,虽然使用凸优化计算节点之间的传输率

可以在无需网络先验知识(例如边的数量等)的条件下得到较

为精确的结果,但其需要大量的计算与时间开销.基于贝叶

斯推断的方法同样需要进行大量的迭代和采样,保证算法收

敛,得到准确结果.基于感染状态数据的方法由于父节点集

合的节点复杂多变,因此推断效率较低,难以应对大规模的网

络.如何设计出高效、精准且无需任何先验知识的传播网络

推断算法,仍是需要解决的问题之一.

２)目前多数传播网络推断方法假设在一次传播过程中各

个节点的感染事件相互独立,且节点的感染源是唯一的,但在

真实世界环境中这一假设未必成立,例如用户主动传播信息

的意念可能是由其多位好友的共同影响而产生的[９０].因此,

探索更符合真实世界中信息传播现象的模型,揭示传播动力

学规律,是需要重点研究的内容之一.

３)针对质量不确定的数据,需要获得更可靠的传播网络

推断结果.现有的方法大多假设观测收集的数据是完整且准

确无误的,例如级联数据中节点被感染的时间信息等.但在

真实世界中,数据的质量无法得到保证,从而导致推断的结果

不可信,例如Peel等[９１]提出局部的数据误差会影响到全局的

网络推断表现.因此,传播网络推断方法需要将数据的不确

定性纳入考量范围,使其更具有适用性.虽然目前已有一些

工作[４１,７０,９２]分别针对数据的缺失问题和误差问题提出了解决

方案,但仍缺少能全方面考虑数据质量不确定性的方法.因

此,利用质量不确定的数据进行可靠的传播网络推断是未来

的发展方向之一.

４)相较于其他类型的方法,扩散嵌入模型不仅能够推断

信息级联中已发生的传播关系,还能根据传播文本语义、用户

特征等信息预测未来可能发生的传播事件[６１,８０],因此具有更

广泛的适用场景,是未来重点研究的内容之一.但这类方法

需要更多的数据作为驱动,以便模型可以自动地挖掘用户与

用户、用户与传播信息之间的潜在关系,因此数据的质量和数

量会很大程度地影响算法的表现.此外,通过将网络中的实

体嵌入到固定维度的空间中,能够避免传统信息传播模型(例

如IC模型)产生的空间复杂度问题,从而有效地应对更大规

模网络.然而,对于维度的选择,不能简单地通过增加维数来

试图提高算法的表现.已有研究工作[５６]证实,盲目地增加维

数可能会导致过拟合而降低算法性能.对于扩散嵌入模型的

未来研究,一方面,研究者需要加强模型的泛化能力,以尽可

能减少重新训练模型的成本;另一方面,研究人员需要关注模

型训练时可能产生的过拟合以及维度灾难问题,防止算法在

应用场景中出现性能退化,甚至失效的现象.

５)需要在一个统一的框架中建模信息扩散过程.信息传

播领域涉及的任务除了本文关注的传播网络推断之外,还包

括流行度预测[９３Ｇ９４]、影响力最大化[９５]、传播源定位[９６]等.这

些任务虽然都涉及信息传播和扩散过程,但在不同的问题和

数据下却有着各自的假设和处理方式.例如,文献[９３]根据

任务的粒度大小,将信息预测工作分为微观、中观和宏观级,

不同层级下的工作对信息扩散过程的描述和假设并不完全相

同.此外,同一任务中的不同方法对信息扩散过程也会有着

不同的解释.例如,上文涉及的基于时间序列数据方法中的

传播树模型在建模信息传播过程时具有IC模型所带来的更

严格的假设,而多数基于网络表示学习的方法则直接从观察

结果中学习传播模型.文献[９４]根据信息传播模型的随机性

和确定性,将基于时间序列数据的流行度预测方法系统地分

为点过程模型(PointProcessModels)以及仓室模型(ComＧ

partmentModels).因此,未来工作的另一个挑战是如何在

同一个框架下建立信息传播的过程,使得各个信息传播领域

相关的任务之间更具有解释性和整体性.
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