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基于滑动平均与分段线性回归的时间序列相似性

冯玉伯１,２　丁承君１　高　雪１　朱雪宏１　刘　强１

(河北工业大学机械工程学院　天津３００１３０)１

(泰华宏业(天津)机器人技术研究院有限责任公司　天津３００１３０)２

　
摘　要　针对时间序列相似性度量中欧氏距离对异常数据敏感以及 DTW 距离算法效率低的问题,提出基于滑动平

均与分段线性回归的时间序列相似性方法.首先,使用初始可变滑动平均算法以及分段线性回归对原始时间序列进

行数据变换,并将分段线性回归的参数(截距与距离)集作为时间序列的特征,以实现时间序列的特征提取和数据降

维;然后,利用动态时间弯曲距离进行距离计算.该方法在时间序列相似性上与 DTW 算法的性能相近,但是在算法

效率上几乎提高了９６％.实验结果验证了该方法的有效性与准确性.
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Abstract　AimingattheproblemsthattheEuclideandistanceissensitivetotheanomalydataandtheefficiencyofthe
DTWdistancealgorithmislow,atimeseriessimilaritymethodbasedonthemovingaverageandthepiecewiselinearreＧ

gressionwasproposed．Firstly,theoriginalvariableＧaveragingalgorithmandthepiecewiselinearregressionareusedto
transformtheoriginaltimeseries．Theparametersofthepiecewiselinearregression(interceptanddistance)aretaken
asthecharacteristicsofthetimeseriessothatthefeatureextractionofthetimeseriesisrealized,andthedataisdimenＧ
sioned．Thenitcalculateddistanceusingthedynamictimebendingdistance．Theperformanceofthemethodissimilarto
thatofDTWalgorithm,buttheproposedmethodisalmost９６％higherinalgorithmefficiency．Theexperimentalresults
verifytheeffectivenessandaccuracyofthemethod．
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１　引言

时间序列是某个物理量按时间顺序观测得到的一系列观

测值,它反映了实体属性随时间变化的特征.现实世界中存

在大量的时间序列,如环境监测、物联网、气象研究、网络安

全、金融等领域产生了大量的时间序列[１].时间序列相似性

搜索是对一批时间序列数据进行分类、聚类、查询、预测的一项

基础任务.而时间序列的近似表示和相似性度量又是序列相

似性搜索的关键问题[２],对相似匹配的结果起着决定性作用.

时间序列相似性度量通常采用欧氏距离和动态时间弯曲

(DynamicTimeWarping,DTW)距离,欧氏距离不具备分段

趋势信息,不能对序列的形态进行表征,此外,欧氏距离对序

列的异常数据敏感,轻微的序列异常会导致序列之间的欧氏

距离剧烈变动.DTW 是由 Keogh等[３Ｇ４]提出的一种针对时

间序列的动态时间弯曲距离方法.该方法对两个任意时间序

列的数据构建对应关系,并从对应关系中搜索最优匹配路径,

进而更加有效地度量时间序列的相似性.但是该方法的时间

复杂度为 O(mn),其中m,n是两个时间序列的长度,一定程

度上限制了其应用.针对欧氏距离和 DTW 的不足,文献[５]

和文献[６]分别提出三元分段趋势模式和七元分段趋势模式,

并通过计算模式距离来度量两个等长序列的趋势差异程度,

但这种时间序列的相似匹配的精确度依赖于模式划分的颗粒

度.文献[７]使用夹角距离来度量时间序列的相似性,具有平

移和旋转不变性的优点,但是缺乏序列的分段趋势信息.文

献[８]在动态时间弯曲(DTW)距离的基础上,提出了分段

DTW 距离的时间相似性度量方法,与传统的 DTW 距离相

比,该方法在保证度量准确性的基础上提高了序列相似性计

算的效率.文献[９]提出了分段聚合的动态时间弯曲距离方



法,实现了时间序列的有效降维和特征表示,具有算法过程简

单的特点.文献[１０]针对时间序列分段线性表示相似度量方

法存在的序列长度依赖和多分辨率条件下的潜在识别误差等

缺点,提出了一种序列分段线性弧度表示和基于弧度距离的

相似度量方法.实现了序列的快速在线分割与相似度量

计算.
针对时间序列相似性度量欧氏距离与动态时间弯曲距离

的局限性,提出了一种基于滑动平均与分段线性回归的时间

序列相似性度量方法.该方法首先对时间序列做初始可变滑

动平均处理,以滑动平均处理的时间序列上的局部极值点作

为特征点,进而对相邻特征点之间的时间序列做线性回归.
将线性回归方程的系数(即截距与斜率)作为时间序列的分段

特征表示,并在特征空间中使用 DTW 对时间序列的相似性

进行度量.该算法具有对异常数据的不敏感性且有效地实现

了数据降维和特征表示,且该算法的效率要远高于 DTW 距

离算法.

２　滑动平均与分段线性回归的时间序列相似性

２．１　相关定义与模型

定义１(时间序列)　一系列有序数据.

Y＝{yj∶i＝０,１,２,,n},∀yi∈R
其中,R是实数集,i为采样时间点,一般为等时间间隔.

定义２(时间序列长度)　时间序列Y 的元素个数,记为|Y|.
定义３(子序列)　从原序列Y 中选取一个片段而形成的

新序列,记为sub(Y).且满足|sub(Y)|＜|Y|.
初始可变滑动平均模型:给定一个时间序列Y 和长度为

m 的时间窗口,根据式(１)对时间序列求取算术平均值.
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定义４　设时间序列为Y,Y 的初始可变滑动平均为S,

S＝{si,i＝０,１,,n},|S|＝|Y|,F为Y 的特征序列.则:

s０,sn∈F
(si－１＜si)∧(si＋１＜si)∧(０＜i＜n)⇒si∈F
(si－１＞si)∧(si＋１＞si)∧(０＜i＜n)⇒si∈F
(si－１＝si)∧(si＋１＜si)∧(０＜i＜n)⇒si∈F

(２)

使用adj(si,sj)＝TRUE表示F中任意两个相邻特征点.

按特征序列对原始时间序列进行子序列划分,则:

sub(Y)＝{yi,yi＋１,,yi＋k}

yi∈F∧yi＋k∈F∧adj(yi,yi＋k)＝TRUE
(３)

时间线性趋势模型,设原始时间序列的特征子序列的确

定时间趋势为:

ut＝β０＋β１t (４)

其中,β０ 和β１ 分别表示斜率与截距,选取最小二乘法估计β０

和β１,使得:

(b０,b１)＝min(∑
k

t＝１
)[yt－(b０＋b１t)]２) (５)

计算式(５)关于β０ 和β１ 的偏导数,求解线性方程组.使

用β
∧

０ 和β
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１ 表示得到的解:
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其中,t
－
＝(n＋１)/２是１,２,,n的平均数.

２．２　动态时间弯曲距离

动态时间弯曲距离(DynamicTimeWarping,DTW)最先

在语音处理方面得到广泛研究[１１Ｇ１２],并由Berndt等最先引入

到数据挖掘领域中[１３].
定义５　时间序列X＝{xi,i＝０,１,,m}和Y＝{yi,i＝

０,１,,n}之间的动态时间弯曲距离定义为:

Dtw (‹›,‹›)＝０
Dtw (X,‹›)＝Dtw (‹›,Y)＝∞

Dtw ＝d(x０,y０)＋min
Dtw (X,Rest(Y))

Dtw (Rest(X),Y)

Dtw (Rest(X),Rest(Y)){
d(x,y)＝‖x－y‖,x∈X,y∈Y (７)

其中,Rest(X)＝x２,x３,,xm,Rest(Y)＝y２,y３,,ym.
时间序列X,Y 的数据点可以组成距离矩阵:

Dm×n＝{d(i,j)}m×n (８)
其中,０≤i≤m,０≤j≤n,d(i,j)＝‖xi－yj‖.

如图１所示,图中U 对应一条动态时间距离路径,动态

时间弯曲距离可使用动态规划方法来计算[１４],其基本思想是

寻找一条具有最小弯曲代价(如最小累计距离)的最优路径,
算法的时间复杂度为 O(|X||Y|).

图１　动态时间弯曲距离路径

３　算法设计

由于动态时间弯曲距离路径算法的时间复杂度为O(|X|

|Y|),当X,Y 为高维时间序列时,使用 DTW 对X,Y 进行相

似性距离度量,时间消耗太大,不能应用于大规模时间序列的

相似性比较与数据挖掘.因此,在使用 DTW 进行时间序列

相似性比较之前,通常先对时间序列进行预处理,通过预处理

对时间序列进行数据降维,该过程中需要保证近似准确性.
基于滑动平均与线性回归的时间序列相似性的基本思想:

１)使用初始可变滑动平均模型(见式(１))对原始时间序

列X,Y 做滑动平均处理,得到滑动平均序列SX 和SY.

２)在滑动平均序列SX 和SY 中提取特征序列FX 和FY

(见式(２)).

３)按特征序列FX 和FY 对原始序列X,Y 进行子序列划

分(见式(３)).

４)针对 X,Y 的 子 序 列,求 取 时 间 线 性 趋 势 模 型 (见
式(６))

５)针对X,Y 的子序列线性趋势模型,计算 DTW 距离.

３．１　初始可变滑动平均模型算法

初始可变滑动平均模型算法如算法１所示.
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算法１　functionVMA(X,w)
输入:原始时间序列 X;滑动窗口大小 w
输出:初始可变滑动平均序列S
begin:

　S[０]＝X[０];＃初始化滑动平均序列

　cum＝X[０];＃初始化累加器

　fori＝２tolength(X)do
　　if(i＜＝w)then＃当前序列点的位置小于或等于滑动窗口的

大小

　　begin
　　　cum＝cum＋dat[i];

　　　S[i]＝cum/i;＃计算初始滑动平均值

　　　end;

　　　else＃当前序列点的位置大于滑动窗口大小

　　　　begin
　　　　　cum＝cum＋dat[i]－dat[i－w];

　　　　　S[i]＝cum/w;＃计算滑动平均值

　　end
　end

　return(S);

end．
该算法的时间复杂度为 O(|X|).

３．２　特征序列提取算法

特征序列提取算法如算法２所示.
算法２　functiongetFeatures(S)
输入:初始可变滑动平均时间序列S
输出:特征点对应的时间点序列

begin
　F＝[];＃初始化时间序列特征时间点

　F．append(０);＃时间序列的初始时间点是特征时间点

　fori＝１tolen(S)－１do＃遍历滑动平均时间序列

　　if(S[i－１]＜S[i])andS[i＋１]＜S[i])

　　begin

　　　F．append(i);

　　end

　　if(S[i－１]＞S[i]andS[i＋１]＜S[i])

　　begin
　　　F．append(i);

　　end
　F．append(len(S));＃时间序列的最终时间点是特征时间点

　return(F);

end．
该算法的时间复杂度为 O(|S|).

３．３　时间序列线性趋势算法

时间序列线性趋势算法如算法３所示.
算法３　functiontsLineRegr(X,F)
输入:原始时间序列 X,特征时间点序列F
输出:分段时间序列线性模型的截距与斜率

begin

　fori＝０tolen(F)－１＃遍历所有特征时间点,划分子序列

　begin

　　l＝X[F[i]:F[i＋１]];＃获取子序列特征值

　　t＝F[[i]:F[i＋１]];＃获取子序列对应的特征时间点

　　regr．fit(t,l);＃对子序列做线性回归

　　a,b＝regr．coef,regr．intercept;＃获取子序列线性回归的斜率

和截距

　　Features．append([a,b]);＃保存每一个子序列线性回归的斜率

　　　与截距

　end

return(Features);

end
该算法的时间复杂度为 O(|X|).
对时间序列 X 应用上述算法,即经由初始可变滑动平

均、特征序列提取、时间序列线性趋势算法,可将时间序列 X
映射到以分段直线的截距和斜率为表征的特征空间,这种方

法实现了时间序列的数据压缩,减少了时间序列的数据量,同
时保留了序列的局部特征和趋势特征,为度量时间序列的相

似性提供了支撑.图２为随机游走产生的时间序列图及采用

滑动窗口为２０生成的分段线性回归图.原始数据共１０００个

数据点,经由算法处理后,变换为有９３个(斜率、截距)表征的

特征序列,数据压缩率为８１．４％.由图２可以看出,特征序

列良好地反映了原始序列的局部和整体的变化趋势.同其他

算法相比,上述算法可以通过调整滑动窗口的大小得到不同

数据量的特征序列,有利于根据实际情况调整数据压缩比和

计算速度.

图２　随机游走时间序列图及其分段线性回归映射

３．４　滑动平均与线性回归的DTW 距离(MALRDTW)
设X,Y 为 原 始 时 间 序 列,XF,YF 为 特 征 序 列.使 用

MALRDTW 度量X 和Y 的相似性的算法如下.
算法４　functionMALRDTW(X,Y)
输入:时间序列 X,Y
输出:时间序列 X,Y的相似度

begin

　X_MV＝VMA(X,w１);Y_MV＝VMA(Y,w２);

　XFeatures＝getFeatures(X_ MV);YFeatures＝getFeatures(Y_

MV);

XF＝tsLineRegr(X,XFeatures);YF＝tsLineRegr(Y,YFeatures);

　Dist＝DTW(XF,YF);

　return(Dist);

end．
在原始时间序列上直接运用 DTW 距离算法计算时间序

列的相似性,计算复杂度为 O(|X||Y|);而采用 MALRDTW
距离算法的复杂度为 O(|XF||YF|).而|XF||YF|的大小依

赖于滑动平均窗口的大小,当选择合适的窗口使得数据压缩

率达到８０％时,计算复杂度将减少近９０％.

４　实验比较

为了对 MALRDTW 时间序列相似性算法的性能进行评

估,对 DTW 距离算法和 MALRDTW 距离算法进行了比较,
将算法的运行时间和相对距离比作为衡量指标.之所以采用

相对距离比作为衡量指标,主要是因为 DTW 距离算法是在

原始序列空间进行累计距离度量,而 MALRDTW 距离算法

是在经过初始可变滑动平均和子序列线性回归变换后,在原

始序列的子序列线性回归的截距与斜率的特征空间中计算累

计距离,因此二者计算的累计距离不是在同一空间下进行的.
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由于随机游走模型是布朗运动理想的数学模型,可以应用于

互联网链接分析和金融股票市场,故测试数据使用随机游走

模型产生５条拥有１０００个数据点的时间序列,对５个时间序

列进行相似性比较.算法在同一台计算机上运行,使用 PyＧ
thon为算法的设计软件,对 DTW 和 MALRDTW 算法进行

测试,算法的运行时间及相似比较结果如表１所列.表１的

实验结果说明,DTW 与 MALRDTW 动态时间弯曲距离算法

在时间序列上进行相似度度量时结果相近,说明二者之间的

准确度近似.但对于算法的运行效率而言,MALRDTW 距离

算法远高于 DTW 算法,约提高９６％,这一点在高维度时间序

列相似性比较中表现得更为突出.

表１　DTW 距离算法与 MALRDTW 距离算法的实验结果比较

距离

度量

方法

DTW 距离算法 MALRDTW 距离算法

累积

距离

相对

距离比
CPU运行

时间/s
累积

距离

相对

距离比
CPU运行

时间/s

１ １０．０５６ ０．００００ ０．０３１ ５０６．３４６ ０．００００ ０．００１
２ ５６．２０９ ５．５８９６ ０．０３２ ４３２０．５８ ８．５３２９ ０．００１
３ ８７．４４０ ８．６９５３ ０．０３１ ４５６４．１８ ９．０１４０ ０．００１
４ ５２．１３０ ５．１８４０ ０．０３５ ４２５０．００ ８．３９３５ ０．００４
５ １４０．５００ １３．９７１８ ０．０３５ ６９７７．２４ １３．７７９６ ０．００１

结束语　针对时间序列相似性比较中欧氏距离对序列的

异常数据敏感和动态时间弯曲距离时间复杂度为O(mn)的问

题,提出基于滑动平均与分段线性回归的时间序列相似性算

法.算法利用初始可变滑动平均算法对原始时间序列进行预

处理,消除了由原始时间序列中的异常数据带来的不利影响,
同时使得时间序列更加平滑;在滑动平均序列上提取极值特

征点,并以特征点所对应的时间点对原始时间序列进行子序

列划分,应用线性回归算法对子序列进行处理;将线性回归的

截距和斜率作为原始时间序列的特征序列,实现了数据降维

处理.
使用滑动平均与分段线性回归处理后的动态时间弯曲距

离算法(MALRDTW)取得了与 DTW 算法相近的相似性比

较性能,但是在算法效率上明显优于 DTW 距离算法.
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