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一 种基于数据流模式表示的半懒惰式分类算法 
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摘 要 依据从大规模数据中抽取的模式来建立分类模型是模式挖掘的重要研究问题之一。一种可行的方法是根据 

模式集合建立贝叶斯分类模型。然而，目前基于模式的贝叶斯分类模型大多是针对静态数据集合的，通常不能适应于 

高速动态变化与无限的数据流环境。对此，提 出一种数据流环境下基于模式发现的贝叶斯分类学习模型，其采用半懒 

惰式学习策略，针对分类实例在不断更新的频繁项集合上建立局部的分类模型；为加快流数据处理的速度，提出了结 

构更为简单的混合树结构，同时提 出了给定项限制的模式抽取机制以减少候选项集的生成；对数据流中模式抽取不完 

全的情况，使用平滑技术处理未被抽取的项。大量实验分析证明，相较于其他数据流分类器，所提模型具有更高的分 

类正确率 。 
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Abstract Utilizing patterns extracted from large scale data to build classification model is one of important research 

problems．Exploiting patterns to estimate Bayesian probability is a feasible approach．However，most of the existing pat— 

tern-based Ba yesian classifiers aim at static data set，which cannot adapt to the dynamic data stream environment．A 

Ba yesian classification mode1．named PBDS(Pattern-based Ba yesian classifier for Data Stream)，based on pattern discove- 

ry over data streams was proposed．PBDS constructs local model for unseen case based on continuously updated fre— 

quent item sets with partially-lazy learning method．To accelerate data processing，the simpler data structure，i．e．，hy— 

brid trees structure was proposed，and pattern extracting mechanism was proposed to reduce the generation of candidate 

itemsets．Smoothing technique was used to handle incomplete itemset extraction in the data stream．Extensive experi— 

ments on real—world and synthetic data streams show that PBDS is more accurate than state-of-the-art data stream clas— 

sifters． 

Keywords Data stream ，Frequent pattern，Ba yesian，Partially-lazy learning 

1 引言 

基于模式的分类模型是指在大规模数据集合中抽取模式 

集合，再根据抽取到的模式集合建立分类模型。模式是对数 

据的局部描述，它是项的集合 ，一个项是一个“属性一值”序偶。 

频繁模式是指一个模式在数据中出现的次数超出了规定的阈 

值。基于频繁模式的贝叶斯分类模型使用模式的频繁性来估 

计贝叶斯理论 中联合概率 的值。与 Naive Bayes(NB)l1Il相 

比，这种建立贝叶斯分类模型的方式在模型的建立过程中考 

虑了属性之间的依赖关系，使得建立的分类模型更加适用于 

现实生活中的数据。然而，已有 的基于模式的贝叶斯分类 

器E。。 胡大多针对静态数据集合，不适用于高度动态和无限 

的数据流环境。 

数据流是一个高速的、理论上无限的数据元素的连续序 

列，并且数据的分布可能随时间而发生变化。不同于静态数 

据集合上分类模型的建立，基于模式的数据流分类器需要处 

理以下问题：1)数据流算法在任意时刻只能获取数据流的一 

个数据片段，数据流算法难以确定所挖掘的模式集合相对整 

个数据的频繁性和完整性；2)当分类请求出现时，算法所能获 

取的数据段中可能不包含待分类实例中所有的项；3)由于数 

到稿日期 ：2016—05—16 返修 日期：2016—09—30 本文受国家 自然科学基金(61672086)，北京市自然科学基金(4142042)资助。 

江晶晶(1992一)，女，硕士生，主要研究领域为数据挖掘和机器学习，E-mail：14120392@bjtu．edu．cn；王志海(1963一)，男，博士，教授，博士生 

导师，主要研究领域为数据挖掘和机器学习，E-mail：zhhwang@bjtu．edu．cn；原继东(1989一)，男，博士，讲师，主要研究领域为数据挖掘和机器 

学习，E-mail：12112078@bjtu．edu．cn。 



168 计 算 机 科 学 2017钲 

据流具有高速和无界的特点，算法必须在有限的处理时问和 

内存消耗内完成数据处理 ；4)数据流中数据的分布可能发生 

变化，算法必须能够适应变化。 

本文提出了基于模式的数据流贝叶斯分类模型(Pattern- 

based Bayesian classifier for Data Stream，PBDS)。PBDS使 

用半懒惰式学习(Partially-lazy Learning)策略，半懒惰式学习 

是一种介于懒惰式学习和急切式学习之间的学习策略。半懒 

惰式分类器具有捕获局部数据的能力，同时相较于懒惰式分 

类器能够更快速地响应请求 ，因此半懒惰式分类器适用于处 

理高度动态和复杂的学习环境 ，例如数据流 。PBDS分类 

模型在训练阶段完成对数据的初步处理，即获取数据流中的 

项集，并且随着数据的变化实时更新项集。当有分类请求时， 

PBDS根据待分类实例在当前项集集合中抽取频繁项集并建 

立针对待分类实例的特定局部分类模型。 

为在连续数据流上在线挖掘频繁项集，本文提出一种单 

次扫描算法(Find Frequent Itemsetalgorithm on data stream， 

FFI)。FFI使用滑动窗口模型在数据流中捕获数据。滑动窗 

口模型是一种数据流处理模型，它使用固定大小的窗口，窗 口 

会随着时间进行滑动来维护固定数目的事务。为在训练阶段 

加快对流数据的处理速度，本文基于 SFFforestll ]提出结构 

更为简单的混合树结构 HTS(Hybrid Trees Structure)用于 

存储当前窗 口中数据包含的项集 ；同时提出一种给定项限制 

的模式抽取机制以减少候选项集的生成。 

PBDS分类器抽取包含尽可能多的项的互不相交的频繁 

项集集合 ，同时在这一前提下 PBDS选择项集集合的最小集。 

对于数据流中项集抽取不完全的情况，PBDS使用平滑方式 

处理未被抽取到的项，即在概率计算时使用平滑对未被抽取 

到的项集的乘积近似值进行估计。 

本文第 2节介绍涉及的基本概念和相关研究现状；第 3 

节描述数据流上的频繁项集挖掘算法，具体包括混合树结构 

的建立、窗口的更新机制和频繁项集的抽取机制；第 4节系统 

地介绍 PBDS分类器中建立乘积近似值的方法和抽取项集的 

一 般原则；第 5节通过大量的实验对 PBDS分类算法进行评 

价；最后总结全文和展望进一步工作。 

2 相关概念及研究现状 

基于模式的贝叶斯分类器使用频繁项集来估计贝叶斯理 

论中联合概率的值。本文使用滑动窗口模型获取定长的事务 

流，并抽取流数据中的频繁模式，建立基于模式的贝叶斯分类 

模型。本节将详细介绍涉及的基本概率和研究现状。 

2．1 基本概念和定义 

数据流是由高速生成的事务组成的无限的连续序列，事 

务是项的集合。一个项是一个“属性一值”序偶 ，属性是数据特 

征的描述，值表示与之相关的信息。具体的定义如下。 

定义 1(项) A是数据的一个标签，称之为属性，用于描 

述数据的特征。Q是属性 A对应的离散域 ；一个项(A，a )是 

指定的属性A的值a (其中a E fD。通常使用单个字符 口 

来表示项(A )。 

定义2(数据流) 事务数据流 DS=IT1，丁2，⋯， ，⋯) 

是事务的无限序列，其中 是最近的事务，事务 一{a-， 

az，⋯， }是项的集合 ，志是事务中项的个数，rid是事务标识。 

定义 3(滑动窗口) 滑动窗口 Sw 一 + 一[ ⋯ ， 

— 1w+2，⋯， ]是定义在数据流上包含叫个最近事务的集 

合 ，其中叫是滑动窗口的大小。 

定义 4(项集支持度) 项集 X的支持度 sup(X)是指包 

含项集 X的事务数 count(X)与数据集 中所有事务数 N 的 

比值。 

(x)一 (1) 

频繁项集是指给定最小支持度阈值 rain—sup，若一个项 

集的支持度超过了阈值即sup(X)≥rain—sup，则项集为频繁 

项集。 

定义 5(数据流项集的类支持度) 设定数据流中任意属 

性 C为类属性，基于滑动窗口模型的数据流中项集的类支持 

度定义如下： 

SW( X)l 
sup，(X)：——__ ，C ∈C (2) 

lW I 

其中，SW(X)l 是 当前窗口中所有类标为 c 且包含项集 X 

的事务数；叫是窗口的大小，即当前窗口中所有事务的个数。 

定义 6(数据流项集的支持度) 项集在一个窗口中的支 

持度是这个项集的所有类支持度的总和，即： 

s p(x)=
v姜 “ (x) (3) 

在分类问题中，指定数据集中的一个属性作为类属性或 

者类标签。将已知类标的实例称为训练实例 ，未知类标的实 

例称为测试实例或待分类实例。 

2．2 研究现状 

分类是在已有数据的基础上构建一个分类模型，该模型 

能够把数据库中的数据记录映射到给定类别中的某一个，从 

而可以用于数据预测。贝叶斯分类器 】̈5]是一种已有广泛研 

究的分类器。构造贝叶斯分类模型的一个难点是对贝叶斯理 

论中联合概率的计算，这通常需要借助某种简化模型。最经 

典的简化模型是 NB中提出的条件独立性假设：对于给定类 

属性，数据集中的所有属性都相互独立。因此 ，基于 NB模型 

对概率 P(T，C )的计算可以转化为式(4)。 

P(T，C )=P(d1，a2，⋯ ，a ，c ) 

≈P(G)P(nl l C )P(a2 l C )⋯P(日 l0) (4) 

但是 NB提 出的条件独立性假设在现实数据中很难成 

立 ，因此许多弱化 NB的条件独立性假设的算法被提出：一种 

是以研究属性之间的低阶依赖为代表的贝叶斯网络[9 ；另 

一 种是从属性之间的高阶依赖出发，通过在数据集中抽取频 

繁模式来建立联合概率 P(T，C )的乘积近似值[2 妇̈。目前 

存在两种建立联合概率的乘积近似值的模型，即条件独立模 

型和条件依赖模型。 

给定的数据流DS包含属性A ，Az，A。，A ，As和类属性 

C。C 是任意的类属性值，T一{a ，az，⋯，ns}是待分类实例， 

式(5)给出了基于条件依赖模型对联合概率 P(丁，C )的估计。 

P(丁，C )：P(nl，a2，⋯，a5，c ) 

≈P(C )P(a1 l c )P(a2{＆1 c )⋯ P(口5 l 

条件依赖模型显性地给出了属性之间的依赖关系。 

(5) 

对 于 



第 7期 江晶晶，等：一种基于数据流模式表示的半懒惰式分类算法 169 

联合概率的估计 ，也可以基于条件独立模型将其表示为式(6) 

的形式 ： 

P(T，C )一P(m ，a2，⋯ ，a5，c ) 

≈P(o)P(口la2a3 1 c )P(口4a5 l c ) (6) 

从式(6)可知 ，对于给定的类属性 C，属性集 A ，Az，A。 

和A ，A。相互独立。式(5)和式(6)称为联合概率 P(T，C )的 

乘积近似值或近似值。 

已有的基于静态数据集合的贝叶斯估计方法可以根据建 

立乘积近似值的方式的不同分为两类。1)基于条件依赖模型 

构建乘积近似值 ．1fI]。当有分类请求时，抽取频繁项集，接着 

在抽取的项集上依据条件依赖模型建立乘积近似值 ，并且针 

对待分类实例在每一个类标值下建立结构相同的乘积近似 

值。抽取项集的原则是抽取尽可能多的项集来覆盖待分类实 

例，并且抽取的项集之间包含尽可能多的重复项。这种方法 

的缺点：首先 ，乘积近似值与类标的关联性非常弱；其次，算法 

添加频繁项集直到没有可用的频繁项集，以致乘积近似值中 

包含乘积项的个数很大程度上依赖于给定 的最小支持度阈 

值。2)遵从条件独立性模型来建立联合概率 的乘积近似 

值[ 。]。EnBay分类算法[。]在遵从属性条件独立假设的前提 

下，选择长的、非重复的完全覆盖待分类实例的频繁项集的最 

小集合。对于同一待分类实例，EnBay根据类标值分别抽取 

不同的频繁项集集合来构建不同结构的乘积近似值 。在 En— 

Bay中无限循环项集抽取算法，直到抽取出的项集集合完全 

覆盖待分类实例。抽取过程是迭代式的，在每一次迭代的过 

程中都需要计算并比较项集所属属性集之间的依赖程度，从 

而选择局部最优项集。因此 ，算法需要将大量的工作集中于 

分类器测试阶段，分类器建立过程时间长，从而导致响应分类 

请求速度慢。 

DSM-FI算法_1 用于在连续的事务型数据流上增量地挖 

掘频繁项集。该算法使用界标窗口模型来获取流数据 ，提出 

了数据结构 SFI-forest用于保存数据流中事务的频繁项集集 

合，并且提出了频繁项集查找机制用于抽取频繁项集。但是 

DSM-FI算法中，数据结构 SFI-forest的构造过程较为复杂i 

另外，DSM-FI算法在抽取频繁项集时需要进行多次的筛选 ， 

在这个过程中需要产生候选项集。 

3 数据流上的模式发现算法 

为建立基于模式的贝叶斯分类模型，本文提出了一种单 

次扫描算法 FFI，其使用滑动窗 口模型在连续的记录型数据 

流上挖掘频繁项集 ；基于 SFI-forest[”]提出了结构更为简单 

的混合树结构。 

3．1 数据流中频繁项集的生成和动态更新 

FFI算法使用滑动窗口模型来获取流数据。对于当前窗 

口SW=IT1， ，⋯， ]，FFI读取事务 (志∈[1， )，并将 

按其类标值进行划分，对不同划分的事务集分别建立混合 

树结构(Hybrid Tree Structure，HTS)HTS={HTs )，V Ci∈ 

C(设定类属性为 C)。项集的抽取也是按类标值在不 同的 

HT& 中分别进行的。算法主要包括以下 3个步骤 ： 

(1)FFI算法读取当前窗口中的事务，并且按事务的类标 

值对事务进行划分。根据事务的划分结果将事务加入到相应 

的混合树结构 HTS一{HT&)，V C C。 

(2)当窗口中的事务发生变化(新的事务到来或旧的事务 

被丢弃)时，FFI算法需对混合树结构 HTS进行修剪，删除不 

在当前窗口中的事务信息。 

(3)当有分类请求时，FFI算法需根据待分类实例中的项 

在当前混合树结构 HTS一{HTS 中分别抽取频繁项集 

集合。 

混合树结构 HTS={HTS }是由多个子结构组成的，每 

一 个子结构 HTS 都包含 3个组成部分 ：频繁项列表(a list of 

Frequent Items，FI-list)、频 繁项 树 (Frequent Item Trees， 

FIT)和辅助频繁项列表(a list of Subsequence Frequent Item— 

sets，SFI-list)。 

FI-list中包含当前窗 口中事务集的所有非重复项。FI- 

list中的每一个 结点都 由 3个 部分组 成，即 {n，a．count， 

a．head-link}。其中，a表示项 count表示 当前混合树结构 

中包含项 a的事务的个数；d．head-link用于指向n．FIT中的 

头结点 ，并且 FI-list中的每一个元素都对应一个 a．FIT和一 

个 a．SFI_list。a．FIT中每一个结点都由 3个部分组成，即 

{n，a．count，a．node-link}，其中 a表示项 count表示包含这 

个结点的分支中所有事务的个数 ；a．node—link用于指向分支 

中下一个结点，一般为项 a所在事务的后续项。a．SFI-list中 

的每一项都由两个部分组成，即{a，n．count)，其中a表示项， 

a．count表示当前混合树结构中包含项a的事务的个数。 

以表 1数据集为例来说明 HTS的构建过程。 

表 1 数据集 

事务 

丁1 

丁2 

属性A 属性B 属性 C 属性D 属性E 

Al 

Al 

A2 

Aa 

A3 

A3 

A2 

Bl 

Bl 

B1 

B2 

Ba 

B3 

B3 

C1 

c1 

Cl 

C1 

C2 

C2 

Dz 

Dl 

D2 

D2 

D2 

D1 

D1 

E2 

Ez 

El 

E1 

E1 

Ez 

El 

A，．FIT 

A，．SFI list 

B，SFI list 

A2．SFLlist 

A2．SFI list 

．42．SFIjist 

图 1 类值为 E1的混合树结构HTS1 



170 计 算 机 科 学 2017正 

设属性 E为类属性，给定的窗口大小 叫一4，则当前窗 口 

中已有 4个事务 ： ，丁2， ，丁4。根据事务的类标 ，将窗口中 

的 4个事 务分 为两组，并 分别 建立 混合树 结 构 HTS一 

{HTS1，HTSz}。类标值为 E 的 和 丁4对应 HTS (见图 

1)。类标值为 E2的 丁l和 丁2对应 HTSz(见图 2)。图 1中 

FI
_ list内项 D2所在的结点因其对应的 D2．SFI-list为空，所 

以在图中未显示。同样 ，图 2中Dz．SFI-list和 D1．SFIqist为 

空而未在图中显示。 

-．FIT 

A2 SFI
—

list 

BI．SFI list 

A2 SFI list 

D ．FIT 

图 2 类值为 E2的混合树结构 HTS2 

FFI算法采用滑动窗口模型来获取流数据，当窗口中的 

数据发生变化时更新相应的混合树结构，具体分为两个阶段 ： 

1)窗口初始化阶段，在这个阶段窗 口中事务的个数小于窗口 

的大小，当新事务到来时只需要将新事务按其类标值添加到 

相应的混合树结构中即可；2)窗口滑动阶段，在这个阶段窗 口 

中事务的个数等于窗口大小，当有新的事务到达窗口时： 

①需要删除当前窗口中最旧的事务(相对于窗口中其他 

事务最先到来的事务)； 

②不仅要在窗口中删除最旧的事务，还需要根据该事务 

的类标值在相应的混合树结构中删除包含该事务中项的结点 

或者更新相关结点的计数； 

③在执行前两步操作之后 ，再将新事务加入窗口中，并且 

将新事务按其类标值添加到相应的混合树结构中。 

举例：以表 1中的数据集为例，设窗口大小为 4，窗 口内 

的事务分别是 丁1， ， ，丁4。当 到达窗口时，将 丁l从窗 

口和混合树结构 HTSz中删除，然后在窗 口和 H 中添加 

的相关信息。图 3和图 4是窗 口滑动后的混合树结 构 

HTS 

A2：1lBl：1lCl：2ID2：3]A3：l IB2：1lB3：I lC2：1 I FI-list 

C2．FIT 

H B3．FIT 

／ ＼ r- 

A，SFI．1ist l ． 
A3．FIT B 

I．SFI．1ist 

cl_SFHIst叵 

．
SFI-list

B SFI list

B2 SFI 

lD

C1

： 

3． · 

l ． ·list l 

图 3 窗口滑动后类值为E 的混合树结构 

．．FIT 

Al SFI list 

B1．SFI list 

CI．SFI list 

图4 窗口滑动后类值为 Ez的混合树结构 

3．2 给定范围下数据流频繁项集的抽取 

本文提出的基于频繁项集的数据流分类算法 PBDS采用 

半懒惰式的学习策略，有分类请求时，根据待分类实例 丁在 

混合树结构 HTS={HTS }中分别抽取频繁项集集合。本文 

提出了一种可抽取给定范围的频繁模式的机制。 

给定数据流 DS和待分类实例 T 一{a ，a。，⋯，a }，当 

有分类请求时，根据待分类实例 了 分别在混合树结构HTS= 

{HT&}中抽取与待分类实例具有相同项 的频繁项集集合。 

对于每一个子结构，项集抽取算法分为以下几步进行： 

(1)在 H丁s 中，对于 中的每一项 d ， ∈(1， )，在 

FI
_ list中找到具有相同项的结点，如果找到，则继续步骤(2)； 

如果未找到，则换下一个项 + 在 FI—list中继续查找，直到 

找到具有相同项的结点；若 J『 中所有项在当前 HTS 的 FI_ 

list中都不存在具有相同项的结点，则返回空项集集合。 

(2)根据 FLlist中包含项 a 的结点找到项＆ 对应的n ． 

SFI
_ list；对于a 在事务 丁 中的后继项{a ，a ，⋯，a 一1)， 

分别在 SFI_list中查找具有相同项的元素，若找到，则这 

些项连同项 a 组成最长项集。 

(3)根据 FI_list中包含项 a 的结点找到项n 对应的a ． 

FIT，并检查找 到的最长项集在 a ．FIT中是否在同一分支 

上 ，若在同一分支上，则最长项集为找到的最佳项集；若存在 

不在同一条分支上的项，则对最长项集进行修剪，删除不在同 

一 分支上的项，从而得到最佳项集。 

(4)根据最小支持度阈值 rain_sup对最佳项集进行修剪， 

检查最佳项集中每一项的支持度是否超过 rain—sup，从而得 

到最佳频繁项集。 

(5)对未被选人最佳频繁项集的项重复进行步骤(1)一步 

骤(4)的操作 ，直到所有的项都被测试过。 

4 PBDS分类器 

半懒惰式分类器在训练阶段建立项集形式的密集数据表 

达，当有分类请求时，才对待分类实例建立特定的局部分类 

模型。 

4．1 在数据流中创建乘积近似值 

PBDS使用在数据流中抽取的频繁模式来估计贝叶斯概 

率，在属性独立假设下依照条件独立模型建立乘积近似值。 

多 U 一F 
州 

、 

窨 删 
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(1)抽取到的项集决定乘积近似值的结构。 

例如，给定的数据流 DS包含属性 A ，Az，As，A ，As和 

类属性 C；C 是任意的类属性值，Jr一{a ，az，⋯，as}是待分类 

实例。为估计概率 P(丁，0)的值，算法需要从混合树结构 

HTS 中抽取项集。如果抽取的项集集合为{{a ，as}，{a ， 

a }}，则建立的用于估计概率的乘积近似值为 P(T，Ci)≈P(a) 

P(a1a2a3 l c )P(a4a5 j c )；如果抽取的项集集合为 {{al，a2}， 

{a。}，{n ，a }}，则建立的用于估计概率的乘积近似值为 P 

(T，C )≈P(c )P(al口2 C )P(n3 I C )P(口4a5 I c )。 

(2)对同一个待分类实例在各个类标值上分别抽取项集 ， 

即乘积近似值的结构与类标相关_2]。 

例如：设定类属性 C有属性值C ，Cz，C。。为预测待分类 

实例 T的类标，PBDS需要从混合树结构 HTS ，HTS2和 

HT 中分别抽取项集集合来建立概率 P(丁，C1)，P(丁，Cz)， 

P(T，C。)的乘积近似值。 

(3)对于给定的类标值，乘积近似值中每一个乘积项所隐 

含的属性集之间相互独立。 

例如，联合概率 P(丁，C )的乘积近似值 为 P(T，C )≈ 

P(c )P(a1&2a3 1 C )P(a4a5 j C )，其中乘积项 P(a1a2n3 )和 

P(a a l c )的属性集分别为{A ，Az，As}和{A ，As)，则对于 

给定的类标 C ，这两个属性集相互独立。 

下面将描述 PBDS中项集抽取的原则，用于建立乘积近 

似值的项集必须满足下列要求。 

(1)抽取的项集之间不包含重复的项 

两个项集包含重复的项即表明这两个项集的所有项的集 

合之间存在交集。如果选择的项集之间存在重复的项，则构 

建的乘积近似值将不满足属性独立假设，因为乘积项的属性 

集之间存在交集。 

(2)选择尽可能长的项集 

项集的长度是指项集中包含项的个数。在抽取不包含重 

复项的前提下抽取的项集越长，则乘积近似值中包含的乘积 

项就越少。因此，在估计联合概率时，会考虑更多的属性 

依赖。 

(3)选择尽可能覆盖待分类实例的项集集合 

由于数据流是无限的，而算法使用的内存是有限的，因此 

当待分类实例到来时，算法不能遍历整个数据集来抽取项集。 

另一方面 ，由于数据流是动态的，数据的底层分布可能随时变 

化而存在概率漂移的情况，若发生概念漂移，则历史数据将不 

再适用于当前情况，因此近期数据的重要性要大于历史数据 

的重要性。使用最近的数据建立分类模型也保证了分类模型 

在一定程度上能避免概率漂移的发生，因为它受历史数据的 

干扰较小。这些情况表明，为满足数据流上数据挖掘的要求， 

可能存在抽取的项集集合不能够完全覆盖待分类实例的情 

况。本文使用 Laplace平滑l6 来处理这种情况。 

(4)项集的最小集合 

最小是指集合中包含的元素(即项集)个数少。在尽可能 

抽取到足够多的项的情况下，本文希望抽取到的项集集合是 

最小集 ，即希望组成乘积近似值的乘积项尽可能地少，这样能 

最小化独立假设的数量，从而使得乘积近似值更加符合条件 

独立模型。 

举例：T一{a ，a。，⋯，a }是待分类实例，C 是任意类属性 

值。若混合树结构 HTS 中抽取到的项集集合为{{n ，az}， 

{n。}}，则项集集合中包含的所有项不能够完全覆盖待分类实 

例中的所有项{a ，口 ，n。，n ，a }。本文使用式(7)来估计联 

合概率 P(T，0)的值。 

P(T，C )一P(口1，a2，⋯，Ⅱ5， ) 

≈P(0)P(n1a2 I C )P(a3 I C )·P(口4a5 lo) (7) 

其中，函数 attnum(A )用于计算属性A 中的属性值的个数， 

函数 count(c )用于记录当前窗 口中类标为 C 的事务个数。 

使用 Laplace平滑来估计未抽取到的项集的概率，同时将未被 

抽取的项合并为一个集合以减小项集集合的规模。P(a as I 

c ) 
count(c )+attnum(A4)+attnum(A5)。 

4．2 PBDS分类器训练阶段 

PBDS分类器训练阶段的主要工作是处理数据。这一阶 

段的主要任务是建立混合树结构 ，当有新的数据到来时更新 

滑动窗口和相应的混合树结构。 

算法 1描述了在训练阶段使用滑动窗口模型处理数据的 

完整过程。当数据流中的事务到来时，算法先判断窗口是否 

已满，若窗口未满，则将事务加入窗口，并根据事务的类标将 

事务加入相应混合树结构dg 4—5行)；若窗 口已满，则在窗 

口和相应的混合树结构中删除最旧事务的信息，再将新事务 

加入窗口和对应的混合子结构中(第 8--11行)。 

算法 1 Find frequent itemset algorithm on data stream 

(FFI) 

输入：数据流 DS=[Tl，T2，⋯，T ，⋯)，滑动窗口大小 w 

输出：混合树结构 HTS={HTS) 

1．for allT inDS 

2． ／／w 是当前窗口中事务的个数 

3． If W < W 

4．W — W 4-1： 

5．HTSBuilding(T，HTS)； 

6． end if 

7． else 

8．W — W 一1： 

9．deletefromHTS(Told，HTSi)； 

1O．W —W + 1： 

11．HTSBuilding(T，HTS。)； 

l2． endif 

13．endfor 

算法 2和算法 3描述了当滑动窗 口中事务发生变化时混 

合树结构的更新过程。 

算法 2 建立混合树结构 HTSBuilding(丁，HTS ) 

输入：事务 T和 T所对应的 HTS 

输出：更新后的 HTS 

1．for对于事务 T中的每一项 X．∈T／x 

2．／／将 X．添加至 FI—list 

3．addhemtoFI(xi，FI_ list)； 

4．for对于{xi+1，X。+2，⋯，Xn—l}中的每一项 Xj添加到 Xi．SFI_list 

5．addhemtoSFI(xj，X，．SFI_list)； 

6． endfor 

7．／／将 X 的分支 Tbranch={Xi一 ㈩ ⋯ ·一x 一1)添加到 X．．FIT 
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8．addTreeBranchtoFIT(Tbranch，Xi．FIT)； 

9．endfor 

算法 2描述了在对应的混合树结构 中添加新事务的过 

程。将事务中每一个项添加到混合子结构 FI_list中(第 1—3 

行)，并将该项在事务 中的后续项的集合添加到该项的 SFI— 

list中(第 4—6行)。该项 连 同其后续 项组 成树 的分枝 

(Tbranch)，并添加到该项的 FIT中(第 7—8行)。算法 中， 

add-hemtoFI(x ，FI_list)即在 FI—list中建立包含项 的结 

点；addltemtoSFI(xj， ．SFI_list)在 “SFI—list中建立包含 

项 ∞ 的结点；addTreeBranchtoFIT(Tbranchx ．FIT)在 ． 

FIT子树中添加分枝 Tbranch。 

算法 3 更新混合树结构 deletefromHTS(1 ，HTS ) 

输入：最先到达窗口的事务 Told和 T。ld所在分组的 HTSi 

输出：更新后的 HTs． 

1．for对于事务 T中的每一项 x ∈T。ld／X 

2．deletehemfromFI(x，，FLlist)； 

3． for对于{X，+l，X ，⋯，】【Il一1}中的每一项 xj 

4．deleteltemfromSFI( ，X，．SFI
_

list)； 

5． endfor 

6． ／／对于 Xi的分支Tbranch={ 一x +l一⋯一x 一l} 

7．deleteTreeBraneMromFIT(Tbranch，Xi．FIT) 

8．endfor 

算法 3描述了在相应混合树子结构中删除旧事务的过 

程。对事务中的每一个项，在 HTS 的 FI_list中删除包含该 

项的结点，并在该项的 SFI—list中删除该项在事务中的后续 

项(第 2—5行)，然后在该项的 FIT中删除该项和其后续项组 

成的分枝(第 6—7行)。算法 中，deleteItemformFI( ，FI— 

list)在 FI—list中删除包含项 的结点，deletehemformSFI 

(_， SFI—list)在 ∞．SFI—list中删 除包含项 ，的结 点， 

deleteTreeBranchformFIT(Tbranch， FIT)在 ∞．FIT子树 

中删除树的分枝 Tbranch。 

4．3 类标预测 

PBDS分类器是一个半懒惰式的基于模式的数据流贝叶 

斯分类器。对于待分类实例 ，，在每一个类标值所对应的 

HTS 中抽取项集，将每一次抽取到的最佳项集添加到 一 

nalltemset中。finalltemset是用于最终计算概率 的频繁项 

集的集合，其中的项集都相互独立，项集之间没有相 同的项。 

算法 4描述了 PBDS分类器为待分类实例预测类标的过程 。 

算法 4 C1ass．fierClassPrediction(HTS， 口，rain_sup) 

输入：HTS={HTSt)，最小支持度阈值 min_sup和测试实例 T t 

输出：待分类实例 T 的类标 C 

1．for all C inC 

2．finalItemset=D； 

3． while Tt t：≠ null do 

4．bestFpattern= selectBesthemset(Tk t，HTSi，min_sup)； 

5．Tt t：=Tt t／bestFpattern； 

6．finalhemset=finalItemsetUbestFpattern； 

7． endwhile 

8． ／／L is the itemset in the set of finalhemset 

9． P(T，C )一P(C ) II P(1I C．) 
IC-finalhemset 

】0．endfor 

11．return the class Ci with maximal P(T，Ci)： 

算法对待分类实例在每个类标下分别抽取项集集合(第 

3—7行)，并根据抽取到的项集分别估计联合概率值(第 9 

行)，再通过比较各个联合概率值的大小来对待分类实例的类 

标进行预测(第 11行)。 

算法 5描述了频繁项集的抽取过程。 

算法 5 selectBestItemset( ，HTSi，rain_sup) 

输入 ：待分类实例 T 混合树结构 HTs 最小支持度阈值 min_sup 

输出：最佳频繁项集 BestFpattern 

1．／／定义一个新的变量来表示项；x．in T ／x 

2．X—x．： 

3．If(null= = findheminFI(x．，HTS )) 

4．X—Xi+l； 

5．else 

6．projectItemset={x1+1，x1+2，⋯，Xn—l} 

7．1ongpattern findltemsetinSFI(projectItemset，X．SFI_list)； 

8．Bestpattern=checkPatterninFIT(1ongpattern，X．FIT)； 

9．BestFpattern=checkPatternSup(Bestpattern，min
_
sup) 

10．Return BestFpattern； 

11．Endif 

算法 5对应于 3．2节中在给定抽取项的范围下频繁模式 

的抽取机制，3．2节中的内容即是对算法 5的描述。算法中， 

findIteminFI(x ，HT&)在 HTS 内的 FI—list中寻找包含项 

丑 的结点，FindltemsetinSFI(projectltemset， SFI—list)在 

X．SFI
— list中找到与 projectltemset具 有相 同项 的项集 ， 

checkPatterninFIT(1ongpattern，X FIT)检查 longpattern中 

的项在子树 X．FIT中是否位于同一分枝，checkPatternSup 

(Bestpattern，rain_sup)依据给定的最小支持度阈值修剪项集 

Bestpattern。 

5 实验分析 

本文进行了大量实验，主要从分类正确率和运行时间两 

个方面对算法的性能进行评价，同时还研究了算法参数调整 

对分类器性能的影响。本文在真实数据集和合成数据集上进 

行实验 。真实数据集是 5个 UCI机器学习库中的数据集 ，合 

成数据集是使用数据生成器中生成的数据集。表 2列出了真 

实数据和合成数据 的主要特征 ，属性 Attribute不包含类属 

性。实验平 台是 Massive OnlineAnalysis(moa)[4]。实验在 

3．O0GHz、Intel(R)Core(TM)2 Duo CPU、4G 内存 、win— 

dows7系统的计算机上进行。 

表 2 真实数据和合成数据 

表 2中的数据集 Chess，Connect-4，EEG，Firm和 MAG— 
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IC来 自UCI机器学习库。数据集 agrawal，random RBF，ran— 

dom RBF drift，SEA 和 STAGGER分别 是 由数据 生成器 

Agrawal Generator[ ，Random RBF Generator，random RBF 

drift，SEA Generator[。 和 STAGGER GeneratorL 生成 的 

100000条事务组成的。 

5．1 数据预处理 

有连续属性值的数据不能够以项或者关联规则的形式用 

于分类器 。为了增加可用数据，本文在 PRT)S分类器中增加 

对数据集的属性离散化操作，离散化采用的是最小化信息熵 

的启发式算法l_8]。离散化代码来 自moa平台。 

表 3列出了预处理之后数据的主要特征，属性 Attribute 

不包含类属性，表中的项 Item不包含类属性一值对。 

表 3 预处理之后的数据集 

5．2 实验模型 

本 文使用 预测误 差估计 法 (prequential error estima— 

tors)E ]对算法性能进行评价。对于 PBDS分类器，设置了两 

种参数配置，第一种是标准型，在标准型参数设置中将所有数 

据集的滑动窗口的大小 伽固定为 叫一10 *n，其中 n是数 

据集的实例个 数；将 最小支持度 阈值 固定为 rain—sup一 

0．01％*72)，其中 叫是当前窗口的大小。第二种是调整型，由 

于算法在不同数据集上达到最优性能的参数设置是不同的， 

因此在调整型参数设置中对每一个数据集分别调整滑动窗口 

大小 训一P* (其中 P∈[1O ，90 ])和最小支持度阈值 

m in
_ sup=q*叫，使得算法在该数据集上达到最优性能。 

5．3 分类精度 

本文将 PBDS分类器分别与数据流贝叶斯分类器、关联 

性分类器和懒惰式分类器进行比较；同时为了实验的全面性， 

将 PBDS与其他分类器(非贝叶斯和非关联性的急切式分类 

器)进行比较。 

表 4列出了各个分类器的分类精度。表 4中第 1列描述 

了使用的数据集；第 2—12列分别给出了分类器 NaiveBayes， 

NaiveBayes MultinomialLl 。 k—NNE ， k—NN—withPAW _5_， 

RuleClassifier[ ]RuleClassifierNBayes[ ．HoeffdingTreec ． 

HoeffdingOptionTreeE”]，SGD，ORTOc ]和 FIMTDI~”]在各 

个数据集上的分类正确率；第 13列给出了 PBDS分类器在两 

种参数设置下的分类正确率。 

表 4 分类精度 

相较于其他算法，PBDS算法的主要优势是：1)采用半懒 

惰式学习方式 ，针对待分类实例建立特定的局部分类模型； 

2)使用频繁模式，基于条件独立模型来估计联合概率的近似 

值；3)对待分类实例在不同的类标值上分别建立结构不同的 

乘积近似值。上述 3点使得在分类模型建立的过程中能更好 

地获取数据中属性之间的依赖关系，进而提高分类正确率。 

(1)与贝叶斯分类器进行比较 

本文将 PBDS算法与数据流贝叶斯分类器 (NaiveBayes 

和 NaiveBayes Muhinomial̈l )在分类精度上进行 比较 。如 

表 4所列，PBDS分类器在分类正确率要总体优于 Naive 

Bayes Muhinomial；PBDS 与 Naive Bayes相 比 在 ran— 

domRBF，randomRBFdrift，SEA，Chess，Connect-4，EEG，Firm 

和 MAGIC数据集上具有更 高 的分类 精度，在 agrawal和 

STAGGER数据集上二者持平。总的来说 ，PBDS分类器在 

分类精度上优于其他数据流贝叶斯分类器。 

(2)与基于实例的数据流分类器进行比较 

将本文提出的算法与基于实例(懒惰式)的分类器k-NN， 

k-NNwithPAW~ 在分类精度上进行比较。由表 4可知，尽管 

在分类正确率的均值上 PBDS分类器略低于这两个分类器， 

但是在 SEA，STAGGER，Firm和 MAGIC数据集上其分类正 

确率与这两个分类器相比持平甚至略高。 

(3)与关联性数据流分类器进行比较 

将本文提出的算法与关联性分类器 RuleClassifierEl1_和 

RuleCtassifierNBayes[1l_在分类正确率上进行 比较。由表 4 

可知，PBDS分类器在 agrawal，randomRBF，randomRBFdrift 

和 EEG数据集上 的分类正确率优于这两个分类器 ，而在 

AGGER，Chess，Connect一4，Firm和 MAGIC数据集上的分 

类正确率与其持平。总的来说，PBDS分类器优于关联性数 

据流分类器。 

(4)与其他的数据流分类器进行比较 

将 PBDS算法与其他数据流分类器在分类正确率上进行 

比 较，分 类 器 包 括 HoeffdingTreel1 ，HoeffdingOption- 

Treec”]，ORTO[ ]，SGD，ORTO和 FIMTDD。由表 4可知， 

与树形分类器 HoeffdingTree和 HoeffdingOptionTree相比， 
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PBDS在数据集 agrawal，SEA，STACXJER，Firm和 MAGIC 

上的分类正确率较优。在参数设置为调整型时，PBDS在数 

据集 Chess和 Connect一4具有较高的分类正确率。在参数设 

置为调整型时，PBDS分类器的平均分类精度优 于 Hoef— 

fdingTree和 HoeffdingOptionTree分类器。与 SGD，ORTO 

和 FIMTDD分类器相比，PBDS在所选的 1O个数据集上都有 

较优的分类精度。 

表 4中 chess数据相比于其他数据在标准型和调整型参 

数设置上的分类正确率差距较大。因为 chess数据集在标准 

型参数设置中窗口的大小为 2805，而在调整型参数设置中窗 

口的大小为 14028。由表 3可知 ，chess数据集的类标个数 

(18个)远多于其他数据集 (以 2，3个类标值居多)。由此可 

知 ，分类正确率相差较大的原因在于窗口大小的设置，当对测 

试实例进行预测时 ，当前窗口中各类标的事务数分布不均衡 

造成两种参数下分类准确度相差较大。 

图 5是 PBDS与 NaiveBayes，HoeffdingTree，k-NN， 

RuleClassifier和 RuleClassifierNBayes在数据集 agrawal上 

的分类精度比较。PBDS采用标准型参数设置；采用 的评价 

策略每在 10000条数据时输出一条评价结果。 

图 5 各分类器在 agrawal数据集上的精度比较 

5．4 运行时间 

PBDS是半懒惰式分类器 ，它具备懒惰式分类器的较高 

分类精度和能够处理动态复杂环境的优点；同时与懒惰式分 

类器相比，又有着较快的处理速度。 

表 5是 PBDS分类器与懒惰式分类器(k-NN，k-NNwith— 

PAw)在运行时间上的比较。 

表 5 运行时间 

从表 5中可以看 出，在 agrawal，SEA，Chess，EEG，Firm 

和 MAGIC数据集上 ，PBDS分类器相较于这两个分类器在运 

行时间上有着较大的优势 ，但 PBDS分类器在 randomRBF， 

randomRBFdrift，Connect一4数据集上运行时间较长。结合 

表 3和表 4可知，PBDS运行效率会受数据集中所有项的个 

数的影响。数据集中所有项的个数越多，则 PBDS分类器处 

理该数据集的时间越长。综上，PBDS对所含项少的数据集 

在运行时间和分类精度上具有较高的性能。 

结束语 本文提出了一个基于模式的数据流贝叶斯分类 

器 PBDS。PBDS是一个半懒惰式分类器在训练阶段建立项 

集形式的数据的密集表示。当有分类请求时，PBDS根据待 

分类实例选取项集集合，建立局部的分类模型。本文提出了 

单次扫描算法 FFI，使用滑动窗口模型用于在数据流上挖掘 

频繁项集；同时提出了混合树结构 HTS，用于存储在当前窗 

口中挖掘 的项集。PBDS在属性独立假设下抽取尽可能长 

的、没有重复的频繁项集集合，并且依据条件独立模型来建立 

联合概率的乘积近似值。这一方法在估计联合概率时考虑了 

属性之间的关联性 ，从而弱化了朴素贝叶斯的条件独立性假 

设。本文在实际数据和合成数据上进行了大量的实验，实验 

结果表明，PBDS比其他分类器有着更高的分类性能。 
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