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基于改进贝叶斯概率模型的推荐算法 

刘付勇 高贤强 张 著 

(塔里木大学信息工程学院 阿拉尔 843300) 

摘 要 针对现有基于矩阵分解的协同过滤推荐系统预测精度与推荐精度较低的问题，提出一种改进的矩阵分解方 

法与协同过滤推荐系统。首先，将评分矩阵分解为两个非负矩阵，并对评分做归一化处理，使其具有概率语义；然后， 

采用变分推理法计算贝叶斯概率模型实部后验的分布；最后，搜 索相同偏好的用户分组并预测用户的偏好。此外，基 

于用户向量的稀疏性设计一种低计算复杂度、低存储成本的推荐结果决策算法。基于3组公开数据集的实验结果表 

明，本算法的预测性能以及推荐系统的效果均优于其他预测算法与推荐算法。 
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Abstract Aiming at the problem that matrix factorization based collaborative filtering recommender systems perform 

low accuracy in prediction and recommendation，a improved matrix factorization method and collaborative filtering reconT- 

mender system were proposed．Firstly，t}1e rating matrix is factorized into two non-negative matrices，and the rating re- 

sults are normalized to show probabilisfic meaning．Then，variational inference is used to compute the distribution of the 

real posterior distribution of Bayesian mode1．Lastly，the user groups with the same preference are searched and the 

preferences of each user are predicted．Besides，a recommendation result decision algorithm with low computational com- 

plexity and low storage overhead was designed based on the sparsity of the user vectors．Three public damsets based ex- 

perimental results show that the proposed algorithm has better performance than other algorithm s in prediction accura— 

cy an d recommendation effect． 
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1 引言 

随着移动互联网的飞速发展，个人定制服务与推荐系统 

已广泛应用于音乐、电视、电子书与电子商务等领域，成为了 

网络服务商的一项关键技术[1]。现有的推荐系统主要可分为 

两类：基于上下文的推荐系统 2̈ 与基于协同过滤的推荐系 

统L3]。前者主要通过定量分析上下文环境下的用户信息来获 

取用户的偏好，而未考虑不同用户对不同上下文的认知行为 

与用户偏好间的内在联系，导致偏好预测的准确率不高；后者 

则主要受困于用户间的固有差异性、预测场景的不确定性以 

及预测产品的可变性等外部因素，推荐的准确率不高。 

基于协同过滤的推荐系统根据用户偏好预测算法的类型 

分为基于内存与基于模型两类方法。前者主要采用 K_近邻 

法预测用户偏好，优点为预测精度高，且可度量预测与推荐的 

可靠性较高；缺点为可扩展性较差，对大型数据库的性能较 

差[43。基于模型的推荐算法则具有可扩展性强、预测速度快 

的优点，因此应用更为广泛L5]。 

在现有的诸多模型中，基于矩阵分解的预测模型获得了 

较高的准确率。经典的矩阵分解法已成功地应用于推荐问题 

中[5]，然而它们没有将分解矩阵的元素约束为非负，所以难以 

理解评分矩阵中每个分量与预测结果的语义。非负矩阵分解 

是一种新的矩阵分解方法，其将一个元素非负的矩阵分解为 

两个非负矩阵的乘积，这种基于基向量组合的形式具有直观 

的语义[6 ]。许多研究将非负矩阵分解法应用于推荐系统，获 

得了较好的性能，例如：基于结构投影非负矩阵分解的协同过 

滤算法[93、基于非负矩阵分解的个人化推荐服务L1 。但非负 

矩阵分解存在一些固有缺点，如：收敛速度慢、分解结果不唯 
一 导致难以找到全局最小点等。 

本文针对评分矩阵分解问题提出了一种新的非负矩阵分 

解方法，为每个用户与项目设置一个关联向量，将关联向量的 
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分量值归一化处理(范围为Eo，1])，使得关联向量的分量具有 

直观的概率语义，且有助于识别具有相同偏好的用户组。此 

外，本算法基于变分贝叶斯概率框架，有效地防止了过拟合问 

题。 

2 基于改进矩阵分解的推荐模型 

2．1 模型简介 

首先介绍本模型的总体结构，给出算法的输人量、输出量 

与参数。 

(1)输入。输入协同过滤推荐系统的评分矩阵 M，并设 

置以下与评分矩阵相关的符号。N：评分矩阵中用户的数量； 

M：评分矩阵中项目的数量； 评分值，本文对 ， 作归一化 

处理，获得归一化的评分 (范围为Eo，1])。大多数推荐系 

统将用户评分范围设为 1～5，此类推荐系统 ， ∈{1，2，3，4， 

5)的 取值为(O．00，0．25，0．50，0．75，1．oo)。将用户 “未 

对项 目i评分的情况表示为 ， 一 ·。 

(2)参数。考虑以下推荐系统固定的参数。1)K∈D；表 

示算法的目标用户分组数量；2)aE(O，1)：用户组中偏好相同 

的用户的重叠概率，a值接近0则表示用户趋向于同一个分 

组， 值较大则表示对应用户可能属于多个分组；3) 1：该 

参数对应于推理某用户偏好某个项目所需的证据数量， 值 

越大，则模型对用户是否偏好某个项 目所需的证据越多。 

(3)输出。输出两个矩阵：(n )，(坟， )。对于 N×K的 

矩阵(‰ )，其中a础表示用户 “属于用户组k的概率，对每 
K 

个用户 “，可得 ∑ 一1。对于 M×K的矩阵( ， )，其中 ， 
= l 

表示用户组忌中用户偏好项 目i的概率。 

通过算法的输出矩阵，可计算下面两个重要参数。 

1)用户 U偏好项 目i的概率(设为 Pu， )。其计算方法为： 

一  

一 善 a ’bk，t (1) 
2)u对项目i的评分(设为 吼，i)。将 ，i转化为用户对项 

目i的非归一化评分(假设评分范围为 1～5)，吼， 的计算方法 

为： 

吼，i 

if O≤ ，i<0．2 

if o．2≤ ， <O．4 

if o．4≤ ， <O．6 (2) 

if o．6≤ ，f<O．8 

if 0．8≤ ，i≤ 1 

2．2 概率模型 

图1为本文贝叶斯概率模型的示意图，其中圆形表示随 

机变量 ，箭头表示两个变量之间的依赖关系，灰色圆表示获得 

该随机变量值，黑色方形表示模型的参数。 

真。 

图 1 本文概率方法的图形模型 

根据图 1，将用户对项 目的评分通过以下的步骤进行仿 

步骤 1 为每个用户 “设置一个K 维向量的随机变量 

(服从狄利克雷分布)的样本 ： ～Dir( ，⋯，a)。 
—] 一 

向量( ，⋯， ，K)表示用户 "属于各分组的概率。根 

据狄利克雷分布模型， 没有实数值或整形值，并且 是建 

模Zu,i所使用分类分布的共轭先验分布。 

步骤 2 将每个项 目i与因子 k设置为服从一个贝塔分 

布的随机变量 ， ～Beta(卢， 。 ， 值代表用户组 是中 

用户喜爱项目i的概率。 ， 是建模101,u所使用二项分布的共 

轭先验分布。 

步骤 3 对每个用户 “与项 目i( ， ≠ ·)，设置下面两个 

随机变量。 

(1)服从分类分布的随机变量 ：‰，t~Cat( )。 中 

的值k表示用户 U对项 目i的评分。 

(2)服从二项分布的随机变量 ， (取值范围为 O～R，实 

验中将 R设为 4)： ，{~Bin(R， ，)。本文使用 ， 值计算 

归一化的评分结果，计算方法为： =警 。 

不同于其他概率模型|1 ，本文采用二项分布建模评分系 

统，主要有以下几个原因：1)二项分布与评分体系都是离散 

的；2)分类分布未考虑评分值之间的顺序_】 ；3)二项分布只 

有一个未知参数；4)z项分布的先验分布是贝塔分布，该分布 

在贝叶斯框架中代表某个用户偏好某个项目的置信度(先验 

知识)，并且贝塔分布的取值范围为[O，1]。 

使用上述算法可获得随机变量值 ， 一 ·R(图 1的灰 

色圆)，而其他的变量(图 1的白色圆)是未知的，因此本模型 

的目标则变为搜索未知随机变量的分布。 

2．3 模型推理(变分推理) 

基于上文的概率模型以及评分矩阵 M，决定未知随机变 

量的条件概率分布。 

本文采用变分推理法计算实部后验分布的方法分布 ，原 

因在于本模型的结构为共轭指数形式 (变量服从分布指数族 

的分布)，所 以使用文献[12]的框架将实部 的后验分布 

夕( ， ， J ， )近似为分布 q( ， ， ，Zu， )。 
．  N ． M  K 

g( ， ，t)一旦 ( “)里 ， ( )一I≠I1 h 1 ． ， “=l “ = = ， r ≠· ⋯ 
( ， ) 

其中，各项描述如下： 

(1)q7 (丸)， 
， 

( ， )，q 
． 

( ， )具有以下的分布 。 

a)在已知评分矩阵M的情况下，丸的近似条件概率分布 

同时服从狄利克雷分布： 

qT ( ) ，，⋯ ， ，) (3) 
其中， ,

_1，⋯

~

， 

D

。 

ir

是

(

需

1

学习的参

K

数。 

b)在已知评分矩阵 M 的情况下， ， 的近似条件概率分 

布同时服从贝塔分布： 

眠 ( ， )~Beta(∈ ，∈i,k) (4) 

其中，∈ ，∈ 是需学习的参数。 

c)在已知评分矩阵 M 的情况下， ， 的条件概率分布同 

时服从分类分布： 

啦． ( ， )~Cat( 1，⋯ ，九 K) (5) 

／ ●●●●● ● ●● ， ●●●● ●●●● ，●● ＼ 
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其中，九 是需学习的参数，因为 ( ， )为分类分布，所以 

这些参数必须满足： ，{I +⋯+九，i，K一1。 

(2)上述参数 ， ，∈ ，∈ ，  ̂必须满足以下条件[ ： 

， 
一a+ ∑ 九．11̂ (6) 

{ I 
． 

≠ 。j 

∈ 一 
．

∑ 
， 

· (7) 
／ul 

． 

‘j 

∈ 一 
．
∑ 

、 

· l (8) 
{“l 

． 

≠ ‘} 

一expO~( ， )+t · (∈ )+ {· (∈ )一 

R· (∈^+∈ )) 

(9) 

其中， 定义为伽马函数的对数导数： (z)一(1nF(x)) 一 

， 一  
， 

一 R · ，r2 一R一 ， —R ·(1一 )。 

2．4 模型计算 

上文方法计算了{ ∈̂ ，∈ ，九 )，决定自由参数 

的值，即可直接计算用户的偏好。 

(1)搜索相同偏好的用户分组 

a)根据式(3)条件分布的期望值，用户 “属于分组k的概 

率为a ，则 的计算公式为： 

， 

— P ∈ )一— (1O) 

i： ．． 
i 

可将a 的值视为用户 “所属分组k的软隶属函数，因 

此可直观地看出，对于每个用户 U，∑‰ 一1。 

b)根据式(4)条件分布的期望值，分组 k中偏好项 目i的 

用户比例 b 为： 
W---+ 

bk,i~P( ∈忌)一 E
+

"

i；k (11) 
、一 t· ㈨ ’ 

(2)用户偏好的预测 

首先需要获得条件概率分布 再根据推荐系统所支持 

评分的数量设置该随机变量的取值区间为[O，R一1]。将 ． 

归一化处理获得随机变量专 其取值范围为[o，1]，表示用 

户偏好一个项目的概率。可按如下方法计算随机变量百1 
， 

的期望值： 

Pu， —E(素 ， IM)一 1 E( ， IM) 墨au,kb 
2．5 自由参数计算算法 

从式(6)一式(9)可以看出，{ 。̂，∈ ，∈i一,k， I{， )中自由 

参数之间具有相互依赖的关系，所以无法直接计算获得。本 

文使用坐标上升算法计算这些参数，本算法迭代地更新这些 

自由参数的值直至收敛(根据文献E133的理论)。 

算法 1 基于坐标上升算法的自由参数计算方法 

输入 ：M，a，B 

输出： ，̂∈_k，6-+k 

1．随机地初始化Tu,k，∈_k，∈+k； 

2．WHILE(变化明显)DO 

3． FOREACH U DO  

4． FOREACH i DO ／／N练集中 U所评分的项 目 

5． FOREACH kDO  

6． 计算式(9)； 

7． FOREACH u DO  

8． FOREACH k DO  

9． 计算式(6)； 

10． FOREACH i DO ／／~il练集中u所评分的项目 

11． FOREACH kDO  

12． 计算式(7)和式(8)； 

13．计算式(1O)和式(11)； 

2．6 模型参数的效果 

下面对本模型的参数做详细分析。1)参数K：该参数表 

示预测评分所使用的用户分组总数量。2)参数 ∈(O，1)：该 

参数与用户向量 的稀疏程度有关。本模型的目标为：a值 

越低，向量 越稀疏 。本文考虑用户向量 的稀疏程度，通过 

交叉验证法决定参数a的值。3)参数 该参数表示模型中某 

用户是否偏好某项目所需的证据数量， 值越大，所需证据越 

多。 值也使用交叉验证法决定。 

2．7 模型性能和复杂度的分析与改进方案 

本模型中用户偏好的预测按如下方法计算： 

，
{= ∑ 口 ， ·bk， (12) 

因为需对每个用户与每个项目计算用户偏好，所以对于 

大型数据库的计算成本极大。结合本模型的特点，本文设计 

了 ， 的快速计算法。 

假设一个阈值 s，如果某个用户 U对项目i的偏好P > 

s，则认为i对“是可推荐的。对于经典的矩阵分解， ， 代表 

用户U对项目i的预测评分，对于评分范围{1，⋯，5)的评分 

系统，一般将 s设为 4，所以归一化的S值一般设为0。8。本 

模型的P 与S具有概率语义：如果估算的概率 ， 高于S， 

则认为项目i对用户U是可推荐的。 

因为本模型中o≤‰ ≤1，o4 ≤1，∑ 一1，同时 

应较为稀疏，所以本文设计了一种新方法来检测 i对用户 

是否为可推荐的。算法 2输出一个二元值，表示项 目i对用 

户U是否为可推荐的。 

算法2 改进的推荐结果输出算法 

输入：用户 u，项 目i，阈值 S 

输出：布尔值(表示是否可推荐) 

1．sum=0，p=0； 

2．FOREACH k： 1～ K IX) 

3． sum=sum+au
，
k；p=p+au．k·bk，i； 

4． IF(p>s)THEN return可推荐； 

5． IF(p+(1一sum)<S)THEN return不可推荐 

算法 2的改进主要体现在第 4行与第 5行。1)第 4行 ： 

因为 a ≥O，既． ≥O，所以式(12)的和值随着k的改变而提高； 

如果式(12)的和值高于s，则认为 ， >s。2)第 5行：因为 

， ≥O且 ， ≤1，可直接获得 ， 的上界 ： 

P“， 一 日 ，1·bl，i+口 ，2·bz， +⋯ + a 。k-Fl· +1， + ⋯ + 

P 

口“．K · ． 

≤P+口 ，k+l·1+⋯+n ．K·1 

=p+(1-- ) 

=P+(1一sz口n) 

所以，如果 +(1一s m)<S，则认为 ， <S。 
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算法 2无需对所有项目计算式(12)，所以计算速度快于 

传统计算方法 。 

此外，本文针对一般情况下 ， 值的计算提出快速计算 

方法。因为向量n 较为稀疏，所以 的大多数分量值接近 

0。为每个用户 设置两个列表：1)k ，即 的 个最高分 

量对应的因子k；2)n：， ，即 的n个最高分量，n：， 一a ， 
， 

。 

因为 a 具有稀疏性，所以仅需保存 。 中重要的分量， 

最终决定项目对用户是否为可推荐的算法如算法 3所示。 

算法3 考虑稀疏性的推荐结果输出算法 

输人：用户 u，项目i，阈值 S 

输出：布尔值(表示是否可推荐) 

1．sums 0，p= 0； 

2．FOP,EACH n—l～ N 

3． sum sum+a ， ；k=ku
， 
；p—p+a ．n·bk，i； 

4． IF(p>s)THEN return可推荐； 

5． IF(p+(1一sum)<S)THEN return不可推荐 

算法2和算法 3极为相似，但算法 3考虑了向量 的稀 

疏特点，该算法仅需保存 —K个分量，并且最多迭代 

次，而非K次。综上所述，算法 3明显降低了算法的计算成 

本与存储成本。 

3 实验与结果分析 

为了横向地评估本算法的推荐系统，将本算法与文献 

[-14—16]中的方法进行比较，统计预测准确率与推荐准确率两 

项指标。使用数据集 MoveLens 1M，MovieLens 10M与 Net— 

F1Ⅸ 作为实验数据库，将数据集分为两个子集 ：8O％作为训 

练集，2o 作为测试集合。每组实验重复 2O次，计算各性能 

指标的均值作为实验结果。本算法选择文献[-53的参数： 

a=0．8， 5，K一 6。 

3．1 预测准确率 

采用 MAE作为预测准确率性能指标 。MAE计算训练 

数据的平均绝对误差 ： 

～ 一盖  

考虑评分中的相关误差 ：相关误差出现在用户预测其偏 

好的项 目(吼， ≥4)以及用户真实偏好 的项 目( ， ≥4)中。在 

推荐系统中，当ru， 一2时，如果系统预测 吼， 一1，该错误并不 

明显；当 ， -=3时，如果系统预测 吼， 一4，则为一个重大的错 

误。为了纳入该情况，定义以下的度量指标(约束的平均绝对 

误差)： 

：  

其中，T 一{(“， )∈Tl ， ≥4V ， ≥4)。 

此外，实验采用0-1损失函数评估各算法的预测准确率， 

即根据是否为可推荐的预测来为项 目分类。0-1损失指标评 

价了可推荐预测与不可推荐预测之间的错误数量。0-1损失 

函数的计算方法为： 

f0， ru， ≥4̂  ， ≥4 

其中，h(ru 吼，{)一_{0， ， <4̂ ．{<4 

l1， 其他情况 

表 1比较了本算法与其他几种推荐算法的性能，可看出 

本算法的MAE值低于经典矩阵分解法获得的MIkE值，此 

外，本技术的优势在于本算法的计算结果具有语义。 

表 1 几种预测算法的预测准确率结果 

在 CMAE指标方面，本方 法明显优于经典的矩阵分解 

法，说明本方法预测的相关评分远好于经典的矩阵分解法。 

此外 ，本方法在 0-1损失指标方面获得了理想的结果。 

3．2 推荐准确率 比： 

IML几T算法 是另一种基于矩阵分解的协同过滤推荐 

算法，已证明其性能优于多个主流的矩阵分解协同过滤推荐 

系统。本文将 IMULT作为对比算法来横向评估本算法的性 

能。通过精度与召回率对推荐系统的推荐结果质量进行评 

价。推荐系统中精度与召回率的意义可描述为：假设 N是为 

每个用户推荐的数量；假设R是训练集中未被U评分的项目 

集合，R表示推荐系统为每个用户提供的N个推荐集合；假 

设s是测试集中各用户高评分值(高于4)的项目集合，集合S 

代表应该推荐给用户的项 目集合。 

召回率指标定义为正确推荐的项 目占应被推荐项 目总数 

的百分比： 

Recalz一 ．1Oo 

精度指标定义为正确推荐的项 目占项 目推荐总数的百分 

cision= Ⅷ 。 

图2 不同推荐数量下两种推荐算法的精度结果 
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推荐数量／个 

图 3 不同推荐数量下两种推荐算法的召回率结果 

图2与图3所示为不同推荐数量下两种推荐算法的精度 

与召回率指标结果，可以看出本算法的精度与召回率结果优 

于IMIJLT算法，主要原因在于本方法对于中级别评分(评分 

3)的预测效果好于 IMULT算法。 

结束语 针对现有基于矩阵分解的协同过滤推荐系统的 

预测精度与推荐精度较低的问题，本文提出了一种新的非负 

矩阵分解方法，该方法为每个用户与项 目设置一个关联向量， 

并将关联向量的分量值进行归一化处理(范围为[O，1])，使得 

关联向量的分量具有直观的概率语义，且有助于识别具有相 

同偏好的用户组。此外，本算法基于变分贝叶斯概率框架，有 

效地防止了过拟合问题。最终利用用户向量的稀疏性，为推 

荐系统设计了低计算复杂度与低存储开销的推荐决策算法。 
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