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摘　要　针对鉴别的局部中值保持投影(DLMPP)在小样本情况下面临的类内散布矩阵奇异的问题,提出了广义的鉴

别局部中值保持投影(GDLMPP)算法.GDLMPP首先将样本等价映射到一个低维子空间,然后在此子空间求解最佳

投影矩阵,从而有效解决了小样本问题,并从理论上验证了当类内散布矩阵非奇异时,GDLMPP等价于 DLMPP.最

后,通过在 ORL及 AR库上的实验验证了算法的有效性.
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Abstract　TosolvetheproblemofthesingularityofthewithinＧclassscattermatrixindiscriminantlocalmedianpreserＧ

vingprojections(DLMPP)inthecaseofsmallsampleproblem,analgorithmnamedgeneralizedlocalmedianpreserving

projection(GDLMPP)wasproposed．Tosolvethesmallsampleproblem,GDLMPPfirstlytransformsthesamplesinto

alowerdimensionalspaceequivalently,andthensolvestheoptimalprojectionmatrix．Thetheoreticalanalysisshows

thatGDLMPPisequivalenttoDLMPPwhenthewithinＧclassscattermatrixisnonＧsingular．Atlast,theexperimental

resultsvalidatetheeffectivenessoftheproposedalgorithmontheORLandARfacedatabases．
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１　引言

人脸识别在身份鉴别、信用卡验证、人机交互等方面有着

广泛的应用前景.在实际的人脸识别中,由于人脸图像样本

维数过高,因此通常需要利用特征提取技术对原始的人脸样

本进行降维,从而得到人脸图像最本质的特征.

主分量分析(PrincipalComponentAnalysis,PCA)[１Ｇ２]与

线性鉴别分析(LinearDiscriminantAnalysis,LDA)[３Ｇ４]是最

经典的两种特征提取方法.然而,PCA 与 LDA 均是基于样

本全局结构的算法,无法刻画样本内在的局部流形结构.最

近,He等人提出了局部保持投影(LocalPreservingProjecＧ

tions,LPP)[５Ｇ６]算法,其能够有效地刻画样本的局部结构,被

成功应用于人脸识别,然而其主要是针对无监督的情况.Yu
等人将LPP与LDA相结合,提出了一种监督的流形学习算

法———鉴别的局部中值保持投影(DiscriminantLocalityPreＧ

servingProjections,DLPP)[７].文献[８]针对 DLPP存在的不

足,提出了鉴别的局部中值保持投影(DLMPP).DLMPP利

用样本的类中值计算类间距离,有效地保留了图像信息.同

时其设计了一种不同的相似性度量机制,该机制易于保持受

噪声影响较小的类内样本之间的邻域关系,从而进一步增强

识别效果的鲁棒性.类似于 LDA,DLMPP的优化问题最终

也被转化为求解一个广义特征值的问题.需要注意的是,由

于人脸识别是一个典型的小样问题,因此 DLMPP会遭遇矩

阵奇异的问题,从而不能直接用广义特征值问题来求解.在

文献[８]中,DLMPP首先利用 PCA 算法将样本映射到一个

低维子空间,然后利用广义特征值问题进行求解.这样虽然

能够在一定程度上避免矩阵的奇异问题,但在利用PCA压缩

数据时可能会丢失有效的鉴别信息,并且PCA子空间的特征

维数也较难确定[９Ｇ１１].

针对上述情况,本文在 DLMPP的基础上提出了广义的

鉴别中值保持投影(GDLMPP)算法.GDLMPP首先将样本

等价转换到一个低维特征空间,然后在此空间内求解最优投

影矩阵,从而有效解决了小样本问题[１２Ｇ１３].同时,针对计算过

程中遇到的复杂计算问题,GDLMPP也提供了一个简单可行



的算法进行计算.理论证明,当类内散布矩阵非奇异时,

GDLMPP与 DLMPP是等价的.在 ORL与 FERET人脸数

据库上的实验结果表明,GDLMPP较其他算法更有效.

２　鉴别的局部中值保持投影(DLMPP)

本节将对 DLMPP进行简单介绍,详细内容请参阅文献

[５].设有n个人脸样本X＝[x１,,xn]∈RRN×n,并且这n
个样本可被分为C 类:X１,,XC.线性特征提取算法的目的

是利用投影向量a将高维数据样本xi 映射到低维特征空间,

从而得到样本在低维空间的表示yi＝aTxi.

DLMPP的基本思想是找到一条投影向量,使得样本投

影后类间散度最大且类内散度最小.在 DLMPP中,样本的

类间散度定义为:
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其中,M＝[M１,,MC],Mi 为样本的第i类样本中值向量,

其计算式详见文献[８];B 称作样本类中值相似矩阵,其元素

Bij＝exp(－‖Mi－Mj‖２/t),t为先验的核参数;E 是对角矩

阵,且Eii＝∑
j
Bij;H＝E－B;Sb＝MHMT为样本的类间散布

矩阵.

样本的类内散度定义为:
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其中,Wc 称作样本类内相似矩阵,是一个对称矩阵,其元素

Wc
ij的值表示第c类第i个样本与第j个样本的相似程度,其

定义为 Wc
ij＝exp[－(‖xc
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XLXT 为类内散布矩阵.

DLMPP的优化问题定义为:

JDLMPP ＝max
a
　aTMHMTa

aTXLXTa ＝max
a
　aTSba
aTSwa

(３)

３　广义的鉴别局部中值保持投影(GDLMPP)

DLMPP的优化问题可转化为求解以下广义特征值问题:

Sba＝λSwa (４)

DLMPP寻找的最佳投影方向为这个广义特征值问题的

最大特征值对应的特征向量.注意到,Sw ＝XLXT 为 N×N

矩阵,在小样本情况下,由于人脸样本维数通常远远大于可用

样本数,即 N≫n,因此Sw 为奇异矩阵,从而不能直接求解以

上广义特征值问题.

３．１　GDLMPP目标问题

为解决小样本问题,定义样本总体散布矩阵St 为:

St＝Sb＋Sw (５)

由Sb,Sw,St 的定义可知,Sb,Sw,St 均为对称半正定矩

阵.为有效解决小样本问题,通过修改 DLMPP的目标函数,

定义广义的鉴别局部中值保持投影的目标函数为:

JGDLMPP(a)＝max
a
　 aTSba
aT(Sw＋Sb)a

＝max
a
　aTSba
aTSta

(６)

其最优投影矩阵同样可以转化为求解以下广义特征值

问题:

Sba＝λSta　 (７)

３．２　小样本情况下GDLMPP的求解

由于在小样本情况下,通常 N≫n,因此Sw 通常是奇异

的,甚至St 也是奇异的,故 GDLMPP同样不能直接转化为广

义特征值问题来求解.正确的求解方式是将高维的样本转换

到一个低维的子空间进行求解.在 DLMPP中,利用PCA算

法将样本数据压缩到一个低维子空间中,这样做虽然能够消

除St 的奇异性,但可能会丢失一部分鉴别信息.下面将介绍

一种能够将 GDLMPP等价地转换到一个低维子空间的方

法,且理论证明该转换并不会丢失鉴别信息.

设σ１,,σM 为St的标准正交矢量系,则空间RM 可由这

m 个正交矢量张成,即可表示成RM ＝span{σ１,,σM}.

定义１　定义St 的非零特征值对应的特征向量张成的空

间为Ω＝{σ１,,σr}(r＜M),其正交补空间为Ψ＝{σr＋１,,

σM},即由St 的零特征值对应的特征向量张成.

可以看出,St 的秩为rank(St)＝r,RM ＝Ω＋Ψ.

定理１　若矩阵A 为半正定矩阵,则当且仅当Aa＝０时,

aTAa＝０成立.这里,０为元素全为０的向量.

证明:若A 为半正定矩阵,则A 的特征值均为非负实数,

对其进行特征分解可得:

A＝UΛUT＝UΛ
１
２UTUΛ

１
２UT＝PTP (８)

其中,U 为标准正交阵,列矢量为A 的特征值对应的特征向

量;Λ为对角阵,对角线上的元素为 A 的特征值对应的特征

向量;P＝UΛ
１
２UT.

由此可得:aTAa＝aTPTPa⇒ ‖Pa‖２ ＝０⇒Pa＝０⇒

PTPa＝０⇒Aa＝０.

若Aa＝０,则容易得aTAa＝０.

证毕.

定理２　若St 是奇异矩阵,则当且仅当aTSba＝０和

aTSwa＝０时,aTSta＝０成立.

证明:由于St 和Sw 均为半正定矩阵,则aTSba≥０且

aTSba≥０,又由于aTSta＝aT(Sb＋Sw)a,因此有aTSta＝０与

aTSba＝０和aTSwa＝０等价.

证毕.
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定理３　若有σ∈Ω,则有JGDLMPP (a)＝aTSba
aTSta＝σTSbσ

σTStσ＝

JGDLMPP(σ).

证明:设a∈RM ,σ∈Ω,v∈Ψ,则a＝σ＋v.由于v∈Ψ,则

vTStv＝０.由定理３可得,vTSbv＝０,又由定理２可得,Stv＝

０,Sbv＝０.由于St 和Sb 均为对称矩阵,则σTStv＝(σTStv)T＝

vTStσ＝０且σTSbv＝(σTSbv)T＝vTSbσ＝０.因此有:

aTSba＝(σ＋v)TSb(σ＋v)

＝σTSbσ＋σTSbv＋vTSbσ＋vTSbv

＝σTSbσ＋０＋０＋０

＝σTSbσ (９)

aTSta＝(σ＋v)TSt(σ＋v)

＝σTStσ＋σTStv＋vTStσ＋vTStv

＝σTStσ＋０＋０＋０

＝σTStσ (１０)

从而可得:

JGDLMPP(a)＝aTSba
aTSta＝σTSbσ

σTStσ＝JGDLMPP(σ) (１１)

证毕.

定理３说明,GDLMPP的最优化问题可以等价地在St

的非零特征值对应的特征向量所张成的空间Ω 中求解.由

于Ω空间的维数为r,根据线性代数理论,其必然同构于

Rr空间.相应地,同构映射可定义为σ＝Bw,其中σ∈Ω,

B＝{σ１,,σr},w∈Rr.这样,可将 GDLMPP的目标函数改

写为:

JGDLMPP(σ)＝σTSbσ
σTStσ＝

(Bw)TSb(Bw)
(Bw)TSt(Bw)

＝wT(BTSbB)w
wT(BTStB)w＝wTSbw

wTStw

＝JGDLMPP(w) (１２)

其中,Sb＝BTSbB,St＝BTStB＝Λ.Λ为对角阵,且其对角线

上的元素为St 的非零特征值.由于Λ为正定矩阵,因此不存

在奇异值问题.这样,原来的 GDLMPP的目标准则问题就

被转化到一个低维子空间求解,从而解决了小样本问题;并且

与采用PCA 作预处理的 DLMPP求解方式不同,GDLMPP

并没有损失任何的鉴别信息.因此,GDLMPP的广义特征值

问题可转化为:

Sba＝λSta (１３)

３．３　GDLMPP算法

根据前文所述,可以得到 GDLMPP算法的步骤如下:

(１)计算各类样本的中值,得到样本类中值集合 M＝
{M１,,MC};

(２)分别计算样本类中值相似矩阵B 与样本类内相似矩

阵Wc,其计算式分别为 Wc
ij＝exp[－(‖xc

i－Mc‖２＋‖xc
j－

Mc‖２)/(２t)],Bij＝exp(－‖Mi－Mj‖２/t);

(３)利用样本类中值相似矩阵和样本类内相似矩阵分别

计算Sb,Sw,St,其中Sb＝MHMT,Sw＝XLXT,St＝Sb＋Sw;

(４)求解St 的非零特征值对应的特征向量B＝{σ１,,

σr};

(５)求解广义特征值问题(１２),令其前d个最大特征值对

应的特征向量为a１,,ad,则投影矩阵为A＝[a１,,ad];

(６)对于任意样本x,其在d维特征空间中的表示为y＝

ATBTx.利用提取的特征再选择合适的分类器进行分类,即

可得到未知样本的类别标签.

４　GDLMPP与DLMPP的联系

本节从理论上验证:在类内散布矩阵Sw 非奇异的情况

下,GDLMPP与 DLMPP是等价的.

定理４　当Sw 非奇异时,广义特征方程Sba＝λSta 的任

意特征值λ满足０≤λ＜１.

证明:当Sw 非奇异时,Sw 为正定矩阵,即有aTSwa＞０.

由于aTSta＝aT(Sw＋Sb)a＞aTSba＞０,因此有λ＝aTSba
aTSta＜１.

又由于Sb 半正定,即aTSba≥０,因此有λ＝aTSba
aTSta≥０.

证毕.

定理５　当Sw 非奇异时,若a０ 是广义特征方程Sba＝

λSta在特征值为λ时对应的特征向量,则a０ 是广义特征方程

Sba＝λSwa在特征值为λ/(１－λ)时对应的特征向量.

证明:若a０ 是广义特征方程Sba＝λSta 在特征值为λ时

对应的特征向量,则有Sba０＝λSta０.

由于St＝Sb＋Sw,因此有Sba０＝λ(Sb＋Sw)a０,从而可得

(１－λ)Sba０＝λSwa０.由定理１可得１－λ＞０,则可得Sba０＝
[λ/(１－λ)]Swa０,即a０ 是广义特征方程Sba＝λSwa 在特征值

为λ/(１－λ)时对应的特征向量.

证毕.

假定λ１ 和λ２ 是广义特征方程Sba＝λSta 的两个不同的

特征值,且有λ１＞λ２,其对应的特征向量分别为a１ 与a２.由

定理５可得,λ１/(１－λ１)与λ２/(１－λ２)是特征方程Sba＝λSwa
的两个不同特征值,且有λ１/(１－λ１)＞λ２/(１－λ２),同时这两

个特征值对应的特征向量也分别为a１ 与a２.这说明,当Sw

非奇异时,GDLMPP与 DLMPP的广义特征方程有着相同的

最大特征值对应的特征向量,因此在类内散布矩阵Sw 非奇

异的情况下,GDLMPP与 DLMPP是等价的.

５　实验

为验证所提 GDLMPP的有效性,将 GDLMPP与 LPP,

LDA,DLMPP算法在两个人脸库(ORL与 AR)上进行实验.

５．１　人脸库简介

ORL人脸库包含了４０个人的４００幅图像,其中每人１０
幅图像,每幅图像的分辨率为１１２×９２,这些图像拍摄于不同

时期;人的脸部表情和脸部细节有着不同程度的变化,如笑与

不笑、眼睛或睁或闭、戴或不戴眼镜;人脸姿态也有相当程度

的变化,深度旋转和平面旋转可达２０°;人脸的尺度也有多达

１０％的变化.图１显示了 ORL库中某人的１０幅图像.

２９ 计 算 机 科 学 　２０１８年



图１　ORL库中某人的１０幅图像

Fig．１　１０imagesofsomeoneinORLdatabase

AR人脸库包含了１２０人的图像,其中每人有２６幅图

像,图像分辨率为５０×４０.采用每人的１４幅无遮挡图像进

行实验,在这１４幅图像中,前７幅图像与后７幅图像拍摄于

不同的时期,且人脸姿态、表情、光照条件等均产生了一定程

度的变化.图２显示了 AR库中某人的１４幅图像.

图２　AR库中某人的１４幅图像

Fig．２　１４imagesofsomeoneinARdatabase

５．２　实验结果及分析

在 ORL库上随机选择每人５幅图像作为训练样本,剩余

图像作为测试样本,每个算法重复运行１０次,最后把这１０次

的平均识别率作为最终的识别率.在 AR数据库上随机选择

每人７幅图像作为训练样本,剩余图像作为测试样本,每个算

法同样重复运行１０次,最后把这１０次的平均识别率作为最

终的识别率.值得注意的是,GDLMPP,DLMPP和 LDA 算

法的有效投影轴数为c－１(其中c为样本的类别数),因为这

３种算法的类间散布矩阵的秩为c－１.在进行人脸识别时,

LPP,LDA和DLMPP算法均面临矩阵的奇异问题,因此均采

用PCA进行预处理,PCA降维轴数的选择参照文献[５].在

实验中,所有算法均采用最近邻分类器进行分类.另外,

GDLMPP,DLMPP与 LPP 算法的参数选择参照文献[５].

图３与图４为各算法取不同投影轴数时对应的识别率,表１
列出了各算法的最佳识别率及相应的投影轴数.

图３　ORL库上各算法随投影轴数变化而产生的识别率

Fig．３　RecognitionratesofalgorithmsinORLdatabaseaschanging

withthenumberofprojectionaxes

图４　AR库上各算法随投影轴数变化而产生的识别率

Fig．４　RecognitionratesofalgorithmsinARdatabaseaschanging

withthenumberofprojectionaxes

表１　各算法的识别率及对应投影轴数(括号中)的对比

Table１　Comparisonrecognitionratesofalgorithmsandthenumber

ofcorrespondingprojectionaxes(inbrackets)

PCA LPP LDA DLMPP GDLMPP
ORL ８６．７１％(４０)８７．５％(３３) ９０．０％(２７) ９１．０％(２３) ９４．５％(２４)

AR ５８．６％(１１０)６４．１％(１１９)６８．０％(９９)６８．５％(１０９)６９．６％(１０９)

结合图３、图４及表１可知,相较于其他算法,在取不同

投影轴时,DLMPP算法的识别率均最高,这验证了所提算法

在处理人脸识别问题时的有效性.在 ORL库上,投影轴数为

２４时,GDLMPP取得最高识别率９４．５％;在 AR库上,投影

轴数为１０９时,GDLMPP取得最高识别率６９．６％.在两个数

据库上,LPP的识别率最低,这主要是由于 LPP为无监督算

法,未充分利用样本的类别信息.另外,相较于其他算法,

GDLMPP在 ORL库上的识别率比在 AR库上的识别率提升

幅度更大,这主要是由于 ORL库中采用的训练样本数少于

AR库中采用的训练样本数,而在处理人脸识别这种小样本

问题时,GDLMPP的识别效果更显著.

结束语　本文针对 DLMPP在处理人脸识别这类小样本

问题时的不足,提出了 GDLMPP算法.GDLMPP将原始样

本等价转换到一个低维特征空间来求解最优投影矩阵,在转

换过程中并没有丢失样本的鉴别信息,并且克服了类内散布

矩阵奇异的缺陷,从而解决了 DLMPP 的小样本问题.在

ORL及 AR人脸库上的实验显示,GDLMPP能够有效地提

升人脸识别率.
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结束语　本文提出了面向海量通信数据的频繁通信子图

并行挖掘算法PMFCS.该算法利用并行计算框架Spark,高
效地解决了通信网络中用户之间的频繁通信关系挖掘问题.
频繁通信关系挖掘结果是研究用户关系强度的基础,也可以

为电信运营商服务提供数据支撑,例如套餐推荐、亲情号码

等.在微博等社交媒体中互相关注的两个用户也许并没有联

系,因此相对于微博等社交媒体挖掘的结果,从通信网络中挖

掘出的频繁通信用户关系更真实.
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