
计算机科学 2006Vo1．33N0．7 

基于抽样的分布式约束性关联规则挖掘算法研究*) 

李 宏 陈松乔 杜剑峰 陈建二 

(中南大学 信息科学与工程学院 长沙410083) 

摘 要 本文采用抽样的方法，在基于约束的 Eclat类算法(例如 EclatA和 EclatM)的基础上，提出了一种分布式约 

束性关联规则的挖掘算法——DMCASE算法。本算法在各数据站点上对一个较小的样本采用基于约束的 Eclat类算 

法，挖掘局部约束频繁项集，采用归纳学习的方法归并所有局部约束频繁项集，产生全局约束频繁项集。只需 1次扫 

描数据库，挖掘效率较高。实验证明：该算法是一种十分有效的解决基于约束条件下的分布式关联规则挖掘算法。 
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1 引言 2 相关概念与描述 

关联规则挖掘是数据挖掘的重要研究内容。约束关联规 

则挖掘算法能够从大量的频繁项集中筛选出有用的规则，提 

高挖掘效率。随着分布式计算环境的日益普遍 ，研究分布式 

环境下基于约束的关联规则挖掘具有重要意义。目前 ，关联 

规则挖掘算法包括 Apriori算法[1]、PARTITION算法[7]、FP- 

growth算法[ 、Eclat算法[1 ]和抽样算法[10j等。并行和分布 

式关联规则挖掘算法主要有 CD算法[2]、FDM 算法[3]、DDM 

算法[印和 D-Sampling算法[9]等。目前可用的基于约束条件 

下的关联规则挖掘算法包括 CAP算法[5]、CFG-约束频繁模 

式增长[ ]和基于约束的 Eclat类算法[13](例如反单调约束关 

联规则挖掘算法——EclatA算法、单调约束关联规则挖掘算 

法——EclatM算法)。分布式约束性关联规则挖掘算法还比 

较少。 

Tovienven提出的抽样方法[10]对数据库的一个较小的样 

本进行挖掘，用剩余的部分验证结果，只需 1次扫描数据库， 

挖掘效率较高。本文采用了抽样的方法，在基于约束的Eclat 

类算法的基础上，提出了一种分布式约束性关联规则的挖掘 

算法——ElMC sE算法。DMCASE算法在各数据站点上对 

一 个较小的样本采用基于约束的 Eclat类算法挖掘局部约束 

频繁项集 ，采用归纳学习的方法归并所有局部约束频繁项集， 

产生全局约束频繁项集。算法只需 1次扫描数据库，无需对 

候选项集进行剪枝，占用内存较小。 

目前，应用最广泛的约束是反单调约束和单调约束。 

定义 1 反单调约束 (Anti-monotone Constraint)：给定 
一 个约束条件 Ca，如果一个项集 S不满足 Ca，S的任何超集 

也不可能满足 ，则称约束条件 是反单调的。 

定义 2 单调性约束(Monotone Constraint)：给定一个约 

束条件 ，如果一个项集 S满足 ，S的任何超集也满足 

，则称约束条件 是单调的。 ． 

利用反单调约束和单调约束可以减少挖掘的时间和空 

间，提高挖掘效率。如著名的Apriori性质(频繁项集的任何 

非空子集也必然是频繁的)就是反单调 的。这个性质用于 

Apriori算法的每次迭代，可以大大减少候选项集的个数 ，压 

缩关联规则的搜索空间。 

其它几种约束的概念请参见文[6]。 

设事务数据库 DB存放在分布式系统 S(Sl，Sz，⋯，SI，，z 

是站点数)上。各站点上的数据分别为{DBl，DBz，⋯，DI3'}。 

对任一项集 X，)(．sup和 )(．sup 分别表示项集 X在 DB和 

DB 中的支持度计数。rnin_sup表示最小支持度阈值，local— 

sup'(1ocal—supi=rain-supXD )表示 D 上的局部支持度 

计数。局部约束频繁项集表示局部站点上的所有满足局部支 

持度和约束条件 C的局部频繁项集，全局约束频繁项集表示 

在整个数据库 DB上的所有满足最小支持度和约束条件 C的 

频繁项集。分布式挖掘约束性关联规则的主要任务就是在给 

定最小支持度 的情况下在多个站点上挖掘满足约束条件 C 
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的全局频繁项集。 

3 相关算法描述 

3．1 抽样 0̈] 

定义 3 负边界：一个频繁项集的负边界是指它的任一 

子集均是频繁项集，但其本身并不频繁。例如：I={A，B，C}， 

假设频繁项集 L=({A}，{B}，{C}，{A，B}}，则 Bd一(L)一 

f{B，C}，fA，C}}。例如，对于集合fB，C}来说，它的任一子集 

{B}和{C)均属于 I ，但其本身不属于 L。在关联规则挖掘的 

层次算法中，负边界是产生的候选项集中的所有非频繁项集。 

抽样算法的主要思想是取一个比mirLIsup还小的支持 

度阈值 low_sup，在抽样数据 s上用层次算法求出支持度大 

于 low_sup的所有项集的集合 ，记为 S(假设 S是满足 mirLI 

sup的频繁项集的超集)，并得 出负边界 Bd一(S)。扫描数据 

库 DB的剩余部分，计算 SUBd一(S)在整个数据库 DB上的 

实际支持度。如果负边界Bd一(S)中均是非频繁项集，则S是 

频繁项集的超集。输出其中所有满足 mirLIsup的项集，否则 

报告出现错误。如果 Bd一(S)中存在某个频繁项集 Y，则 Y 

的超集也可能是频繁的。解决的方法是将 Y加到s中(即S 

=sUY)，再求出负边界 Bd一(S)，再扫描数据库 DB，再验证， 

直到 Bd一(S)中均为非频繁项集为止。这需要进行第 2次数 

据库扫描。抽样方法是牺牲了一些精度来换取效率。当数据 

量比较大时，使用抽样方法具有很高的效率，但不能保证挖掘 

出所有满足最小支持度阈值的频繁项集。 

定理 1 给定一个属性集 X和一个随机样本 s，在给定的 

误差范围e及误差超 出此值的最大概率 情况下，s的大小 

是： 

sI>／~1n詈 (1) 
定理 2 给定一个频繁项集 X和一个随机样本 s，在给定 

的误差范围e及误差超出此值的最大概率 情况下，z眦 sup 

的大小是： 

suup<min-sup-- 1n吉 (2) 
详细的定理证明请参见文F10]。 

算法 1 抽样 

输入：数据库DB，最小支持度阈值mi『LI sup，抽样样本使 

用的支持度阈值 low-sup(1ow_sup的值要小于 HlirLIsup)。 

输出：DB中满足 nliILsup的所有频繁项集及其支持度 

计算，或错误记录。 

(1)从 DB中随机抽取样本 s。 

(2)S=F(s，low-sup)；／／计算 s中所有满足 low-sup的 

项集。 

(3)F={X∈suBd一(S)lX sup>~mirLIsup}；／／计算 SU 

Bd一(S)在 DB上的实际支持度。 

(4)对于所有 X∈F，输出 X和 fr(X，DB)。 

(5)如果出现错误(关于错误的详细说明请见 4．2中的完 

备性分析)，则输出错误记录。 

3．2 基于 If~at算法的约束关联规则挖掘算法实现 ”] 

利用 Eclat算法的概念格理论和等价类划分方法，能够 

将约束条件融入到基于垂直数据分布的关联规则挖掘算法 

中。该算法采用了垂直数据库结构，利用基于前缀的等价关 

系将概念格划分为较小的子概念格 。在自底向上的频繁集搜 

索过程中，同时进行约束条件的检验。算法的详细描述请参 

见文[13]。 

引理 1t” 由等价关系 生成的等价类[x 是P(I)的 

1个子概念格 。 

定理 1 Eclat算法中的概念格和等价类划分方法可以 

确保利用自底向上的搜索方法遍历所有满足约束条件的频繁 

项集。 

证明：由引理 1可得出，对于数据垂直分布，可以采用概 

念格和等价类划分生成完备的频繁项集 L。令所有满足约束 

条件的频繁项集的集合为s，根据约束的定义可知 SOL。因 

此，可以将约束整合到等价类的自底向上的搜索过程中，在发 

现频繁项集的同时进行约束条件的检验。 

例如，根据反单调约束和 Eclat算法的特点，只要在自底 

向上的搜索算法中验证支持度计数时，同时对约束条件进行 

判断，就可以挖掘出所有满足反单调约束条件的频繁项集。 

详细的反单调约束关联规则挖掘算法EclatA描述如下： 

算法 2 EclatA算法 

Algorithm Bottom-Up(S){ 

For all atonls A∈S do 

Ti=(2)； 

For all atonls A∈S，withj>i d0 

R—A UA； 

L(R)=L(A)nL(Aj)； 

If d(R)≥ min—sup and C(R)=一true then 

Ti：TiU{R}；FIRI—FIRI U{R}； 

For all Ti≠(2)do Bottom-Up(Ti)；} 

其中，s为等价类；A 为原子； (R)为项集 R的支持度计数。 

若 C(R)=一true，则表明项集 R满足约束条件 C；若 C(R)= 
= false，则表明项集R不满足约束条件 c；FfR【为输出的频繁 

项集。 

4 基于抽样的分布式约束关联规则挖掘算法实现 

DMCASE算法的主要思想是：首先在各分站点上进行随 

机抽样，抽取的事务集合为 s。对于事务集合 s，使用一个小 

于各站点的局部支持度计数(1ocaLsupi)的支持度计数 low- 

su ，采用基于约束的 Eclat算法计算所有满足 low-su 的 

项集 g。如果用户想要挖掘 出所有满足约束条件的全局频 

繁项集，则按照 4．2进行完备性分析，验证并补充抽样算法中 

丢失的局部约束频繁项集。将最终得到的满足约束条件的局 

部频繁项集记 为 。最后用归纳学习的方法归并 (F= 

U P)，计算 F中所有满足全局支持度阈值 HlirLsup和约 

束条件的所有全局频繁项集。 

4．1 数据结构 

为了确保只扫描1次数据库，我们采用了前缀树结构和 

位矩阵作为基本的数据结构。前缀树的每个节点代表1个项 

集及其支持度计数，其子女是以该节点所代表的项集为前缀 

的项集，每个项目所在的节点和它所有的子孙就构成了1个 

子概念格。例如在图2(a)中，项集{A}所在的节点的子女代 

表了以fA}为前缀的项集({AC}，{AD}，{AT}，{AW})，项集 

{A}及其所有子孙({AC}，{AD}，{AT}，{AW}，{ATw})就构 

成了1个子概念格(即等价类[A])。 

根据本算法，前缀树的构建和遍历均采用深度优先的方 

法。如果 1个节点是满足约束条件的频繁项集 ，则向下扩展 ， 

计算以该项集为前缀的子节点是否是满足约束条件的频繁项 

集。如果是，则继续向下扩展，否则转向另一个前缀。如图2 

· 19l · 

维普资讯 http://www.cqvip.com 

http://www.cqvip.com


(a)中，初始构建前缀树时，首先构建项 目A及其所有子孙节 

点，然后再依次构建项 目C、D、T、w 的子孙节点。对于项 目 

A，首先构建项集{AC)，由于{AC)不满足约束条件，因此不向 

下扩展；然后构建项集 {AD)，而{AD)不频繁，因此也不再向 

下扩展 ；其次是项集{AT)，{AT)是满足约束条件 的频繁项 

集 ，则向下扩展为{ATW)，依此类推。 

每个项 目在事务中的 tid-list存储在 1个位向量中，所有 

位向量组成 1个位矩阵。位向量由“O”和“1”组成，位的个数 

等于事务的个数。如果项 目在某个事务中，则代表该事务的 

位为“1”，否则为“0”。如表 2中，站点 1上的项目A的 tid-list 

为{1，3，5，6)，则代表项 目A的位向量为“101011”。项 目 C 

的 tid-list为{1，2，6)，则代表项 目 C的位 向量为“110001”。 

项目的支持度计数为位向量中“1”的个数。如项目 A在站点 

1上的支持度为 4，项 目C在站点 1上的支持度为 3。由于在 

本算法中采用了 Eclat算法，因此项集的位向量通过原子项 

的位向量的与运算产生。如站点 1上的项集{AC)的位向量 

为“100001”，支持度计数为 2。因此只要在算法的初始阶段 

就对数据库进行扫描，建立起对应的位矩阵，当挖掘过程中产 

生候选项集时，就不必再重复扫描数据库，只需对位矩阵中的 

相应位向量进行与计算即可得出该候选项集的支持度计数 。 

4．2 抽样完备性分析 

由于抽样算法是对一个随机抽取的数据库样本进行挖 

掘，因此在选取的样本 S较小、数据库的数据倾斜严重或设置 

的 low-sup较大等情况下，采用抽样算法不会产生完备的频 

繁项集，存在丢失少数频繁项集的现象，即抽样算法报告存在 

错误。下面详细描述抽样算法的错误情况和解决方法。 

(1)负边界 Bd一(s)中存在某个频繁项集 Y，即项集 Y存 

在于样本 S中，虽然在样本 S中是不频繁的，但其在整个数据 

库中是频繁的。此外，如果项集 Y是频繁的，则 Y的超集也 

可能是频繁的。文Elo3中提到的解决方法是将 Y加到S中 

(即 S=SUY)，再求出负边界 Bd一(S)，再扫描数据库 DB，再 

验证，直到 Bd一(S)中的项集的支持度计数均小于 mirLIsup 

为止。这就需要进行第 2次数据库扫描，验证 Y和 Y的超集 

是否频繁。在 DMCASE算法中，同样采用这种方法。但是 

由于采用了位矩阵，因此查找项集 Y及其超集的支持度计数 

并不需要再次扫描数据库，只需进行对应位向量的与操作即 

可，真正做到了只需 1次扫描数据库。 

(2)S及其负边界 Bd一(S)中均不存在某个频繁项集 Y， 

即样本 S中不包括项集 Y，因此采用抽样算法不会产生频繁 

项集 Y及其超集。产生这种情况 的主要原因是抽取的样本 

较小或数据库中存在数据倾斜的问题。文Elo3中采用逐渐扩 

大样本或重复随机抽取样本挖掘来解决这种问题 ，这就需要 

不断扫描数据库。从上述分析可以看出，该频繁项集 Y必是 

频繁 1项集或频繁 1项集的超集。在 DMCASE算法中，解决 

的方法是在各站点进行抽样挖掘后，无论是否需要负边界验 

证，都对剩余数据进行扫描。如果在剩余数据中存在某个满 

足约束的候选 1项集的支持度计数大于给定的局部支持度， 

则对该 1项集及其所有超集进行验证。根据本算法的数据结 

构，只需将该 1项集插入到前缀树的根节点下，并以其为前 

缀，将其所有超集及支持度计数作为子孙对应插入到前缀树 

中。由于每个 1项集在事务中的 rid-list都存储在 1个位向 

量中，因此以上操作不需再次扫描数据库。 

综上所述，用户可以根据情况选择是否进行完备性测试。 

如果允许牺牲一些精度来换取高效率，用户可以不进行完备 
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性测试；反之则选择进行完备性测试。如果进行完备性测试 ， 

则对各分站点上抽取的样本，使用一个小于各站点的局部支 

持度计数 (1ocal-su )的支持度计数 low-su ，以及采用基 

于约束的Eclat类算法进行挖掘的方法，能够保证各站点挖 

掘出的 是局部频繁项集的超集；而根据分布式数据库特有 

的数据倾斜特性，全局频繁项集必定在某个分站点上是局部 

频繁的，即各分站点的局部频繁项集的并集是全局频繁项集 

的超集，因此各站点挖掘出的 的并集必定是全局频繁项集 

的超集。此外，根据约束条件和 Eclat算法的特点 ，只要在 自 

底向上的频繁集搜索过程中，同时对约束条件进行判断，就可 

以挖掘出所有满足约束条件的频繁项集。因此，在这种情况 

下，我们采用抽样方法和基于约束的 Eclat类算法能够保证 

产生所有满足约束条件的全局频繁项集。 

4．3 归纳学习 

人工智能中的归纳学习是一种重要的机器学习方法，是 

指学习元对环境提供的大量输入信息进行推理归类和对共性 

的分析，抽象出一般的概念和规则Ll 3。在 DMCASE算法中， 

采用归纳学习来归并各站点产生的局部约束频繁项集，产生 

最终的全局约束频繁项集。利用归纳学习发现频繁项集的框 

架如图 1所示。 

图 1 归纳学习挖掘框架 

从图 1中可以看出：各站点上挖掘出的满足约束条件的 

局部频繁项集作为归纳学习元的输入信息，归纳学习元对这 

些局部约束频繁项集的信息(如项集的支持度计数、所在的站 

点等)进行归纳和对比分析，并将得出的结果送入知识库。对 

于每一个从挖掘器中产生的项集 X，归纳学习元都将在知识 

库中查找其信息。如果项集X在知识库中存在，且来自不同 

站点，则将其支持度计数与知识库中该项集的支持度计数相 

加，并送回知识库；反之则将其信息输入到知识库中。待所有 

满足约束的局部频繁项集均学习后，归纳学习元再次查找知 

识库，若存在某个项集缺少在某些站点上的支持度计数，则归 

纳学习元将该项集向其它站点广播，采集其在其它站点上的 

支持度计数。知识库中存储的项集的信息用于发现满足约束 

的全局频繁项集。在学习过程 中，已发现的全局约束频繁项 

集还将反馈回归纳学习元，用于指导进一步的学习。例如，若 

某个从挖掘器输入的项集已是全局约束频繁项集，则归纳学 

习元不必将其与知识库中的信息进行对比，可直接送入知识 

库，进行支持度计数的加操作即可。可任选 1个站点作为归 

纳学习的元站点。各站点不需同步传输。 

4．4 DMCAI~SE算法描述 

算法 3 DMCASE算法 

输入：在站点 sf上的数据集 DBi，约束条件 C，最小支持度阈值 rnin— 
sup一，各站点的局部支持度计数 local-sup ，抽样用的支持度计 
数 low-sun(1ow--suN~local-suN)。 

输出：DB中满足约束条件 C的所有全局频繁项集 F 
Algorithm DMCASE{ 

For(i=1，i++ ，i<n){ 

draw a random sample S from D ；／／从 DD 中随机抽取样本 
Si 

=F(si，low su~)；／／用基于约束的 Eclat类算法计算 S‘中 
所有满足 law—sue的局部约束项集 
If need tO find all constrainted frequent items then{／／完备性验 
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证  

P一{X∈ UBd一( )lX．su pl≥ local—su )；／／计算 sl U 
Bd一(Si)在 D 上的实际支持度 
Add the lost frequent 1-itemset and its super itemsets that sat- 

isfy constraint C tO P；／／添加丢失的满足约束条件的频繁 1 
项集及其超集到P 

)) 
／／以下代码在归纳学习的元站点 D 上执行 
receive all P：／／ 

F—U IP；／／用归纳学习产生全局约束频繁项集 
) 

5 实例分析及实验结果 

5．1 实例分析 

假设事务数据库 DB存在于 3个数据站点上，每个数据 

站点上的数据集分别为 DB。，DBz和 DB3，每个 D 上有 6个 

事务，事务中的项按字典顺序存放。表 1为事务数据库 DB。 

令最小支持度阈值 lnirLIsup为 9，约束条件 C=sum(S)≤180 

为反单调约束，各项的值分别为：<A(50)，C(150)，D(10)，T 

(2O)，W(30)>。假设各分站点上随机抽取的事务集合为 S。 

为方便起见，设各站点使用的 locaLsup(局部支持度计数)、 

l0w sup(s中使用的支持度计数)和抽取的事务个数均相同， 

local supi为 3，low supi为 2，S包括 3个事务。图 2和图 3 

描述了实际的挖掘过程。 

表 1 事务数据库 

(1)挖掘各站点上的满足约束条件的局部频繁项集 

首先，在各分站点上对抽样集合 S 按照 DMCASE算法 

构建前缀树，前缀树的每个节点代表一个项集及其支持度计 

数。如图 2(a)中，A：2表示项集{A)的支持度计数为 2。图 

中实线方框中的项集为满足反单调约束的频繁项集，如项集 

{A)；其它为满足反单调约束的非频 繁项集 ，如项集 {AD)。 

对于反单调约束，可将负边界的定义扩展到满足反单调约束 

的非频繁项集。图2(a)、(b)、(c)分别为站点 1、站点 2和站 

点 3上由抽样集合 S构成的前缀树。令 sf是各站点上的 Si 

中满足约束条件 C和 low supi的项集 ，Bd一(sf)是对应的负 

边界(候选项集中满足反单调约束的非频繁项集)，则从图 2 

(a)、(b)、(c)分别 可 以看 出：S。一 ({A)，{AT)，{ATW)， 

{AW)，{C)，{CT)，{D)，{DT)，{T)，{TW)，{W))，Bd-(S1)= 

({AD)，{CD)，{CW)，{DW))；Sz=({A)，{AD)，{C)，{CD)， 

{CT)，{CW)，{D)，{T)，{W ))，Bd-(S2)= ({AT)，{AW)， 

{CDT)，{DT)，{DW )，{TW))；s3一({A)，{AD)，{ADW)， 

{AW)，{C)，{CD)，{CW)，{D)，{DW)，{W))，Bd一(s3)一 。 

如果需要进行完备性测试，则扫描各站点的剩余数据库 ， 

计算 sf UBd一(sf)在 D 上的实际支持度，并改变前缀树上 

相应节点的支持度计数值，利用负边界对结果进行验证。同 

时，添加抽样丢失的满足约束条件的频繁 1项集及其超集。 

进行完备性测试后的前缀树如图 3所示。 

(b)站点2抽样后的前缀树 

图 2 

从图 3(a)中可以看出，负边界 Bd一(S。)中的项集 {DW) 

在站点 1上是局部频繁的，即在站点 1的抽样算法执行过程 

中出现了丢失局部频繁项集的现象，则应将项集 {DW)加入 

集合 s 中，并验证其超集是否满足约束条件 c和 local— 

sup。
。 结果是其超集并不局部频繁(由于本算法中采用了位 

矩阵，因此查找项集{DW)及其超集的支持度计数并不需要 

再次扫描数据库，只需进行对于位向量的与操作即可)。从 图 

3(b)中可以看出，抽样算法在站点 2上一次成功。比较图 2 

(c)和图3(c)，可以看出在站点 3上抽取的样本中丢失了满足 

约束条件的频繁 1项集{T)，因此{T)及其超集被丢失。根据 

4．2中的完备性分析，DMCASE算法能够找到项集 {T)及其 

所有满足约束条件的频繁超集，并将其添加到集合 s3中。 

最后，计算各站点上的满足约束条件的局部频繁项集的 

集合 F。从 图 2(a)、(b)、(c)分别 可以看 出：F1一 ({A)， 

{AT)，{ATW)，{AW)，{C)，{D)，{DT)，{DW)，{T)，{TW)， 

{W))；Fz=({A)，{AD)，{C)，{CD)，{CT)，{CW)，{D)，{T)， 

{W))；F3=({A)，{AD)，{ADⅣ)，{W)，{C)，{CD)，{CW)， 

{D)，{DW)，{W)，{T)，{TC)，{TCD)，{11)))。 

(2)采用归纳学习的方法挖掘满足约束条件的全局频繁 

项集 

任选 1个站点作为归纳学习的元站点，归并各站点的满 
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足约束条件的局部频繁项集(即 F一 UP)，并根据 mi sup 

筛选出满足约束条件的全局频繁项集的集合F。 

F一({A}，{AD}，{AW }，{C}，{CD}，{CW }，{D}，{DW }， 

{T}，{W }} 

(a)站点1进行完备性验证后的前缀树 

CDT：l 

(b)站点2进行完备性验证后的前缀树 

(c)站点3进行完备性验证后的前缀树 

图 3 

5．2 实验结果 

为了验证算法的性能，用 VC++6．0对 DMCASE算法进 

行了测试。操作系统为 Windows2000 Server，CPU为 P4 1． 

8GHz，内存为512MB。实验数据集采用文[2]的合成数据方 

法。在每个站点上分别合成相同参数的数据集。算法采用随 

机抽样的方法 ，抽取的样本大小 S和 low sup分别按照式(1) 

和式(2)进行取值(令 ￡=0．01，8—0．001)。为了更好地测试 

DMCASE算法的性能，对 DMCASE算法和 S~ pleC算法以 

及 FDMC算法进行了对比测试。这里的 SampleC算法是指 

在抽样算法的基础上添加了对约束条件的处理，用于挖掘局 

部约束频繁项集，并采用归纳学习的方法进行归并；而 FI)~IC 

算法是指在 FDM算法中添加了对约束条件的处理。上述 3 

种算法采用相同的通信机制。表 3描述了当数据集为 

T1018D400K、最小支持度阈值 rI1iILsup一0．25 、反单调约 

束 C=sum(S price)≤500时，DMCASE算法、Sample-(：算法 

和 FDM-C算法的比较情况。图 4为上述 3算法在执行时间 

方面的比较情况。 

1∞  

1oo 

庭 

苔 

船 

∞  

0 5 1O 15 ∞  为 ∞ 饕  ∞  ．5 ∞ 弱  

样 奉 个 羹A 

图4 DMCASE算法、SampleC算法和 FDMC算法的执行 

时间比较 

表 3 DMCASE算法、SampleC算法和FDMC算法的比较情况 

从上述实验结果可以看出： 

(1)DMCASE算法 的挖掘效率较高。DMCASE算法的 

执行时间要远远小于 SampleC算法和 FDMC算法。SampleC 

算法是在层次算法的基础上采用了抽样技术 ，DMCASE算法 

则是在 Eclat算法的基础上进行抽样。这是由于 Eclat算法 

具有传统的层次算法无法比拟的优越性能。此外，由于 FD- 

MC算法没有采用抽样，因此整个挖掘时间几乎高于 DM— 

CASE算法 3倍。随着样本大小的减少，DIVICASE算法挖掘 
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的执行时间也随之减少，FDMC算法的执行时间保持不变。 

(2)DMCASE算法的执行精度较高。即使当抽样的样本 

仅为整个数据库的 0．5％时，也能得 到 91．75 的挖掘准确 

率，而且挖掘的精度下降得比较缓慢。样本大小为5O％与 0． 

5 相比，挖掘的准确度仅下降8．25 。 

5．3 算法性能分析 

与其它算法相比，DMCASE算法具有以下几个特点： 

(1)使用了抽样方法，只需扫描 1次数据库，大大提高了 
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挖掘效率。 

(2)在各站点上，使用基于约束的Eclat算法来挖掘满足 

约束的局部频繁项集。采用了垂直数据库结构，利用基于前 

缀的等价关系将概念格划分为较小的子概念格，在自底向上 

的频繁集搜索过程中，同时进行约束条件的检验。算法无需 

复杂的 hash数据结构；在生成候选项集后，不需再进行剪枝； 

可以在内存中独立处理每一个子网格，挖掘效率较高，占用的 

内存比较小。 

(3)D} ASE算法在各站点均采用前缀树和位矩阵作为 

存储结构，使算法真正做到了只需1次扫描数据库。 

(4)各站点独立挖掘满足约束条件的局部频繁项集，各站 

点之间不需要同步。 

(5)采用4．2中的完备性验证方法，能够使用抽样算法挖 

掘出完备的满足约束条件的全局频繁项集。 

(6)采用归纳学习的方法归并满足约束条件的局部频繁 

项集。各站点不需同步传输挖掘出的信息，归纳学习元通过 

不断地接收信息和学习发现满足约束的全局频繁项集，大大 

降低了网络的通信代价。 

结束语 本文将抽样与基于约束的 Eclat类算法相结 

合，提出了一种分布式约束性关联规则的挖掘算法——DM— 

CASE算法。与其它同类算法相比，DMCASE算法具有挖掘 

效率高、只需 1次扫描数据库等优越性能。本文仅 以反单调 

约束为例，描述了DMCASE算法的实现。DMCASE算法同 

样适用于基于单调性约束、简洁性约束和可转变约束的分布 

式环境下关联规则的挖掘问题。如对于单调性约束，只需在 

D} ASE算法中将负边界设定为非频繁项集即可。进一步 

的工作是如何将 D} ASE算法在多种约束条件下的实现方 

法更加完善和优化 ，并且降低网络通信代价、提高归纳学习的 

效率以及将挖掘结果做到最优。 
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务 的所有写操作不影响事务 的所有读操作(或事务 霹 

的所有写操作不影响事务 的所有读操作)。 

事务 的操作 0 }可以看作是 T 的一个子事务处理。 

因此，执行顺序 H=(r，一 )中的任何两个事务 ， ，如果 

Validation( )< Validation( )，必有 commit[ (n)]> 

Read[Tj(n)]，说明乐观嵌套工作流事务的执行是无级联调 

度的。 

结束语 乐观嵌套事务模型在协 同工作流管理 系统 

Synchroflow中实现事务管理。协同工作流管理系统采用信 

牌驱动工作流模型来实现对工作流程的建模。我们在工作流 

建模模型的操作原语与乐观嵌套事务模型的操作原语间建立 

了二者之间的对应关系，通过对应关系能够把工作流过程定 

义转化成为乐观嵌套事务树或事务森林。这种转换使得事务 

工作流执行过程中，其操作原语和乐观事务模型的操作原语 

是一致的，工作流活动的转移控制与乐观嵌套事务模型的子 

嵌套事务的生成过程及其表示方式也是一致的。 

协同工作流管理系统中采取流程运行时分别对流程与活 

动进行实例化的策略，而工作流活动或活动组对应了工作流 

事务或嵌套事务，因此，工作流事务的时间戳可在工作流活动 

实例化时指定，并且根据工作流活动的类型差异，对工作流事 

务的时间戳的持久性进行分类管理，来保证长时间执行事务 

的正确执行。乐观嵌套事务模型在事务工作流应用过程中处 

理能力强 ，并且在定义嵌套事务时简单方便，易于实现 。 
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