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嵌入代价敏感的极限学习机相异性集成的基因表达数据分类 

安春霖 陆慧娟 魏莎莎 杨小兵 

(中国计量学院信息工程学院 杭州 310018) 

摘 要 极限学习机的相异性集成算法(Dissimilarity Based Ensemble of Extreme Learning Machine，D-ELM)在基 因 

表达数据分类中能够得到较稳定的分类效果，然而这种分类算法是基于分类精度的，当所给样本的误分类代价不相等 

时，不能直接 实现代价敏感分类过程中的最小平均误分类代价的要求。通过在分类过程中引入概率估计以及误分类 

代价和拒识代价重新构造分类结果，提出了基于相异性集成极限学习机的代价敏感算法(CS-D-ELM)。该算法被运 

用到基因表达数据集上，得到了较好的分类效果。 
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Dissimilarity Based Ensemble of Extreme Learning M achine with Cost-sensitive 

for Gene Expression Data Classification 

AN Chun-lin LU Hui-j uan WEI Sha-sha YANG Xiao-bing 

(College of Information Engineering，China Jiliang University，Hangzhou 310018，China) 

Abstract Dissimilarity based ensemble of Extreme Learning Machine(D-ELM )gets stable classification results on 

gene expression data classification．W hile this algorithm is based on the classification accuracy，it cannot meet the re— 

quirement to get the minimum misclassification of cost-sensitive classification。when the misclassification costs are not 

equa1．This paper used probability estimate and misclass．fication cost to reconstruct the classification results．Then we 

proposed the algorithm of Cost-sensitive Dissimilarity based ensemble of Extreme Learning M achine(CS-D-EI M )．This 

algorithm is applied on the data of gene expression and the experiment demonstrates that it can get better result． 
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1 引言 

分类问题广泛存在于机器学习和数据挖掘领域 ，一直是 

国内外学者研究的热点，其理论和应用研究已取得丰硕的成 

果_1 ]。目前比较常用的分类方法包括支持向量机、贝叶斯 

决策 、人工神经网络以及它们的改进算法等。极限学习机[3 ] 

(Extreme Learning Machine，ELM)是最近发展起来的一种快 

速的机器学习算法，它具有良好的泛化能力和极快的学习速 

度。然而单个极限学习机的学习性能具有不稳定性。为了进 
一 步提高极限学习机的性能，极限学习机的集成算法也开始 

迅速地发展。 

Lanc ]提出了一种在线连续极限学习机集成算法 (EOS- 

E1 M)，得到了更稳定 的性能和更高的分类精度；TianE 捌分 

别采用 bagging集成模式和修正的 AdaBoost．RT对极 限学 

习机进行集成 ；CaoC'07在 2012年提出的多数投票极限学习机 

(v_ELM)得到了广泛的应用；Lulj 等人在 V_ELM 的基础上 

通过对极限学习机进行选择性剔除，进一步提高了个体极限 

学习机的差异度，最终提出了相异性极限学习机集成算法(【)I 

ELM)。 

然而集成算法中，需要计算样本属于所给类别的概率，然 

后按照概率判断样本的类标号。但是，如果出现所求概率中 

最大的两个或多个概率相等或相近的情况，这时给样本标定 

一 个类标号，则判错的概率是非常大的。因此，为了进一步提 

高 D-ELM 的分类性能，将代价敏感 引入到相异性集成 中。 

FoggiaE123根据贝叶斯决策规则 ，提出了一种能够解决多专家 

系统误分类概率和拒识率的方法，实验证明这种方法相对其 

他算法是最优的。2006年，Zhengc”]等人将代价敏感因素引 

入到支持 向量 机 中，进 一步 降低 了分类 代价。2010年， 

Zou_1 等人将误分类代价和拒识代价同时引入到 SVM，进一 

步改进了代价敏感分类算法的性能。2011年，Fu[ ]等人提 

出了多分类问题代价敏感 AdaBoost算法，解决了多分类代价 

敏感分类在转换成二分类代价敏感分类问题时存在的代价合 

并问题，使得分类结果偏向错分代价较小 的类。2012年， 

Shil】 ]等人提出的组合代价敏感支持向量机 ，解决了传统代 
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价敏感支持向量机在分类精度上的不可控问题 ，并将其成功 

地应用在个人信用分类上。同年，Wanl1 等人提出了代价敏 

感的半监督 Laplacian支持向量机，但算法在大规模数据集下 

的求解效率不高。 

为了充分利用 D-ELM 分类精度高、性能稳定的优势，提 

高对不平衡样本的分类性能，本文将误分类代价引入到 I)I 

EI M 中，以降低 D-ELM在分类过程中造成的平均误分类代 

价，称这类 D-EI M为代价敏感相异性集成极限学习机(Cost— 

sensitive Dissimilarity based of Extreme Learning Machine， 

CS-D-ELM)。CS-D-EI M以平均误分类代价最小为 目标，而 

不是追求误分类概率最小，通过提高误分类代价较高的小类 

别样本的分类精度来实现分类代价最小的目标。在几个常用 

的基因表达数据集上对 CS-D-EI M 进行验证，并将所得结果 

与 D-EI M、CS-EI M 及 CS-SVM 进行对比。实验结果表明： 

CS-D-ELM 能够更好地降低平均误分类代价，提高分类可靠 

性，尤其是当样本分布不均衡的时候，效果更明显。 

2 嵌入代价敏感的相异性集成极限学习机 

CS-D-EI M 在 D-ELM 中嵌入误分类代价和拒识代价， 

然后最小化条件风险。 

arg min R(il )=arg min∑P( Iz)·C(i， ) (1) 

其中，R(iI )是将样本 分为第 i类的条件风险，P( 【 )为 

该样本属于第 类的概率，C(i， )表示将一个 J类样本误判 

断为第i的风险。这里，i， ∈{C ，Cz，⋯，f }，m是分类的类 

别数。 

2．1 极限学习机相异性集成算法(D-ELM) 

极限学习机的相异性集成算法是由 Lull8 等人提 出的一 

种多数投票极限学习机的改进算法。基于输出不一致测度对 

个体极限学习机进行相异性度量，根据相异性剔除理论对极 

限学习机进行剔除。假设有 N个极限学习机和M 个训练样 

本。如果第 i个和第 个极限学习机对第 k个样本的判别结 

果 _厂 和 相同，则标记 D ，(／ ，Lk)一0(i一1，2，⋯，N；j一 

1，2，⋯，N；k一1，2，⋯，M)；否则标记 Dif( ， )一1，用 
N 

Div 一ZDif(f~， )表示第 i个极限学习机与第 个极限 

学习机的相异性，可得到一个输出不一致性矩阵： 

Div 

Divl，1 ⋯ Div1．J ⋯ Divl，N 

Div；，1 ⋯ Divl， ⋯ Divi，N 

： ： ： 

DiVN，1 ⋯ DiWN， ⋯ DiVN，N 

(2) 

显然，Div是对角线为 0的对称矩阵。 

用 谊表示第i个极限学习机与其它所有极限学习机的相 

异性，其中： 
～ 

蚤D (3) 
计算分类器的平均分类精度 ，当 O< ≤0．5时，剔除 ，7 

较小的极限学习机；当0．5<7<1时，剔除 叼较大的极限学习 

机。将剩余的极限学习机进行多数投票集成。 

2．2 嵌入代价敏感的 D-ELM 

假设已知代价矩阵 C为某一固定的矩阵，依据式 (1)进 
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行 CSC学习，需要估计样本 属于 E{C ，Cz，⋯，C }类的概 

率 P(jl )。用所给的数据训练 N个相互独立的 ELM，根据 

相异性剔除理论对这 N个 ELM进行剔除，对剩余的 K个 

EI M在训练的过程中都使用相同的隐藏层节点数和激活函 

数 ，且每个独立的 ELM 输入层权重和隐藏层偏置都是随机 

产生且不相关的。这时对于每一个测试样本 tx，这 K个独立 

的 ELM 可以预测出 K个独立的分类结果。用一个初始空向 

量(Wk． (c )， ． (c )，⋯，w¨ ( ))(m是类别数)来存放 

这 K个 EI M对 tx的分类结果。如对于第 z∈[1，⋯，K]个 

ELM 分类器，如果 tx的分类结果为i，i∈{C ，Cz，⋯，f }，那 

么便进行下面的操作： 

W K (i)一W K． ( )+1 (4) 

当所有的 K个 EI M 都运行之后就可以得到一个最终的 

向量 w ， ，这时分类结果的每一类都可以得到一个概率 ： 

P( tx)一 ，iE{f1 C2，⋯ ， ) (5) 

通过 D-ELM计算出测试样本 tx的条件概率之后，如果 

tx被正确分类 ，且被分为第 s类 ，那么它属于 S类的概率便大 

于它的可能类别中其他所有的类，即存在一个不等式： 

P(sIfz)≥max{P(il￡z)} ∈ ，⋯ 卅] (6) 

以二分类为例，就可以得到每个测试样本 tx属于正类和 

负类的概率 P(pi擅)一 和P( ltx)-- 。 

3 算法分析与描述 

3．1 算法分析 

对每个测试样本 tx，仅仅知道样本 的概率 P( l tx)( E 

{C ，cz，⋯，c })是不够的，当代价不相等时，即使式(6)成立 ， 

也不能判定 是否属于 S类。因此，本文将非对称误分类代 

价和拒识代价嵌入到 D-El M 中，并将嵌入误分类代价和拒 

识代价的相异性集成极限学习机命名为 CS-D-EI M。 

用 2．2节中的 D-ELM方法对 EI M进行相异性集成，计 

算出tx属于每一类的概率 P( ltx)；设定代价矩阵 C，根据式 

(1)计算其属于某一类 i的代价，并求出它在代价最小的时候 

的类别： 

一argmin{R(iItx))=argmin{EP( l )·C(i， )} 
l J 

(7) 

即根据最小化平均误分类代价的原则重新计算测试样本的类 

标号 ，记￡ 为样本的真实类标，它集成了测试样本的误分类代 

价信息。则嵌入误分类代价之后的分类结果为： 

] 
。  

一 I i I— I
— I J 

argmin{R(iltx1)} 

i 

argmin{R(ilf )} 
l 

argmin2{P( lfz1)}·C{i， } 
1 J 

： 

argmin∑{P(jl￡ )}·C{i， } 
￡ J 

(8) 

其中，P(jltx)= ，jE( ⋯， )为 2．2节中通过 I)I 

ELM计算出来的概率 。 



3．2 算法描述 

CS-D-EI M 算法步骤： 

1)对 N个极限学习机设置初始值 ； 

2)随机产生第 i个 ELM 的输入层参数(n ，6j)， =(1， 

⋯

，L)(L为隐层节点个数)； 

3)计算第 i个 ELM 的隐藏层输出矩阵； 

4)计算第 i个 ELM 的输出权重 ， 一( )’。T，丁是目 

标输出矩阵； 

5)对 N个 ELM 采用相异性剔除，设剔除后的 ELM 有K 

个； 

6)针对测试样本 ，利用剔除后得到的分类器预测 tx的类 

别，假设类别为 ，jE{C1，C2，⋯，Cm}，则 WK， ( )一wK， ( ) 

+ 1： 

7)计算出测试集属于每一类的概率 P( l tx)一 ； 

8)利用式(8)计算出真实的类标号 

9)结束。 

4 嵌入拒识的 CS-D-ELM 

分类可靠性较低的样本更容易被误分类。为了降低误分 

类的高代价 ，在 CS-D-ELM 的基础 上进一步嵌入“拒识选 

项”，从而不对分类可靠性低的样本进行 自动分类。拒识代价 

包括以下 3种情况： 

1)被拒识的样本需要其它的进一步分析过程处理所需要 

的代价 ； 

2)由于拒识决策一个样本而造成的某种损失 ； 

3)以上两种情况都包含。 

拒识代价的定义：假如有一个给定的相当小的正数 (拒 

识阈)，对于任意的测试样本 tx，如果有下式成立： 

R(s l tx)％max{R(i l tx)} ∈[ ⋯， ] ≠ (9) 

f(tx)=min{R(i l z)} ∈[ ⋯，c l z) (m]i~--R(s 10) 

则当f(tx)≥ 时，将测试样本分为第 S类；当f(tx)< 时，则 

对样本进行拒识处理 。 

对于嵌人误分类代价和拒识代价的二元分类问题，已知 

给定测 试样本 TX一 {(txl，ty1)，⋯，(tx ，ty )，⋯，(￡确 ， 

￡ )}(其中，tx ER ，ty { ，P}， 一1，⋯，N)和代价矩阵 C 

一 {C(p， )，C(n，户)，c(0， )，C(O， ))(其中，C(p， )，C( ， 

p)为误分类代价；C(0，，2)，C(0， )为拒识代价)。根据 2．2 

节，并结合拒识阈 计算概率 P(Ol-z)(被拒识的概率)、P(nl 

)、P(p l z)，再通过计算最小平均误分类代价来对测试样本 

进行判定，即 

一arg min{R(iltx)} arg min∑P( lx)C(j， ) 

i， ∈{0， ，P)，这里的拒识阈 是依样本而定的。 

5 实验与结果分析 

5．1 实验数据集 

实验数据描述：本文内容针对糖尿病(Diabetes)、心脏病 

(Heart Disease)和白血病(Leukemia)数据集进行分析，其 中 

Diabetes和 Heart是二分类数据集，Leukemia是多分类数据 

集。具体数据集如表 1所列。 

表 1 数据集 

5．2 CS-D-ELM 的实验结果 

根据文献[10]设置数据集的代价矩阵都为c(1，一1)一 

1，c(一1，1)一5。并且在每个数据集上重复实验 3O次，取这 

30次实验的平均值作为实验结果。每次实验都随机选择一 

定数量的样本组成训练集，剩下的样本为测试集。 

图 1一图 3中D-ELM 和CS-D-ELM分别表示用 D-ELM 

和CS-D-ELM分类得到的平均误分类代价。由图 1一图 3可 

以看出，基于 CS-D-ELM 的平 均误分类代价 低于基于 I)_ 

ELM 的平均误分类代价，并且随着训练样本数的增加 ，两种 

平均误分类代价都有降低的趋势。 

图 1 Dibabetes数据集上的平均测试误分类代价 

图 2 Heart数据集上的平均测试误分类代价 

麦L： 

萋： 
嚣 

¨

05 

图 3 Leukemia数据集上的平均测试误分类代价 

为了进一步验证 CSI EI M 的有效性，将 C I)_ELM 与 

代价敏感极限学习机(CS-ELM)和比较成熟的代价敏感支持 

向量机(C SVM)[1 做对比。实验结果如图4一图 6所示。 

Ⅲ ⋯ 一  ⋯ 一  

聃  

盎 

m  

霎03 

训蒜样奉敷 

图4 Dibabetes数据集上的对比实验 
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图5 Heart数据集上的对比实验 

图6 Leukemia数据集上的对比实验 

图4一图 6中 CS-EI M和 CS-SVM分别表示用 CS-EI M 

和CS-SVM分类得到的平均误分类代价。从 图中可以看出， 

CS-D-ELM的平均误分类代价要明显低于 CS-SVM 及 CS- 

EI M 。 

5．3 嵌入拒识的CS-D-ELM 的实验结果 

将拒识决策引入 CS-D-ELM中，一个重要的过程是确定 

拒识阈。以 Heart数据集为例，在代价矩阵不变的前提下 ，将 

拒识代价设置为 C(0，1)一C(1，0)一0．2，随机选择 300个样 

本作为训练样本集，剩余的为测试样本集 ，独立重复实验 3O 

次求平均值。 

从图 7中可以看到，当拒识阈 取值为 0．04时可以得到 

最小的平均误分类代价，将 一0．04代入 CS-D-EI M 中重新 

计算，可以得到如图 8所示的结果。由图可知，嵌入拒识代价 

后可以明显降低平均误分类代价。D-EI M 算法 因为是在 

EI M的基础上增加了筛选相异性较大的极限学习机的 作， 

所以在时间性能上略差，但是在对时间要求不是太高的前提 

下，通过以上实验可以得出结论 ：在样本误分类代价不相等且 

存在拒识决策时，嵌入拒识的 CS-D-EI M能够更加有效地降 

低平均误分类代价。 

图7 阈值与平均误分类代价之间的关系 

图 8 嵌人代价敏感因素效果对比图 

为了进一步验证 CS-D-EI M 在基 因表达数据上的普遍 

适用性，接下来在 4个真实数据集上将 D-El M、CS-D-EI M 

及嵌入拒识的 CS-D-EI M 进行 比较。记正类和负类的分类 

精度分别为 NC和PC，在每个数据集上，取 3O次实验的平均 

值作为实验结果。3种算法的NC值、PC值、G-means值和平 

均误分类代价如表 2所列。 

表 2 D-EI M，CS-D-EI M 和嵌入拒识的CS-D-EI M的实验结果 

从表 2可以看出，CS-DEI M算法和嵌入拒识的 CS-D 

EI M算法的 G-means值都得到了提高，并且嵌入拒识的 CS- 

DEI M效果更好；CS-DEI M在所有的数据集上的平均误分 

类代价都比 DEI M 小，说明 CS-D-EI M 能够有效地减小在 

分类过程中产生的误分类代价 ，且嵌入拒识的 C I)_EI M 在 

所有的数据集上 的平均误分类代价都 比标准的 CS-INEI M 

还要低。因此，可以得出结论：在样本误分类代价不相等且存 

在拒识决策时，嵌入拒识的 CS-D-EI M 能够更加有效地降低 

平均误分类代价。 

结束语 传统的分类算法都是基于分类精度的，当误分 

类代价不相等时，不能实现代价敏感分类过程中的最小平均 

误分类代价的要求。本文通过在分类过程中引入概率估计以 

及误分类代价来重新构造分类结果，提出了基于 DEI M 的 

代价敏感算法 CS-D-ELM。在上述算法基础上，嵌入拒识代 

· 2]4 · 

价，进一步减小了平均误分类代价，使得不平衡数据的分类更 

加可靠。 
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之上 ，比如，包含带传递闭包构造子的描述逻辑，就需要在一 

阶逻辑的语言中增加无穷并加以表达，而包含无穷并的一阶 

逻辑不具有紧性 。因此，为刻画上述描述逻辑系统的表达 

能力，需要给出新的方法。 
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