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大数据驱动的投诉预测模型 

周文杰 杨 璐L。 严建峰 

(苏州大学计算机科学与技术学院 苏州 2150O6) (香港城市大学创意媒体学院 香港 999077)。 

摘 要 随着电信行业市场竞争的不断加剧，用户对服务质量要求逐步提 高，导致用户投诉率不断攀升。在此情况 

下，通过准确预测用户投诉行为来降低用户投诉率成为运营商关注的重点。目前传统的投诉预测模型仅从分类算法 

和人工调研特征来讨论 ，而没有充分利用运营商的大数据。因此，提出了在 Hadoop／Spark大数据平台上使用并行随 

机森林来构建用户预测投诉模型，它不仅用到了业务 支持 系统数据，而且还用到了运营支持 系统数据和客服工单数 

据，并在此基础上进一步增加 了反映用户相互关系的图特征和二阶特征。基于上海市某运营商数据的实验结果表明， 

利用多来源、高维度的特征来训练用户投诉预测模型的精度会明显高于传统方法，在此基础上有针对性地对目标用户 

采取安抚措施 ，可以降低用户投诉率，获得较高的商业价值。 
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Big Data-driven Complaint Prediction Model 
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Abstract Because of fierce competition in telecommunication(telco)industry，it is crucial to reduce customer complaint 

rate and improve customer services to improve competitive advantages for telecommunication companies．Thus，accurate— 

ly predicting the complaint behaviors to reduce the complaint rates becomes one of the most important tasks for telco 

operators．Traditional complaint prediction models only focus on classification algorithms and artificial feature selection 

and do not release the full power of telco big data．In this paper，we proposed a big data-driven complaint prediction 

model on the Hadoop／Spark platform using etficient parallel random forests．To better explore the performance of the 

proposed method，we performed feature engineering not only on all data from business support system (BSS)and opera— 

tions support system (OSS)，but also on those from the customer service records(CSR)．Moreover，several useful 

graph-based features and second-order features between the relationship of users were designed and used to enhance the 

predictive perform ance．Experiment results based on the practical data of the telco operator in Shanghai show that using 

more data sources and high dimension data to train the complaint prediction models make the prediction accuracy higher 

than the state-of-the-art algorithms．Based on the result，we took comfort measures on target users，which can make the 

lo-wer complaint rate of users and bring significant business value to the operator． 

Keywords Big data，Complaint prediction model，Feature engineering，Second-order feature，Graph-based features，Ran— 

dora forest 

1 引言 

随着电信业重组和互联 网即时通信软件的崛起，用户面 

临的电信服务选择越来越多，对运营商服务质量的要求也越 

来越高，运营商的用户投诉量也随之呈现猛增趋势。以上海 

某运营商为例 ，其全网活跃用户大概为 453万，仅 2014年 4 

月份的用户投诉量高达 2．9万左右，全年投诉量占全网人数 

的 7．6 以上。用户投诉量的增加不仅增加了处理投诉的成 

本，而且使用户对运营商的满意度下降，可能导致用户提前离 

网，使运营商营收下降。因此，如何减少用户的投诉量及提高 

用户的满意度成为各大运营商关注的重点。 

为了减少用户的投诉量，一方面可以从运营商自身出发， 

提高电信产品服务质量；另一方面可以从预测用户投诉行为 

人手，通过数据挖掘模型事先预测未来可能会投诉的用户名 
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单，分析其投诉原因，针对这些用户提前制定不同的营销方 

案。目前针对运营商用户投诉模型已有一些研究_l ]，其中文 

献[1—3]主要是通过改进算法本身来提高预测模型的精度，例 

如赵业祯等人l_】]提出了基于 Bb信令的通用分组无线服务业 

务潜在投诉的预测方法，从客户信令分析人手，采用决策树 

(Decision Tree，DT)『5]算法作为分类器来预测用户投诉倾 

向。栾嫒嫒[2]、龙雯雯[3]等人相继提 出了基于改进 BP神经 

网络(Back-Propagation network，BP)[6]的用户投诉预测模 

型。这些方法主要从业务支持系统 (Business Support Sys— 

tern，BSS)E ]数据(Bss数据)中抽取特征。另一些解决方案 

则通过获取影响投诉的特征来提升模型预测精度，例如魏红 

明等人『4 利用实地调研的方式获取有用特征输入模型，从提 

高特征信息的角度提升预测精度。这些研究主要是从分类算 

法和人工调研特征方面讨论用户投诉预测模型，在处理传统 

小规模数据时较为有效。然而运营商大数据具有的巨大的数 

据量和特征量使得这些方案不再适用。首先，这些分类算法 

处理速度较慢，无法有效实现大规模并行。其次运营商大数 

据包含信息复杂，潜在高阶特征众多，通过人工实地调研的方 

式费时费力。 

针对上述方案的不足 ，本文首先提出基于业界广泛采用 

的 Hadoop ／SparkE“]技术搭建一个运营商大数据平台，在 

平台上进一步提出了大数据驱动的用户投诉预测模型。对比 

之前的投诉预测研究工作，本文提出的大数据驱动的模型有 

以下优点：从大数据角度，首先 ，本文使用的数据来源比传统 

预测模型更丰富，训练数据量更大。例如，利用大数据平台整 

合了业务支持系统( )数据、运营支持系统l_9](Operation 

Support System，OSS)数据(OSS数据)和客服工单(Customer 

Service Records，CSR)数据(CSR数据)。模型训练所使用的 

数据量远远大于之前研究工作中使用的部分信令数据或者部 

分 BSS数据。其次，使用的特征维度更加丰富，如增加了图 

特征和二阶特征。最后，使用的训练数据提前量更短，实验证 

明它能有效提升用户预测模型的精度。 

从系统角度 ，本文设计了一套从数据采集、特征抽取最后 

到模型训练的分布式框架系统，其可以有效地处理运营商大 

数据，具有较好 的推广性。在大数据平台上采用随机森林 

(Random Forest，RF)l_1 ]作为分类器构建用户投诉预测模型。 

实验结果表明，提出的用户投诉预测模型在更大训练数据量、 

更高维度、更短提前量的数据情况下预测精度更高，运算速度 

更快。 

本文将详细介绍大数据驱动下的用户投诉预测模型，第 

2节介绍大数据驱动下用户投诉预测模型的框架结构；第 3 

节阐述用户投诉预测模型的特征选择；第 4节介绍模型预测 

算法的设计；第 5节给出实验结果，并对不同算法、不同特征 

下的实验结果加以分析；最后总结全文，并指出进一步的研究 

方向。 

2 投诉预测大数据平台架构 

本文选用了Spark分布式处理框架，其采用基于内存 的 

分布式计算系统，建立在统一抽象的弹性分布式数据集[1 ] 

(Resilient Distributed Datasets，RDD)之上，使其 以基本一致 

的方式应对不同的大数据处理场景，其性能最高达到 Hadoop 
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的 100倍左右。本文使用了上海市某运营商的真实用户数 

据，利用这些数据在一个多节点的 Hadoop／Spark分布式平 

台上搭建了提出的用户投诉预测模型。该模型的框架如图 1 

所示，最底层为数据源层，它为模型提供最原始的用户文本数 

据；第 2层为数据存储层，它将数据源层的文本数据按天分 区 

存储在 Hadoop分布式文件系统[1 ](Hadoop Distributed File 

System，HDFS)上，并按不同类型存储在不同 Hivd”]表中； 

第 3层为数据特征层，它将从数据存储层中生成原始特征、图 

特征和二阶特征；最上层为数据应用层，它将数据特征层中得 

到的特征数据输入分类器中来生成预测用户投诉名单和特征 

排名，并将特征排名反馈给数据特征层以进行特征的修改和 

删除。 

数据应用层 

数据特征层 

数据存储层 

数据源层 

图 1 投诉预测大数据平台框架 

2．1 数据源层 

数据源层为用户投诉预测模型提供最原始的用户数据， 

其中包括 BSS数据、OSS数据和CSR数据3类数据 

1)运营商 BSS数据：该组数据主要包含用户的一些基本 

信息、每星期用户的消费账单信息和消费行为信息，例如：用 

户的身份基本信息、用户每星期的余额信息等。 

2)运营商OSS数据：该组数据主要包含运营商给用户提 

供的网络服务层信息。它大致分为电路交换(Circuit Switch， 

CS)数据 、分组交换(Packet Switch，PS)数据。电路交换数据 

主要描述电话连接质量相关的信息，例如：用户掉话率和接通 

率等 分组 交换数 据主要描 述通过 深度报 文检测 (Deep 

Packet Inspection，DPI)解析出来的分类网络信息，例如：上网 

速度、联网成功率、HTTP信息、WAP信息等。 

3)运营商 CSR数据：该组数据主要包含运营商客服系统 

在受理用户请求和整个处理过程的数据，其中包含工单基本 

信息数据、工单环节信息数据，例如：过去几个星期用户投诉 

类工单数量、工单紧急程度 、工单满意程度等。 

2．2 数据存储层 

数据存储层为原始用户数据提供了存储空间。这一层采 

用了一个多节点的 Hadoop／Spark平台，每个节点都挂载了 

12个2TB的硬盘。首先将用户原始数据按天分区上传到多 

节点的 HDFS上，其次根据 HDFS上不同的类型数据创建对 

应 Hive表，并且为每张 Hive表添加按天分区字段 ，以加快查 

询速度。它为上层的数据特征层提供了数据查询支持。 

2。3 数据特征层 

数据特征 层为投诉 预测模 型提供 特征输入 ，它利用 

SparkSQLE ]和现有算法对 tkSS数据、OSS数据和 CSR数据 

进行分析，生成了 3大类特征。1)原始特征：这类特征是利用 

SparkSQL对源数据进行简单、复杂和统计查询得到的特征， 



其中包括 BSS特征、OSS特征和 CSR特征。2)图特征：这类 

特征是利用Page Rank[ ]和Label Propagation[ 。 算法通过用 

户的通话量和短信量生成用户影响力特征和Lp特征。3)二 

阶特征：这类特征是利用因式分解机_2 ](Factorization Ma— 

chines，FM)算法来找出潜在重要的特征对。 

2．4 数据应用层 

数据应用层是整个模型的最终实现层。它首先对数据特 

征层提取出来 的特征样例做数据标注，将当前星期投诉过的 

用户标为正样例，将当前其余活跃用户标为负样例输入模型。 

随后将准备好 的训练样例输入到随机森林分类器中进行训 

练，得到模型评估指标和特征排名。最后将特征排名反馈给 

数据特征层进行特征的修改和删除，进行下次模型训练。按 

照该模式 ，反复地优化用户投诉模型 ，直到达到预定精度 目 

标。在实际上线时，只要将要实际预测的用户特征输入到优 

化好的模型中，就能得到用户投诉的可能性排名。 

3 特征工程 

特征工程是指利用目标问题所在特定领域的知识或者 自 

动化的方法来生成、提取、删减或者组合变化得到的特征的处 

理步骤。在大数据分析中，模型的数据越来越多，训练时间也 

越来越长。如何从大量复杂特征中去除不相关特征并提取关 

键特征显得必不可少。这样不但使得模型的运算时间变短， 

而且提高了模型的精度 ，因此在建立基于大数据的投诉预测 

模型时，特征工程显得尤为重要。 

3．1 原始特征 

该类特征主要包括利用 SparkSQL对 BSS数据、OSS数 

据和CSR数据进行简单、复杂和统计查询得到的BSS特征、 

OSS特征和 CSR特征。 

BSS特征包含了用户基本信息、每星期用户的消费账单 

信息和消费行为信息(如用户收到骚扰电话和骚扰短信的详 

单)等。这些信息在运营商存储表中容易获取，也是传统投诉 

模型常用的特征。本文通过关键绩效指标(Key Performance 

Indicators，KPI)[20]和关键质量指标 (Key Quality Indicators， 

RQI)[2l_选择了相对比较重要的 28个特征。 

OSS特征因 0sS数据量巨大而时常被传统预测模型忽 

略。本文同样利用 KPI／KQI从 OSS数据中的电路交换数据 

和分组交换数据里挖掘一些 OSS特征 ，并对其做了一些简单 

计算和统计。其中电路交换特征是用户对运营商通话质量的 

反映。通话质量是用户对运营商的基本要求，所以本文对用 

户语音中的平均掉话率、平均语音质量、平均信号强度等 8个 

KPI／KQI的电路分组特征进行 了统计。分组交换特征是用 

户对运营商网络服务质量的反映。随着移动用户数量的增 

长，用户对移动网络要求越来越高。因此从用户使用最多的 

Http、Wap、Email方面入手 ，统计了与这 3个方面相关的统计 

特征 ，例如：平均网页响应成功率、平均网页延迟时间和 Web 

停顿次数等，最终总共选择了 l5个 KPI／KQI的分组交换特 

征 。 

CSR特征是投诉预测模型中最重要的特征，它主要来源 

于运营商客服管理系统 ，其信息主要包括用户过往投诉的记 

录、用户提交工单的属性等，它在一定程度上反映了当前用户 

的需求状态。本文参考褚卫艳l1D]的研究，从投诉工单相关属 

性中选择了比较重要的 15个特征。表 1列出了从 BSS特征、 

0SS特征和 CSR特征中选出的 1O个主要特征。 

表 1 部分原始特征 

3．2 图特征 

该类特征主要描述用户之间相互影响的关系程度。假设 

全网当前星期活跃用户数量 N，则利用全网所有用户之间一 

个星期内通话和短信次数建立起用户关系无向图，即构造两 

个 NXN 的对称矩阵，一个表示通话量的矩阵 M ，另一个表 

示短信量的矩阵Mm。如图2所示，A 中第 2行第 3列的23 

表示在当前一个星期内用户2和用户3的通话次数为23；在 

Mm中则表示用户 2和用户 3当前一星期 内的短信联系次 

数。得到这两个 矩阵后，本文可利用现有 的 Page Rank和 

Label Propagation算法来构造关于通话量和短信量的影响力 

特征和 Lp特征。 

=  

0 11 

11 0 

4 23 

5 7 

8 

： 
● 

● 

： 

9 ⋯  

图 2 通话矩 阵 

用户影响力特征主要描述的是用户在其朋友圈内的重要 

程度，用户影响力越高，说明该用户在其朋友圈中相对其他人 

的语音、短信和上网流量等业务量都高。本文首先将所有的 

用户影响力设为 1，随后每个用户的影响力根据 Page Rank 

中的公式来迭代更新，直到所有用户的影响力值都近似收敛 

为止。影响力更新公式如下： 

J ： + ∑ (1) 
“

j∈ ∽

W i'j 

其中，d为阻尼系数，默认为 0．85；N为当前一星期全网活跃 

用户数；Nei(i)为用户 所有通话或短信的朋友集合；Wi，i为 

通话或短信矩阵中第i行第 列的值。最后可得到所有用户 

关于通话量和短信量的影响力值。 

Lp特征主要描述未投诉用户受其 已投诉用户好友的影 

响程度 ，Lp值越高说明该用户受其已投诉朋友的影响越大， 

该用户也投诉 的概率就越高。首先生成一个 N×2的矩阵 

L~×z，每一行表示一个用户投诉和不投诉的概率，当前一星 

期投诉过的用户表示为[1，O]，没投诉的则表示为[O，1]。随 

后按照下面的更新方式来迭代 ： 

1)L～×2 —̂  ×NLN×2； 
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2)LNX2中投诉过的用户不变 ，将没投诉过的用户的行归 
一 化成概率，其相加等于 1； 

3)重复执行以上两步，直到 L~ 。收敛。 

其中，MN~N是描述用户通话量或短信量的矩阵。最后通过 

LN~2得到未投诉用户通过标签传播后会投诉的倾向概率。 

通过上述描述可得到关于描述用户之间关系的 4个重要 

图特征 ：通话影响力特征、语音影响力特征、通话 Lp特征和 

语音 Lp特征。 

3．3 二阶特征 

该类的二阶特征由两个特征值相乘得到，这是由于有时 

单个特征的重要性不高 ，而两个特征的组合特征重要性却很 

高，后文中表 3和表 4的实验结果都验证了这一假想。本文 

利用现有 FM算法来找取重要的特征对 ，FM 的 目标函数如 

下 ： 

：  +∑WiX +∑ ∑ (跳， ) ， (2) 

其中，，z为模型的总特征数；Wo，Wi为特征权重；V／， 为矩阵 

× 中第i行和第J行的 1×忌维的行向量，即用 ， 来描 

述第i，J个特征的潜在关系，用< ， )代表第 i，J个特征组 

合的权重。利用随机梯度下降使得该目标函数收敛后得到矩 

阵 。随后将 中的每一行两两求内积得到 ± 

个实数，然后将其从大到小排列，实数越大说明其对应组成的 

二阶特征越重要。最终将排名前 25的实数对应的特征对作 

为新的二阶特征加入到模型中。 

4 预测算法设计 

本节首先简要阐述投诉预测模型的分类器算法，其次描 

述该分类器算法在模型架构中如何实现并行计算和得到用户 

投诉预测结果。 

4．1 随机森林算法 

随机森林算法是一种统计学习算法，它利用 boostrap[~3] 

重抽样方法从原始样本中抽取多个样本，对每个 boostrap样 

本进行决策树建模，然后组合多棵决策树的结果，通过每棵决 

策树的预测值进行投票(当模型为分类时)或求平均值(当模 

型为回归时)来最终决定预测值。基于用户投诉模型，假设每 

个用户给出的训练样本特征为 一{ ”， ⋯， }，标签 

为yu一{投诉一1，没投诉一0}。随机森林会训练多棵决策树 

(1≤是≤Jf()，每棵决策树的特征只选择特征库中的一部分。 

对于样本 最终预测的标签结果是对所有 K棵决策树的结 

果求平均值： 

弘 一 1舌K ( ) (3) 

其中， 为用户 “下星期会投诉的可能性；K为随机森林 中 

决策树的棵数；对于随机森林 中的每棵决策树而言，会采用 

boostrap方法从所有样本中有放回地选择与原始样本等量的 

训练样本，从所有 个特征中随机选择 个特征来训练决策 

树模型。而分支规则采用基尼[1 ](Gini)增长系数来划分，并 

且整个随机森林最后还能通过基尼增长系数得到所有特征的 

重要性，为数据特征层提供反馈信息。 

4．2 参数并行学习框架 

本文采用 了一个多节点的 Hadoop／Spark计算平台。由 
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于随机森林训练的决策树棵数能达到上百棵，为了加快训练 

速度，本文将决策树训练任务平均分配到多个节点同时进行， 

如图3所示。首先将训练数据和模型源代码从本地上传到 

HDFS平台。当开始训练模型时，这 77z个节点从 HDFS上下 

载源码和训练数据， 个节点并行地执行模型训练。当节点 i 

外的其他节点训练结束后，就将结果发送到事前设定好的节 

点 i上，等所有节点的结果都发送完毕后，该节点 i将所有结 

果汇总求平均值，得到最终的预测结果。由于 个节点的训 

练数据和决策树棵数都是等量的，因此节点 i不会出现忙等 

待的情况，从而缩短了训练时间。 

节点i 

图3 并行计算框架 

用户投诉预测模型的输入为描述用户的高维度特征向 

量，经过模型并行训练后输出每个用户对应下星期投诉的可 

能性。将其可能性从大到小排序，本文认为前U个用户为下 

星期会投诉的用户，即为正样例，其余则是不会投诉的用户， 

即为负样例。 

5 实验结果与分析 

本文实验基于多节点的 Hadoop／Spark平台，每个节点 

的基 本配置为 ：内存 128GB，CPU Intel E5—2620 24*2．0 

GHz。数据集为上海市某运营商 2014年 4月到2014年 11 

月从 BSS、OSS和 CSR中抽取的真实数据，其中样本量为 

4532945，正负样例比例为 1：150。在特征上，使用上述 3大 

类特征：原始特征、图特征和二阶特征，维度为 95。每 日原始 

数据量的大小如表 2所列。 

表 2 每 日数据量大dx(GB) 

5．1 评价标准 

本文的评价指标是分类预测模型中常用的评价指标 ：召 

回率(Recal1)、准确率(Precision)和 AUC(Area Under Curve， 

AUC)。召回率是指预测用户投诉名单中投诉的人数与实际 

真实投诉人数的比率。准确率是指预测用户投诉名单中投诉 

的人数与预测用户投诉名单总人数的比率 AUC是指计算 

R0c(Receiver Operating Characteristic，R0C)[26]曲面下的面 

积，它能综合评价投诉预测模型的好坏。召回率的定义如下： 

R咖 ￡I!= 
L  

(4) 



准确率的定义如下： 

。 ：  

AUC的定义如下： 

∑ Ra 是一—C
—

x (C +
一

I) 

AUC一 — — —  

(5) 

(6) 

其 中， 表示在排序预测名单中排名前 U的用户中下星期真 

实投诉的人数；C表示下星期真实投诉的人数；NC表示下星 

期活跃用户中没有投诉的人数；∑Rank表示将所有在网活跃 

用户经过模型得到的可能性从大到小排序，然后令最大可能 

性对应的用户排名为 N，第二大可能性对应 的用户排名为 

N一1，以此类推，将所有真实投诉用户的排名相加得到的值。 

5．2 分类器精度评估 

本文对比了几种分类算法：随机森林算法、逻辑回归l25] 

(Logistic Regression，LR)算法、决策树算法和改进 BP神经 

网络[2]算法。其中逻辑回归是目前工业界应用最广泛的分类 

器算法，而决策树和BP神经网络算法是传统用户投诉预测 

模型用到的分类器算法。 

为了公平起见，这 4个分类器算法的输入特征都是 3．1 

节中的 特征和 OSS特征，用当前一星期的用户数据训练 

预测下个星期可能投诉的用户名单，按照模型输 出的用户投 

诉可能性从高到低排序，取前 10000用户为正样例 对于随 

机森林参数 ，本文采用了 500棵决策树 ，叶子节点最少样本为 

100，这样可以避免过拟合。由于训练数据中正负样本不平 

衡 ，样本权重值设置为 150：1；对于逻辑回归，由=F它的输入 

更适合稀疏二进制的特征，因此在训练之前先对输入数据进 

行离散化处理，学习率为默认值 0．1；由于改进 BP神经网络 

算法对初始网络权重非常敏感 ，因此本文经过反复调试得到 

了以下最优的结果。具体算法的实验效果和运行时间对比如 

图4所示，可以看出决策树在处理大规模连续值时预测效果 

不是很好，实际中它容易产生过拟合，但其运算时间相对较 

短。逻辑回归预测效果要好于决策树，但其在训练前要先做 

好离散化，过程比较繁琐，花费时间较长。改进 BP神经网络 

在速度方面有了明显提高，但精度却远不如随机森林算法。 

实验结果表明在大数据情况下，相对其他 3种算法，随机森林 

算法的实验效果最好。 

图 4 各种分类算法的 AUC和时间对比 

5．3 特征的评估 

为了验证各类特征的重要性 ，本文在用户数据量不变的 

情况下，向仅使用 特征(B)的模型中不断加入新的特征。 

可以发现每当加入新的特征后，模型的召回率、准确率和 

AUC都会有不同程度的提升，加入 CSR特征 (CSR)和 0SS 

特征(0)时提升最为明显，其次是图特征 (GF)和二 阶特征 

(SOF)。从表 3可以看出，当加入 OSS特征后，模型的 AUC 

提升了 2．2 ，准确度提升了 4．1 ，说明传统模型没用到 

Oss特征，该特征对模型的准确度提升有一定的帮助；当加入 
一 星期的 CSR特征后，模型的 AUC提升高达 2．5 ，准确率 

提升8．5％，由此说明用户之前的投诉信息能很好地描述当前 

想要投诉用户的特征；当加人图特征后，模型 AUC也有了 

1．2 的提升 ，准确度有了 1．3 的提升；当加入二阶特征后， 

模型的 AUC和精度也有了稍微的提升，这说明利用现有算法 

得到已有特征间隐藏关系的二阶特征也能提高模型的精度。 

表 3 各种特征加入后的结果 

表 4是通过所有特征训练模型后输出的前 1O名的重要 

特征。其中BSS、OSS和CSR表示特征来源于原始特征，GF 

表示特征来源于图特征 ，SOF表示特征来源于二阶特征。可 

以看出最重要的是CSR特征，其次是图特征和OSS特征，这 

也为表 3中 AUC和准确率的提升提供了有力的依据。 

表 4 重要性排名前十的特征 

5．4 提前量对精度的影响 

为了验证提前量对精度的影响，本文分别用一个月、两个 

星期和一个星期作为提前量来预测用户投诉。即用当月的用 

户数据来预测下个月用户投诉的精度，用前两星期的用户数 

据来预测后两星期的用户投诉精度和用当星期的用户数据来 

预测下星期用户投诉的精度。从图 5可以看出提前量为一星 

期的效果会好于一个月的效果，说明更短的提前量数据对模 

型的精度有更大的帮助。经分析，这是由于对于用户投诉问 

题来说，它具有很强的时效性。 

＼  
。  

＼ 
～ 

k  

一  

一 月 霄用 三属 

JI町羲 

g 

图5 各提前量结果对比 

5．5 数据量对精度的影响 

为了验证数据量对精度的影响，本文分别用 1个星期的 

用户数据量到5个星期的用户数据量来预测下个星期的用户 

投诉 。图 6的实验结果表明，随着训练数据量的增加，模型的 

精度会有一定的提升。但到了 3个星期之后 ，可以发现模型 

的 3个指标都变化不大，最后趋于一种稳定状态。 

· 22】 · 

 ̈ 晦 ∞ 略 

*霄胃c＼*匾 



 

r ， ／ ⋯ ’i 

▲ 

f 

：厂  一 一 
卜一 署西● —·—堆一年—· 一̂ UcI 

一

属 再属 三月 四月 五禹 

胃数 

§ 

图 6 各种数据量结果对比 

5．6 实际运行效果 

本文提出的运营商用户投诉模型被实际运用到了上海市 

某运营商的大数据项 目中，在实际上线运行中体现了良好的 

预测性能。在模型给出的前 5000个预测用户的投诉名单中 

的准确率高达 91 。运营商的外呼部门通过模型给出的预 

测用户投诉名单，提前针对每个用户进行及时的安抚和关怀。 

运营商的技术部门也通过对模型给出的特征权重排名进行分 

析来优化电信产品服务。最终不但使得运营商客服外呼团队 

人员投入减少了25 ，而且使得该运营商每月的用户投诉率 

降低了 14．5 ，用户离网率也随之下降了5．3 ，提升了用户 

的满意度。除此之外，基于用户投诉模型的大数据平台也为 

大数据项 目的离网预测模型、电信产品推荐模型和基站投资 

模型提供了平台支持。 

结束语 随着大数据在各行各业的广泛应用，本文在大 

数据的背景下运用大数据来预测上海市某运营商用户投诉行 

为。首先通过不断加入新的数据来源、新的特征和更短提前 

量的数据来证实利用数据量更大、数据维度更高和提前量更 

短的数据对用户投诉预测模型的性能有很大的提升。其次通 

过现有算法设计的图特征和二阶特征也能有效提升用户投诉 

预测模型的精度，降低用户投诉率，提高运营商的服务质量。 

本文使用人工特征分析的方法来进行特征工程，能够根 

据应用的特点有效地抽取特征，在实践中获得了很好的应用 

效果。然而人工特征工程的方法需要有较多的行业经验积累 

和人力成本投入 ，有一定的应用限制。注意到了深度学 习 

(Deep Learning，DP)口 ]在 自动获取有效特征方面的应用潜 

力，它能够自动学习要建模的数据的潜在分布的多层表达，提 

取分类需要的低层次和高层的特征，但在本项目中由于该模 

型的层次复杂、参数过多导致其学习速度太慢，最终本文没有 

使用该算法来进行特征提取。但随着深度学习被不断深入研 

究和优化，相信未来它在自动特征提取方面会发挥越来越重 

要的作用 
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