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摘 要 根据时间序列数据维度高、实值有序、数据间存在 自相关性等特点，对时间序列分类过程进行研 究。研究了 

当前比较流行的时间序列分类方法；从图像处理的角度 出发，提出了一种将图片信息转化为时间序列数据的 I1vrS方 

法。shapelets作为最能够表示一条时间序列的子序列，随着时间的推移，这个特征序列可能会动态地发生变化。基 于 

这样的思想，提 出了一种基于动态发现 shapelets的增量式时间序列分类算法 IPST。该算法能够较好地动态发现 "-3 

前最优的 k个 shapelets，从而提高时间序列分类的准确度。得到的 shapelets集合还可以与多个传统的分类器结合， 

从而获得更佳的分类效果 。 
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Abstract This paper focused on research of time series classification according to time series features of high dimen— 

sionality，ordered real-valued variables，autocorrelation and SO OIL From the perspective of image processing，this paper 

proposed a method for ITTS to transform image inform ation to time series．As the best approach to show a subsequence 

of time series，shapelets would change dynamically as time goes on．Considering this thought，this paper presented time 

series classification algorithm based on dynamically finding shapelets which is named IPST algorithm．IPST algorithm 

dynamically discoveries current optimal k shapelets well，SO as to improve the accuracy of time series classification．The 

discovered shapelets can be also used with state-of-art classification algorithms，leading to better perform ance． 
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1 概述 

时问序列是一组序列数据，通常是在相等间隔的时间段 

内依照给定的采样率对某种潜在过程进行观测的结果[1]。时 

间序列分类就是试图给采样结果集中的每一个序列分配标 

签。时间序列分类问题作为序列分类问题的一个分支_2]，已 

经在时间序列挖掘领域引起了广泛关注。该问题存在于现实 

生活中的诸多领域 ，如在气象中预测天气状况[3]、健康信息处 

理中分类心电图或脑电图_4]、依据用电量来分类家用电器_5]、 

依据传感数据来分类行为动作l6 ]等。 

最早的时间序列分类方法_8]是基于简单趋势的，因此很 

难解释它的结果。继而研究者又提出了分段表示法 ，它有一 

定的抗噪能力 ，并且权重可以应用于相关的反馈结构中；不足 

之处是它不能很好地处理异常值。为了克服高维的障碍， 

Jeng在2007年_9]试图利用奇异值分解法去选择基本频率数 

据，然而这就意味着更高的计算花费。在近期的工作中，研究 

者比较了3个典型的分类器：最近邻、支持向量机和决策森 

林。尽管高度依赖于已有数据集，但目前看来这 3种方式都 

是有效的。带有 DTW 的 卜NN分类算法_10]具有更加广泛的 

应用，尽管它的计算速度受到反复DTW计算影响，但是它依 

然显示了更高的精确度。为了克服这一局限性，研究者提出 

了基于精确形状平均(Accurate Shape Averaging，ASA)技术 

的模型构造算法，即每一个训练类仅用一个序列来表示，这样 

做使得收到的序列仅与每个类的一个均值模型进行比较。除 

此之外 ，研究的技术还包括 ARIMAE”]或 HM1VIE ]模型。很 

多提议方法是基于不同距离度量方式的最近邻(卜NN)算法， 

如基于 ED或者 DTW 的 1一NN等[” 。另外 ，Buza等人[】 ] 

还介绍了一种融合不同距离度量方式的 1-NN分类器。 

前面介绍的时间序列分类器在分类时间序列时，倾向于 

从整个时间序列人手。然而，在许多时间序列数据集中，同一 

类别的不同时间序列间往往存在着较大的差异性，基于时域 

相似性的分类器并不能很好地处理这种差异性。而基于形状 
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相似性的分类算法能够很好地发现区分不同类别的最佳特 

征[ 。时间序列 shapelets是序列中最具辨别性的子序列。 

yeE16,17]最早提出基于 shapelets的分类算法。该算法采用信 

息增益度量数据的分裂点，并通过递归搜索最具有辨别性的 

shapelets来构建决策树。Mueen等人_7]提出了使用逻辑 

shapelets来构建决策树的思想，并采用加速技术和剪枝策略 

来提 升 Ye所 提 算 法 的 可 解 释 性 和 运 行 效 率。Rak— 

thanmanon[ ]等人针对原有的 shapelets发现算法在时间效率 

上的不足，提出了一种基于 SA)([ ]表示的快速 shapelets发 

现算法，此算法在提升发现 shapelets速率的同时保证了一定 

的分类准确性。 

2 预备知识 

本节介绍由图像转化为时间序列数据的过程，包括时间 

序列图像的获取过程、图像预处理过程以及图像转化为时间 

序列的过程 。首先，通过数码相机进行植物叶片或植物整体 

形状的采集，获得本文所需要的图像。其次，图像预处理[19] 

的过程主要是为了提高图像的信噪比，减少 图像处理的数据 

量，并对图形进行边缘检测。最后，将获取到的二值化图像转 

化为时间序列。 

2．1 图像预处理 

图形的预处理过程主要包括图像的灰度化、图像的二值 

化、图形的去噪处理、图形的边缘提取。文中主要采用 Mat— 

lab对图像进行处理。 

(1)图像灰度化 

通过采集模块得到的图形数据量非常大，直接对其提取 

特征参数会影响程序的运行速度 ，所以首先对其进行灰度变 

化处理 ，将其转 化为 256级灰度 图像。在 Matlab中使用 

rgb2gray()函数将图像进行灰度化处理，这个函数的输入为 

RGB三维图形 ，输出为 0到 255的 256级 的灰度图像矩阵。 

另外，图像灰度化处理的函数如式(1)所示 ，其 中，(z， )为图 

像中的坐标点，函数为相应坐标点的值。 

Gray(x， )一nXR(x， )+bXG( ， )+C×B(x， ) (1) 

(2)图像的去噪处理 

图像在采集过程中会受到各种因素的干扰 ，如光照变化 、 

图像压缩等，这些噪声会使图像的质量下降，给图形的分割、 

特征提取、模式识别等工作带来诸多不利。因此，在特征提取 

之前本文对图形进行去噪处理。 

传统的去噪方法有邻域平均法、中值滤波法、多图形平均 

法 、高斯平滑滤波、空间域低通滤波和频率域低通滤波等，本 

文采用中值滤波法进行去噪处理。在 Matlab中使用 reed— 

fih2()函数对图像进行中值滤波去噪处理。该方法的输入为 

灰度化图像矩阵，输出为经过滤波处理的灰度化图像矩阵。 

(3)图形二值化 

一 幅图像包括目标物体、背景和噪声，从多值的数字图像 

中只取出目标物体，最常用的方法就是设定某一阈值 X，用X 

将图像的数据分成两大部分：大于X的像素群和小于X的像 

素群。很明显，这种二值化方法的关键是 X值的选取。在 

Matlab中使用 im2bw(RGB，leve1)函数进行图像二值化处 

理。这个函数的输人为0到 255的灰度图像矩阵，输出为 0、 

1值的二值化矩阵。另外，二值化函数可简记为： 

当 G(z， )<X时 ，B(x， )=1； 
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当G( ， )≥X时，B(x， )一0。 

(4)图像的边缘提取 

在对图像进行去噪和二值化处理之后，还需要对图形内 

的物体进行边缘提取和轮廓跟踪。这是因为图像的边缘特性 

是时间序列分类所需要的基本特征。常用的边缘提取方法有 

Canny算子提取方法、Sobel算子提取方法、Roberts算子提取 

方法和Prewitt算子提取方法。在 Matlab中使用 edge()函 

数进行边缘提取，该方法的输入为需要进行边缘检测的二值 

化图像矩阵和算子提取方法，输出为经过边缘提取的二值化 

图像矩阵。另外，本文也使用八邻域法对图形的边缘进行提 

取 ，在 Matlab中使用 bwlabel()函数对矩阵中的连通域进行 

标号。 

2．2 图像转化为时间序列 

图像转化为时间序列的过程主要包括质心的求取以及时 

间序列转化的过程。 

(1)图像质心的求取 

图像质心的求取即求取出形状的中心点位置。质心求取 

的目的是计算质心到边缘点的距离 ，而后用得到的距离作为 

时间序列的属性值。由上面的八邻域法获取到的边缘标号矩 

阵，本文简单地把横坐标和纵坐标的均值作为该图像区域的 

质心。在 Matlab中，利用坐标均值计算得到质心点并且进行 

了标注。 

(2)图像转化为时间序列 

由上述步骤得到图像的边缘和质心之后，首先设置要取 

得的采样点的个数 nsamp。在采样之前，本文首先确定采样 

的起始点以及采取下一个样本点的方向；然后在图像的边缘 

点上均匀地取 nsamp个点，分别计算 nsamp个样本点与质心 

之间的距离 ，并将其作为时间序列的属性值。这样，每一幅图 

像都将被转化成一条维度为 T／的时间序列，并且将与之对应 

的类标进行标注。以此类推，最终得到转化为时间序列的训 

练集合测试集数据。 

以上就是一幅图像信息转化为时间序列的全部过程 ，这 

个过程称为 ITTS方法，具体的算法流程包括 5步： 

Step 1 图像预处理阶段，即图像灰度化、去噪处理、二 

值化、边缘提取； 

Step 2 求取质心点； 

Step 3 获取边缘点； 

Step 4 求得质心到边缘点的距离 ； 

Step 5 形成时间序列。 

3 IPST算法 

在现实生活中可以发现，辨别一种类别有时不能单纯地 

依靠一种特征，而是需要通过几种特征来辨别。由此，一个时 

间序列数据集中也可能有多个具有辨别性的特征。基于此目 

的，将 shapelet的发现过程与分类过程分离。本文目标是找 

到k个具有辨别性的子序列，即k个 shapelets，用k个 shape— 

lets的特征与分类器结合进行分类。使用 shapelet进行分类 

有很多优点。首先，shapelet是最具有辨别性的子序列 ，将使 

得分类具有可解释性。其次，shapelet分类器比其他分类器 

更简洁，分类速度就会很快；最后 ，shapelet只是进行阶段独 

立的基于形状的相似性探索，从而它的分类不需要进行整个 

序列的扫描。 



3．1 Shapelets转化算法 PST 

为了解决递归处理的过程，本文提出了一种 shapelets转 

化方法即 PST，用于存储 k个 shapelets。相应的实现过程共 

分为3个阶段，过程如算法 1 Algorithm PST所示。首先，单 

次扫描数据集，产生 k个最好的 shapelets。需要注意的是 ，尽 

管是是需要设置的参数值，但是k也存在需要设定的最大上 

限值，并且对每一个 shapelets的性能没有影响。其次，采用 

交叉验证的方式评估最终的转化数据集中使用的shapelets 

的合适数目。最后，计算 shapelets与数据集中时间序列的距 

离，就得到了新的 shapelets转化数据集。 

算法 1 Algorithm PST 

输入：数据集 D，shapelet候选集的最大值 MAXLEN，最小值 MIN— 

LEN 

输出：shapelets转化后的二维表 

／／生成 k个最好的 shapelets 

GenerateKshapelets(D，MAXLEN，MINLEN){ 

1．While(D中的每一条时间序列){ 

2． ／／生成候选集 

W GenerateCandidates()； 

3． While(W 中的每一条候选子序列 S){ 

4． ／／计算 S到 w 中序列的距离 

Distance~findDistances(S，W)； 

5． ／／评价候选集 

Quality=assessCandidate(S，Distance)； 

6． shapelets．add(S，Quality)； 

， 

} 

7．／／将产生 shapelets排序 

sortByQuality(shapelets)； 

8．／／移除相似的 shapelets 

removeSelfSimilar(shapelets)； 

9．得到最好的k个 shapelets，这里采用的评价方式为 F分布 

kShapelets=merge(k，kShapelets，shapelets)； 

) 

／／数据转化过程 

DataTransformation(kShapelets，D){ 

1．While(D中每一条序列 T){ 

2． While(kShapelets中每一条 shapelet){ 

3． Dist=suhsequenceDist(shapelet，T)； 

} 

) 

4．／／返回 k个 shapelet到 D中n个时间序列的距离 

return Dist； 

) 

上述过程中涉及到k的大小设定问题 ，如果 k值设置得 

过小，可能会造成没有足够的信息进行分类决策；如果k值设 

置得过大，可能在转化后的数据集上造成过度分类问题 ，甚至 

减小了重要 shapelet的影响力。为此 ，本文采用了两种方式 

来处理这个问题。一种方式是使用 m／2个 shapelets进行数 

据转化，其中 为数据集中一条数据的长度；另一种方式是 

使用五重交叉验证自动选择shapelets的数目。 

根据 PST算法所示 的产生 shapelets的过程，以 忌个 

shapelets为特征，以k个 shapelets到每条时间序列的距离为 

属性值，产生一个新的分类数据集，如表1所列。用新产生的 

数据集进行分类时，本文希望在保持原有方法可解释性的同 

时，能够减小时间消耗 ，提高分类精确度 。 

表 1 由 个 shapelets转化后的新的数据集 

本文转化这个数据集的目的主要是使产生 shapelet的过 

程与构建分类器的过程分离 ，使得转化后的 shapelets数据集 

能够与其他分类器进行结合。正如表 1所列，这是一个典型 

的二维表数据集，能够与贝叶斯网络、CA．5、1一NN、SVM等分 

类器结合进行时序分类。 

3．2 增量式 shapelets发现算法 IPST 

本文提出了一种基于增量式的时间序列分类算法IPST， 

实现了动态产生 shapelets的过程，预计这样的动态生成过程 

能够使时间序列分类的精确更好。 

如上节所述，经过 shapelets转化后，能够产生一个如表 1 

所列的二维数据集 。特征提取后的数据集就可以作为一般的 

数据挖掘任务进行处理，并且使用常见的数据挖掘算法产生 

研究人员所需要的学习过程。然而，在日常生活中有很多信 

息都不是静态不变的，它会随着时间的推移持续发生变化。 

对于这种动态变化的信息，如何进行时间序列分类算法处理 

是本文研究的重点内容。 

Shapelets在现实生活中可以作为一种模式 ，正如叶子的 

茎、股票的变化规律等。那么可以看出，shapelets随着实例的 

增加是在动态变化的。本文从动态发现 shapelets的过程出 

发，进行时间序列分类的增量式研究。详细算法过程如算法 

2 Algorithm ISPT所示 ，在这里提出了一种滑动窗口机制，每 

次处理的时间序列数据为窗 口的大小 。 

算法 2 Algorithm ISPT(动态发现 shapelets的过程) 

输人：时间序列数据 

输出：k个 shapelets 

1．初始化。根据 shapelets的 k值初始化滑动窗口，记录 k个 shape— 

lets信息的结构。 

2．判断滑动窗口中的实例个数。小于k值时，继续滑动；等于k值时， 

运行 GenerateKshapelets(D，MAXLEN，MINLEN)方法找到 k个 

最好的shapelets，并将其离散化，并与常见分类模型结合生成分类 

器。 

3．继续滑动窗口到下一条实例，判断实例分类结果是否正确。如果正 

确，继续滑动到下一条；如果不正确，对当前实例生成候选集 D，更 

新 GenerateKshapelets(D，MAXLEN，MINLEN)方法。 

4．产生分类精确度最好的k个 shapelets 

具体而言，第 1步设置滑动窗口的大小为 七，是为了与发 

现 shapelets的数目相统一。本文使用了方差分布中的 F分 

布评价产生的 shapelets，主要原因是： 

(1)IPST算法试图生成 shapelets的集合 ，并不是要分裂 

这个数据集； 

(2)算法关注的是类值分布的变化情况； 

(3)这里还考虑了处理多类标的分类问题。 

本文提出的基于shapelets的增量式时序分类方法具有 
一 些优缺点。它采用动态生成 shapelets的方法，更利于找到 

最优的便于分类的子序列；且shapelets本身就有一定的可解 

释，但是这个可解释的过程并不能直观地感受到。 
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4 实验分析 

4．1 实验数据 

本文所涉及到的时间序列分类算法在 weka”平台上使 

用 Java语言实现 。为了评价 shapelet转化的性能，本文选择 

了UCR ’时间序列数据库中14个数据集，它们分别是Adiac、 

Beef、ChlorineConcentration、 Coffee、DiatomSizeReduction、 

ECG FiveDays， FaceFour， GunPoint ItalyPowerDemand、 

Lightning-7、M edicalImages、SonyAIBORobotSurface、Sym— 

bols、SyntheticControl、Trace。本文之所以选择这些特殊数 

据集，主要是因为这些数据集分为测试集和训练集。因此 ，所 

有的shapelet选择、模型选择和分类器构建过程都是在训练 

集上进行的，测试集仅仅用于评价最终训练好的分类器。 

图 1 在 shapelet转化后的数据集上经典分类器的精确度 

4．2 实验分析 

首先比较基于shapelets的各经典分类器的性能。从图1 

和表 2可以看出，在 shapelet转化后的数据集上构建的分类 

器的精确度与在分类器过程中产生 shapelet的 SDTC分类器 

的精确度非常相近，甚至可能更好。使用贝叶斯分类器进行 

时间序列的分类具有较好的分类精确度。 

表 2 结合 shapelets与数据挖掘分类算法得到的正确率 

接着比较基于shapelets的增量式时间序列分类算法IP— 

ST与 PST算法的性能。由表 3和图 2可以看出，基于 

shapelets的增量式时间序列分类算法 IPST的分类精确度比 

基于 shapelets的时间序列分类算法 PST的要高，说明在动 

态生成 shapelets的过程中，实时对时间序列数据集的子序列 

进行更新，能够提高时间序列的分类精确度。 

、 http f w．CS．waikato ac．nz／ml／weka／ 

http：／／www．CS．UCY,edu／~eamonn／time—series—data／ 
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表 3 PST算法和 IPST算法的精确度比较 

图2 IPST算法与 PST算法比较 

结束语 数据挖掘技术的广泛研究，使得复杂数据类型 

的挖掘得到越来越多研究人员的关注。本文从复杂数据类型 

中的时间序列数据 出发 ，研究了当前国内外关于时间序列分 

类的研究现状，提出一种 shapelets数据预处理转化 的 PST 

算法，使其能够与其他分类器相结合。根据数据动态变化的 

特征，提出了基于 shapelets的增量式时间序列分类算法 IP— 

ST。IPST算法能够动态地发现 shapelets，发现子序列 的过 

程是实时更新的。该方法的缺陷是可解释过程不能直观地感 

受到，且需要对算法进行进一步的优化 ，以提高运行效率。 
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模型的车辆行为识别方法。该方法可以在高速公路监控视频 

中变道、超车等轨迹数据较少的情况下，通过采用二次谱聚类 

算法实现对变道、超车、直行等车辆轨迹的有效聚类；此外，该 

方法还可以将聚类 得到的不同类 型轨迹 数据通过 Baum- 

Welch算法来 训练与 目标轨迹对 应 的 HMM 模型，并将 

HMM模型的多维概率输出作为随机森林(RF)模型的训练 

样本输入进行分类识别。实验表明，该 HMM-RF混合模型 

方法具有更高的准确率。虽然 HMM-RF混合模型在一定情 

况下提高了准确率，但在未来研究工作中可以寻求和引入更 

多的车辆轨迹特征以进一步提高准确率。另外 ，谱聚类的计 

算复杂度为 O(n。)，其中 是数据点的个数，其计算过程十分 

耗时，这限制了它在实际中的应用。我们在未来的研究工作 

中考虑将 MapReduce和谱聚类算法结合，以加速谱聚类的计 

算过程。 
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