
第 43卷 第 5期 
2016年 5月 

计 算 机 科 学 
Computer Science 

Vo1．43 No．5 

M av 2016 
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摘 要 提出基于信息理论学习中相关熵和距离方差的支持向量数据描述选择性集成。利用相关熵代替均方误差来 

度量集成的紧致性，构造出更为紧致的分类边界；利用距离方差集成度量集成中基分类器间的差异性 ，以提 高集成模 

型的差异性；在 目标函数中增加基于 l范数的正则化项，实现选择性集成。此外，利用半二次优化技术对所提选择性 

集成模型进行求解。与单个支持向量数据描述、基于Bagging的支持向量数据描述集成以及基于 AdaBoost的支持向 

量数据描述集成相比，所提方法取得 了更优的分类性能。 
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Abstract Selective ensemble of support vector data description(SVDD)based on correntropy of information theoretic 

learning and distance variance was proposed．Correntropy is utilized to substitute mean square error to measure the corn— 

pactness of ensemble and construct more compact classification boundary．Distance variance is used to measure the di- 

versity of base classifiers to enhance the diversity of the ensemble mode1．An 1 norm based regularization term is intro— 

duced into the objective function to implement the selective ensemble．Moreover，the half-quadratic optimization tech— 

nique is utilized to solve the proposed selective ensemble mode1．In comparison with single SVDD，Bagging based ensem— 

ble of SVDDs，and AdaBoost based ensemble of SVDDs，the proposed method achieves better classification perfor- 

m ance． 
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1 引言 

单类分类L1]是介于监督学习和无监督学习之间的机器学 

习任务，它能够有效地解决类别极端不平衡问题。在训练阶 

段 ，单类分类器仅需对正常数据加以训练，在测试阶段 ，它能 

够将待测样本分类为正常或异常数据。迄今为止，已涌现 了 

大量的单类分类方法，其中最为常用的是一类支持向量机[2] 

和支持向量数据描述_3]。一类支持 向量机 (One-class Sup— 

port Vector Machine，OCSVM)利用核函数将正常样本映射 

到高维特征空间，然后在特征空间中将正常样本的像与原点 

以最大间隔分开。支持向量数据描述(Support Vector Data 

Description，SVDD)亦利用核函数将正常样本映射到高维特 

征空间，然后在特征空间中寻找包含所有正常样本的像的最 

小包围球。当采用径向基核函数时，Tax和 Duin~3j证明了一 

类支持向量机等价于支持向量数据描述。 

为了使单类分类器取得更 为紧致 的分类边界，Tax和 

DuinE ]提出了单类分类器集成，其明显提高了单类分类器的 

分类性能。Segui等__5]提出了基于加权 Bagging的单类分类 

器集成方法，所使用的基分类器为最小生成树类描述器，该方 

法在基准数据集上产生 了优于单类分类器的性能。Zhang 

等[6]首先使用局部保留映射特征提取方法对原始数据集进行 

维数约减，然后训练多个单类分类器，最终对各个单类分类器 

的输出结果加以集成。Wilk和 WozniakⅢ7]提出了基于模糊组 

合器的单类分类器集成，该集成方法以模糊误差修正输出编 

码和模糊决策模板为集成策略，以基于模糊规则的分类方法 

为基分类器，在基准数据集上验证了所提方法的有效性。 

Casale等l_8]提出了近似多面体单类分类器集成方法，该方法 

首先利用凸壳定义目标类的分类边界，然后利用随机投影和 

集成决策判断样本是否属于高维空间中的凸壳模型，最后提 

出用于对非凸结构进行建模的平铺策略。在 200个数据集上 
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的实验结果验证 了所提集成方法的有效性。Krawczyk等l_g] 

提出了基于聚类划分的单类分类器集成，该集成方法首先利 

用聚类算法将目标类所在的数据空间划分成不相交的子区 

域，然后在每个子区域上训练一个单类分类器，最后融合所有 

单类分类器的输出。 

虽然分类器集成能够提高单个分类器的泛化能力，但是 

随着基分类器个数的增加，集成模型所需的存储空间会变大 

且测试速度会变慢。为了克服分类器集成的上述缺陷，Zhou 

等[1。_提出了选择性分类器集成，并从理论和实验两方面证明 

了由部分基分类器训练得到的选择性集成模型能够保持甚至 

提高分类性能。此外，Wang和 Li[11]提出了两种基于约束映 

射的支持向量机的选择性集成方法，第一种方法利用遗传算 

法寻找最优的组合权重，并设定一个阈值，剔除小于该阈值的 

基分类器，保留大于该阈值的基分类器；第二种方法是直接通 

过最小化集成分类器 的期望均方误差得到集成模型。u 和 

ZhouE ]提出了基于正则化框架的选择性集成方法，该方法通 

过求解组合权重的二次规划问题得到稀疏解，从而得到基分 

类器的组合权重，实现选择性集成。Zhang和 Zhou[1。]提出了 

基于线性规划的稀疏性集成方法。对于单类分类选择性集 

成，KrawczykE“]提出了一种单类分类器集成修剪方法，该方 

法利用群体智能算法中的萤火虫算法对集成规模进行约减 ； 

实验结果表明，该方法优于其他单类分类器集成修剪方法。 

然而，已有的单类分类器集成并未综合考虑差异性和选 

择性集成对集成性能的影响；此外 ，传统的单类分类器集成方 

法的分类边界不够紧致。基于此，为了提高单类分类器集成 

分类边界的紧致性，并同时考虑集成的差异性和选择性集成， 

提出了一种基于相关熵和距离方差的 SVDD选择性集成方 

法 (Correntropy and Distance Variance Based Selective En— 

semble of SVDDs，CDVSE-SVDDs)。主要有 3方面工作 ：第 

一

，利用信息理论学习中的相关熵度量来度量 SVDD集成的 

紧致性，构造出紧致的分类边界；第二，计算训练样本到各最 

小包围球中心的距离，并利用距离方差作为集成的差异性度 

量，以提高基分类器的差异性；第三 ，在 目标函数中引入了基 

于 -范数的正则化项，用于实现选择性集成。实验结果表 

明，所提方法能够有效地减少 SVDD中基分类器的个数，并能 

使分类准确率不低于甚至高于使用所有基分类器的集成策略。 

本文第 2节简要回顾了 SVDD、相关熵以及基于方差的 

差异性度量；第 3节详述了所提的基于相关熵和距离方差的 

SVDD选择性集成 ；第 4节通过实验验证了所提方法在人工 

数据集和标准数据集上的有效性 ；最后总结全文。 

2 相关知识 

本节简要回顾了 SVDD单类分类方法、信息理论学 习中 

的相关熵、神经网络集成中基于方差的差异性度量。 

2．1 SVDD 

支持向量数据描述(SVDD)是由 Tax和 Duinl3 在 SVM 

的基础上提出的对一类数据分布区域进行描述的算法，其基 

本思想是利用核函数将样本从低维空间映射到高维特征空 

间，并寻找尽可能包围所有正常类样本的最小包围球。 

给定包含 N个多维数据的数据集{Xi} N ，首先定义一个 

包含该数据集的包围球，其中心和半径分别为a和R，SVDD 

通过最小化R 寻找体积最小的包围球，用于对所给数据集 

进行描述，以便使整个数据集都包围在该球中。球外的数据 

看作异常数据，为了减小其影响，使用松弛变量 e将异常数 

据排除在球外。因此，SVDD的优化问题为： 

min R。+C∑8 
R ,a·￡ i= 1 

S．t．1_Xi一口Il ≤R +e， 1，2，⋯，N (1) 

8≥0， 一1，2，⋯ ，N 

其中，R为包围球的半径，C是控制球体体积和误差之间的折 

衷参数 ，8是松弛变量，a是包 围球的中心。优化问题(1)可 

以由拉格朗日乘子法求解，此外，用核函数代替内积，可得下 

面的对偶优化问题 ： 

min∑ ∑ogi~jK(鼍， )一∑GiK(Xi， ) 
n i一 1 J一 1 i= 1 

s．t．莹口 一1 (2) 
I= 1 

O≤ ≤C， 一1，2，⋯ ，N 

其中，a为拉格朗日乘子 ，K(·，·)是核函数，对于核 函数的 

选取，可以参看文献ElS]。 

待测样本的类别标号可由下式判别： 

ll ( )一口ll。一K( ， )一2∑∞K( ， f)+ 

∑ ∑a fK(蕾， )≤R (3) 

其中， ( )是待测样本 在高维特征空间中的像。若满足上 

式，则待测样本是正常数据 ，否则就是异常数据。 

2．2 相关熵 

相关熵源于信息理论学习 ]，可以作为一种新的相似性 

度量，它比均方误差 (Mean Squared Error，MSE)更具有鲁棒 

性，在文献E163中有具体描述。下式给出了任意两个随机变 

量 X和y之间的相关熵 ： 

(x，y)一E[K (x—y)] (4) 

其中，K(·)是核函数。然而，在实际中x和y的联合概率 

密度函数是未知的，并且可用的数据{Xi，Y } 是有限的。因 

此，相交相关熵的样本估计量为 ： 

(x，y)： ∑ (鼍--y ) (5) 
』 l— l 

本文K (·)取为高斯核函数，即： 

(Xi )一G(Xl--Yi)=exp(一 ) (6) 

则式(5)可以改写为： 

， 
(x，y)一 ∑G(鼍--y ) (7 

2．3 基于方差的差异性度量 

除了基分类器的精度之外 ，分类器集成的性能还依赖于 

基分类器之间的差异性 ”]。提高基分类器之间的差异性能 

够有效地减少它们之间的相关性。最近，Yin等[1B]为神经 网 

络集成提出了基于方差的差异性度量方法 ，该方法源于处理 

回归问题时的误差一差异度分解(Error-ambiguity Decomposi— 

tion)[ 

集成模型的平均误差公式如下： 

一 ∑ ‰E (8) 

其中，M为基分类器的个数， 和E 分别是第m个基分类 

器的组合权重和集成误差。E埘的表达公式如下： 
r 

E —l( ( )一 ( )) p(x)dx 

= }( ( )一 ( ))。p(x)dx (9) 
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其中，X是样本向量，且 p( )为其概率密度，ym( )是第 m个 

基分类器对于x的输出， ( )是所有基分类器的加权平均输 

出。假设所有样本都满足独立同分布，则第m个基分类器的 

集成误差为： 
，̂ 1 M  

≈善 ( ( )一善 3， ( ))。 (1o) 
其中，N为样本个数 。利用式(8)和式(10)，集成模型的差异 

性可表示为[”]： 
M  

一  (w)一 N × 
= 1 

(Xn)) ) 

( ( )一 M 

一 ∑ (∑ ( ) 一(wT )。) (11) 
” 一 i m — l 

其中， 一ym(Xn)， 一( ，Y：，⋯， M) ，w一(训1， ，⋯， 

WM) 为 M个基分类器的组合权重向量。 

3 基于相关熵和距离方差的SVDD选择性集成 

本节将详细描述基于相关熵和距离方差的 SVDD选择 

性集成方法，并利用半二次优化技术求解相应的优化问题。 

3．1 选择性集成模型 

设有M个 SVDD，它们的集成半径定义为： 

r一∑wkr 一(w，，) (12) 

其中， 是第i个 SVDD的半径，，一(n， ，⋯，rM) 和 一 

(砌 ，Wz，⋯，wM) 分别为 M 个 SVDD的半径构成的向量及 

其对应的组合权重向量。为了衡量集成模型的紧致性 ，采用 

相关熵度量各个基分类器的半径与集成半径之间的相似性程 

度 ，如下： 

1圣M 一 )一 I t(rk 1 exp(一 ) ) 圣忌 一 )一 一 ) (13) 

其中， 为宽度参数。 

为了增加基分类器之间的差异性 ，提出了一种基于距离 

方差的差异性度量方法，其表达公式如下 ： 

⋯  (w)一∑ ∑Ed (Xn)--d(x．)] (14) 

其中，d (Xn)为样本 在高维特征空间中的像 ( )到第 i 

个 SVDD中心的距离 ，如图 1所示。 

图 1 样本‰ 的像 (‰)到各个 SVDD中心的距离 

设第 i个 SVDD的中心为a ，则d (Xn)可表示为： 

d ( )一ll (而)一n ll 

4K(x．， )一2jE—l K( ，而)+善l∑=l蜘口 K(而，x1) 
( )为 ( )到集成中心的距离： 

d(x )一Ew+d (X ) 
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为了实现选择性集成，在集成模型中增加基于 范数的 

正则化项，即 ll w ll ，此处要求组合权重的元素均大于零，即 

≥0(愚一1，2，⋯ ，M)。 

综上，所提基于相关熵和距离方差的 SVDD选择性集成 

模型为： 

ma 而
1 ∑M e(一 )一 璺∑Nxp [ (Xn)一 m 高 L一— 一)一 刍乌L t(J一 

璺 (Xn(Xn)]z—y ll W Il ( ∑ )] 一y ll Il 1 

S．t． >t o，忌一 1，2，⋯ ，M  

上述优化问题可以利用半二次优化技术E。。_进行求解。 

根据凸共轭函数理论 。 ，则有： 

定理 1 对于 G(2)一exp(一 z-)，存在凸共轭函数 ，使得 

G( )一 s
∈

u

R

p( 2z--  2一 (a)) (18) 

其中，a为辅助共轭变量。对于一个固定的 ，上式在 a= 
-- G(z)处取得最大值。 

根据定理 1，式(10)可以改写为： 

F(’．，，P)一 盏[ 一 ( )]一 M点N[ (而)～ 
∑wkd (Xn)] --y∑ (19) 

其中，P为对角矩阵，其主对角线元素为 一 ，且 (点一1， 

2，⋯，M)为辅助共轭变量。 

根据半二次优化技术，可对目标函数(19)分两个步骤求 

解。 

1．计算辅助共轭变量Pk(志一1，2，⋯， ： 

矿  --exp(一 ) (20) 

2．将辅助变量代人式(19)，得到： 

wr十1= arg m ax M 
一  蚤M圣N d1 Ed ( )一 w ar 一 蚤圣 t( )一 

∑wkd (Xn)] 一y∑ 

g 
1 T 

面

~
_

I

P[rrT
～

2 罐 )w+ 
∑ r 

(一 + d d 1一 1) ’‘，+COnst (21) 

其中，r和 r+ 1分别 表 示第 r和第 r+ 1次迭 代，d = 

( 1( )，d2(Xn)，⋯，dM(Xn)) ，1为元素均为 1的列向量， 

const是与 w无关的常数。 

对式(21)的目标函数关于组合向量 W求导数，并令导数 

为零，可得： 

Ep~rr EPlrkr 
=( 一22ME d d ) ×( 一 

22Ed d 1+y1) (22) 

本文中 和)，均取值为1。 

(15) 3．2 学习算法 

基于相关熵和距离方差的 SVDD选择性集成的整个训 

练过程概括在算法 1中。集成模型训练完成之后，将最优组 

(16) 合权重向量w*中元素值小于1／M的权重所对应的SVDD~k 



集成模型中剔除，从而实现选择性集成。 

算法 1 基于相关熵和距离方差的 SVDD选择性集成 

输入 ：训练样本{x } ，宽度参数o，最大迭代次数 Tr一，距离方差项 

的系数 ， l范数正则化项系数 7，基分类器 SVDDR的个数 M， 

基分类器 SVDD的核函数参数 《和折衷参数 C 

输出：最优组合权重向量W 

初始化：组合权重向量 w一1／M。 

步骤 1 训练 M个基分类器 SVDD。 

步骤 2 由式(12)计算集成半径 ，由式(15)计算所有样本到 M个基 

分类器SVDD的距离 di(x )(i一1，2，⋯，M；n一1，2，⋯，N)。 

步骤 3 更新辅助共轭变量 Pk(k一1，2，⋯，M)和组合权重向量 w。 

for r一 1，2，⋯ ，T∞ 

a)根据式(2O)更新辅助共轭变量； 

b)根据式(22)更新组合权重向量。 

endfor 

4 实验结果 

为了验证所提基于相关熵和距离方差的 SVDD选择性 

集成方法的有效性，本节首先利用两个人工数据集考察了其 

可行性，然后在1 3个标准数据集上将cDVsE_sⅥ)Ds与单个 

SVDD以及其他单类分类器集成方法进行了比较。在 SVDD 

和cDVsE_svDDS中，核函数使用径向基核函数 K( ，j，)一 

exp(一 —y ll )。从所给数据集的正常样本中随机选取 

7O 构成训 练集。此外，以下实验均采用几何 平均值 (g- 

means)[船]来衡量不同单类分类方法的性能。g-means定义 

为： 

g一~／口 ·口一 (23) 

其中，a 和 a 分别是正常样本和异常样本的分类正确率。 

4．1 人工数据集 

本节所使用的两个人工数据集分别为 Sine—noise和 

Square
_ noise，各 自的描述如下。 

Sine
_

noise：该数据集包含 250个二维样本点。从集合 

{( ， )：xC-I-o，3]，yffI-o，3-1)中随机选取 200个样本点作为 

●一 

正常数据，然后从集合{( ， )l —sin(等 )±e，e～N(o，1)} 
U 

中随机选取 5O个样本点作为异常数据。 

Square
_ noise：该数据集也包含 250个二维样本点。从集 

合{(z， )IzC-[O．3，2．73，YC-I-o．3，0．6-1U[2．4，2．7-1}U 

{(z， )lxEI-o．3，0．6-1U[2．4，2．7-1，YC--Fo．3，2．7-1}中随机 

选取 200个样本点作为正常数据 ，然后从集合 {(z， )l ∈ 

[O，33，yE[O，33}中随机选取 50个样本点作为异常数据。 

对于两个数据集，CDVSE-SVDDs的基分类器个数和半 

二次优化的迭代次数均设为 2O，相关熵的宽度参数 d一0．3。 

SVDD和CDVSE-SVDDs基分类器的核函数参数 f一0．3，折 

衷参数 C一1。SVDD和 CDVSE_SvDDs在 Sine—noise上的 

分类效果分别如图1(a)和图1(b)所示，两者的g-means值分 

别为 0．7710和 0．8438，最终 CDVSE_SⅥ)Ds的基分类器个 

数为 2。SVDD和 CDVSE-SVDDs在 Square
— noise上的分类 

效果分别如图 2(a)和图 2(b)所示 ，两者的 g-means值分别为 

0．7909和 0．8224，最终 CDVSE-SVDDs的基分类器数为 5。 

(b)cDVSE_SVDDs 

图 2 SVDD与 CDVSE-SVDDs在 Sine_noise人工数据集上的分类效果 

(b)【二L)VS匕_SVDDs 

图 3 SVDD与 CDVSE-SVDDs在 Square—noise人工数据集上的 

分类效果 

综上，CDVSE-SVDDs在两个人工数据集上均取得 了优 

于单个 SVDD的分类性能。 

4．2 标准数据集 

本节选用 UCI机器学习数据库 。 中的 13个标准数据集 

来验证所提方法的有效性。从每个标准数据集中选用某一类 

样本作为正常数据，剩余的另一类样本作为异常数据。所有 

标准数据集的信息如表 1所列。 

表 1 实验所使用 13个标准数据集的相关信息 
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在以下实验中，从正常数据和异常数据中分别随机选取 

7O％和0．5 作为训练集，剩余的正常数据和异常数据用作 

测试集。CDVSE-SVDDs的基分类器的个数设 置为 5O。首 

先在训练集上采用五折交叉验证选取单个 SVDD的最优参 

数，即径向基核 函数参数 和折衷参数 C，最优参数确定之 

后 ，将其直接用作 CDVSE-SVDDs中基分类器的参数。然 

后 ，再使用五折交叉验证法选取 CDVSE-SVDDs的其他参 

数，包括相关熵的宽度参数 、系数 及 y。SVDD和 CDVSE- 

SVDDs的最优参数值概括在表 2中，此外，表 2还给 出了 

CDVSE-SVDDs最终选择的基分类器个数。 

表 2 SVDD及 CDVSE-SVDDs的参数设置 

由表2可知，CDVSE-SVDDs可以有效减少集成中所使 

用的基分类器个数 ，从而有效提高测试速度。为了减4~iJII练 

集的随机选取对结果的影响，将上述实验在每个数据集上重 

复 2O次，将平均训练准确率和平均测试准确率分别作为最终 

的训练准确率和测试准确率。实验结果如表 3和表 4所列， 

2O次实验结果的标准差也概括在表中。此外 ，两种传统分类 

器集成方法即 Bagging和 AdaBoost的结果也分别在表 3和 

表 4中给出。 

由表4可知，综合考虑测试准确率及其标准差，CDVSE- 

SVDDs在标准数据集上取得 了优于单个 SVDD、基 于 Bag— 

ging的 SVDD集成以及基于 AdaBoost的集成的测试结果。 

综合以上实验结果，本文所提 CDVSE-SVDDs在标准数 

据集上均取得了优于相关方法的分类性能，并且有效地减少 

了基分类器的数量。CDVSE-SVDDs的优势概括如下 ： 

(1)利用基分类器半径和集成半径之间的相关熵度量来 

度量 SVDD集成的紧致性 ，可以构造出更为紧致的分类边 

界。 

(2)使用距离方差作为单类分类器集成中的差异性度量， 

可以提高基分类器之间的差异性。 

(3)在集成模型中引入基于 范数的正则化项 ，可以有 

效地剔除对集成贡献较小的基分类器 ，提高集成性能。 

结束语 基于信息理论中的相关熵和神经网络集成中基 

于方差的差异性度量，提出了一种支持向量数据描述集成策 

略 ，同时，在所提模型的目标 函数 中引入基于 范数的正则 

化项 ，从而实现了选择性集成。利用半二次优化技术对所提 

模型进行求解。实验结果表明，与相关模型相比，所提基于相 

关熵和距离方差的支持向量数据描述选择性集成取得了更优 

的分类性能。 

为了使所提方法更具吸引力，在以后的工作中，将从两个 

方面对所提选择性集成加以研究和探讨。首先，相关熵的宽 

度参数 o-、支持向量数据描述的核函数参数 和折衷参数 C 

对集成模型的性能影响很大，它们均由“试差法”进行选取 ，非 

常耗时，以后会考虑使用启发式方法对上述参数进行选取 。 

其次，基于相关熵的准则已被证明比基于均方误差的准则具 

有更强的抗噪声能力，以后会进一步检查所提集成模型的抗 

噪声能力。 

表 3 4种不同方法在标准数据集上的训练结果(平均值±标准差( )) r 9 
一

L．1—J 

数据集 SVDD Bagging AdaBoost cDVS SvDDs 

Cancer 96．48士0．56 95．83士2．24 96．32土0．35 96．70±0．74 

Breast cancer 74．95士8．11 78．12±6．44 75．89土1．24 78．16±4．72 

Cleverland heart 89．8O±3．73 90．99土2．36 86．32士2．25 9O．36±2．50 r9] 

Diabetis 92．45±5．27 90．78±2．75 88．74±1．59 92．48±4．44 

Flare solar 63．14土3．74 62．99士4．17 59．47士2．85 63．91土5．46 

German 77．47±1．21 76．89土0．48 76．01士0．57 77．27±1．14 

Heart 82．86±3．86 82．85±2．70 78．68士1．89 83．44±4．32 r ] 

Hepatitis 76．12士4．50 75．88±3．94 71．33士2．27 76．53±5．27 

Housing 94．99士3．52 92．28土4．43 9O．91土1．82 93．57±3．81 

Liver 70．35士2．67 69．46土2．O7 67．93± 1．75 7O．97±3．39 rd] 

Pima 77．30士l_29 76．9l士0．40 75．99-4-0．82 77．48土1．4O 

Sonar 75．55±2．08 77．57士2．O1 73．75± lJ 51 77．3O--4-4．23 

Thyroid 96．89士0．78 96．70±1．28 96．33土0．68 96．47土1．48 

广5] 

表 4 4种不同方法在标准数据集上的测试结果(平均值±标准差( )) 

数据集 s、亿lI] Bagging AdaBoost CDVSE-SVDDs 

Caneer 94．95士1．81 94．30±3．69 95．02士 1．11 95．16土1．41 
r ^ ]  

Breast cancer 58．7O士5．73 59．89±2．9l 59．10士3．66 6O．O6±3．62 LbJ 

Cleverland heart 75．71土2．75 75．56±3．38 75．61土3．54 75．99土3．76 

Diabetis 64．05土2．14 64．20±1．74 64．O7士1．59 64．27±1．79 

Flare solar 42．3O士2．99 42．43±2．91 42．51±3．54 42．82±3．81 

German 55．39± l_57 55．41±1．6O 55．46±l_52 55．62土1．57 

Heart 71．75±3．56 71．40±3．05 7O．47±3．39 72．13±2．93 L／J 

Hepatitis 61．27士4．64 6l_18±5．06 59．70±5．48 62．30士4．38 

Housing 75．45士2．41 75．O2士2．29 75．2O±2．82 76．O2士2．49 

I iver 54．25±3．33 54．81±3．44 54．2O±3．69 54．83±3．33 
一  ． ． ． ． ． ． ⋯  L J 

· 256 · 

参 考 文 献 

Tax D M J．One-class classification：concept learning in the ab— 

sence of counter examples[D]．Delft University of Technology， 

2001 

Sch61kopf B，Williamson R C，Smola A J，et a1．Support vector 

method for novelty detection[c]∥Conference：Advances in 

Neural Information Processing Systems．2000：582—588 

Tax D M J，Duin R P Support vector data description[J]． 

Machine Learning，2004，54(1)：45—66 

Tax D M J，Duin R P W．Combining one-class classifiers[C]／／ 

Proceedings of the 2nd International W orkshop on Multiple 

Classifier Systems．2001：299—308 

Segui S，Igual L，Vitrid J．Weighted bagging for graph based one- 

class classifiers[C] Proceedings of the 9th International Work— 

shop on Multiple Classifier Systems．2010：1-10 

Zhang J，Lu J，Zhang G．Combining one class classification mo— 

dels for avian influenza outbreaks[-C]f}Proceedings of the 201I 

IEEE Symposium on Computational Intelligence in M ulticriteria 

Decision-Making．2011：190—196 

W ilk T，Wozniak M_Soft computing methods applied to combi— 

nation of one-class classifiers[J]．Neurocomputing，2012，75： 

185—193 

Casale P，Pujol O，Radeva P．Approximate polytope ensemble for 

one-class classification[J]．Pattern Recognition，2014，47：854—864 

(下转第 264页) 



表 3 人工模拟数据测试结果 

通过表 3可以看到，相 比随机投影和 CEM，SCEM 不但 

能保证较高的算法精度，并且具有较低的时间开销。在寻找 

长植入模式时 ，其算法精度都保持在 95％以上，时间开销远 

小于随机投影。 

结束语 本文提出的算法可以在合理的时间内有效解决 

( ， )植入模体发现问题 ，并且在解决长植人模体时也展现出 

了良好的性能，与目前流行的算法相比极具竞争力。通过对 

期望最大化算法中隐变量 z的约束，加速各种子集收敛求 

精，并且由于各种子集的运算相互独立，所提算法也易于并行 

化。而结合ChlP-seq等新技术，处理更大规模的数据，则是 

我们后续所关注的研究内容。 
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