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摘　要　针对传统的命名实体识别方法存在严重依赖大量人工特征、领域知识和分词效果,以及未充分利用词序信息

等问题,提出了一种基于双向门控循环单元(BGRU)神经网络结构的命名实体识别模型.该模型利用外部数据,通过

在大型自动分词文本上预先训练词嵌入词典,将潜在词信息整合到基于字符的 BGRUＧCRF中,充分利用了潜在词的

信息,提取了上下文的综合信息,并更加有效地避免了实体歧义.此外,利用注意力机制来分配 BGRU 网络结构中特

定信息的权重,从句子中选择最相关的字符和单词,有效地获取了特定词语在文本中的长距离依赖关系,识别信息表

达的分类,对命名实体进行识别.该模型明确地利用了词与词之间的序列信息,并且不受分词错误的影响.实验结果

表明,与传统的序列标注模型以及神经网络模型相比,所提模型在数据集 MSRA 上实体识别的总体 F１值提高了

３．０８％,所提模型在数据集 OntoNotes上的实体识别的总体F１值提高了０．１６％.
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ChineseNamedEntityRecognitionMethodBasedonBGRUＧCRF
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Abstract　AimingattheproblemthatthetraditionalnamedentityrecognitionmethodreliesheavilyonplentyofhandＧ

craftedfeatures,domainknowledge,wordsegmentationeffect,anddoesnotmakefulluseofwordorderinformation,anＧ

amedentityrecognitionmodelbasedonBGRU(bidirectionalgatedrecurrentunit)wasproposed．ThismodelutilizesexＧ

ternaldataandintegratespotentialwordinformationintocharacterＧbasedBGRUＧCRFbypreＧtrainingwordsintodicＧ

tionariesonlargeautomaticwordsegmentationtexts,makingfulluseoftheinformationofpotentialwords,extracting
comprehensiveinformationofcontext,andmoreeffectivelyavoidingambiguityofentity．Inaddition,attentionmechaＧ

nismisusedtoallocatetheweightofspecificinformationinBGRUnetworkstructure,whichcanselectthemostreleＧ

vantcharactersandwordsfromthesentence,effectivelyobtainlongＧdistancedependenceofspecificwordsinthetext,

recognizetheclassificationofinformationexpression,andidentifynamedentities．Themodelexplicitlyusesthesequence

informationbetweenwords,andisnotaffectedbywordsegmentationerrors．ComparedwiththetraditionalsequencelaＧ

belingmodelandtheneuralnetworkmodel,theexperimentalresultsonMSRAandOntoNotesshowthattheproposed

modelis３．０８％and０．１６％ higherthanthestateＧofＧartcomplaintmodelsontheoverallF１valuerespectively．
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１　引言

命名实体识别(NamedEntityRecognition,NER)是自然

语言处理应用程序的基本技术,主要用于查找文本中的命名

实体(人名、地名、组织名等),在关系抽取、信息检索、机器翻

译等任务中有着重要作用.早期的命名实体识别是采用基于

词典和规则的方法,通过人工构建规则,不仅费时费力,而且

可移植性差.在面对众多领域的复杂文本时,传统命名实体

识别方法不再适用.随着技术的不断发展,基于机器学习的

NER方法被提出.在该类方法中,中文 NER的任务通常被

认为是序列标注问题,对序列中的每一个字标注一个标签,并
根据最终的标签判定命名实体的边界和类型.通常,序列标

注的标签模式为BIOES,其中B表示命名实体的开始,I表示

命名实体的中间,E表示命名实体的结尾,S表示单个字符,O
表示其他(用于标记无关字符).主流的序列标注模型包括隐

马尔可夫模型(HiddenMarkovModel,HMM)、最大熵(MaxＧ
imumEntropy,ME)、支持向量机(SupportVectorMachine,

SVM)和 条 件 随 机 场 模 型 (Conditional Random Fields,

CRF)[１]等.基于传统的机器学习方法面临着特征选取要求

高的问题.针对以上问题,学者们提出了混合的方法,即将机



器学习和人工知识结合起来识别命名实体.Duan等[１]将中

文实体的前后缀特征与 CRFs结合,对«人民日报»语料中的

人名、地名和机构名进行识别;Zhou等[２]提出使用４种不同

的特征来提高 HMM 在 NER任务中的性能这类方法的主要

优势体现在机器学习的方法可以减少人工构建规则的成本,
人工知识的加入又降低了对大规模语料的依赖性;但总体来

说,人工特征的成本代价偏高,特征学习缺乏领域自适应性,

识别方法的泛化能力欠缺.
随着深度学习的快速发展,神经网络在 NER 任务中的

表现越来越突出,其性能也越来越优于CRF等常用的统计算

法.但是,常见的神经网络对训练样本的学习只考虑了训练

样本的输入,并没有考虑训练样本的输出之间的关系.因此,

通常采用神经网络与 CRF相结合的方式弥补神经网络模型

的不足.最近的研究大多利用了 LSTMＧCRF架构.Huang
等[３]提出了双向LSTMＧCRF模型,该模型在序列标注任务上

是稳健的,且对词向量的依赖较少;Ma等[４]以及Chiu等[５]提

出了一种使用 CNN 来模拟字符级信息的 BLSTMＧCNNsＧ
CRF架构;Lample等[６]提出了一个 BiＧLSTMＧCRF 体系结

构,该结构使用基于字符的LSTM 层从监督语料库中学习拼

写特征,并且除了使用大量的无标记语料库中无监督学习预

训练的词嵌入外,没有使用任何额外的资源或地名词典.上

述方法不再依赖人工特征,而是直接使用字符向量或者词向

量就可以得到很好的命名实体识别效果.因此,本文也采用

神经网络的方法来实现 NER.
目前,很多关于 NER的研究都利用了外部信息来源,词

典特征已被广泛使用.Peters等[７]预先训练一个字符语言模

型来增强单词表示.Yang等[８]通过多任务学习,利用跨域和

跨语言知识进行 NER 的研究.另外,很多研究已经对比了

NER基于词级和基于字符级的方法,研究结果表明后者在经

验上是一个更好的选择[９].但是基于字符级的方法无法理解

上下文的语义关系,如何更好地利用单词信息进行中文 NER
受到了研究者的持续关注.针对以上问题,本文提出利用外

部信息,通过在大型自动分割文本上预先训练词嵌入词典,将
句子与大型自动分割获得的词嵌入词典进行匹配,生成的单

词序列消除了上下文中潜在的相关命名实体的歧义,更好地

利用了明确的单词和潜在的有用单词序列信息.

本文通过将句子与大型自动分割获得的词嵌入词典进行

匹配来构造词Ｇ字符结构,使用基于词Ｇ字符结构的 GRU 表示

句子中的 词 典 单 词,将 潜 在 单 词 信 息 整 合 到 基 于 字 符 的

GRUＧCRF中.此结构自动控制了从句子开头到结尾的信息

流.加入了注意力机制的门控单元动态地将来自不同路径的

不同权重的信息路由到每个字符.通过训练NER数据,基于

词Ｇ字符,GRU可以从上下文中自动找到更有用的单词以获

得更好的 NER性能.与基于字符和基于词的 NER方法相

比,本文的模型利用显式词信息而不是字符序列标记,且不受

分割错误的影响.

２　相关工作

２．１　BGRU
在基于机器学习的方法中,命名实体识别被认为是典型

的序列 标 注 问 题.区 别 于 其 他 神 经 网 络,循 环 神 经 网 络

(RNN)是一种能有效解决序列标注问题且可以模拟序列元

素之间依赖关系的神经网络模型.循环神经网络的隐藏层之

间的节点不是无连接的,隐藏层的值不仅仅取决于当前的输

入,还取决于上一时刻隐藏层的值,具有一定的记忆功能.但

实践中,RNN更偏向于序列中最近的输入,无法很好地处理长

距离依赖问题,并且在训练时存在梯度消失或梯度爆炸问题,
在实际应用中网络层数较少,最终命名实体识别的效果甚微.

为了解决这个问题,更复杂的非线性激活函数长短期记

忆(LongShortＧTerm Memory,LSTM)和门控循环单元(GaＧ
tedRecurrentUnit,GRU)被提出.LSTM 由输入门、遗忘

门、输出门以及一个cell单元组成.而 GRU 作为 LSTM 的

变体,将忘记门和输入门合成了一个单一的更新门,同时还混

合了细胞状态和隐藏状态.与 LSTM 相比,GRU 模型参数

更少,结构更简单,但能够取得与LSTM 模型相当的结果[１０].

因此,本文选用 GRU来学习给定句子的结构信息.GRU 的

内部结构如图１所示.GRU的定义如下:

zc
j＝σ(Wzxxc

j＋Wuhhc
j－１＋bc) (１)

rc
j＝σ(Wrxxc

j＋Wrhhc
j－１＋bc) (２)

h
~c
j＝tanh(Wcxxc

j＋Wch(rc
j☉hc

j－１＋bc)) (３)

hc
j＝(１－zc

j)☉hc
j－１＋zc

j☉h
~c
j (４)

其中,zc
j,rc

j和h
~c
j 分别表示一组更新门、重置门和候选隐藏状

态.xc
j表示当前神经网络的输入,hc

j－１表示上一隐藏节点输

出的激活值.σ表示sigmoid激活函数.W 和bc 是每个单元

的模型参数.☉表示 Hadamard乘积.更新门zc
j决定之前时

刻的信息是否被忽略,其值越大,之前时刻隐藏节点提供的信

息越多.重置门rc
j决定来自先前隐藏状态的需要重置的信

息量,当其值接近０时,前一时刻的隐藏状态会被忽略,隐藏

状态重置为当前时刻的输入,此机制可以抛弃某些无用的信

息,降低计算复杂度.

GRU只在一个方向上对信息流进行建模,通常使用一个

反向的额外的递归网络来获取下文信息.更具体地说,我们

使用 GRU的扩展,即双向门控循环单元,其中给定一个长度

为T 的序列,一个 GRU从１到T、另一个 GRU 从T 到１建

模不同长度的依赖关系.设h
→
t 和h

←
t 分别表示正向 GRU 和反

向 GRU在位置t的隐藏状态.连接两个隐藏状态,形成最终

的隐藏状态ht＝[h
→
t,h

←
t],并将该状态作为输出,以获取上下

文信息.

２．２　注意力机制

注意力机制(AttentionMechanism)最初被应用在图像领

域,随后被广泛使用在语音识别、自然语言处理等各种类型的

深度学习任务中.注意力机制可以通俗地理解为利用有限的

注意力资源从大量信息中快速筛选出高价值的信息.

虽然 GRU可以对序列数据进行编码,但它仍然很难学

习长期依赖关系.受近期众多自然语言处理领域注意机制研

究的启发,我们通过引入新的注意机制[１１]来规避这个问题.

通过合并注意机制,模型可以关注并选择输入的一部分特定

信息识别信息表达的分类,使模型行为更易于解释.

２．３　条件随机场

条件随机场(ConditionalRandomField,CRF)是一种典

型的判别式模型,最早由 Lafferty于２００１年提出[１２],通常在
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观测序列的基础上对目标序列进行条件概率建模,重点解决

序列化标注的问题.具体地,若令X＝{x１,x２,􀆺,xn}为观测

序列,Y＝{y１,y２,􀆺,yn}为与之对应的标注序列,则条件随机

场的目标是构建条件概率模型P(X|Y).条件随机场是近几

年自然语言处理领域常用的算法之一,常用于句法分析、命名

实体识别、词性标注等.

３　基于BGRUＧCRF的命名实体识别模型

本文设计了一种可以用于命名实体识别的,在基于字符

模型的基础上扩展了基于单词的单元并添加了注意力机制的

双向 GRUＧCRF模型结构,如图１所示.

图１　基于双向 GRUＧCRF的命名实体识别模型

Fig．１　Namedentityrecognitionmodelbasedonbidirectional

GRUＧCRF

该结构的本质在于将字符序列送入BGRU 中,再将大型

自动分割的词典中的单词与所有字符子序列进行匹配,充分

利用了明确的单词和潜在的有用单词序列信息,然后将 BGＧ
RU的输出送入注意力机制层,最后进行 CRF序列标注,对
标签转移概率进行建模,从而获取全局最优的标签序列,以实

现命名实体的识别.字符单元向量包含了句子中大量的词典

子序列,记录了从句子开头到该字符的循环信息流,使得我们

能更加有效地利用单词信息实现实体消歧.BGRU有效地包

含了上下文中字词的表示,注意力机制分配了BGRU 网络结

构中特定信息的权重,可以有效获取特定词语在文本中的长

距离依赖关系;CRF则是对BGRU获得的信息进行再利用.

３．１　字词结合特征

本文采用字符和词单元结合的方法,如图２所示.

图２　字词结合模型

Fig．２　Characterandwordcombinationmodel

该方法可以看作是基于字符的模型的扩展,集成了基于

单词的单元,并控制信息权重,贯穿了整个信息流,避免了训

练数据分割错误的影响.

模型的输入是原字符序列c１,c２,􀆺,cm 和大型自动分割

的词典中词语匹配的所有字符子序列.使用ww
b,e来表示以字

符索引b 开头、以字符索引e结尾的子序列,图１中 ww
１,２为

“合肥”,而ww
５,６为“长江”.

模型中涉及４种类型的向量,即输入向量、输出隐藏向

量、单元向量和门向量.xc
j表示每个字符cj 的字符输 入

向量:

xc
j＝ec(cj) (５)

其中,ec表示字符嵌入查找表.

h
~c
j 的隐藏状态需要考虑句子中的词典子序列ww

b,e,因此

每个词典子序列ww
b,e的向量表示为xw

b,e:

xw
b,e＝ew(ww

b,e) (６)

其中,ew 表示词嵌入查找表.

词单元h
~w
b,e用于表示从句子开头起xw

b,e的循环状态.h
~w
b,e

的值由下式计算:

zw
b,e＝σ(Wzxxw

b,e＋Wuhhb
c＋bw) (７)

rw
b,e＝σ(Wrxxw

b,e＋Wrhhc
b＋bw) (８)

h
~w
b,e＝tanh(Wcxxw

b,e＋Wch(rc
j☉hc

b) (９)

hw
b,j＝(１－zw

b,j)☉hc
b＋zw

b,j☉h
~w
b,j (１０)

其中,zw
b,e和rw

b,e是一组更新门和重置门.因为序列标记是以

字符为级别的,所以词单元没有输出门,单元状态即为词汇

信息.

３．２　Attention层

双向 GRU 中的词汇信息不会全部融入当前字符单元

中,因此需要对这些词汇信息进行取舍,故采用注意力机制的

方法控制当前字符的字符向量、当前词汇的单元状态和权重

矩阵信息的贡献值,并采用归一化的方法求出当前字符单元

的各输入权重,类似于softmax函数.

rc
b,e＝σ(WlxXc

e＋Wlhhw
b,e＋bl) (１１)

αc
b,j＝

exp(rc
b,j)

exp(rc
b,j)＋ ∑

b′∈{b″|wd
b″∈D}

exp(rc
b′,j)

(１２)

αc
j＝ exp(rc

j)
exp(rc

j)＋ ∑
b′∈{b″|wd

b″∈D}
exp(rc

b′,j)
(１３)

最后,将当前词汇和字符隐藏值进行加权和,以获得当前

字符的单元状态:

cc
j＝ ∑

b∈{b′|wd
b′,j∈D}

αc
b,j☉hw

b,e＋αc
j☉h

~w
j (１４)

３．３　CRF层

隐藏的上下文向量h＝{h１,h２,􀆺,ht}可以直接用作特

征,以便为标签序列y＝{y１,y２,􀆺,yt}的每个输出yt 做出独

立的标记决策.但在中文命名实体识别中,输出标签之间存

在很强的依赖关系.CRF层可以为最后预测的标签添加一

些约束来保证预测的标签是合法的.例如,IＧPER不能后接

BＧORG,它限制了BＧORG之后可能的输出标签.因此,我们

使用CRF来共同模拟整个句子的输出,在词级 GRU 输出的

隐藏状态h上应用条件随机场层.
设Y(h)为h的标记序列空间.给定隐藏状态序列h的
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标签序列y 的条件对数概率为:

log(p(y|h))＝f(h,y)－log( ∑
y′∈Y(h)

ef(h,y′)) (１５)

其中,f为每对h和y 的得分函数.

为了定义函数f(h,y),对于每个位置t,将隐藏状态hc
j

与由标注yt 对应的参数向量wT
yt

相乘,以获得在位置t处BGＧ
RU网络输出的分数矩阵.由于我们还需要考虑标注之间的

相关性,因此通过在位置t处添加过渡分数矩阵A 来建立一

阶依赖关系,A是定义不同标签对之间的相似性得分的参数

矩阵.对于一系列预测y＝{y１,y２,􀆺,yt},我们把它的分数

定义为:

f(h,y)＝∑
T

t＝１
Ayt－１,yt ＋∑

T

t＝１
wT

ythc
t (１６)

其中,A是过渡分数矩阵,用于模拟从标签i到标签j 的过

渡.我们将开始标记y０ 和结束标记yn 添加到标记集中.因

此,A是大小为k＋２的方阵.

在所有可能的标签序列上应用softmax层之后,序列y
的概率为:

p(y|h)＝ ef(h,y)

∑
y′∈Y(h)

ef(h,y′) (１７)

在训练期间,最大化正确标签序列的对数概率:

log(p(y|h))＝f(h,y)－log( ∑
y′∈Y(h)

ef(h,y′))

＝f(h,y)－logy′∈Y(h)addf(h,y′) (１８)

其中,Y(h)表示所有可能的标记序列,包括那些不遵守IOB
格式约束的标记序列.模型在预测过程(解码)时,使用一阶

Viterbi算法在基于词或基于字符的输入序列上找到得分最

高的标签序列,求解最优路径:

y∗ ＝argmax
y′∈Y(h)

(h,y′) (１９)

将双向 GRU网络和CRF组合在一起,形成BGRUＧCRF
模型.该网络可以通过 BGRU 层有效地使用过去和未来的

输入特征,并通过CRF层有效地使用句子级标注信息.CRF
层连接连续输出层的线性表示.将 CRF层状态转移矩阵作

为参数.通过CRF层,可以有效地使用过去和将来的标注来

预测当前标注,该标注类似于通过双向 GRU 网络使用过去

和未来的输入特征.
本文模型的算法描述如算法１所示.

算法１　基于BGRUＧCRF的中文命名实体识别算法

输入:C＝{c１,c２,􀆺,cm},Y＝{y１,y２,􀆺,ym}(其中 C是原始字符,Y

为实体的最终标签,ww
b,e为与词典中词语匹配的字符子序列)

输出:命名实体结果

Encoder(编码层):

１．forward＝GRU(ci,ww
b,e)//前向 GRU

２．backward＝GRU(ci,ww
b,e)//后向 GRU

３．h＝concat(forward,backward)//双向 GRU

Decoder(解码层):

４．使用式(１１)－式(１３)计算 Attention权重;

５．使用式(１４)得到字符单元状态;

６．通过式(１５)－式(１９)加入CRF模型,计算实体名之间的依赖关系.

３．４　训练过程

本文需要一个能够以最小的复杂度很好地解释训练数据

的优化模型.正则化具有选择经验风险和模型复杂性较小的

特点,并且可以更好地避免模型过度拟合.因此,使用 L２正

则化的句子级对数似然损失函数来训练模型:

L＝∑
N

i＝１
log(P(yi|hi)＋λ

２‖w‖２ (２０)

其中,λ是L２正则化参数,w 表示参数集.

４　实验结果及分析

本节将介绍本文所提模型在各数据集上获得的结果以及

网络配置对模型性能的影响,并将其与其他方法进行比较.

４．１　基准数据集

１)MSRA:２００６ 年 SIGHAN 命 名 实 体 识 别 语 料 库,

SIGHAN(SpecialInterestGroupforChineseLanguageProＧ
cessingoftheAssociationforComputationalLinguistics)是国

际计算语言学会(ACL)中文语言处理小组的简称.

２)OntoNotesＧ５．０:由１７４５０００条英语、９０００００条中文和

３０００００条阿拉伯语文本数据组成,其数据来源多样,包括电

话对话、广播新闻、广播对话、新闻通讯和博客.本文只使用

OntoNotesＧ５．０中文数据.

３)«人民日报»１９９８年１月份的标注语料:以１９９８年«人
民日报»的语料为对象,是北京大学计算语言学研究所和富士

通研究开发中心有限公司共同制作的标注语料库.该语料库

对６００多万字节的中文文章进行了分词及词性标注,其被作

为原始数据应用于大量的研究和论文中.

４．２　实验设置

«人民日报»是公开数据集,并且已经给出了分词结果和

词性标注,因此不需要做任何预处理,可以直接用于实验.本

文使用 word２vec[１３]对３个数据集进行词向量训练,非线性函

数选取的是tanh函数,生成字向量和词向量,最终的词典中

包含８１３４００个词汇.在使用 word２vec进行预训练时,对词

嵌入进行微调.分词采用 Yang等[１４]提出的分词方法.表１
列出了本文实验模型的超参数值,这些值根据文献中的工作

进行了修正,没有针对单独数据集进行调整.embedding大

小设置为５０,GRU 模型的隐藏大小设置为２００.Dropout应

用于词语和字嵌入,速率为０．５.随机梯度下降(SGD)用于

模型参数的优化,初始学习率为０．０１５,学习率的更新采用逐

步降低(stepdecay)法,衰减率为０．０５.

表１　参数配置

Table１　 Configurationofparameters

参数名 参数值

字向量维度 ５０
WordＧchar向量维度 ５０
GRU隐藏节点数 ２００

Chardropout ０．５
WordＧchardropout ０．５

GRU层 １
正则化强度 １×１０－８

学习率 ０．０１５
衰减率 ０．０５

４．３　对比实验

为了验证本文提出的基于 wordＧchar的 BGRUＧCRF的

中文命名实体识别方法的有效性,将基于神经网络的char级

和 word级中文命名实体方法作为对比基线.基线采用的是

BiＧLSTMＧCRF模型.对 MRSA、OntoNotes和«人民日报»数
据集进行模型训练,并利用测试集进行测试.将本文提出的

BGRUＧCRF模型与其他模型以及基线模型进行对比,结果如

表２－表４所列.

０４２ 计 算 机 科 学 　２０１９年



表２　MSRA数据集上的对比结果

Table２　ExperimentalcomparisonresultsonMSRA

模型 精确率/％ 召回率/％ F１/％ Sec/Epoch
Chen(２００６) ９１．２２ ８１．７１ ８６．２０ １６
Zhang(２００６) ９２．２０ ９０．１８ ９１．１８ ２３
Zhou(２０１２) ８８．９４ ８４．２０ ８６．５１ ３２
Zhou(２０１３) ９１．８６ ８８．７５ ９０．２８ ５３
Dong(２０１６) ９１．２８ ９０．６２ ９０．９５ ８０
Wordbaseline ９０．５７ ８３．０６ ８６．６５ ７６
Charbaseline ９０．７４ ８６．９６ ８８．８１ ７２

Ours ９４．６５ ９３．８７ ９４．２６ ５６

表３　OntoNotes数据集上的对比结果

Table３　ExperimentalcomparisonresultsonOntoNotes

模型 精确率/％ 召回率/％ F１/％ Sec/Epoch
Wang(２０１３) ７６．４３ ７２．３２ ７４．３２ １９
Che(２０１３) ７７．７１ ７２．５１ ７５．０２ ２１
Yang(２０１６) ６５．５９ ７１．８４ ６８．５７ ４６
Yang(２０１７) ７２．９８ ８０．１５ ７６．４０ ６２
Wordbaseline ７２．８４ ５９．７２ ６５．６３ ７６
Charbaseline ６８．７９ ６０．３５ ６４．３０ ７３

Ours ７７．８２ ７５．３４ ７６．５６ ５５

表４　«人民日报»数据集上的对比结果

Table４　ExperimentalcomparisonresultsondatasetofPeople’sDaily

模型
人名/％

精确率 召回率 F１

机构名/％
精确率 召回率 F１

地名/％
精确率 召回率 F１

Sec/Epoch

CRF ９５．４０ ８５．７０ ９０．３０ ９５．７０ ８９．３０ ９２．４０ ９３．７０ ８７．６０ ９０．５０ １６
张(２０１７)[２３] ９４．１２ ９５．１２ ９４．６１ ８７．２２ ８９．９６ ８８．５７ ９７．３２ ９６．２８ ９６．８０ ２０
冯(２０１８)[２４] ９８．２３ ８９．４９ ９３．６６ ９７．５２ ８９．３４ ９３．２５ ９３．７４ ８７．９８ ９０．７７ ８５
Wordbaseline ９０．２７ ８９．１８ ８９．７２ ８８．９４ ８７．４９ ８８．２１ ９６．１７ ９１．７９ ９３．９３ ７５
Charbaseline ９０．１８ ８８．６５ ８９．４１ ９０．３５ ８８．７５ ８９．４９ ９２．７７ ８９．１９ ９０．９５ ７２

Ours ９７．３５ ９１．８３ ９４．５０ ９８．１２ ８９．６８ ９３．７１ ９７．２５ ９７．５６ ９７．４０ ５６

　　在数据集 MSRA上,Chen等[１５]使用基于字符的 CRF模

型,F１值为８６．２０％;Zhang等[１６]使用 ME(MaximumEntroＧ

py)模型并结合多方面综合知识,其F１值达到了９１．１８％;

Zhou等[１７]在 MSRA 数据集上使用基于单词的 CRF模型和

人工特征获得的F１为８６．５１％;Zhou等[１８]采用了一种更细

粒度的标注方法,F１值达到了９０．２８％.Dong等[１９]提出的

BLSTMＧCRF,利用基本特征,预训练字符嵌入,F１值有所提

高,达到了９０．９５％,取得了很好的性能.本文所提模型的F１
值比表２中其他最高的结果高出了３．０８％.

在数据集 OntoNotes上,Wang等[２０]有效利用了大量双

语文本来获取实体信息;Che等[２１]通过双语约束将实体标签

统一起来,提高了F１值;Yang等[２２]在 Che的基础上结合了

离散和神经特征的序列标注,大大提高了命名实体的结果.

本文模型在 OntoNotes上的F１值比 Yang等的结果高出了

０．１６％.

在«人民日报»数据集上,将本文模型与目前实验结果较

好的模型进行了对比.对比结果显示:本文模型在机构名和

地名的识别上都超越了其他模型,但是在人名的F１值方面

还稍微欠缺,这主要是因为人名形式多变,用字灵活.

从表２－表４可以得出,与现有方法相比,本文提出的基

于单词Ｇ字符的BGRUＧCRF模型更具有竞争力,明显优于其

他方法,在此标准的基准测试中获得了最佳结果.因此,该方

法被证明是十分有效的,将潜在的词语信息融合到基于字符

的BGRUＧCRF中,充分利用了潜在词的信息,提取了上下文

的综合信息,并更加有效地避免了实体歧义.

比较各表格中最后一列的训练时间可以看出:基本的

CRF模型的训练时间最短,这说明 CRF对训练有更优的时

间性能.本文提出的模型在基于 CRF的基础上加入了 BGＧ

RU,相比于characterＧbasedBiＧLSTMＧCRF(Charbaseline)模

型和 wordＧbasedBiＧLSTMＧCRF(Wordbaseline)模型,多了注

意力机制层,但因为BGRU结构更简单,且计算复杂度更低,

而且我们将潜在词语融合到了基于字符的双向 GRUＧCRF
中,所以训练时间也减少了１８s左右,这说明结合了 BGRU

和CRF的网络模型能有效减少训练时间,从而验证了本文所

提模型有着更优的训练性能.

句子长度也影响着模型的 F１ 值,图 ３ 分别显示了在

MRSA和 OntoNotes数据集上,本文提出的 BGRUＧCRF模

型在不同句子长度下的F１值.可以看出,不管在何种数据

集中,短句中都有着充分高的F１值,但是随着句子长度的增

加,BGRUＧCRF的F１值会稍微降低,这与词语组合的复杂度

有关;但同时,本文模型对句子长度的增加表现出了很强的鲁

棒性,证明了其对单词信息的使用更有效.

图３　不同句子长度下的F１值

Fig．３　F１valuesfordifferentsentencelengths

结束语　本文提出了一种利用 BGRUＧCRF模型解决中

文命名实体识别问题的有效方法.与基于字符的方法相比,

本文模型明确地利用了单词和单词序列信息.与基于单词的

方法相比,wordＧcharBGRU不会受到分割错误的影响;同时

由于添加了注意力机制,所提模型能从句子中选择最相关的

字符和单词,以获得更好的 NER结果.实验表明,该模型在

上下文中更自由地选择词典单词,其完全独立于分词,更有效

地使用了单词信息,实现了命名实体识别的消歧.

根据实验发现,由于存在噪声词,不同质量的词典会导致

本文NER的准确性发生变化.因此,后续我们要研究词典质

量带来的影响,以及如何在词典质量有限的情况下,通过其他

的神经网络模型或者模型组合的方法来提高 NER的性能.
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