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摘　要　大数据时代,数据呈现维度高、数据量大和增长快等特点.如何有效利用其中蕴含的有价值信息,以实现数据的智能

化处理,已成为当前理论和应用的研究热点.针对现实普遍存在的多义性对象,数据多标签被提出并被广泛应用于数据智能化

组织.近年来,深度学习在数据特征提取方面呈现出高速、高精度等优异性,使基于深度学习的多标签生成得到广泛关注.文

中分五大类别总结了最新研究成果,并进一步从数据、关系类型、应用场景、适应性及实验性能方面对其进行对比和分析,最后

探讨了多标签生成面临的挑战和未来的研究方向.
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Abstract　Intheeraofbigdata,datashowthecharacteristicsofhighdimension,largeamountandrapidgrowth．EfficientlydisＧ
coveringknowledgefromthesedataisaresearchfocus．MultiＧlabelhasbeenproposedforambiguousobjectsinreality,andis
widelyusedindataintelligentprocessing．Inrecentyears,MultiＧlabelgenerationreceiveswidespreadattentionduetotheexcellent

performanceofdeeplearning．Thelatestresearchresultsweresummarizedfromfivecategoriesandwerefurthercomparedand
analyzedfromtheaspectsofdata,relationshiptypes,applicationscene,adaptabilityandexperimentalperformance．Finally,the
challengesofmultiＧlabelgenerationwerediscussed,followedwiththeprospectsforfuturework．
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１　引言

随着在线信息数量、复杂性和动态性的不断增长,多标签

学习已成为组织信息过载、数据挖掘的有效关键方法.通过

标签学习可以对未知实例进行正确预测或检测,以达到标签

生成的目的[１].若实例具有唯一语义,则其具有唯一标签,若
互斥标签总数大于２,即为多分类问题.多标签学习与之不

同,允许实例同时与多个标签关联,且标签之间并不完全互

斥.因此,多标签学习的目标是从一组实例中学习,每个实例

同时属于一个或多个标签[２].实际应用中存在许多多标签对

象,例如,一篇政府改革的新闻可以涵盖多个主题,如政治、经
济和社会[３];自然图像可以描绘多类型景物,如天空、沙滩、海
洋和游艇[４].越来越多的现代化应用需要多标签学习的成

果,如信息检索[５]、生物信息学[６]、多媒体内容注释[７Ｇ８]和语义

挖掘[９].
多标签学习的形式化定义即 X＝Rd表示d 维的实例特

征空间,Y＝{y１,y２,􀆺,yq}为由q个标签组成的标签空间,多
标签训练的实例集合为D＝{xi,Yi|１≤i≤m},通过学习一个

从实例空间映射到标签空间的模式h:X→２Y 实现多标签生

成.在每个实例(xi,Yi)中,xi∈X 是d 维的特征向量,Yi⊆Y
是实例xi 的标签集合,学习到的模式h(􀅰)能为未知实例生

成标签[１０].
多标签学习是一项具有挑战性的研究[１１].传统方法主

要有问题转换法和适应法.问题转换法是将多标签转换为单

标签分类和回归问题,容易忽略或不够重视标签之间的联系.
适应法改进了单标签算法,使其适应多标签数据,包括集成或

链式的方式[１２],易受先验知识影响,效果不稳定.传统方式

独立的处理方法忽略了标签关系.但实际中,若存在标签“游
乐园”和“米老鼠”,很可能出现标签“迪士尼”;类似地,图像出

现“蓝天”和“白云”,则出现“雾”的概率会降低.因此,标签数

量增加时,标签组合呈指数级增长,若标签空间的标签数量为

２０,将导致超过２２０个可能的标签集.此外,传统方法还面临

数据高维、不平衡以及标签噪音等挑战[１３Ｇ１４].
许多学者致力于利用标签的相关性完成标签学习.基于

考查方式的不同,我们将关系类型分为３种,如表１所列.有

学者将具有标签关系的领域知识作为多标签学习的输入来利



用领域知识的标签层次结构,也有学者试图在多标签学习过

程中发现并利用标签关系[１５].

表１　标签关系

Table１　Labelcorrelation

关系 特点

一阶
假设各标签间相互独立,忽略标签间的关系,简单高效;
完全忽略标签之间的相关性,泛化能力较低;

二阶
考虑两两标签间的关系,如标签排序关系、交互关系

标签关系超越二阶时,算法性能受到很大影响

高阶 处理标签对其他标签或一组标签的标签相关性

近年来,深度学习技术取得突破性进展,利用深度学习技

术将数据编码成更高维的数据进行标签学习能表现出较高的

性能[１６],这种学习方式从丰富的信息中捕获数据内在的错综

复杂关系,有利于标签特征和关系的建模.基于深度学习的

多标签生成方法因克服了传统模型的缺点而获得高度关注.
本文对这些研究成果进行了梳理、组织和探讨,整体架构如

图１所示.

图１　整体框架

Fig．１　Overallframework

２　基于深度学习的多标签生成

基于深度学习的多标签生成过程通常将各类实例数据和

标签关系数据作为输入,利用深度模型学习隐表示,并在此基

础上产生标签序列,其基本框架如图２所示.

图２　基于深度学习的多标签生成的基本流程

Fig．２　FlowofmultiＧlabelgenerationbasedondeeplearning

根据多标签生成网络结构的不同,本文把研究方法分为

５个主要类别:基于多层感知机、基于卷积神经网络(ConvoＧ
lutionalNeuralNetwork,CNN)、循 环 神 经 网 络 (Recurrent
NeuralNetwork,RNN)、基 于 深 度 强 化 和 基 于 博 弈 对 抗.

２０１４年,基于径向基神经网络进行多标签学习的方法首次被

提出,之后出现了不同的改进多标签方法.卷积神经网络的

池化操作能降低网络复杂度,为准确建模数据特征和标签关

系,基于卷积网络的多标签方法不断涌现.鉴于普通卷积网

络建模序列数据时无能为力,而循环神经网络能够建模序列

中不同时刻数据之间的依赖关系,研究者们提出了基于 RNN
建模标签序列关系的模型.受机器翻译等领域的启发,研究

者又提出了一种序列标签生成方法.基于深度强化的方法在

解决序列标签顺序问题方面占优势,解决了上一阶段面临的

问题.近几年,生成对抗网络(GenerativeAdversarialNetＧ
works,GAN)发展迅速,研究者从数据多样性及鲁棒性出发,

提出了博弈对抗的多标签研究方法.

２．１　基于多层感知机的方法

２．１．１　径向基模型

考虑到多个样本标签之间的关联性,研究者将 APＧRBF
(Affinity PropagationＧRadial Basis Function)[１７] 与 MLＧ

RBF[１８]融合并进行改进,将体现标签关联性的计数向量与优

化后的基函数中心线性叠乘进行多标签学习,图３展示了其

流程.在输入层输入样本特征,采用 AP聚类确定隐藏层节

点数目,然后将蕴含标签关联的计数向量加权到 RBF网络基

函数中心进行训练.学习到隐含层与输出层之间的权重后,

输出层产生标签向量.但此模型良好的结果是以牺牲计算效

率为代价的.之后,Zhang等[１９]将具有快速学习能力的极限

学习机(ELM)[２０]融入到径向基网络,提出了 MLＧELMＧRBF,

其在雅虎网页标签化上取得了显著效果.也有研究者对

ELM 进行改进,提出了 RBF与正则化极限学习机(RELM)

结合的多标签学习模型 APＧRBFＧRELM[２１],即在 RBF的隐

层嵌入 RELM.与上述模型不同,该模型中的 RELM 平衡了

训练过程中的结构风险和经验风险,确保了模型具有良好的

全局能力和泛化能力.

图３　APＧRBF模型流程图

Fig．３　FlowchartofAPＧRBFmodel

基于 RBF的学习方式是根据权值将输入向量映射到输

出空间,在输入空间中,该模型改进的重点是构造以多标签数

据为基础的高斯函数形式的基函数中心.但此类模型在处理

大规模样本集时欠缺语义考虑,深度语义模型应运而生.

２．１．２　深度语义模型

为更好地利用标签高阶依赖性和语义信息,C２AE(CaＧ

nonicalCorrelatedAutoEncoder)[２２]在深度网络(DNN)[２３]的

基础上进行扩展,以实现特征感知和标签嵌入.其基本思想

是:设置两类映射,将实例特征和标签信息映射到同一个隐空

间,然后引入敏感损失函数进行反馈学习,进而输出关联的标

签.该模型架构如图４所示.在训练阶段,输入实例 X 及其

标签Y,采用深度典型相关分析和自编码器得到特征映射Fx

和标签编码Fe 的联合嵌入隐空间;然后解码函数Fd,学习标

签关系Y.C２AE的优化目标为:

θ＝ min
Fx,Fe,Fd

Φ(Fx,Fe)＋αΓ(Fe,Fd) (１)

其中,Φ(Fx,Fe)和Γ(Fe,Fd)分别表示隐空间和输出的损失,

参数α发挥平衡作用.学习流程为:输入测试实例x
∧,首先采
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用Fx 将其变换到隐空间,再由Fd 解码,最后输出标签y
∧(即

y
∧
＝Fd(Fx(x

∧))).C２AE联合特征和标签进行学习,其采用

的损失函数可适应标签缺失时的情境.DDPP(DeepDeterＧ
minantalPointProcess)[２４]考虑到计算效率问题,结合 DPP
和 DNN进行端到端的多标签学习和深层表示学习,该模型

中的低秩核学习算法提升了计算效率.

图４　C２AE模型架构

Fig．４　ModelarchitectureofC２AE

２．２　基于卷积神经网络的方法

CNN已成为当前数据理解领域的研究热点.其由输入

层、卷积层、池化层、全连接层和输出层组成,通过将数据直接

输入网络避免了复杂的特征提取和数据重建过程.

２．２．１　基于改进 CNN的标签生成

Kurata等[２５]采用融入标签关系神经元的CNN生成多标

签,其依据标签超集思想[２６]在隐藏层设置标签共现模式的专

用神经元来模拟标签关系,并根据共现强度初始化神经元权

重.模型训练完成时依据标签输出概率得到标签序列.该模

型易操作,但忽略了标签频繁项和稀疏项的影响,对未出现的

标签组合的预测能力有限.XMLＧCNN[２７]基于此网络结构进

行改进,利用动态池化提取特征,同时又考虑其位置,并在池

化层和输出层增加隐藏单元,建模复杂组合关系,进而实现

wiki数据的标签化.CNNＧRNN[２８]采用提取全局与局部语义

信息的方式建模高阶关系,首先采用 CNN 提取全局固定长

度的特征向量作为 RNN的输入,再在 RNN中学习标签隐关

系,最后根据首尾特殊标注生成不同长度的标签序列.类似

的模型有 AttＧCNNＧRNN[２９],其采用通道注意力[３０]关注数据

最相关特征并生成了天气图像的多标签.此方法提取的特征

准确,但受训练集大小的影响,数据量少时容易出现过拟合问

题.
实际场景中,数据标签的完备性不能得到有效保证,因此

Jing等[３１]提出一种基于标签依赖关系型的算法 NN_AD_OＧ
mega.该算法通过在神经网络顶层加入关系矩阵来刻画标

签之间的依赖关系,在实例部分的标签缺失时,根据学习到的

标签依赖关系提升标签效果.但随着标签缺失率的增大,该
算法的性能逐渐降低.

２．２．２　分布式多标签生成

上述基于改进CNN的多标签生成方法采用数据标签的

逻辑表示;而分布式多标签[３２]涵盖一定数量的标签,代表每

个标签描述实例的程度,其与逻辑表示的标签的区别在于标

签增强过程,即将训练集中的逻辑标签转化为标签分布.标

签增强形式化表示为:将原φ＝{０,１}p 转为D＝[０,１]p 即增

强,其中φ为逻辑标签空间,D 为增强后的标签空间,p 是标

签数.DLDL(DeepLabelDistributionLearning)[３３]是一种分

布式多标签学习模型,该模型首先用标签增强将逻辑表示转

为分布表示,然后根据相似实例具有的强关联标签,在深度网

络中最小化预测标签和真实标签间的 KL散度,进而在特征

学习和分类器学习中生成标签.将 N 个实例表示为D＝

{(X１,y１),􀆺,(XN ,yN )},用yi
∧
表示标签向量,则该模型的目

标是从实例中学习条件概率质量函数,找到使y和y
∧
分布相

似的θ并最小化T:

T＝－∑
k
yklnyk

∧ (２)

θ＝argmin
θ

∑
k
yklnyk

y
∧
k

(３)

y
∧
＝p(y|x,θ) (４)

其中,x＝ϕ(X;θ)是卷积网络最后全连接层的激活函数.

softmax函数[３４]将激活函数转为概率分布,按照正、负和难以

辨别的程度对标签归属度进行定义.该模型利用概率分布产

生相似数据,实现了图片的多标签化.

DLDL降低了收集大量精确训练数据的难度,防止网络

在训练集较小时出现过拟合的问题.标签增强利用隐含在数

据中的标签相关性有效地获取实例的监督信息,进而通过学

习标签分布获得更好的效果.但是目前大多数实例数据仅包

含简单逻辑标签而非标签分布.

２．３　基于循环神经网络的方法

２．３．１　弱监督标签学习

弱监督标签学习[３５]即在数据资源仅具有部分标签或有

空标签组时的学习形式.传统方法[３６]通过增加标签平滑正

则化来处理部分标签,但忽略了无标签数据信息,适应范围较

小;还有方法将部分标签学习作为凸二次优化的多分类问

题[３７],但需要在训练时呈现要预测的数据.基于图[３８]提出

的方法虽在处理未标签数据方面表现突出,但基于图的一些

标签传播算法[３９Ｇ４０]只能对呈现的未标签数据进行预测,对未

见实例效果甚微.另一类基于流形正则化的算法[４１Ｇ４２]虽有

归纳学习能力,但对图结构和相关距离测量非常敏感.DSＧ
GM(DeepSequentialGenerativeModel)[４３]考虑了上述因素,
集成了一个独特的深度序列生成模型和分类的新型深度序列

分类模型,引入顺序网络构建生成模型并观察数据后验分布,
进而将其用于描述多标签数据以及后向推理,在序列生成模

型的学习及有效的优化下得到变分下界.该方法首先利用缺

少部分标签或完全未标签的训练数据信息进行可扩展的变分

推理,然后通过分类模型来生成标签.实验证明,DSGM 模

型比深度半监督模型SSＧMLC[４４]和部分标签的 NLＧMLL[４５]

更有效.

２．３．２　基于注意力 RNN的生成

RNN是针对序列问题建模而提出的.与 CNN 不同,

RNN能建模标签序列的依赖关系.注意力机制(Attention)
可以更多地关注和提供有用信息的关键点,基于注意力的

AttＧRNN通过学习区分特征重要度产生特征隐表示,再由前

面生成的标签对当前时刻的影响产生标签关系隐表示,进而

生成多标签.这种方法的关键优势在于考虑的子集合比完整

标签集小,利于解决复杂输出空间问题.其学习目标是最大

化正标签联合概率P:

P ＝(yp１,yp２,􀆺,ypT │x)

＝∏
T

i＝１
P(ypi|y＜pi,x)(T＜L) (５)

４９１ ComputerScience 计算机科学 Vol．４７,No．３,Mar．２０２０



其中,x是实例,T 是正标签,L 是标签总数,y是L 维标签向

量.网络嵌入图层模型[４６]实现了音乐风格的标签生成,通过

设计两级注意力从音乐数据中收集风格的相关信息,在网络

中添加标签图层,最终将两个信息流组合,输出标签.Zhu
等[４７]对其进行改进:１)提出了空间正则化网络(SRN),为标

签生成注意力图,模拟空间关系,并通过卷积捕获标签的潜在

语义关系;２)对整个深度神经网络进行端到端的训练,不需要

额外的标签处理工作.由于预定义标签序列对模型性能有明

显影响[４８],Chen等[４９]提出了一种 OrderＧFree的模型 AttＧ

LSTM,该模型由视觉注意力和置信度排序的 LSTM 组成.

注意力专注每个标签相关区域并可检测较小对象,LSTM 学

习标签依赖性,因此模型性能通过对组合网络的联合学习得

以确保.

预定义标签序列最直接的方法是按频率顺序排列正标

签,但降序或升序都会破坏标签相关性;若标签附加信息如标

签层次结构可用,则可用此信息确定预序列.提高此类模型

效果的关键,是利用数据先验知识进行序列预定义及缓解标

签顺序的严格要求.

２．３．３　基于Seq２Seq的标签生成

Seq２Seq(SequenceＧtoＧSequence)是循环神经网络的变种.

受机 器 翻 译[５０]、摘 要 生 成[５１]、风 格 迁 移[５２Ｇ５３] 等 领 域 中

Seq２Seq模型的启发,学者们提出SGM(SequenceGeneration

Model)[５４]来对学术论文进行主题标注,其框架如图５所示.

图５　SGM 模型框架

Fig．５　ModelarchitectureofSGM

从序列生成角度看,要生成条件概率P(y|x)最大化时的

标签序列,即:

P(y|x)＝∏
n

i＝１
P(yi|y１,y２,􀆺,yi－１,x) (６)

学习流程为:论文x在网络编码器中编码为隐藏状态,利

用注意力机制在时刻t将其聚合为上下文向量ct,解码器将

上下文向量ct、最后的隐藏状态St－１和嵌入向量作为输入,在

时刻t产生状态St,继而将状态传递到下一时刻,通过遮掩

softmax层(MaskedSoftmax,MS)在论文主题标签空间L 上

输出标签概率分布y.SGM 在解码结构中采用全局标签嵌

入(GlobalEmbedding,GE)检查整体标签信息,目的是降低所

生成错误标签后传的概率.与无全局嵌入设置相比,全局嵌

入使标签生成的汉明损失降低了７．４１％,F１score提高了

１．０４％.

MDCＧHA(MultiＧlevelDilated ConvolutionＧHybrid AtＧ

tention)[５５]考虑了传统注意机制在文本主题标注应用上的不

足,融入了复合注意力[５６].复合注意力是将高级别的段注意

力和词注意力相结合来增强特征隐表示,进而提升标签生成

的效果.之后,LDＧseq２seq[５７]针对标签预序列问题,采用新

的损失函数代替原始交叉熵损失函数,用弱有序的多标签学

习方法在维基网站中根据词语描述自动生成标签.

基于Seq２Seq的多标签学习方法能有效建模高阶标签关

系,通过注意力机制在预测不同标签时自动选择最有信息量

的单词来提升标签效果,但这类方法对标签顺序仍有很强的

依赖.

２．４　基于深度强化的方法

深度强化学习探索智能体如何采取行动与环境进行交互

以获取最大累积奖励,在自然语言处理领域被广泛应用,如使

用策略梯度方法进行机器翻译[５８],用actorＧcritic训练方法生

成序列[５９],用强化学习解决零代词解析问题[６０].

在多标签生成过程中,依赖严格标签顺序假设的模型易

导致错误的损失计算,进而影响标签结果.当真实标签为

{A,B,C}时,Seq２Seq仍会因生成标签序列{C,A,B}而受到

极大 惩 罚,尽 管 此 时 标 签 都 正 确.Seq２Set(SequenceＧtoＧ

Set)[６１]提供了解决极大惩罚问题的思路,流程如图６所示,

其包含编码器E、解码器D１ 和D２.首先输入文本x;为学习

符合人类先验知识的初步标签顺序,利用E 和D１ 联合生成

隐藏表示s＝(s０,s１,􀆺,sn).D２ 是强化智能体,将E和D１ 的

隐藏状态作为输入,其在时刻t的状态是当前生成的标签

(y０,y１,􀆺,yt－１).D２ 的参数θ决定执行下一个标签选择的

动作,一旦生成完整的标签序列y,D２ 将观察反馈奖励R,R
评价生成的标签效果.采用F１score作为奖励函数对生成标

签进行检验,其学习目标是最小化负反馈:

minL(θ)＝－Ey~pθ[R(y)]

R(y)＝F１(y,y∗ )
(７)

其中,y和y∗ 分别表示生成标签序列和实际标签序列.使用

自批判策略梯度算法[６２]训练模型.Seq２Set可融入先验知

识,在有结构化和无结构化标签关系时均可使用,其采用反馈

机制在一定程度上降低了过度惩罚误差.

图６　Seq２Set流程图

Fig．６　FlowchartofSeq２Set

RMIC(ReinforcedMultiＧlabelImageClassification)[６３]从

数据特征上考虑了上述误差形成的原因,即图像特征顺序并

非固定,易受实体占比和语义联系程度的影响.考虑采用课

程学习机制进行多标签生成更符合实际情景,智能体根据特

征内容和标签关系学习生成策略,将特征和历史标签作为当

前状态,下一个标签作为动作,利用系统向用户推荐标签并收

集用户反馈作为奖励.RARL(RecurrentAttentionalReinＧ

５９１刘晓玲,等:基于深度学习的多标签生成研究进展



forcementLearning)[６４]同时考虑了图像局部区域易被忽略和

过度简化的问题,采用循环注意力多标签学习方式,明确模拟

局域间 的 标 签 关 系 并 进 行 图 像 标 记.与 其 余 方 法 相 比,

RARL探索了语义标签和注意区域之间的相互作用,同时明

确了捕获区域间的依赖关系.

基于深度强化的多标签生成设计了反馈机制来反馈标记

效果,减弱了标签顺序交换的敏感性,提高了准确度,但智能

体与环境的实时交互将耗费内存和计算力.

２．５　基于博弈对抗的方法

GAN是 Goodfellow等于２０１４年提出的深度学习网络.

该网络由生成器G和鉴别器D 构成,G 试图产生更接近真实

的数据,D 试图更完美地分辨真实数据与生成数据,两个网络

在对抗中学习生成理想的输出.

WGANＧgp[６５]最早利用对抗进行图像多标签生成.G 是

带激活函数的分类器,将图像x作为输入并得到标签的生成

概率分布y
∧.D 包含特征抽取器,将标签集y(或y

∧)和x作为

输入,产生分数值D(y,x)(或D(y
∧,x))来衡量标签和图像的

匹配程度,即标签的真实度.G 在最小化标签损失的同时最

大化D 的分数值,D 需要尽力区分真标签和假标签.G 和D
的学习函数为:

G:LG＝－Ex~data,y
∧

~G(x)[D(y
∧,x)]＋α[E(x,y)~data

[∑
|S|

i＝１
yilogyi

∧
＋(１－yi)log(１－yi

∧ )]]

D:LD＝－E(x,y)~data[D(y,x)]＋１/２Ex~data,y
∧
~G(x)[D(y

∧,x)]＋

１
２Ex~data,y′~data[D(y′,x)]＋λLgp (８)

其中,LG的第一项为G 的生成标签获得的匹配分数,第二项

表示损失函数;LD的第一项为D 要最大化的图像和真实标签

集的匹配分数,第二、三项表示 D 要最小化的生成标签及错

误匹配的标签分数,第四项是保持训练稳定的梯度惩罚函数.

基于博弈对抗思想,对抗深度网络IＧFTＧASDN[６６]在上述

基础上侧重考虑多标签实例数据的多样性及鲁棒性.其采用

SPP[６７]对不同尺寸的图像进行特征提取,并将单标签训练参

数迁移到网络中,同时使用对抗空间损失网络(ASDN)生成

遮挡图,这一方面解决了训练数据不足的问题,另一方面增强

了对未见实例的标注能力.此模型在生成复杂图的多标签上

具有一定优势.Behpour等[６８]考虑到模型存在铰链损失宽松

的问题,从博弈论的视角为损失函数提供界限,提出了对抗性

鲁棒切割模型(ARC),将多标签生成任务视为基于最小成本

图切割的G和D 之间的零和博弈.该模型在半监督学习下

取得了较好的成效.

基于博弈对抗进行多标签学习能同时利用标记和无标记

数据,同时通过对抗学习增强生成器的能力,但该类模型的稳

定性有待进一步提升.

３　深度模型分析

基于深度学习生成多标签的模型采用端到端的学习方

式,但不同模型各有侧重.深度学习技术的进一步发展使得

多标签学习模型具有下述主要优势:１)避免设计复杂算法来

提取特征,尤其是面对图像这类非结构化数据,模型(如 AttＧ

RNN,RARL)能够有效地从非结构化数据中获得特征信息;

２)学习非线性多层次的抽象特征,通常是稠密和低维度的(如

SGM,MDCＧHA等)特征,这是传统浅层模型所不具备的;３)

部分模型可以对数据原标签质量进行检验,避免了噪音标签

的影响(如 DLDL)并缓解了严格的标签序列要求(Seq２Set,

AttＧLSTM).

基于不同深度学习技术的多标签模型在数据类型、学习

方式、学习效果等方面存在的差异,表２总结了多标签学习的

４种设置方式;表３归纳了主流模型的各项特点,并列举了相

关应用.为增强不同方法的可比性,将各方法实验结果按数

据集进行划分,详情如表４所列.由表４可见,同一模型在不

同领域表现出差异性,大多数模型的效果与领域相关,其移植

与扩展性须进一步改善.同时,对比结果说明标签空间较大

时,模型学习效果降低;原始数据语义较丰富时,查全率与准

确度有所提高.结合表３可知,监督学习下模型的准确度较

高,但需要大量标记语料,比半监督学习方式更费时,且无法

捕捉无标注数据的信息.弱监督学习方式较符合实际情形,

适应性较强,但适应复杂情况时的准确度有待提升.

表２　不同设置的多标签学习方式

Table２　MultiＧlabellearningwithdifferentsettings

设置 全标记数据 部分标数据 无标记数据

①监督型 √ × ×
②半监督 √ × √

③标签缺失 √ √ ×
④弱监督 √ √ √

表３　不同标签学习模型的特点

Table３　Characteristicsofdifferentlabellearningmodels

基于深度

模型
模型

数据

类型
应用 关系 特点

多层

感知机

APＧRBF
MLＧELMＧ

RBF
APＧRBFＧ
RELM

文本

基因分析

网页/
图书标注

音乐风格

识别

二阶

模型 易 构 建,计 算 效 率

低,适应①②设置,但不

足以处理大规模数据

C２AE
文本/
图像

主题标注 高阶
此模型关联标签跨域数

据,适应设置③

卷积

神经

网络

CNNＧRNN
NNＧADＧ
Omega

文本/
图像

新闻/
图片标注

二阶

有效挖掘数据特征,分别

适应①③,③设置下的准

确度有待提高

DLDL
标签

分布式

图像

年龄、头部

姿态估计及

语义分割

高阶

适应领域广,缓解数据量

约束,需要分布式表示数

据

循环

神经

网络

AttＧRNN
SRN

AttＧLSTM
图像

天气标注

图像分类
高阶

依赖预定义标签顺序,适
应设置①

DSGM 图像 图像标注 高阶
适应设置④复杂情况,但
评价方式单一

SGM
MDCＧHA
LDseq２seq

文本
主题标注

义原提取
高阶

自动选择信息量特征考

虑高层语义,但需先验知

识确定最优标签顺序

深度

强化

Seq２Set
RMIC
RARL

文本

图像

图像

主题标注

图像识别
高阶

设计反馈机制降低惩罚误

差,增强了标签效果,但耗

内存与计算力

博弈

对抗

WGANＧgp
IＧFTＧ
ASDN
ARC

图像

文本

图像

半监督分类 高阶

适应设置②,对未见实例

学习标签能力强,但稳定

性有待提高
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表４　多标签模型的实验结果对比

Table４　ExperimentalresultscomparisonofmultiＧlabellearning

methods

数据集 模型
实验结果

HL(－) O(－) R(＋) F１(＋) P(＋)

Yeast
基因

数据[１７]

MLＧELMＧRBF ０．１９７８ ０．２３７２ － － ０．７５
APＧRBFＧRELM ０．１８８８ ０．２２８０ － － ０．７６

ARC ０．１８６０ － － － －
Emotion
数据[７０]

APＧRBF ０．５３８９ ０．２８３３ － － ０．７９
ARC ０．１８６０ － － － －

Corel５K[６８] IＧFTＧASDN － － － ０．４１５ ０．４５

Reuters
(RCV１Ｇ
V２)[２８]

CNNＧRNN ０．００８５ ０．０８３０ ０．８２５ ０．８５５ ０．８８
SGM ０．００７５ － ０．８６０ ０．８７８ ０．８９

MDＧCHA ０．００７２ － ０．８７３ ０．８８２ ０．８９
Seq２Set ０．００７０ － ０．８８４ ０．８８７ ０．８９

CAL５００[３１] NN_AD_Omega － ０．０９６０ － ０．４６９ ０．１４
ARC ０．１０２ － － － －

天气数据[４９] AttＧLSTM － － ０．８７０ ０．８７０ ０．８７

Arxiv
论文[５４]

SGM ０．０２４５ － ０．６７５ ０．７１０ ０．７４
CNNＧRNN ０．０２７８ － ０．６１８ ０．６６４ ０．７１
Seq２Set ０．０２４９ － ０．６５９ ０．６９８ ０．７４

MSＧCOCO
图像[６５]

SRN － － ０．７１５ ０．７３４ ０．７５
CNNＧRNN － － ０．６６４ ０．６９２ ０．６９
AttＧLSTM － － ０．６２２ ０．６７７ ０．７４

RARL － － ０．５７２ ０．６６２ ０．７８
WGANＧgp － － ０．６４２ ０．６８６ ０．７４
DSGM － － － ０．５５ －

RenＧCECps
博客[５５]

CNNＧRNN ０．１８７６ － ０．５３８ ０．５５６ ０．５７
AttＧLSTM ０．１７９３ － ０．５７３ ０．５８１ ０．５９
MDＧCHA ０．１７８２ － ０．５８５ ０．５９０ ０．６２

wiki[５８] LDseq２seq － － ０．４１９ ０．４４８ ０．４８

PASCAL
图像[２２]

C２AE － － ０．６９１ ０．６７６ ０．６６
RMIC － － － － ０．８４
RARL － － － － ０．８５

IＧFTＧASDN － － － － ０．８３
　注:HL表示 hammingloss,O 表示 oneＧerror,R 表示recall,F１ 表示 microＧ

F１,P表示precision;“＋”表示越大越好,“－”表示越小越好

４　面临的挑战与展望

基于深度学习的多标签生成已取得一系列研究成果,但
仍存在以下挑战性问题有待进一步研究.

(１)大规模多标签学习问题.当数据特征空间和标签空

间非常大时,标签子集呈指数级增长,计算复杂度和内存消耗

较大[６９].如何克服数据采样、标签关系建模、子集选择等问

题是难点.
(２)多标签噪音问题.实际情况中,贴标者忽略了部分不

感兴趣的标签,因此难以获取较准确和完整的标签.
(３)标签分布问题.多标签学习中,现有方法一般采用均

匀标签分布假设,即假设各个实例的相关标签的重要度相

等[７０].但一个实例与多个标签相关时,其重要性一般不同.

利用标签增强描述多标签程度是亟需解决的问题,目前面临

的挑战有:建立适用标签增强实验的标准数据集,提出性能评

价体系和新的标签增强算法.
(４)流式多标签学习问题.动态环境中,学习系统必须能

够重用学习过的模型并使其适应不断变化的环境.已有的数

据流处理方法仅关注数据流本身的动态变化,缺少新标签检

测流程.为了在这种动态环境中保持良好的学习性能,学习

模型有必要同时具有检测和分类新标签实例的功能.

针对上述挑战,未来可从以下４个方面展开多标签学习

生成的研究.

(１)分布式深度学习的多标签方法

将集中式计算模式转变为分布式深度学习模式,实现计

算并行化.基于以 MapReduce为代表的大数据分布式计算

平台,结合现有的分布式计算框架,设计以高效能为目标的分

布式深度学习的多标签系统架构、计算框架和处理方法,值得

探索.
(２)部分多标签学习方法

部分多标签学习需要在实例仅有部分标签正确的严苛条

件下进行.设计同时利用全局和局部标签的相关性机制是处

理全标签和丢失标签的一种策略.设计能充分利用多视图数

据进行语义感知,以及用深度模型扩展多视角多标签模型,将
是研究的趋势.

(３)标签增强的多标签方法

标签增强进一步将标签逻辑表示转成分布表示.目前,
多标签数据集多是逻辑表示,少数实验借助人造数据进行初

步实验,因此标签增强实验数据集应包括真实标签分布以及

对应的逻辑标签;同时,要建立能反映从逻辑标签恢复到标签

分布能力的评价体系;提出能充分利用实例空间相关性的标

签增强算法.标签相关性既能从标签空间获取,也能从实例

空间迁移得到,在理论和应用层面都有很大的研究空间.
(４)动态多标签学习方法

多标签学习环境中,当观察到新的实例时,系统必须能够

修改预先训练的模型,并针对所有新出现的标签建立识别策

略.增量学习中,历史模型可通过新增实例更新得到新模型

来关注数据本身的动态.在此基础上,设计基于输入特性和

标签属性的特殊检测器及模型更新机制,将检测的新标签合

并,并设计具有容忍检测错误能力的学习模型来适应动态场

景,值得进一步研究和关注.
结束语　随着数据规模、复杂性的不断增加,高效挖掘有

价值的信息以实现数据智能化处理面临挑战,基于深度学习

的多标签生成给数据知识智能化组织带来了新机遇.
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