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摘　要　人体行为识别作为计算机视觉领域的重要研究热点,在智能监控、智能家居、虚拟现实等诸多领域中具有重要的研究

意义和广泛的应用前景,备受国内外学者的关注.基于传统手工特征的方法难以处理复杂场景下的人体行为识别.随着深度

学习在图像分类方面取得巨大成功,将深度学习用于人体行为识别方法中已逐渐成为一种发展趋势,但其仍然存在一些困难与

挑战.首先,根据特征提取方法的不同,简单回顾了早期基于传统手工特征的行为识别方法;然后,从网络结构的角度着重对近

年来一些基于深度学习的人体行为识别方法进行论述和分析,其中包括目前常用的双流网络架构和三维卷积网络架构等;另

外,还介绍了目前用于评价方法性能的人体行为识别数据集,同时总结了部分典型方法在 UCFＧ１０１和 HMDB５１两个著名的公

开数据集上的性能;最后,从性能和应用两个方面对基于深度学习的人体行为识别方法的未来发展方向进行了展望,并指出了

当前方法存在的不足之处.
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Abstract　Asanimportantresearchhotspotinthecomputervisioncommunity,humanactionrecognitionhasimportantresearch
significanceandbroadapplicationprospectsinmanyfieldssuchasintelligentsurveillance,smarthomeandvirtualreality,andit
hasattractedtheattentionofscholarsathomeandabroad．Forthemethodsbasedontraditionalhandcraftedfeatures,itisdifficult
todealwithhumanactionrecognitionincomplexscenarios．Withthegreatsuccessesofdeeplearninginimageclassification,the
applicationofdeeplearningtohumanactionrecognitionhasgraduallybecomeadevelopmenttrend,buttherearestillsomediffiＧ
cultiesandchallenges．Inthispaper,firstly,accordingtothedifferenceofthefeatureextractionapproaches,theearlytraditional
handcraftedrepresentationＧbasedmethodsforhumanactionrecognitionweresimplyoverviewed．Then,fromtheperspectiveof
networkarchitecture,somedeeplearningＧbasedapproachesforhumanactionrecognitionwerediscussedandanalyzed,including
TwoＧStreamNetworks,３DConvolutionalNetworks,etc．Besides,thispaperintroducedthecurrenthumanactionrecognitiondataＧ
setsusedtoevaluatethemethodsperformance,andsummarizedtheperformanceofsometypicalmethodsontwowellＧknown

publicdatasetsofUCFＧ１０１andHMDBＧ５１．Finally,thefuturetrendsofdeeplearningＧbasedmethodswerediscussedfromtwoasＧ

pectsofperformanceandapplication,andtheshortcomingswerealsopointedout．
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１　引言

近年来,人体行为识别作为计算机视觉领域的一项重要

研究内容,受到了国内外学者的广泛关注和研究.相比于静

态图像中的人体识别研究,视频人体行为识别更关注人体在

视频图像序列中的时空变化,其根据人体行为视频中的图像



帧或图像序列,通过计算机对视觉信息的处理和分析,自动识

别出人体做出的行为动作[１].作为视频理解中的关键技术,

视频人体行为识别在智能监控、智能家居、虚拟现实、视频检

索等众多场景中具有重要的研究意义和广泛的应用前景.人

体行为的多样性,以及视频的视角变化和非刚性运动的复杂

性,使得人体行为识别存在巨大的挑战.图１为人体行为识

别的流程图.

图１　人体行为识别流程

Fig．１　Pipelineofhumanactionrecognition

人体行为特征是从视频数据中提取到的关键信息的表

征,是行为识别中的关键部分,其好坏直接影响识别的性能.

人体行为的分类是指将人体行为特征向量作为输入,通过机

器学习的方法训练一个分类器,将需要识别的特征向量输入

该分类器中,从而得到类别的分类结果.

在过去的几十年里,国内外学者们提出了大量的视频行

为识别方法,并给出了一些公开的行为识别数据集.卷积神

经网络(ConvolutionalNeuralNetwork,CNN)[２]自２０１２年被

提出并广泛应用于图像领域以来,就以其卓越的性能在图像

识别、目标检测、场景分类等领域取得显著成果,由此 CNN
从图像领域扩展到了视频领域并取得了重大进展.

目前,已有较多学者从不同角度对行为识别方法进行了

总结和综述.Aggarwal等[３]按复杂程度把行为识别分为４
类:姿势(Gestures)、个体动作(Actions)、交互动作(InteracＧ

tions)以及团体活动(GroupActivities).其中,姿势是指人体

肢体部分的基础移动,如摇头、挥手等,是行为分类中复杂度

最低的行为;个体动作是指单个人的基本运动动作,如跑步、

跳高等,也可以看作多个 Gestures的组合;交互动作是人人

交互和人物交互的合称,如打斗、握手、弹钢琴等,也是目前最

受关注的行为识别类型;团体活动是指一个场景中包含多人

和多物的活动,如一群人的比赛、团体会议等,也是最复杂的

行为识别类型.Hassner[４]对早期的行为识别数据集和基准

进行了详细的回顾,并总结了２０１３年以前的行为识别系统需

要克服的多种挑战;Huang等[１]对智能视频监控技术的发

展、现状以及典型算法给出了较为全面的综述,以底层、中层、

高层的方式对智能视频监控技术流程进行划分,并对目标检

测、跟踪、行为分类识别以及行为分析算法进行了总结;Zhu
等[５]首次对手工行为表征和基于学习的行为表征做出了详细

的综述,并讨论了现有的两类方法中存在的限制和优势;Luo
等[６]着重综述了基于传统手工特征的行为识别方法,并对基

于深度学习的方法做出了简单的回顾.

目前,视频人体行为识别的方法按特征提取方式的不同

分为两类.１)基于传统手工特征的行为识别方法.其首先利

用专家设计的特征提取符提取视频的底层行为特征;之后通

常采用主成分分析(PrincipalComponentAnalysis,PCA)和白

化(Whitening)对底层特征进行预处理,以消除数据间的相关

性,防止过拟合;然后将特征编码成定长的特征向量,并将其

作为行为分类器的输入进行训练,最终得到训练好的行为分

类器.常见的编码方式有矢量量化(VectorQuantization)、软

分配(SoftＧAssignment)、稀疏编码(SparseCoding)、费舍尔矢

量(FisherVector),分 类 器 通 常 采 用 支 持 向 量 机 (Support

VectorMachine,SVM).２)基于深度学习的方法.其利用迭

代学习自动从视频中提取深度学习的行为特征向量,然后通

过深度模型得到类别得分,并根据数据的标签,利用反向传播

的方式调整网络模型参数,最终达到良好的分类效果.模型

最后的全连接层和Softmax层相当于分类器,整个模型的训

练是一个端到端学习的过程.图２给出了目前人体行为识别

的分类情况.

图２　人体行为识别方法的分类

Fig．２　Categorizationofhumanactionrecognitionapproaches

前人的研究论述中没有包括目前最先进的方法,为了让

初学者对视频行为识别方法有更好的理解,更快地掌握视频

行为识别发展的前沿动态,本文分别综述了基于传统手工特

征的行为识别方法和基于深度学习的方法,并重点分析了当

前性能优越的深度学习模型.本文主要贡献如下:

１)简要介绍了现有的基于传统手工特征的行为识别方

法,将其按人体行为特征提取方法的特点分类,并总结了典型

方法的优缺点;

２)重点阐述了基于深度学习的方法,将其按结构特点分

类,并详细地分析了其中典型的方法;

３)对目前国内外公开的行为识别数据集进行介绍和分

析,并在常用的数据集上对部分方法进行了比较;

４)对目前视频人体行为识别方法存在的挑战和问题展开

讨论,并展望了未来的发展方向.

２　基于手工特征的人体行为识别方法

基于手工特征的人体行为识别方法的流程通常如图３所

示.首先,对视频数据的连续帧进行采样,得到采样点;然后,

按照专家设计的手工特征提取方法对采样点提取手工特征;

其次,将提取到的手工特征编码成特征向量;接着,将特征向

量输入到行为分类器中进行训练;最后,将对测试视频提取的

手工特征向量输入训练好的分类器,得到分类结果.在深度

学习未被引用到人体行为识别领域之前,国内外学者设计了

多种手工特征,如轮廓剪影(HumanSilhouette)、人体关节点

(HumanJointPoint)、时 空 兴 趣 点 (SpaceＧTimeInterest

Points)、运动轨迹(Trajectories)等,并进行了大量尝试.
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图３　基于手工特征的行为识别方法流程

Fig．３　Pipelineofhumanactionrecognitionapproachbasedon

handcraftedfeatures

２．１　基于轮廓剪影的特征提取方法

早期的工作将视频帧看作整体,提取全局特征.通常采

用背景剪除法、人体轮廓剪影、差分法等检测人体行为区域,

然后对整个区域提取特征作为行为表征.Bobick等[７]提出利

用背景剪除法从视频中获得前景的轮廓特征,然后将所有图

像帧的轮廓特征叠加以获取帧间差,建立具有运动效果的运

动能量图(MotionEnergyImage,MEI),并根据轮廓运动的时

间函数构造运动历史图(MotionHistoryImage,MHI).这种

方法描述能力强,包含信息多,在简单背景下容易提取感兴趣

区域;但是对噪声、视角和相互遮挡特别敏感,在复杂背景下

难以得到人体运动区域的信息,难以提取轮廓特征,存在较大

的局限性.

２．２　基于人体关节点的特征提取方法

基于人体关节点的特征提取方法通过姿态估计获取人体

各个关节点的位置以及关节点位置的运动信息,从而对人体

行为进行表征.Fujiyoshi等[８]使用头部加四肢的５个关节点

组成的星形图来表示当前视频中人体的姿态,并将行为的特

征向量表示为５个关节点与重心构成的矢量.这种采样方法

通常需要先对视频前景和背景进行分割,然后利用运动检测

算法对视频中的人体定位.随着深度相机的出现和普及,研
究者们开始利用深度图像提取人体关节点位置信息,简化了

基于人体关节点的特征提取方法.Yang等[９]从人体行为的

深度图像中采集人体关节点的三维坐标,将这些关节点形成

的人体轮廓作为行为特征用于识别,取得了不错的效果.通

过这种方法提取到的行为特征信息较为完整,但是该方法受

限于深度图像不便于获取以及人体几何的非刚性建模难以用

简单的数学模型描述的问题.

２．３　基于时空兴趣点的采样方法

基于时空兴趣点的采样方法通过探测算子检测出视频的

时空兴趣点,然后从兴趣点周围提取行为特征.Laptev[１０]将

Harris角点[１１]的二维空间兴趣点扩展到三维时空兴趣点,对
行为视频检测 Harris３D兴趣点.Harris３D检测在时空上具

有显著变化的区域,并且能够自适应地选择兴趣点的时空范

围,最后通过统计像素直方图形成描述行为的特征向量.但

是,Dollar等[１２]指出这种方法检测到的稳定兴趣点数量不

足,因此提出在时间维度上采用 Gabor滤波器并在空间维度

上采用高斯滤波器进行滤波,由此检测到的兴趣点数量将随

局部邻域块尺寸的变化而变化.接着,Willems等[１３]提出基

于 Harris３D的时空兴趣点检测方法,该方法在多尺度的视频

三维数据中通过对 Hessian矩阵的计算筛选出兴趣点所在的

时空位置,大幅降低了兴趣点检测的时间复杂度.然而,这样

检测到的兴趣点依然过于稀疏.Wang等[１４]提出稠密网格的

方法在视频数据上提取行为特征,并将其与多种局部特征描

述 符 如 梯 度 直 方 图 (Histogram of Oriented Gradient,

HOG)[１５]、光流梯度直方图(HistogramsofOrientedOptical

Flow,HOF)[１６]和运动边界直方图(MotionofBoundaryHisＧ

tory,MBH)[１７]进行比较,实验结果表明稠密的采样方式优于

稀疏的兴趣点采样方式.

基于时空兴趣点的特征提取方法不需要对视频的前景和

后景做分割处理,在背景相对复杂的情况下效果较好,对遮挡

和光照的影响比较敏感.基于时空兴趣点的特征提取方法不

需要对视频的前景和后景做分割处理,在背景相对复杂的情

况下效果较好,对遮挡和光照的影响比较敏感.

２．４　基于轨迹跟踪的特征提取方法

基于轨迹跟踪的特征提取方法通过追踪人体动作的运动

轨迹来提取行为特征.运动轨迹包含明确的结构信息,加强

了采样点之间的联系.近年来,基于轨迹的行为表征被证明

是最成 功 的 手 工 浅 层 表 征.Wang等[１８]提 出 的 稠 密 轨 迹

(DenseTrajectories)方法利用光流场获取视频帧序列的密集

采样 点 的 运 动 轨 迹,再 沿 着 轨 迹 提 取 HOG[１５],HOF[１６],

MBH[１７]特征,其流程如图４所示.

图４　稠密轨迹的方法

Fig．４　Illustrationofdensetrajectorydescription

　　这种方法能够排除背景的干扰,获取更多运动信息,对视

频的表征能力较强;但是提取光流场的计算开销大,效率较

低,且相机本身的运动会造成较大干扰.接着,WANG 等进

一步引入了一个整合了 HOG[１５],HOF[１６],MBH[１７]的特征,

提出了改进的稠密轨迹方法(improvedDenseTrajectories,

iDT)[１９].该方法对轨迹施加全局平滑约束,得到更鲁棒的运

动轨迹,并利用SURF(SpeedUpRobustFeatures,SURF)[２０]

匹配不同帧间的特征点来估计相机运动,以区分人体运动和

７８蔡　强,等:基于深度学习的人体行为识别方法综述



摄像机引起的运动,提高了特征的鲁棒性.在深度学习被广

泛应用于人体行为识别领域之前,iDT 算法是基于传统手工

特征的方法中效果最好、最鲁棒的,许多基于深度学习的方法

在与iDT算法结合后取得了较大的性能提升;但是,由于训

练阶段和测试阶段都无法避免高计算复杂度,因此该算法的

速度较慢.

３　基于深度学习的人体行为识别方法

对于不同复杂场景中存在的光照、遮挡、视角变化等问

题,传统手工特征并不具有普适性,因此以深度学习的方式从

数据中自动学习特征可能更有效.与基于传统手工特征的方

法不同,基于深度学习的人体行为识别方法的流程框架如图

５所示.

图５　基于深度学习的人体行为识别方法

Fig．５　Humanactionrecognitionapproachbasedondeeplearning

基于深度学习的人体行为识别方法以端到端的方式,利
用可训练的特征提取模型从视频中自动学习行为表征来完成

分类.目前,基于深度学习的行为识别方法的网络结构主要

有双流网络(TwoＧStreamNetwork)和３D卷积网络(３DConＧ
volutionalNetwork)两种;还有部分学者提出了其他思路,如

受限玻尔兹曼机(RestrictedBoltzmann Machines,RBM)、循
环神经网络(RecurrentNeuralNetworks,RNN)、独立子空间

分析(IndependentSubspaceAnalysis,ISA)等,它们也取得了

不错的效果.

３．１　双流网络

基于双流网络结构的行为识别方法自２０１４年由SimonＧ

yan[２１]提出后,就得到了行为识别研究者的广泛关注,其基本

流程如图６所示.双流网络结构分为时间流卷积神经网络和

空间流卷积神经网络两个分支,且两个分支具有相同的网络

结构.时间流卷积神经网络先对视频序列中相邻两帧计算光

流图像,再对多帧堆叠的光流图像提取时序(Temporal)信

息;空间 流 卷 积 神 经 网 络 则 对 视 频 RGB 图 像 提 取 空 间

(Spatial)特征,最后将两个网络分 别 得 到 的 得 分 融 合,从

而得到最终的分类结果,这种方法大幅提高了视频行为识

别的准确率.

Wang等[２２Ｇ２３]在此基础上提出时域分割网络(Temporal

SegmentNetwork,TSN),采用稀疏时间采样策略将视频进行

时域分割后随机抽取片段,以解决双流网络对时间较长的视

频的建模能力不足的问题.

Feichtenhofer等[２４]发现了双流架构的两个问题:１)不能

在空间和时间特征之间学习像素级的对应关系;２)空域卷积

只在单 RGB帧上,时域卷积只在堆叠的L 个时序相邻的光

流帧上,时间规模非常有限,导致不能利用视频中的两个非常

重要的线索来完成行为识别,即无法在指定的外观位置区域

(空间线索)同时观察对应的光流(时间线索)有何变化,以及

空间线索随时间的变化趋势.

图６　双流网络框架

Fig．６　ArchitectureoftwoＧstreamnetwork

　　受残 差 网 络[２５]在 图 像 识 别 领 域 中 表 现 出 色 的 启 发,

Feichtenhofer等[２６]在双流网络的基础上提出了时空残差网

络 (SpatiotemporalResidualNetworks,STResNet,STResＧ
Net).STResNet在时域上进行了扩展,并延续了网络融合

的特色,找到了时域和空域的像素级对应关系.在双流网络

中,时域网络和空域网络也利用残差连接(ResidualConnecＧ
tion)进行参数的传递,在处理视频数据过程中,这样的时空

连贯性是一个重要的线索.另外,作者采用了新的时间残差

的方法,使用了小的非对称滤波器,通过将残差路径中的空间

滤波器维数映射转换为时间滤波器进行时间卷积.该时间滤

波器可以学习场景与运动的变化.通过堆叠这些滤波器,可
以学习到更深层次的时空特征.

Fernando等[２７Ｇ２８]从基于视频帧的 CNN特征中有效地编

码视频片段的时序信息,并利用 RankＧPooling的池化方法,

通过双层优化方式端到端地学习模型的所有参数和视频表

征.Bilen等[２９]在此基础上提出动态图网络(DynamicImage
Networks),即 将 视 频 汇 集 成 一 张 称 作 动 态 图 (Dynamic
Image,DI)的图像,然后通过学习一个排名机(Ranking MaＧ
chine)来捕捉数据的时序演变,并将排名机的参数作为一个

表征.作者利用双流网络的思想,将静态图像、动态图像、光
流图像、动态光流图像作为输入,提出了一个四流网络模型,

将其与iDT特征结合,取得了不错的识别效果.这种方法的

特点是将视频转换成一张 DI,使得现有的 CNN 模型对静止

图像预训练后能立即扩展到视频上.
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Gao等[３０]利用大量的无标签视频数据训练Im２Flow 网

络,让网络模型从大量的无标签行为数据中学习行为先验,使

模型能够通过行为先验生成预测光流图像;然后向模型输入

一张静态图像,得到预测的光流图像,将静态图像和预测得到

的光流图像作为双流网络的输入.这种无监督学习的方式适

用于只有少量标签的行为识别数据.

Wang等[３１]提出了三流卷积网络架构,该架构在双流网

络的基础上将时间流进一步分为局部时间流和全局时间流,

然后将RGB特征和Flow特征分别作为空间流和局部时间流

的输入,并将学习运动叠差图像(MotionStackedDifference

Image,MSDI)的CNN特征作为全局时间流的输入.三流卷

积网络相比于双流网络[２１]性能略有提高.

Girdhar等[３２]提出了一种VLAD的池化方法用于时空视

频特征的融合,并基于双流网络[２１]探索了如何聚合视频帧级

别的特征以表示整个视频特征,以及如何聚合双流网络的不

同流网络提取的特征信息.与常用的最大池化和平均池化相

比,ActionVLAD池化方式可以聚合不同子类特征的描述符

来共同描述整个视频的特征,相比文献[２１]的方法取得了巨

大的性能提升.

Lin等[３３]从行为类别粒度的角度出发,基于双流网络提

出了一个粗到细网络(CoarseＧtoＧFineNetworks),从不同的行

为类别粒度中提取共享的深度特征,并且逐步整合特征来获

得对输入行为更准确的特征表达.接着,通过在不同时间点

对不同流的信息进行异步融合,能够更好地利用不同流之间

的信息互补.实验结果证明了该方法的先进性.

基于双流网络架构的方法虽然准确率高,但需要预先对

视频提取光流图像,并且分开训练两个网络,这个过程非常耗

时,难以达到实时性的要求.

３．２　３D卷积网络

目前,行为识别的方法大多使用基于图像的２D 卷积神

经网络来学习单帧图像的 CNN 特征,往往容易忽略连续帧

间的联系,造成视频动作信息的丢失,因此利用３D卷积网络

来学习视频行为表征成为了行为识别的一个重要研究方向.

基于３D 卷积网络结构的行为识别方法由 Ji等[３４]在

２０１０年首次提出,利用３D卷积核进行３D卷积,对视频沿着

空间和时间维度直接提取时空特征.３D 卷积操作如图 ７
所示.

图７　３D卷积操作

Fig．７　Operationof３Dconvolution

３D卷积网络结构由１个硬连线层、３个卷积层、２个下采

样层以及１个全连接层组成.硬连线层产生灰度、梯度和光

流３个通道,然后在每个通道进行卷积和下采样操作,最后连

接所有通道的信息计算得到最终的行为表征.随后,Ji等[３５]

通过对高层特征进行规则化,将３D 卷积网络与不同架构相

结合.

Tran等[３６]提出了 C３D网络,通过系统化的研究找到了

３D卷积最合适的时序卷积核长度,包括８层具有３×３×３卷

积核的卷积层、５层池化层以及２层全连接层.实验证明,

C３D提取的特征是通用、有效且紧凑的.C３D在 UCFＧ１０１[３７]

数据集上的准确率达到了８２．３％,在 HMDBＧ５１[３８]数据集上

的准确率达到了５１．６％.随后,Tran等[３９]将残差网络(ResＧ

Net)[２５]与C３D网络相结合,提出了 Res３D 网络.Res３D 网

络进一步提升了网络的性能,运行速度比 C３D快了两倍,模

型尺寸是C３D的一半,在 UCFＧ１０１和 HMDBＧ５１数据集上分

别提升了３．５％和３．３％的准确率.不同于C３D和 Res３D在

相对短视频片段中学习时空信息,Varol等[４０]针对人体行为

深度卷积特征提取算法难以在持续时间较长的完整人体行为

视频中对人体行为建模的问题,提出了一个长时序卷积结构

(LongＧtermTemporalConvolutions,LTC),在较长的视频片

段中使用３D卷积来表示全时间尺度下的行为,并展示了高

质量光流作为LTC输入的重要性.由于训练一个３D卷积网

络的计算和存储开销非常大,为了减少网络参数,降低３D卷

积核的复杂性和训练样本数据不足带来的影响,Sun等[４１]提

出了一个分解时空网络 (FactorizedSpatiotemporalConvoluＧ

tionalNetwork,FstCN),将原始的３D 卷积核分解成在低层

学习的一系列２D空间卷积核和上层的一个１D时间卷积核,

并且提出了一种有效的训练和推理策略,对给定的视频序列

的多个视频片段采样,解决了序列对齐问题.

为了避免从零训练３D卷积网络并且能够使用２D卷积

学习到的知识,Mansimov等[４２]提出了几种利用２D卷积权值

初始化３D卷积权值的方法,包括平均、缩放、０权值和负权值

初始化.实验结果证明,负权值初始化在所有初始化方法中

取得了最好的结果.

通过把一个３×３×３的３D卷积滤波器分解成一个１×

３×３的卷积滤波器和一个３×１×１的卷积滤波器,Qiu等[４３]

基于残差网络设计了３种 BottleneckBuildingBlock,并提出

了一 个 伪 ３D 残 差 网 络 (PseudoＧ３D ResNet).PseudoＧ３D

ResNet不仅显著减小了模型尺寸,而且能够利用在图像数据

集中训练好的２D卷积神经网络.

通过吸收之前优秀方法的思想,Carreira等[４４]提出了

I３D网络(Inflated３DConvolutionalNetwork).I３D 将用于

图像分类的２D卷积网络变形成可以提取时空特征的特征提

取器,同时利用图像分类任务中预训练好的权值有效进行权

值初始化,弥补了３D卷积网络参数多以及需要从零开始训

练的不足.另外,虽然３D卷积已经可以直接从连续的 RGB
图像帧中提取到时空特征,但与双流网络的思想相结合,利用

光流图像能够进一步提升方法的识别性能.经过 KinetiＧ

cs[４５]行为识别数据集预训练的双流I３D模型,在 UCFＧ１０１数

据集上取得了９７．９％的识别准确率,在 HMDBＧ５１数据集上

取得了８０．２％的识别准确率.

Wang等[４６]提出了一种外观关系网络(AppearanceＧandＧ

RelationNetworks,ARTNet),其中包含一种称为SMART的

通用块.SMART块由外观和关系两个分支组成,可以同时
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对 RGB输入的外观和关系分开显式建模.外观分支基于每

帧像素的线性连接来对视频行为的空间结构建模,而关系分

支是基于多帧像素间的乘法运算来捕捉动作的时序动态信

息.ARTNet通过多个SMART 块堆叠,可以从不同尺度对

视频动作的外观和关系建模,这也允许以端到端的方式优化

SMART块的参数.ARTNet与 TSN[２３]框架的结合在 UCFＧ

１０１数据集上可以达到９４．３％的识别准确率,在 HMDBＧ５１
数据集上可以达到７０．９％的识别准确率.

３D卷积网络对视频连续帧组成的立方体提取３D 卷积

特征,同时捕捉时间维度和空间维度的特征信息,且一次处理

多帧图像,加快了运行速度;尽管不需要预先提取光流图像,

但是３D卷积的计算开销较大,对硬件性能要求更高,并且识

别准确率比利用光流图像的双流网络方法略低.因此,目前

最先进的方法也结合了双流网络的思想,利用光流图像来进

一步提升行为识别方法的性能.

３．３　受限玻尔兹曼机

受限玻尔兹曼机[４７]是一种可通过输入数据集学习概率

分布的生成网络模型,输入/输出层神经元和隐藏层神经元之

间通过一个权值矩阵w和偏置向量连接,同一层神经元之间

相互独立,不同层之间的神经元相互连接.Taylor等[４８]利用

门控受限玻尔兹曼机,以无监督的方式学习视频中的运动信

息,并结合卷积来微调网络参数,能够有效地提取运动敏感特

征,在 KTH[４９]数据集和 Hollywood２[５０]数据集上取得了不错

的效果.Tran[５１]等提出一种利用高斯受限玻尔兹曼机来学

习视频中人体运动差异特征的有效方法,定义了一个表示两

帧间差异的减函数,从而为动作创建简单的时空显著图,通过

消除与行为识别不相关的共有形状和背景图像来突出空间上

的运动模式,使浅层的 RBM 能够更容易地学习这些显著图

中的动作.

基于受限玻尔兹曼机的方法的最大特点是可以利用无标

签数据进行无监督学习,得到时空特征表示方法.

３．４　循环神经网络

循环神经网络[５２]常被用于对时间序列数据进行建模,通

过控制当前信息和历史信息的贡献度来实现序列信息的累

积.因此,RNN在对时域动态特征建模以及特征学习方面具

有强大的性能.然而,RNN 普遍存在梯度消失问题,利用长

短时记忆(LongShortＧTerm Memory,LSTM)[５３]可以在一定

程度上减轻该问题.LSTM 的结构如图８所示,LSTM 单元

接收上一时刻的输出隐藏状态ht－１和当前输入 Xt,通过输入

门it、遗忘门ft 以及输出门ot 来更新状态,并将当前结果输

出.其中,遗忘门决定上一时刻的信息是否需要遗忘;输入门

决定当前时刻的信息是否需要保留;输出门用于控制有多少

信息从记忆单元传递到下一时刻的隐藏状态ht.

Baccouche等[５４]首先将卷积神经网络扩展到３D形式,自

动学习视频的时空特征,然后训练 LSTM RNN 学习卷积特

征描述间的时序信息,最终得到人体行为特征描述.

Donahue等[５５]提出长时循环卷积神经网络(Longterm

RecurrentConvolutional Network,LRCN),并 将 CNN 与

LSTM 相结合,通过CNN提取单帧图像的卷积特征,将其按

时间顺序输入 LSTM 中,最终得到视频数据的行为特征.

LRCN在 UCFＧ１０１数据集上取得了８２．９２％的识别准确率.

Wu等[５６]提出的结合双流网络和 LSTM 的混合学习框架,能
够对静态空间信息、短时运动、长时时序线索等多个方面建

模,将时间流和空间流提取的卷积特征作为 LSTM 网络的输

入,由此对长时时序建模.该混合框架在 UCFＧ１０１数据集上

取得了９０．１％的识别准确率.

图８　LSTM 单元的结构

Fig．８　StructureofLSTMunit

为了更好地利用视频的空间相关性,Li等[５７]提出 VideoＧ
LSTM.VideoLSTM 在LSTM 中加入了基于运动的注意力

机制,通过卷积神经网络提取视频图像帧中的空间相关性,并
产生基于运动的注意力映射,依靠视频级别的动作标签便可

以利用注意力映射来定位动作的时空位置.其在 UCFＧ１０１
数据集上取得了８８．９％的识别准确率,在 HMDBＧ５１数据集

上取得了５６．４％的识别准确率,且与iDT特征结合后识别准

确率可以得到进一步提升.

基于循环神经网络的方法能够很好地利用相邻帧间的时

间相关性来对视频中人体行为的时序特征建模,但其识别准

确率还有待提高.

４　人体行为识别数据集

对于人体行为识别方法的性能,需要在同样的数据集下

进行分析比较.目前众所周知的人体行为识别公开数据集的

相关信息如表１所列.

表１　人体行为识别数据集

Table１　Humanactionreognitiondatasets
数据集名称 发布时间/年 片段数量/个 类数/类 视频来源

KTH[４９] ２００４ ６００ ６ 志愿者拍摄

Weizmann[５８] ２００５ ９０ １０ 志愿者拍摄

UCFＧSports[５９] ２００８ １５０ １０ 体育电视节目

Hollywood２[５０] ２００９ ３６６９ １２ Hollywood电影

HMDBＧ５１[３５] ２０１１ ６８４９ ５１ YouTube和电影

UCFＧ１０１[３７] ２０１２ １３３２０ １０１ YouTube
Kinetics[４５] ２０１７ ３０６２４５ ４００ YouTube

随着人体行为识别受到越来越多学者的关注,国内外公

开的行为识别数据集的规模也在逐渐扩大,行为的类型亦越

来越多样化,为人体行为识别方法未来的发展提供了可靠的

基础.

KTH 数据集在２００４年公开发布,包括６类人体行为:走
路,慢跑,跑步,拳击,鼓掌,挥手;由２５个志愿者在４个不同

场景下拍摄,包含６００个人体行为视频序列.但是,由于相机

拍摄的角度是固定的,且背景也是静态的,因此只在早期用来

评价一些简单的行为识别方法.
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Weizmann数据集发布于２００５年,由９个志愿者参与拍

摄,每个志愿者展示１０个动作,共９０个视频片段.拍摄背景

单一,视角固定,动作简单.

UCFＧSports数据集包括１０个体育运动动作,共１５０个

视频片段,数据来源于体育电视节目;视频数据的背景多样,

且摄影机不固定,具有类内变化.

Hollywood２数据集包括１２类人体行为,共３６６９个视频

序列,数据均来源于 Hollywood电影,且电影场景中的视角

变换,背景复杂多样.

布朗大学于２０１１年发布的 HMDBＧ５１数据集包括５１类

人体行为,共６８４９个视频片段,分辨率为３２０×２４０,数据来

源于电影和 YouTube网络视视频库;视频中的背景复杂,行

为多样.

２０１２年中佛罗里达大学计算机视觉研究中心发布的

UCFＧ１０１数据集包含１０１类人体行为,共１３３２０个视频片段,

分辨率为３２０×２４０,数据均来源于YouTube网络视频库.该

数据集为行为识别提供了更丰富的多样性,视频中的人体行

为更贴合真实场景,在人体外形和姿态、视觉的角度和焦点、

背景以及光照等方面均有较大变化,是目前视频人体行为识

别领域最具挑战性的数据集之一,旨在通过学习现实场景中

的人体行为来推动视频人体行为识别的发展.

Kinetics数据集发布于２０１７年,包含４００类人体行为,共

３０万个视频片段,数据均来源于 YouTube网络视频库,是目

前公开的最大的人体行为识别数据集.

表２对比了一些典型方法在两个公开数据集上的性能.

其中,卷积网络的输入 OF表示光流图像(OpticalFlow).

表２　人体行为识别方法的比较

Table２　Comparisonofhumanactionrecognitionmethods

方法 输入
准确率/％

UCFＧ１０１ HMDBＧ５１

iDT[１９] RGB＋OF ８５．９ ５７．２

TwoＧstream[２１] RGB＋OF ８８．０ ５９．４

TSN[２３] RGB＋OF ９４．２ ６９．４

TwoＧstreamfusion[２４] RGB＋OF ９２．５ ６５．４

STRNet＋iDT[２６] RGB＋OF ９４．６ ７０．３

Hierarchicalrankpooling[２７] RGB ９１．４ ６６．９

DynamicImageNetworks＋iDT[２９] RGB＋OF ９５．５ ７２．５

ActionVLAD[３２] RGB＋OF ９２．７ ６６．９

C３D[３６] RGB ８２．３ ５１．６

Res３D[３９] RGB ８５．８ ５４．９

LTC[４０] RGB＋OF ９１．７ ６４．８

P３D[４３] RGB＋OF ８８．６ －

I３D[４４] RGB＋OF ９７．９ ８０．２

ARTNet[４６] RGB ９４．３ ７０．９

LRCN[５５] RGB＋OF ８２．９２ －

LSTM＋TwoＧstream[５６] RGB＋OF ９０．１ －

iDT＋VideoLSTM[５７] RGB ９１．５ ６３．０

从表２中可以看出,在国内外研究者的共同努力下,基于

深度学习的方法发展得越来越迅速,识别的准确率也得到了

较大的提高.目前,光流图像与 RGB图像结合作为输入并利

用大尺度数据集 Kinetics做预训练处理的方法的识别效果最

好.随着新的大尺度数据集 Kinetics的出现、行为数据规模

的扩大以及行为复杂性的提高,对人体行为识别的准确率和

效率还有待进一步的提高.

５　未来研究方向

目前,基于传统手工特征的行为识别方法由于难以选取

有效的特征描述符,无法应用于复杂的视频场景;而视频人体

行为识别领域虽然受益于深度学习的发展而取得了巨大的进

展,但仍然存在一些挑战.

１)受 GPU和CPU等硬件的限制,基于深度学习的行为

识别方法不能将整个视频直接输入网络模型中提取特征,只
能利用连续帧间的信息冗余性从视频中提取部分帧来代表整

个视频,从而提取深度特征.目前已有的研究方法大多依然

使用整张图像进行特征提取,无法很好地区分前景和背景以

及全局的运动信息和局部人体的运动信息,并且可能存在丢

失关键动作信息的缺陷.Wang[６０]通过计算相邻帧间任意两

个位置的关系来直接捕捉长时依赖,而与位置距离无关,能够

有效地 关 注 视 频 中 的 运 动 对 象,对 视 频 非 局 部 建 模.Du
等[６１]提出的交互感知时空金字塔注意力网络利用空间相邻

位置的局部特征具有高相关性的特点,将多尺度特征图构建

成空间金字塔,加入自注意力为每个空间位置加权,更集中关

注于运动对象本身.近期,与注意力机制相结合的方法证明

了注意力机制的有效性,在识别性能的提高上只是初有成效,
未来还有待进一步提高.

２)目前,基于深度学习的人体行为识别方法存在的一个

共同困难是需要大量的标签样本进行训练,但是在实际应用

中,由于视频数据量巨大且内容多样,对视频数据进行准确、
有效标注的人力和时间成本巨大,难以在产业界投入使用.
佐治亚理工学院的 Ahsan等[６２]提出的 DiscrimNet,以无监督

预训练的方式利用无标签数据训练一个生成对抗网络模型,
再通过有标签的行为数据集微调,也取得了一定的效果.但

是,由于生成对抗网络存在难以训练的问题,无监督或半监督

的尝试还处于初步阶段,未来人体行为识别方法有望朝着无

监督学习或半监督学习的方向发展.

３)目前基于深度学习的人体行为识别方法的网络模型计

算复杂且速度较慢,在产业界难以达到实时应用的要求,因此

未来期待人体行为识别方法的高效性和时效性得到更好的改

进.Zolfaghari等[６３]提出的高效卷积网络,在考虑长时内容

的同时快速处理每个视频,结合采样策略,利用帧间冗余性快

速达到高质量的行为分类,并且整个网络模型的层数较少.
目前,移动端广受大众的喜爱,但是现有的优秀方法由于网络

模型较大而无法应用于移动端这样的小型设备,而目前较小的

网络模型又无法达到识别性能的需求,因此能够使用较小的网

络模型在移动端达到理想的效果也是未来可能的研究方向.
结束语　人体行为识别在各类生活场景中具有重要的应

用价值,近年来也成为了国内外学者关注的研究热点.本文

在前人工作的基础上,对人体行为识别的发展进行了综述,对
基于传统手工特征的方法做出了简单的回顾,并将其与基于

深度学习的方法进行了分析比较,同时介绍了目前国际上常

用的人体行为识别公开数据集,最后对人体行为识别的未来

发展方向做出展望,以期为初学者和未来研究方向的选择提

供帮助.
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