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摘　要　循环程序的优化一直是程序优化的重点,循环分块作为一种典型的循环程序优化技术已被广泛地研究和应用.分块

大小的选择对循环程序的性能有着重要影响,分块大小的选择复杂多变且高度依赖程序和硬件.传统的静态分析和启发式经

验搜索的人工和时间成本过高,缺少通用性和可移植性.为此,考虑使用有良好高维表示特性的神经网络方法来学习程序与硬

件复杂交互过程中分块大小与程序性能的隐含关联.从问题规模、循环结构、循环内操作的局部性等方面抽取出一组新的２９
维特征,对问题规模为１０２４~２０４８的随机大小的６类内核程序(３维循环、２维数据)的数十万行示例进行实验.串行模型

(TSSＧT６)相比 GCCＧO２默认优化实现了６．６４倍的平均加速比,相比穷尽搜索实现了９８．５％的平均最大可用性能,相比 Pluto
默认分块优化实现了平均９．９％的性能提升.并行模型(TSSPＧT６ＧSearch)相比 OpenMP默认优化实现了２．４１倍的平均加速

比,相比穷尽搜索实现了９１．７％的平均最大可用性能,同时与Pluto默认分块并行优化相比得到了平均９％的性能提升.
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Abstract　Optimizationofloopprogramsisanimportanttopicinprogramoptimization．AsatypicaltechniqueofloopoptimizaＧ
tion,looptilinghasbeenwidelystudiedandapplied．Theselectionoftilesize,whichiscomplexandhighlydependentonprogram
andhardware,hasagreatimpactontheperformanceofloops．TraditionalapproachesbasedonstaticanalysisandheuristicexpeＧ
riencesearchhavehighcostoflaborandtime,andlackgeneralityandportability．Therefore,theneuralnetworkmethod,whichis

goodatrepresentinghighＧdimensionalinformation,isconsideredtolearnthehiddencorrelationbetweentilingsizeandprogram

performance,whichisaresultofcomplexinteractionbetweenprogramandhardware．Anewgroupoffeatureswith２９dimenＧ
sionsareextractedbasedonsizeoftheproblem,structureoftheloop,localityoftheoperationswithintheloop．Theexperiments
arecarriedoutonhundredsofthousandsoflinesofsixkindsofkernelprograms(３Dloop,２Ddata)withrandomsizesinthe
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１　引言

在科学计算中,一些重要应用程序的计算,尤其是数据密

集型程序的内核是循环的,相对于整个程序的运行时间,这些

循环的开销最大[１],优化循环可以提升整个程序的性能.为

了优化循环,需要充分理解程序在执行过程中的行为特征,如



缓存行为、硬件数据预取行为、局部性原理等.其目的是增加

数据重用,减少缓存冲突和减小未命中率,充分利用时间局部

性和空间局部性对循环程序进行优化.近年来,不少研究将

程序优化作为编译器优化的一部分,利用机器学习方法从最

佳参数因子选择、最佳编译选项组合和排序等方面进行研

究[２Ｇ４],如循环分块[５Ｇ７]、循环展开[７Ｇ８]、线程粗化[９]和映射[１０Ｇ１２]

等.

循环分块作为循环程序的一种经典的优化技术被广泛地

研究和应用[７],分块技术根据分块大小和形状对迭代空间进

行重新排序,然后进行计算,以减少数据重用距离,最小化缓

存未命中率,增强在更高级别内存层次结构中数据访问的友

好性,实现粗粒度并行.分块大小受到缓存行大小、关联度、
数据替换策略、硬件存储架构等多种因素的共同影响.当分

块过大时,数据无法充分利用缓存或寄存器空间进行重用,就
有可能被置换出去,从而导致缓存未命中的情况频繁发生;当
分块过小时,可能会造成较大的调度成本,无法充分发挥分块

带来的优势,最优和最差的分块大小可能导致性能相差数倍.

当涉及多层循环嵌套时,如果要对每层循环选择一个合适的

分块大小,就要考虑每层循环之间的各种数据依赖关系[５].

分块大小的选择策略可分为基于程序和硬件的静态分

析、基于样本空间的经验搜索和基于程序分块特征的机器学

习模型预测这三大类.基于程序和硬件的静态分析方法主要

通过分析访存过程中循环体数据的依赖关系,来综合考虑分

块执行的数据重用情况、分块中使用的数据在内存和缓存中

的布局[１３Ｇ１５]、缓存未命中和命中情况的边界、缓存替换策略、

容量未命中和冲突未命中的避免[１６Ｇ１７]、硬件的预取、数据的

向量化情况等因素,建立解析模型来指导分块的选择.静态

分析方法在理论假设和约束下分析分块过程各个方面的复杂

度,在减小缓存未命中率、降低各种冲突失效、提升数据重用、

充分利用时间和空间局部性方面有较好的表现,但是这类理

论且静态的分析方法在实际应用中仍然无法全面地考虑到更

多潜在的细节,无法精确模拟实际的复杂过程,建模过程相当

繁琐,且全靠手工来分析,成本代价过高,严重依赖硬件和程

序布局[５].基于样本空间的经验搜索将静态分析模型与经验

搜索相结合来执行启发式的搜索,通过静态分析模型构造出

指导样本空间迭代搜索的成本函数;然后考虑全局空间的特

征,在有效的修剪搜索空间中进行局部搜索,可以有效地缩减

搜索代价[１８Ｇ２０].基于空间搜索的方案通过实际尝试不同的参

数来进行多次迭代编译选优,往往可以获得优于静态分析方法

的性能,但是当面临多层循环和较大规模的数据时,要遍历这

种组合爆炸式的搜索空间,其时间成本仍让人望而却步[２１Ｇ２２].

基于机器学习的模型预测方法将循环分块问题看作在特

定计算机系统下,硬件与数据的复杂交互Ｇ决策过程(相关

性).目 前,研 究 人 员 常 采 用 神 经 网 络 的 方 法 进 行 研

究[６,２３Ｇ２６].例如,文献[６]利用神经网络选择最佳循环分块因

子,从９个程序内核中捕捉循环分块的时间和空间局部性特

征,手工选取 ６个特征,通过全连接神经网络模型实现了

８０％~９５％的最大可用性能.文献[２３]利用广义回归神经网

络(GeneralRegressionNeuralNetwork,GRNN)选择循环最

佳分块因子,从PolyBench和 BLAS基准程序测试套件中选

取２０个循环程序作为原始程序数据集;然后由人工来提取数

据集的特征,将包含问题规模(ProblemSize,PS)、最内层矢量

化特征V 以及各层数据访问的时间局部性和空间局部性一

同作为程序特征,实现了平均９０％的最大可用性能.文献

[２４]使用人工神经网络来预测给定基准的分块大小的性能分

布.通过针对７个基准的实验表明,该方法在识别分块大小

方面非常有效,从而使整个搜索空间的执行时间占全局最小

执行时间的１０％以内.以上研究表明,使用神经网络方法解

决 TSS问题 是 有 效 的,且 其 在 性 能 上 的 表 现 平 均 达 到 了

９０％,相比静态分析和经验搜索,大大减少了人工成本和时间

成本,是利用机器学习方法探索程序优化问题的有效尝试.
但是,一方面,手工提取的特征是否能够充分地反映程序运行

过程的特征还有待证明;另一方面,这些研究暂未充分考虑不

同问题规模的 TSS问题,且对于这些问题数据集的规模都比

较局限(数千个样本),是否能在更多的数据集样本上构建一

个充分考虑问题规模变化、样本数据量更大(上万或数十万)、

更为精确、性能更好、更加通用的基于神经网络的 TSS模型

成为本文研究的重点.
本文提出的基于神经网络的方法用于预测特定类别程序

的随机问题规模下的最佳分块大小.利用神经网络模型拟合

该问题的性能曲线,实现针对随机规模程序的执行时间预测,
然后根据预测的前１０％的执行时间选出候选最佳分块大小,

以进一步选出最佳分块的大小.基于 TSS的模型与相关研

究的对比如下:本文考虑了比文献[６,２３Ｇ２４]更为丰富的特征

集,在文献[２４]的基础上加入了操作数特征,并结合文献[２３]

的局部性特征分析方法重新构建了更为详尽的局部特征集;

本文针对循环结构进行分析和编码,这是以上基于神经网络

的 TSS研究都未考虑到的问题;此外,本文考虑了更为全面

的问题规模下的分块大小预测,相比同类型研究的数千的数

据量,本文使用的数据量达到了数十万.

２　研究背景

对于循环程序来说,分块和未分块的数据空间局部性有

着巨大的差异,以典型的三层循环下的二维数组乘法基准程

序 Matmul为例,图１(a)、图１(b)分别展示了利用工具 PluＧ
to[２７]对基准程序 Matmul分块前后的代码变化,用参数化的

因子I,J,K 表示从外到内的循环可能选择的分块大小.分

块后的源码由之前的三层循环增加到六层循环,前三层循环

用局部变量t１,t２,t３ 代表对应的循环层,这是用于控制分块

的块间(Intertile)循环;后三层循环用局部变量t４,t５,t６ 代表

控制分块的块内(Intratile)循环.值得一提的是,循环的局部

变量i,j,k在分块后顺序被调整为i,k,j,如图１(b)中对应的

t４,t５,t６,这是由 Pluto通过多面体相依性分析、整数线性规

划、启发式的确定循环变换,以最小化分块之间的通信开销处

理后的结果.本文中所有示例程序的分块都是基于 Pluto的

分块变换策略进行的.

为了直观地展示分块和未分块的循环程序在执行时间上

的差异,图２(a)展示了未分块和分块循环程序随问题规模的

执行时间的变化情况.问题规模(ProblemSize,PS)为４００~
４０００,间隔１００取方阵A,B,C作为 Matmul内核参与运算的

矩阵,参与运算的数据类型均为double;分块大小(TileSize,

TS)从１００开始以１００为间隔取至 PS,且每层循环的分块大

３６池昊宇,等:基于神经网络的循环分块大小预测



小都取相同的 TS,纵轴表示循环程序的执行时间.

＃pragmascop

　　for(inti＝０;i＜PS１;i＋＋){

　　　　for(intj＝０;j＜PS３;j＋＋){

　　　　　　for(intk＝０;k＜PS２;k＋＋){

　　　　　　　　C[i][j]＋＝A[i][k]∗ B[k][j];}}}

＃pragmaendscop

(a)分块前的源码

intt１,t２,t３,t４,t５,t６;

registerintlbv,ubv;

/∗ StartofCLooGcode∗/

if((PS１＞＝１)&&(PS２＞＝１)&&(PS３＞＝１)){

for(t１＝０;t１＜＝floord(PS１Ｇ１,I);t１＋＋){

　　for(t２＝０;t２＜＝floord(PS３Ｇ１,J);t２＋＋){

　　　　for(t３＝０;t３＜＝floord(PS２Ｇ１,K);t３＋＋){

　　　　　　for(t４＝I∗t１;t４＜＝min(PS１Ｇ１,I∗t１＋I－１);t４＋＋){

　　　　　　for(t５＝K∗t３;t５＜＝min(PS２Ｇ１,K∗t３＋K－１);t５＋＋){

　　　　　　　　lbv＝J∗t２;

　　　　　　　　ubv＝min(PS３Ｇ１,J∗t２＋J－１);

＃pragmaivdep

＃pragmavectoralways

　　　　　　for(t６＝lbv;t６＜＝ubv;t６＋＋){

　　　　　　　　C[t４][t６]＋＝A[t４][t５]∗ B[t５][t６];}}}}}}}

/∗ EndofCLooGcode∗/

(b)经Pluto分块处理后的源码

图１　基准内核 Matmul循环部分分块前后的源码

Fig．１　SourcecodeofMatmulloopunＧtilingandtilingwithPluto

(a)不同问题规模的循环程序未分块和分块下的执行时间对比

(b)不同问题规模的循环程序在不同分块下的执行时间分布

图２　分块与不分块情况下的循环程序执行时间对比

Fig．２　ComparisonofexecutiontimebetweentilingandunＧtiling

从图２可以看出,随着问题规模的增大,未分块和分块程

序的执行时间复杂度为 O(PS３),分块能大幅度地缩短程序

的执行时间.图２(b)单独展示了分块循环程序的执行时间随

问题规模变化的情况,可以看出,随着 PS规模的增大,不同

分块间的执行时间差异也逐渐增大,说明随着问题规模的增

大,不同的 TS对程序的执行时间有越来越大的影响,因此

TS的选择变得十分重要.对于某些反复用到的大型科学计

算内核,随机或按经验地选择一个分块大小,相比性能相对最

优的分块大小,随着程序规模的增大和程序的大量运行,累计

的差异也是巨大的.如图２(b)所示,对于PS在４０００左右的

程序,其最差分块和最优分块下单个程序的每次执行时间的

差异就超过了２０s,如果能找到“最优”分块性能或避免“最
差”分块性能,将带来可观的性能提升.

为了充分利用局部性原理提高数据的重用率,优化程序

的执行过程,需要理解缓存(Cache)的结构和工作机制[２８].

现代的高速缓存普遍采用多级缓存结构,将第k层的缓存Lk

(更快、更小的存储设备)作为第k＋１层的缓存Lk＋１(更大、更
慢的存储设备)的缓存.通常Lk＋１存储器被划分成连续的数

据对象 块 (Block),这 样 的 传 送 块 也 被 称 为 缓 存 行 (Cache
Line);数据总是以块为单位在第k层和第k＋１层之间来回

传送.以Intelcorei７处理器[２９](８核)的缓存(见表１)为例,

L１ 与L２,L２ 与L３ 之间传送的块大小都为６４B.从表１可以

看出,如果能够在L１ 中缓存命中,其访问时间只需要４个时

钟周期,在L２ 中命中需要１０个时钟周期,在L３ 中命中需要

４０~７５个时钟周期;如果第k层中没有缓存数据对象D,那
么就是缓存未命中(CacheMiss),因未命中会使后续策略的

时间代价急剧增加,如到内存中读取就要经历数百个时钟周

期.分块技术可以对原工作集进行合理划分,对迭代空间重

新排序和分块,以缩短数据重用距离,利用缓存结构中的数据

局部性原理,减少在缓存结构中可能由于不合理的数据重用

和依赖导致的反复替换和未命中行为,最小化缓存未命中,即
提升缓存的命中率,进而有助于实现粗粒度的并行.实际的

缓存结构更加复杂和多变,由于分块问题高度依赖硬件实现,
因此对循环分块问题的分析方法也必须详细考虑各种硬件细

节[３０].这不仅导致了问题的复杂性,同时也无法做到精确的

分析和通用的建模,是分块问题面临的一大挑战.

表１　多级缓存结构的参数信息

Table１　ParameterinformationofmultiＧlevelcachestructure

Type
Cycletime
(clocks)

Size
Cache
Line/B

相联度E 组数S

L１iＧcache ４ ３２kB×８ ６４ ８ ２１０
L１dＧcache ４ ３２kB×８ ６４ ８ ２１０

L２ １０ ２５６kB×８ ６４ ４ ２１１
L３ ４０~７５ １２MB ６４ １２ ２１４

３　构建TSS模型

本节将结合静态分析模型讨论样本空间、问题特征等相

关问题.使用神经网络模型来估计性能分布,必须承认无法

穷尽所有的参数配置,必须通过合理的采样和剪枝,保留最具

代表性的数据特征来训练模型.

TSS模型的构建过程如下:１)评估搜索空间的一部分,收
集程序和限制搜索空间;２)进行程序的特征工程,包括预处理

和特征编码;３)利用穷尽搜索获得对应程序和分块大小选择

的执行时间;４)构建给定程序和数据集大小的人工神经网络

(ANN);５)使用基于 ANN模型的预测数据(执行时间),围绕

性能(执行时间)分布的预测执行时间的最小值来确定一组

(１０％)预测的最小执行时间,值得注意的是,不需要完全拟合

整个非线性的曲线,只需要拟合好性能曲线的最低点的局部

曲线就足以支撑在此基础上选择对应的分块大小;６)选择执

行时间从短到长前１０％的样本所对应的候选分块集,按照随

机策略或进一步搜索策略确定最佳块.实验数据收集和测试
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的平台配置如下:操作系统为６４位 Linux４．４．０,编译器为

GCC５．４．０,处理器为Intel(R)Core(TM)i７Ｇ９７００FCPU,主
频为３．００GHz,核心数为８,内存为８GB.

３．１　数据集

从PolyBench[３１]和 BLAS中选取的基准程序内核如表２
所列,这些内核都是三层循环下的二维矩阵或向量运算,这些

基准程序是在科学计算中常用的,同时众多的循环分块研究

也都不同程度地选取了这些基准程序作为源数据,例如文献

[６,２３Ｇ２５,３１Ｇ３３]等.

表２　所选用的基准程序

Table２　Selectedbenchmarkprocedures

Kernel Briefdescription
Matmul Matrixmultiplication
Dsyrk SymmetricrankＧkupdate
Dsyr２k SymmetricrankＧ２kupdate
Tmm Triangularmatrixmultiplication(threematrices)

Trmm Triangularmatrixmultiplication(twomatrices)

Gemm GeneralizedmatrixmultiplicationfromBLAS

(１)串行(单核)实验数据收集.以 GCCＧO２的执行时间

为基准,使用Pluto的Ｇtile进行分块代码转换,并参数化分块

大小,以 GCCＧO２执行编译优化收集实验数据.
(２)并行(八核)实验数据收集.首先使用 PlutoＧparallel

将串行代 码 转 换 为 并 行 程 序,然 后 用 OpenMP(Ｇfopenmp,

ＧO２)指导并行,以此作为并行条件下的基准;使用 Pluto的Ｇ
tileＧparallel进行 并 行 化 和 分 块,并 参 数 化 分 块 大 小,再 用

OpenMP(Ｇfopenmp,ＧO２)指导并行收集实验数据.

３．２　问题规模

从图１(b)可以看出,当PS较小时,分块和未分块对程序

性能的影响很小,进行分块的额外成本反而淹没了提升的性

能.首先考虑PS的单个维度为１０２４至２０４８的矩阵,本文

与文献[６,２３,２４]的不同点之一就是广泛考虑了不同矩阵大

小对分块问题的影响.例如,文献[６]考虑了大小为１０００×
１０００和３０００×３０００左右较小范围的问题规模;文献[２３]只

考虑了几种特定(大小分别为５１２×１２,１０２４×１０２４,２０００×
２０００,４０００×４０００)规模的数据;文献[２４]只针对大小为

６００×６００这一种问题规模.实验表明,矩阵大小的差异是影

响分块选择的重要因素,而且并不能通过某一大小的 PS代

表其周围大小PS的情况.因此,本文的问题规模是在一定

范围内的符合二维数组(可视为矩阵)运算规则的随机大小组

合,这样的数据更符合实际情况下的优化任务.

３．３　分块大小(TileSize,TS)
为了获得不同问题规模和分块大小组合下的数据,必须

选择合理且具有代表性的分块大小样本空间.在复杂度方

面,当非立方体块在三层循环问题中时,假设针对每层循环的

候选分块 TS为 N,那么对于三层循环,其分块的空间就为

N３;此外,考虑立方体的文献一般固定矩阵大小或使其在小

范围内变化,但本文为了充分考虑矩阵的大小,先限定立方体

分块,再考虑非立方体分块的作用.在寻找大数据集的最佳

分块大小时,收集有限范围的最佳分块是一种有效的剪枝

策略[２４].

分块取值问题包括分块大小的范围和间隔的选择,具体

确定思路如下:１)分块的取值应小于问题规模的正整数;２)立

方体 分 块 的 间 隔 选 择 是 CLS＝cacheline\/sizeof(DataＧ
Type)的倍数;３)选择的立方体分块所对应的工作集应当充

分利用L２缓存:４)避免过大分块带来的边界递减效应,即额

外的重用导致了回报递减,分块的大小超过PSmin/２之后程

序执行时间绝大部分都延迟了(我们在更广泛的内核和问题规

模下都得到了相似的现象).根据上述思路,分块的取值为:

UL＝min sqrt L２
sizeof(DataType)( ) ,PSmin１/２( ) (１)

TS＝k∗CLS,k＝１,２,３,􀆺,UL/CLS (２)

其中,L２ 的大小为２５６kB,DataType为double,缓存行大小为

６４B.

３．４　循环结构特征

文章首页 OSID 码中给出了６类 Kernel循环结构的差

异,这些 Kernel的主要不同点在于每层循环初始化不同.由

此可以分析得出表３所列的结构特征:i,j,k分别表示由最外

层循环到最内层循环的局部变量,以 Matmul为例,其由外到

内的循环i,j,k的初始化都是０,因此在表３中对应初始化位

置取１,即其结构特征在样本空间的结构特征中被编码成

１１０１００,同 理 Tmm 被 编 码 成 １０１０１０,Dsyrk 被 编 码 成

１１０００１.值得注意的是,由于所有示例中第一层循环的局部

变量的初值都为０,因此从编码的角度,该特征值都为１,故在

实际的训练过程中可以不加入该项特征进行训练.

表３　循环程序结构的特征

Table３　Featuresofloopprogramstructure

下标

初始值

i
０

j
０ i

k
０ i j

Matmul １ １ ０ １ ０ ０
Tmm １ ０ １ ０ １ ０
Dsyrk １ １ ０ ０ ０ １
Dsyr２k １ １ ０ ０ ０ １
Trmm １ ０ １ ０ １ ０
Gemm １ １ ０ １ ０ ０

３．５　读写过程中的局部性特征

除了考虑循环程序的循环结构特征外,还需要考虑每层

循环与内循环操作之间的数据读取及预取特征.为了更好地

区分分块循环维数之间的效果差异,准确地捕捉和编码程序

特征,我们严格按照由内层循环到外层循环的顺序进行分析.

L１ 表示第一层循环的局部性特征,L２ 表示第二层循环的局

部性特征,L３ 表示第三层循环的局部性特征.受文献[６,２４]
的启发,进一步针对块内(Intratile)的每层循环的局部特征,

依据内循环的操作按照读(Read,R)/写(Write,W)、可预取

(Prefetched,P)成向量/不可预取(NonＧPrefetched,NP)向量/

常量式不依赖(Invariant,I)等行为,组合成关于读(R)的 RP,

RNP,RI特征和关于写(W)的 WP,WNP,WI特征,进一步添

加操作数(OperandNumber,ON)特征,该特征表示内循环中

参与计算的矩阵/向量的个数.针对所选 Kernel,以上特征满

足如下约束:１)WP,WNP,WI互斥;２)ON－１＝RP＋RNP＋
RI.表４列出了部分 Kernel的局部性特征.下面以 Matmul
为例,分析由内至外的循环.首先是块内(Intratile)循环中的

最内层循环L３,L３(j)表示当前循环层的局部变量对应分块

前的j层循环,类似地,进一步分析L２(k)和L１(i).值得注

意的是,Matmul分块后原始循环的iＧjＧk 顺序变成了iＧkＧj的

块内循环顺序,这是 Pluto根据循环的自动调整策略.MatＧ
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mul的局部性特征分析和编码过程如下.首先,对于最内层

循环L３,由于变换的是j,因此:１)B[k][j],C[i][j]可读预取

(重用),即RP＝２;２)A[i][k]为RI,即RI＝１;３)C[i][j]可
写预取(重用),即 WP＝１.其次,对于第二层循环L２,由于

此时变换的是k,因此:１)只有A[i][k]可读预取,即RP＝１;

２)B[k][j]无法读预取,故RNP＝１;３)C[i][j]可读写重用,

不依赖k,即WI＝１,RI＝１.最后,对于最外层循环L１,由于

此时变换的是i,因此:１)A[i][k],C[i][j]读无法预取,即

RNP＝２;２)C[i][j]写无法预取,即 WNP＝１;３)B[k][j]可
读重用,与i无关,因此RI＝１.

表４列出了 Matmul和 Dsyr２k内核的局部性特征分析

情况.按照以上的规则可以对随机符合三层嵌套Ｇ二维数据

的循环进行特征抽取.

表４　循环程序内循环操作的局部性特征

Table４　LocalityfeaturesofinnerＧnestoperationinloopprogram

ON RP RNP RI WP WNP WI
Matmul C[i][j]＋＝A[i][k]∗B[k][j]

L３(j) ４ ２ ０ １ １ ０ ０
L２(k) ４ １ １ １ ０ ０ １
L１(i) ４ ０ ２ １ ０ １ ０
Dsyr２k C[j][k]＋＝A[i][j]∗B[i][k]＋B[i][j]∗A[i][k]
L３(k) ６ ３ ０ ２ １ ０ ０
L２(j) ６ ２ １ ２ ０ １ ０
L１(i) ６ ０ ４ １ ０ ０ １

３．６　特征汇总

本节从问题规模(PS)、分块大小(TS)、循环结构(Loop
Structure)以及内循环操作在每层嵌套循环的局部性表现

(Locality)等方面构建了特征集,汇总成表５所列的应用到神

经网络中的特征及其取值范围,共计２９个有效特征.

表５　特征及其取值范围

Table５　Featuresandtheirrangeofvalues

FeatrueType Featrues values

PS
PS１ １０２４~２０４８
PS２ １０２４~２０４８
PS３ １０２４~２０４８

TS TS ８,１６,􀆺,５１２

LoopStructure

Loop１(l１＝０) １
Loop２(l２＝０) ０,１
Loop２(l２＝l１) ０,１
Loop３(l３＝０) ０,１
Loop３(l３＝l１) ０,１
Loop３(l３＝l２) ０,１

Locality
(Li,i＝１,２,３)

LiＧRP ０,１,２,３
LiＧRNP ０,１,２,３,４
LiＧRI ０,１,２
LiＧWP ０,１
LiＧWNP ０,１
LiＧWI ０,１

OperandNumbers ON ４,６

４　实验与评估

４．１　神经网络

本文将 TSS问题分解为,利用 ANN 对执行时间的回归

预测和基于预测结果对分块大小进行选择.实验中,各种问

题规模的特征向量都包含了第一层循环的上界(矩阵PS１ 的

尺寸)、第二层循环的上界(矩阵PS３ 的尺寸)、第三层循环的

上界(矩阵PS２ 的尺寸)、分块大小TS,６个结构特征、１８个循

环数据特征、１个操作数特征,共计２９个特征.因此,ANN
的结构是由输入层(２９个神经元)、第一隐层(３２个神经元)、

第二隐层(３２个神经元)、输出层(１个神经元)构成的全连接

网络.

(１)训练集/验证集/测试集.首先,按 Kernel类别生成

和收集数据,对于每个 Kernel,PS的大小为１０２４~２０４８,生

成了５００个不同的样例,每个样例对应６４个不同的分块组合

(按照４．３节的选取标准),共生成３２０００行数据用于训练,其

中训练集与验证集之比为 ９∶１(留数据的１０％作为验证集以

进行交叉验证),按同样的方式生成另外１００个样例(６４００
行)用于测试.为了获得每个样例的实际执行时间,需要进行

启发式详尽搜索.将 ６类 Kernel的数据集汇总,训练集、验

证集与测试集的比重为１７２８００∶１９２００∶３８４００＝９∶１∶２.串行

和并行实验的数据单独收集,且规模一致.

(２)数据预处理.对数据集中的每列(维)对应进行 MinＧ

Max标准化(MinＧMaxNormalization),使结果落到[０,１]区

间,增强模型数据的健壮性,有助于模型的训练.转换函数

如下:

data_Normali＝datai－mini

maxi－mini
(３)

其中,datai 表示第i列的原始数据,maxi 为第i列的最大值,

mini 为第i列的最小值,data_Normali 为标准化后的第i列

数据.

(３)HuberＧloss损失函数.它是一个用于回归问题的带

参数分段损失函数,优点是能增强平方误差损失函数对离群

点的鲁棒性.给定一个δ,当预测偏差小于δ时,它采用平方

误差,当预测偏差大于δ时,将Loss减小,使用线性函数.这

种方法能降低奇异数据点对于Loss计算的权重,降低了对离

群点的惩罚程度,是一种常用的鲁棒的回归损失函数.在本

文模型中,超参数δ为２．０,定义如下:

L(y,f(x))＝

１
２

(y－f(x))２, if|y－f(x)|≤δ

δ􀅰 |y－f(x)|－１
２δ( ) ,else

ì

î

í

ïï

ïï

(４)

(４)激活函数.tanh的输出区间为(－１,１),整个函数是

以０为中心的,定义如下:

tanhx＝sinhx
coshx＝ex－e－x

ex＋e－x (５)

(５)优化器.采用 RMSProp优化器,对权重 w 和偏置b
的梯度使用微分平方加权平均数,用来修正摆动幅度,使得各

个维度的摆动幅度都较小,并且也使网络函数收敛得更快.

(６)Dropout.在第二隐层和输出层之间加上 Dropout
层,参数设置为０．８.文献[３４]指出,当在较小的数据集上训

练复杂的前馈神经网络时,容易造成过拟合,为了防止过拟

合,可以通过阻止特征检测器的共同作用来提高神经网络的

性能.Dropout作为一种防止模型过拟合的有效技术,已被

广泛应用于各种神经网络模型.

(７)其他超参数.经过经验调整,学习率取值为０．０００５
或０．０００１,BatchSize选择５１２.
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４．２　后处理

TSS模型的输出是预测的执行时间,要得到“最佳”分块

大小的预测,就需要进行后处理,根据所面临的不同问题采取

不同的后处理方式.最佳分块可以是模型预测出的最短时间

对应的块,我们称此模型为 TSSTopＧ１(１％),简称 TSSＧT１,

但是由于模型存在误差,模型预测的最短时间和实际执行的

真实最短时间未必一致,如果严格按照最短预测时间选择分

块大小,则可能与真实最佳分块有较大的偏差.图３给出了

在并行实验中真实执行时间与模型预测时间的拟合曲线.

(a)Trmm

(b)Matmul

(c)Dsyrk

图３　真实执行时间与模型预测时间的对比示例(电子版为彩色)

Fig．３　Exampleofcomparisonbetweenrealexecutiontimeand

modelpredictiontime

１)https://github．com/CharlieCurry/TSS１．０

图３(a)中真实的最佳分块大小为５６(黑色辅助线),预测

的最佳分块大小为１８４(绿色辅助线),两者之间的差别很大.

图３(b)、图３(c)中真实的最佳分块分别为７２和２３２,预测的

最佳分块大小分别为８０和２４０,分块大小差别不大,但是时

间差别较大.为解决这个问题,从图３(a)－图３(c)中均可以

看出,如果根据预测时间最短的前１０％(红色辅助线之下)选
择分块(共６种候选块),则可以捕捉到真实的最佳块.因此,

对于这些候选块,我们提供了两种策略:１)TSSTopＧ６(１０％)

Random,简称 TSSＧT６ＧRandom,从６个候选分块中随机选择

一个,用期望时间衡量其性能;２)TSSTopＧ６(１０％)Search,

简称 TSSＧT６ＧSearch,对６种分块逐个编译执行,以真实的时

间为依据选出最佳块,该策略适用于迭代编译的应用场景,即
用一次较高的离线编译代价换取在线部署可执行程序性能的

提升.注意到,TSSＧT６ＧRandom 与 TSSＧT６ＧSearch相比,不

需要在编译阶段执行程序,因此 TSSＧT６ＧRandom的编译效率

高于 TSSＧT６ＧSearch;相反,TSSＧT６ＧSearch通过编译阶段的

尝试执行,牺牲了很小一部分时间代价换取了比 TSSＧT６Ｇ
Random更好的分块性能.总之,两者各有优劣,在不同的应

用场景下,应权衡性能和效率之间的利弊进行选择.

４．３　评价指标

(１)标准化时间(NormalizationTime)刻画了预测的最佳

分块的真实时间TM 和真实最佳分块的执行时间TO 之比,该
度量刻画了预测的性能相比最佳性能的偏离程度,其越接近

１越好.

TN ＝TM

TO
(６)

(２)加速比(Speedup,S)的定义如下:

S＝TB

TM
(７)

其中,TB 为不经过分块优化的基线(Baseline)性能表现下的

执行时间,本文在单核串行实验中选取 GCC(ＧO２)为基线,在
多核并行实验中选取 GCC(Ｇfopenmp,ＧO２)为基线;TM 为采

用 TSS模型进行实验的执行时间.该指标刻画了采用的优

化方法所带来的性能的加速程度.
(３)最 大 可 用 性 能 (Maximum AvailablePerformance,

MAP)的定义如下:

MAP＝TB－TM

TB－TO
×１００％ (８)

其中,TB 为基准的执行时间,TM 为所考虑的方法的执行时

间,TO(０＜TO＜T)是最佳性能的方法的执行时间;当TM 趋

近于TO 时获得最大的可用性能为１００％.该度量指标越接

近１００％越好.
(４)性能提升(PerformanceImprovement,PI).该指标常

用来比较两种方法之间的性能差异,定义如下:

PI＝
(Sa－Sb)

Sb
×１００％ (９)

其中,Sa 表示a方法的加速比,Sb 一般表示某一基准方法的

加速比.

５　结果与评价

５．１　单核串行

图４(a)给出了在单核串行实验１)中 TSSＧT１,TSSＧT６,

TSSＧT６ＧSearch这３个模型和 Pluto默认优化的标准化时间

的对比.可以看出,３种评估模型在每类 Kernel上相比Pluto
默认优化的标准化执行时间都更接近１,即获得的分块性能

更好.TSSＧT１和 TSSＧT６选择出的最佳分块性能相当,TSSＧ
T６ＧSearch模型的性能稍好于前两者,当然这是用实际搜索时

间换取的性能提升.对于单核串行实验,用 TSSＧT６模型已

然可以获得可观的性能(标准化执行时间平均为１．０５倍),已
逼近最佳执行时间.图４(b)、图４(c)分别给出了使用 TSSＧ
T６模型时在单核实验下针对６类 Kernel测试集的加速比、

最大可用性能及其平均(AVG)情况.TSSＧT６模型对于每类

Kernel获得的加速比相比Pluto默认分块优化均有一定的提
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升,平均从 ６．０４倍提升到 ６．６４倍;最大可用性能平均从 ９４．７％提升至９８．５％,几乎到达了性能提升的上限.

(a)标准化执行时间

(b)加速比 (c)最大可用性能

图４　串行实验

Fig．４　Serialexperiment

５．２　多核并行

图５(a)给出了在并行(Parallel)情形下 TSSＧT１,TSSＧT６Ｇ
Random,TSSＧT６ＧSearch这３个模型和 Pluto默认优化的标

准化执行时间的对比,为与串行模型区别开来,将这３种模型

命名为 TSSPＧT１,TSSPＧT６ＧRandom,TSSPＧT６ＧSearch.可以

看出,TSSPＧT１比 TSSPＧT６ＧRandom选择出的最佳分块性能

总体要差,这是由于若 TSSPＧT１只 取 预 测 的 最 小 执 行 时

间则可能陷入局部最优,从而影响最佳分块的选择;TSSPＧ
T６ＧRandom 则是在此基础上选择预测的前１０％作为候选

最佳分块,有效地避免了 TSSPＧT１陷入局部最优解,因此

TSSPＧT６ＧRandom 模型选 择 出 的 分 块 性 能 稍 好;TSSPＧT１
和 TSSPＧT６ＧRandom 的性能提升总体低于 Pluto,但 TSSPＧ
T６ＧSearch在每个 Kernel上均优于 Pluto,此时的平均标准

化执行时间约为１．０６倍.图５(b)、图５(c)分别展示了使

用 TSSPＧT６ＧSearch模型在多核并行情形下针对每类 KerＧ
nel测试集的加速比、最大可用性能及其平均(AVG)情况.

在该模型中,如 图 ５(b)所 示,平 均 加 速 比 为 ２．４１,优 于

Pluto的２．２１.图 ５(c)则 展 示 了 TSSPＧT６ＧSearch模 型 能

够达到９１．７％的最大可用性能,优于 Pluto７９．６％的最大

可用性能.

(a)标准化执行时间

(b)加速比 (c)最大可用性能

图５　并行实验

Fig．５　Parallelexperiment
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５．３　结果分析

多核实验由于涉及的问题更加复杂,原本在单核串行实

验中表现良好的 TSSPＧT６ＧRandom 模型在多核并行实验中

却表现较差,首先这是由于并行(八核)会导致每个核处理的

数据规模约为原来的１/８,这使得分块并行的收益低于分块

串行的收益,从图４(b)和图５(b)可以看出,分块并行相对基

准的收益只有分块串行相对基准收益的１/３;TSSPＧT６ＧRanＧ
dom与Pluto相比,有的 Kernel表现较好,有的 Kernel表现

较差,总体上略差,这是由本身问题的复杂性提升所导致的;

其次,并行回归模型相对串行模型的误差较大,从而导致模型

捕捉执行时间性能的曲线不够准确.为此,在 TSSPＧT６ＧRanＧ
dom模型的基础上从预测出的分块候选集(６个)中进一步筛

选出最佳分块(１个),虽然对６个分块的实际搜索带来了时

间成本的提升,但是 TSSPＧT６ＧSearch模型的性能是值得肯定

的(优于Pluto),且时间成本在可接受的范围内.事实上,多
核并行本身就是一种更大粒度意义上的分块,对本实验而言,

大部分的性能收益可能出自最外层的分块方式,相反,如果再

对内部循环进行分块,其收益性能的提升和带来的额外开销

相比,可能就微乎其微了.总之,多核并行情况下的 TSSPＧ
T６ＧSearch模型仍然能够选择出比 Pluto性能更好的分块大

小.串行实验和Pluto默认分块优化相比实现了平均９．９％
的性能提升,并行实验和 Pluto默认分块并行优化相比得到

了平均９％的性能提升.

无论是串行情况下的 TSSＧT６模型还是并行情况下的

TSSPＧT６ＧSearch模型,都实现了找出的分块性能逼近穷尽搜

索下的最佳性能,相比传统的迭代编译或穷尽搜索,在模型的

部署阶段大大降低了成本,无须实际编译和运行或者只需要

很少量的编译和运行.在收集数据进行穷尽搜索时耗费的时

间较长(串行实验和并行实验各耗费２０余天和１０余天来收

集相关数据),当然这个时间成本是所有模型都必须面对的;
一旦将数据收集完毕,就可以在十几分钟内利用搭建好的神

经网络来训练模型;进一步地,一旦 TSS模型训练完成,就能

够在０．０１３s至０．０１６s的时间内对特定问题规模的程序最佳

分块大小进行预测.值得一提的是这种预测还可以批量进

行,预测所耗费的时间并不会随预测数量的增多而线性增长;

相反,如果使用穷尽搜索或迭代编译,每个用例的实际编译执

行时间在数十秒到上百秒不等.总之,TSS模型相比穷尽搜

索或迭代编译有更好的效率、更低的成本,同时逼近穷尽搜索

能达到的最佳性能表现.

结束语　本文探索了使用基于人工神经网络的针对特定

规模的类矩阵乘法执行时间预测模型,进一步构建了最佳分

块大小预测模型.首先将提取的程序原始特征作为输入,执
行时间作为输出,构建基于人工神经网络的回归模型;然后根

据预测的执行时间反推分块大小.本文提出了一组新的基于

矩阵问题规模、分块大小、循环结构以及每层循环对内循环操

作的数据预取的程序特征,以此在特定硬件条件下构建 TSS
模型.实验表明,该模型的效率优于迭代编译和穷尽搜索,性
能上逼近穷尽搜索的最佳性能.未来,我们将扩充内核数量

和多样性、增大问题规模、补充硬件特征、增强模型的可移植

性,探索 通 过 程 序 理 解[３５Ｇ３６]技 术 自 动 提 取 和 表 示 特 征 的

方案.

参 考 文 献

[１]　KASPERSKY K．CodeOptimization:Effective Memory Usage
[M]．AＧListPublishing,２００３．

[２]　ASHOURIA H,PALERMO G,CAVAZOSJ,etal．Automatic

TuningofCompilersUsingMachineLearning[M]．SpringerInＧ

ternationalPublishing,２０１８．
[３]　WANGZ,O’BOYLEM．MachinelearningincompileroptimizaＧ

tion[J]．ProceedingsoftheIEEE,２０１８,１０６(１１):１８７９Ｇ１９０１．
[４]　ASHOURIAH,KILLIAN W,CAVAZOSJ,etal．ASurveyon

CompilerAutotuningusingMachineLearning[J]．ACMCompuＧ

tingSurveys,２０１８,５１(５):１Ｇ４２．
[５]　LIUS,WU W G,ZHAOB,etal．LooptilingtechnologyforloＧ

calandparalleloptimization[J]．ComputerresearchanddevelopＧ

ment,２０１５,５２(５):１１６０Ｇ１１７６．
[６]　YUKIT,RENGANARAYANAN L,RAJOPADHYES,etal．

Automaticcreationoftilesizeselection models[C]∥ProceeＧ

dingsofthe８thannualIEEE/ACMinternationalsymposiumon

Codegenerationandoptimization．ACM,２０１０:１９０Ｇ１９９．
[７]　KISUKIT,KNIJNENBURGP M W,O＇BOYLE M FP．ComＧ

binedSelectionofTileSizesandUnrollFactorsUsingIterative

Compilation[C]∥Proceedings２０００InternationalConferenceon

ParallelArchitecturesandCompilationTechniques．Piscataway,

NJ:IEEE,２０００:２３７Ｇ２４６．
[８]　STEPHENSON M,AMARASINGHE S P．Predicting unroll

factorsusingsupervisedclassification[C]∥InternationalSymＧ

posiumonCodeGeneration& Optimization．IEEE,２００５．
[９]　CUMMINSC,PETOUMENOSP,WANGZ,etal．EndＧtoＧend

deeplearningofoptimizationheuristics[C]∥２０１７２６thInternaＧ

tionalConferenceon Parallel Architecturesand Compilation

Techniques(PACT)．IEEE,２０１７:２１９Ｇ２３２．
[１０]ASHOURIA H,MARIANIG,PALERMO G,etal．Cobayn:

Compilerautotuningframeworkusingbayesiannetworks[J]．

ACM Transactions on Architecture and Code Optimization
(TACO),２０１６,１３(２):１Ｇ２５．

[１１]WANG Z,O’BOYLE M F P．Mappingparallelism to multiＧ

cores:amachinelearningbasedapproach[C]∥ACM Sigplan

Notices．ACM,２００９:７５Ｇ８４．
[１２]CASTRO M,GOESLF W,RIBEIRO CP,etal．A machine

learningＧbasedapproachforthread mappingontransactional

memoryapplications[C]∥２０１１１８thInternationalConference

onHighPerformanceComputing．IEEE,２０１１:１Ｇ１０．
[１３]KIM D G,RENGANARAYANAN L,ROSTRON D,etal．

MultiＧleveltiling:Mforthepriceofone[C]∥Proceedingsofthe

２００７ACM/IEEE conferenceon Supercomputing(SC’０７)．

IEEE,２００７:１Ｇ１２．
[１４]MEHTAS,BEERAKAG,YEW PC．TilesizeselectionrevisiＧ

ted[J]．ACM TransactionsonArchitectureandCodeOptimizaＧ

tion(TACO),２０１３,１０(４):１Ｇ２７．
[１５]MEHTAS,GARG R,TRIVEDIN,etal．Turbotiling:LeveraＧ

gingprefetchingtoboostperformanceoftiledcodes[C]∥ProＧ

ceedingsofthe２０１６InternationalConferenceonSupercompuＧ

９６池昊宇,等:基于神经网络的循环分块大小预测



ting．ACM,２０１６:１Ｇ１２．
[１６]CHAMEJ,MOONS．Atileselectionalgorithmfordatalocality

andcacheinterference[C]∥Proceedingsofthe１３thInternatioＧ

nalConferenceonSupercomputing．ACM,１９９９:４９２Ｇ４９９．
[１７]COLEMANS,MCKINLEYKS．Tilesizeselectionusingcache

organizationanddatalayout[J]．ACMSIGPLANNotices,１９９５,

３０(６):２７９Ｇ２９０．
[１８]YOTOV K,PINGALI K,STODGHILL P．Think globally,

searchlocally[C]∥Proceedingsofthe１９thannualinternational

conferenceonSupercomputing．ACM,２００５:１４１Ｇ１５０．
[１９] WHALEY RC,DONGARRAJJ．Automaticallytunedlinear

algebrasoftware[C]∥Proceedingsofthe１９９８ ACM/IEEE

ConferenceonSupercomputing(SC’９８)．IEEE,１９９８:３８Ｇ３８．
[２０]WHALEYRC,PETITETA,DONGARRAJJ．AutomatedemＧ

piricaloptimizationsofsoftwareandtheATLASproject[J]．

Parallelcomputing,２００１,２７(１/２):３Ｇ３５．
[２１]SHIRAKOJ,SHARMAK,FAUZIAN,etal．Analyticalbounds

foroptimaltilesizeselection[C]∥InternationalConferenceon

CompilerConstruction．Springer,Berlin,Heidelberg,２０１２:１０１Ｇ

１２１．
[２２]FRAGUELABB,CARMUEJA M G,ANDRADED．Optimal

TileSizeSelectionGuidedbyAnalyticalModels[C]∥Parallel

Computing,２００５:５６５Ｇ５７２．
[２３]LIUS,CUIY,JIANG Q,etal．Anefficienttilesizeselection

modelbasedonmachinelearning[J]．JournalofParallelandDisＧ

tributedComputing,２０１８,１２１:２７Ｇ４１．
[２４]RAHMAN M,POUCHETLN,SADAYAPPANP．NeuralnetＧ

workassistedtilesizeselection[C]∥InternationalWorkshopon

AutomaticPerformanceTuning．Berkeley,CA:SpringerVerlag．

２０１０．
[２５]MALIKA M．Optimaltilesizeselectionproblemusingmachine

learning[C]∥２０１２１１thInternationalConferenceon Machine

LearningandApplications．IEEE,２０１２,２:２７５Ｇ２８０．
[２６]BENGIOY,COURVILLEA,GOODFELLOWIJ．DeeplearnＧ

ing:adaptivecomputationandmachinelearning[J]．Bengio．A．

Courville,２０１６,３:５６Ｇ６９．
[２７]BONDHUGULAU,HARTONOA,RAMANUJAMJ,etal．A

practicalautomaticpolyhedralparallelizerandlocalityoptimizer
[C]∥Proceedingsofthe２９thACM SIGPLAN Conferenceon

Programming Language Design and Implementation．ACM,

２００８:１０１Ｇ１１３．
[２８]ALAN JS．Cache Memories [J]．ACM ComputingSurveys,

１９８２,１４(３):４７３Ｇ５３０．
[２９]LEVINTHAL D．Performanceanalysisguideforintelcorei７

processorandintelxeon５５００processors[J]．IntelPerformance

AnalysisGuide,２００９,３０:１８．
[３０]PATTERSONDA,HENNESSYJL,GOLDBERGD．ComputＧ

erarchitecture:aquantitativeapproach[M]∥ComputerArchiＧ

tecture:AQuantitativeApproach．MorganKaufmannPublishers

Inc．２００８,１５３Ｇ１６２．
[３１]POUCHET L N．Polybench:Thepolyhedralbenchmarksuite

[J/OL]．http://www．cs．ucla．edu/pouchet/software/polyＧ

bench,２０１２．
[３２]IPEKE,MCKEESA,SINGH K,etal．Efficientarchitectural

designspaceexploration via predictive modeling[J]．ACM

TransactionsonArchitectureandCodeOptimization(TACO),

２００８,４(４):１Ｇ３４．
[３３]LEATHERH,BONILLAE,O’BOYLE M．Automaticfeature

generationfor machinelearningbasedoptimizingcompilation
[C]∥Proceedingsofthe７thannualIEEE/ACMInternational

SymposiumonCodeGenerationandOptimization．IEEEComＧ

puterSociety,２００９:８１Ｇ９１．
[３４]HINTONGE,SRIVASTAVAN,KRIZHEVSKYA,etal．ImＧ

provingneuralnetworksbypreventingcoＧadaptationoffeature

detectors[J]．arXiv:１２０７．０５８０,２０１２．
[３５]LIUF,LIG,HUX,etal．ResearchprogressofprogramunderＧ

standingbasedondeeplearning[J]．ComputerResearchandDeＧ

velopment,２０１９,５６(８):１６０５Ｇ１６２０．
[３６]JINZ,LIUF,LIG．Programunderstanding:presentandfuture

[J]．JournalofSoftware,２０１９,３０(１):１１０Ｇ１２６．

CHI HaoＧyu,born in １９９６,postgraＧ

duate．His mainresearchinterestsinＧ

cludecompiler optimization and maＧ

chinelearning．

CHEN ChangＧbo,bornin１９８１,Ph．D,

associateprofessor．His mainresearch

interestsincludesymbolicＧnumericcomＧ

putation,automaticparallelizationand

optimzationofcomputerprogramsand

machinelearning．

０７ ComputerScience 计算机科学 Vol．４７,No．８,Aug．２０２０




