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种新的基于最大边缘准则的监督流形学习方法 

袁 臀 杨瑞国。 原 媛。 雷迎科。 

(合肥学院网络与智能信息处理重点实验室 合肥 230022) (电子工程学院 合肥 230037)。 

摘 要 在深入研究局部样条嵌入算法(LSE)的基础上，引入明确的线性映射关系，构建平移缩放模型和正交化特征 

子空间，提出了一种正交局部样条判别投影算法(O-LsDP)，有效解决了原始 LSE算法存在的两介主要问题：样本外 

点学习问题和无监督模式学习问题。该算法能够应用于模式分类问题并显著改善算法的分类识别能力。在标准人脸 

数据库上进行的实验比较分析验证了该算法的有效性与可行性。 
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Abstract Based on the analysis of local spline embedding(LqE)method，we proposed an efficient feature extraction al— 

gorithm called orthogonal local spline discriminant projection(O-LSDP)．By introducing an explicit linear mapping，con— 

strutting different translation and resealing models for different classes as well as orthogonalizing feature subspace，O- 

LSDP can effectively circumvent the two major shortcomings of the original IN[algorithm，i．e．，out-of-sample and un- 

supervised learning．O-I~DP not only inherits the advantages of LSE which uses local tangent space as a representation 

of the local geometry so as to preserve the local structure，but also makes ful1 use of class information and orthogonal 

subspace tO significantly improve discriminant power．Extensive experiments on standard face databases and plant 1eaf 

data set verify the feasibility and effectiveness of the proposed algorithm． 

Keywords Feature extraction，Subspace learning，Local spline embedding，Maximum margin criterion，Ma nifold learning  

1 引言 

流形学习方法假定输入数据是嵌入在高维观测空间的低 

维流形上，其 目的是找出高维数据中所隐藏的低维流形结构。 

经典的流形学习方法包括等距特征映射算法(ISOMAP)__1]、 

局部 线 性嵌 入算 法 (LLE)l2 】、Laplacian特 征 映 射算 法 

(LE)c4,53、Hessian特征映射算法 (HLLE)l6]、最大差异展开 

算法(MⅥ I)【 ]、局部切空间排列算法(LTSA)_9]、黎曼流形 

学习算法(RMI )I 3o,n]和局部样 条嵌入算法(LSE)~12,13]等。 

由于流形学习方法的非线性本质、几何直观性和计算可行性， 

使得它们在数据挖掘、机器学习、模式识别、图像分析和计算 

机视觉等研究领域受到了广泛的关注并得到了一些成功的应 

用。然而，当它们面临模式识别与分类任务时，不可避免地会 

暴露其自身的局限性：(1)无显式的映射关系，即仅仅产生一 

个隐含的非线性映射将训练样本集从高维输入空间映射到低 

维空间，而并不能产生一个明确的映射函数关系。因此，对于 

新的测试样本，无法获得其在低维空间的投影。为了使流形 

学习方法更好地应用于模式分类任务，研究人员开始尝试通 

过线性化、核化和张量化扩展来提高流形学习的样本外点学 

习能力l_1 。He等人对 LE算法进行线性化处理，提出了局 

部保持投影算法(Locality Preserving Projection，I PP)[ ]，其 

实质是通过对数据流形上的 Laplacian-Beltrami算子的特征 

函数进行线性近似，从而获得高维输入空间到低维流形的显 

式映射关系。Yan等人在 图嵌入框架 理论 下提出了边缘 

Fisher分析算法(Marginal Fisher Analysis，MFA)来解决流 

形学习的样本外点学习问题[1 ]。(2)无监督模式学习。原始 

的流形学习算法具有很好的维数约简能力，但因为是无监督 

模式学习，在实际应用中不能有效地利用样本的先验知识来 

提高算法的分类识别能力。如何运用已知的诸如样本的类别 

等先验信息，更好地处理模式识别与分类问题，是流形学习的 
一 个重要研究方向。近年来，许多监督流形学习算法相继被 

提出来。Ridder和Pan等人分别使用融人了样本类别信息的 

欧氏距离和凸轮加权距离(Cam Weighted Distance)来提高 

LLE算法的判别能力，从而提出了监督局部线性嵌入算法 

(Supervised LI E，SLLE)口 ]和加权局部线性嵌入算 法 

(Weighted U E，WLLE)[ 7l。 
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受局部样条嵌人算法(LSE)[1 3]和最大边缘准则(Maxi～ 

mUlTI Margin Criterion， ) 胡的启发 ，我们提出了一种新 

颖的监督流形学习算法一一正交局部样条判别投影(Orthog— 

onal Local Spline Discriminant Pro]ection，O-LSDP)。O-LS— 

DP算法从两个方面来提高原始 LSE算法的分类识别能力： 

1)寻求一种线性映射关系，使其在保持数据流形局部几何信 

息的同时满足MMC准则的最大化类间平均边缘；2)通过寻 

找低维嵌入空间的正交基向量来进一步改进算法的判别能 

力。与原始的LSE算法相比，O-LSDP算法有以下几点不同： 

(1)O-LSDP算法寻求一个显式的从输入观测空间到低 

维特征空间的线性映射关系，而 LSE算法不能产生一个明确 

的映射关系，因此，对于新的测试样本，LSE算法无法获得其 

在低维嵌入空间的投影。 

(2)O-LSDP算法尝试在保持流形局部几何结构的同时， 

有效利用样本的类别信息来提高原始 LSE算法的分类识别 

能力。 

(3)C~LSDP算法通过求解正交化的特征子空间来提取 

最优的分类特征。 

本文第 2节介绍MMC准则和LSE算法的基本原理；第 

3节提出O-LSDP算法；第 4节通过在 2个标准人脸数据库 

上的实验结果 ，验证了 (~LSDP算法进行特征提取与分类的 

可行性和有效性；第 5节对()ILSDP算法相关问题进行讨论； 

最后对本文进行小结。 

2 相关研究工作 

2．1 最大边缘准则(MMC) 

MMC算法m]基于最大化类间平均边缘来寻找最优的线 

性子空间。 和S 分别表示样本的类内散度矩阵和类间散 

度矩阵： 

c 

= ∑ ∑( ；一珊)( 一 ) (1) 
i一 1 J= 1 

一 ∑nl(佩 一 )( 一 ) (2) 

式中，c是样本类别数，m是总的样本均值向量，碥 是第i类 

样本的均值向量 ，他表示第i类样本数 ， 表示第 i类的第 

个样本。MMC算法在投影矩阵 w 下的目标函数可以表示 

为： 

J(W)一tr{ (Sb一 )W) (3) 

限制w 的列向量为单位向量，那么MMC算法所对应的 

最优 w 可通过求解下面的特征方程获得： 

( —S )叫 (4) 

与LDA算法相比，MMC算法不需要对类内散度矩阵求 

逆，因此不仅在一定程度上提高了算法的计算效率，而且有效 

避免了小样本问题。 

2．2 局部样条嵌入(U ) 

局部样条嵌入算法(LSE)是一种局部特性保持方法，对 

于嵌入在高维输入空间的低维流形，LSE算法首先通过主分 

量分析计算每个样本点局部邻域在切空间上的投影以获得该 

邻域所有样本的局部坐标，从而保持流形的局部结构信息；然 

后从所有这些有交叠的局部坐标 系统出发，采用 Sobolev空 

间的一组样条函数把每个样本点的局部坐标映射成全局唯一 

的低维坐标。LSE算法包含以下 3个步骤： 

(1)选取邻域。对于每个样本点z{，采用k-NN准贝lj确定 

其邻域 X一[矗 ， ⋯，五 ]ERDX 。 

(2)局部切空间投影 
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LSE算法在每个样本点Xi处由其k近邻x 来构造局部 

切空间，即对中心化的局部邻域X 执行奇异值分解： 

r ] 

五H 一 I 一 I ， =1，⋯， (5) 
LOre— × J 

式中， = 一 P 是中心化算子，I是k×k的单位矩阵， 

是元素全为 1的k维列向量P女一[1，1，⋯，1] ∈R 。∑ 一 

diag(al，⋯， )是对角化矩阵，包含中心化局部邻域矩阵 

五H 的k个按降序排列的奇异值。 ∈R D×。和 ∈ 以 

分别为X 的左右奇异向量矩阵。因此邻域 X 的局部切空 

间投影 一[ ， ，⋯， 。]， 1，⋯， 可表示为： 

( ) XH 一∑ ( ) 一[ ， ，⋯， ] (6) 

式中，6I。是样本点z 第J个近邻的局部切空间坐标， ∈ 

RDXd和 ∈R麒 由U 和 的前d个列向量组成，∑i=di— 

ng( ，⋯， )包含矩阵 XH 的d个最大奇异值。注意，式 

(5)和式(6)中隐含着 D≥忌≥ 。 

(3)排列全局坐标 

对于第 i个局部切空间投影 ，假设 —Ey, ，Y ⋯， 

]∈R拟 包括 中k个样本点的全局低维坐标，而且 

CyC， ，⋯， ]表示 的第r行坐标分量，我们构建d个 
样条函数g ：R 卜R，r一1，2，⋯，d，使得： 

一  (6；。)， 一1，2，⋯，k (7) 

式中，我们知道 和g} 均是未知的，因此求解 的问题 

是一个不适定问题 为使式(7)有解 ，所求的样条函数不仅要 

满足式 (7)的要求 ，而且重构误 差能够明确地 由 表示 。 

Xiang等人发现在 Sobolev空间的样条函数能够满足我们的 

需求。现在我们的目标是构造d个样条函数g}1)，⋯， 曲，使 

下面正则化重构误差达到极小 ： 
d k d 

E(Yi)一 ∑( 一 ( 。)) + ∑‘， ( ) (8) 

式中，a>0是正则化参数，Jf(g(r))控制样条函数 g 在d维 

空间的光滑程度，具体定义见参考文献D2，13，19，2O，21]。 

Duchon等人[1妇证明在一定 的约束条件下，Sobolev空间中具 

有如下形式的样条函数 g(￡)能够使式(8)的正则化重构误差 

达到极小： 
f 

g(f)：∑压pi( )+∑ ，(￡)，r一1，2，⋯，d (9) 

式中，Z一( + 一1)!／(d!( 一1)!)，{A(￡)} 是R 空间的多 

项式集合， (￡)是格林函数[2 。 

， ⋯  f(11 t--tj l1) ．1og(1l t--tj I1)， 如果 d是偶数 

一I(II￡一￡ l1)z ～， 如果d是奇数 
(10) 

为了使式(8)的解具有唯一性，给出如下边界约束： 

∑a P ( )一0， 一1，2，⋯ ，Z (11) 

现在，根据式(1O)和式(11)，Sobolev空间中的d个样条 

函数g ”，⋯，g 的系数向量 =[《，《，⋯，赜]T∈ 和 
一 [J8f，应，⋯， ] ∈R ，r一1，2，⋯，d能够通过下面的线性 

方程组来求解： 

A · ( ： )一( ) (12) 
其 中 

A 一( )∈Rn州 “州 c s 
K是元素为K 一 (Il 一 。l{)的kXk对称阵，P是元素 

为P 一 ( 。)的kXl矩阵。 



 

为了使重构误差 E(Yi)能够明确地由Y 表示，对式(8) 

作如下近似： 
d d 

E(Yi)≈∑ ∑( -g! ( 。)) + ∑( ) K (14) 

如果 足够小，可以忽略式(14)右边的第一项，因此有： 
d 

E( )oc∑( ) K ：tr(YiB ) (15) 

式中，且是由A 的左上角 k×k元素组成的子矩阵。计算 

所有样本的重构误差，即： 

E(y)= ∑tr(YiB ) (16) 

设 S∈R 是满足YS — 的 0-1选择矩阵，则式(16) 

可以转化为： 

E(y)一tr(YSBSTY，r)一zr(Ⅵ ) (17) 

式中，S—Es 一，S]，B=diag(B “，B )，M=SBST。 

为了防止出现退化解，对y加上标准化约束yyT—J，那 

么全局最优的低维嵌入y由M 的第2至第d+1个最小特征 

值所对应的特征向量组成。 

3 正交局部样条判别投影(()-LsDP) 

针对原始的LSE算法存在样本外点学习问题和分类性 

能差的缺点，本节提出了一种有监督的LSE算法——正交局 

部样条判别投影算法(O-LSDP)。该方法在 LSE算法的基础 

上，通过引入类别信息和正交化投影子空间来提高LSE算法 

的分类性能。 

3．1 O-LSDP算法动机 

对于数据的可视化而言，维数约简的目的是把原始数据 

集投影到一个 2维或3维空间，并且尽可能忠实地保持数据 

的本征结构。而对于数据的分类来说，维数约简的主要 目的 

是把数据映射到一个特征空间，使得同类样本的差异尽可能 

小，而不同类样本的差异尽可能大。LSE算法作为一种基于 

局部特性保持的流形学习方法，能够有效挖掘嵌入在高维空 

间的低维流形结构，因此它是一种有效的数据可视化方法，但 

它不是一种很好的面向分类的特征提取方法。我们通过一个 

例子来说明这一点。图1是应用 LSE算法对一个植物叶片 

图像数据集进行2维嵌入的结果。该数据集由瑞典植物叶片 

数据库(Swedish Leaf Database)E 的第 1类和第 3类共 150 

幅叶片图像(每类 75幅)构成，对每幅图像进行预处理并归一 

化为32x32像素大小的灰度图。在图I中，左右两边分别列 

举了每类9张代表性的叶片图像。从可视化的角度来看，这 

两类数据的2维嵌入结果具有良好的流形分布；从分类的角 

度来看，我们不难发现2维嵌入结果被粗略地划分为两大部 

分，其中星形表示一类 ，圆形表示另一类，但是这两类当中有 

部分数据相互混叠在一起。这表明 LSE算法在保持流形局 

部几何结构时强调数据 自然 的聚类 ，但所提取的特征并不是 

叶片分类最优的投影方向。 

图 1 基于 I．SE的植物叶片数据集的 2维嵌入结果 

为了改进原始LSE算法的分类识别能力，我们提出了 

LSDP监督流形学习算法。&LSDP算法的 目标是利用样本 

的类别信息和正交化特征子空间来改进 LSE算法的判别能 

力。一方面在保持流形局部几何结构的同时。为不同的类构 

建不同的平移和缩放因子，从而使同类样本拉得更近而不同 

类样本分得更开。我们继续使用图 1的例子来说明这一点。 

图2显示 了经过平移变换后 LSE的 2维嵌入结果。从图中 

可以看出，不同类的类心之间由于采用了平移变换明显被拉 

开，两类之间不再有数据重叠，显然其判别能力得到提高 就 

分类而言，光拉开不同类的类心是不够的，同时还必须使同类 

的数据分布尽可能集中，因此还需要对同类数据进行适当的 

缩放变换。图 3是经过平移和缩放变换后 LSE的 2维嵌入 

结果。从图 3中发现经过平移和缩放变换后 ，同类数据之间 

拉得更近而不同类数据之间分得更远，从而明显提高了数据 

的可分性。 

图 2 经过平移变换后 LSE的 图 3 经过平移和缩放变换后 

2维嵌入结果 I．SE的 2维嵌入结果 

通过上面的分析，我们发现构建合适的平移和缩放模型 

能够显著改进算法的分类识别能力。然而在实际应用中如何 

对每类样本选择不同的平移和缩放因子是一个公开的问题。 

为_r解决这个问题，采用最大边缘准则(MMC)来为每类样本 

寻找最优的平移和缩放模型，提高数据的可分性能。图4为 

基于 MMC准则寻找最优的平移和缩放模型后 LSE的 2维 

嵌入结果。从图中可以看出，基于MMC准则的LSE算法能 

够完全正确地区分两类植物叶片图像。 

图 4 基于MMC准则寻找平移和缩放模型后 LSE的2维嵌入结果 

另一方面，我们发现基于MMC准则的LSE算法求解的 

低维特征子空间并不是正交的，Ye等人证明了正交化投影子 

空间可以改善算法的分类能力l2。]。因此我们拟通过正交化 

低维特征子空间来消除数据的噪声影响以进一步提高算法的 

分类性能(见图 5)。 

一 0．025 一O02 —0．015 —0．01 0005 0 0005 0．01 0．015 002 

图 5 正交化特征子空问后的2维嵌入结果 
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3．2 O-I~DP算法推导 

3．2．1 线性化 LSE算法 

为了解决LSE算法的样本外点学习问题，构造显式的从 

输入高维观测样本X到输出低维嵌人 y的线性映射关系去 

近似 Sobolev空间上的样条函数，即y：vrX。因此，原始的 

LSE算法目标函数式(17)转变为下面的形式： 

J1(y)=rain tr(YMYr)=rain tr(Y"rXMX'rV) (18) 

一 旦线性变换矩阵V确定，新的样本点在低维特征空间 

的投影问题就迎刃而解。我们称这个算法为线性化 LSE算 

法(Linearized LSE，LLSE)。考虑一个新的测试样本五，其在 

低维特征空间的投影可表示为： 

一 vT zf 

3．2．2 获得最优的线性判别投影 

基于上面的分析，我们知道线性化 LSE算法(LLSE)的 

目标是尽可能地保持近邻所确定的局部几何结构。为了使 

LSE算法获得更好的分类性能，我们向 LLSE算法引入 

MMC准则来构建最优的平移和缩放模型，使得它在保持 

LSE局部几何结构的同时，能够拥有 MMC准则强大的判别 

能力，也就是说，通过式(18)所确定的线性变换矩阵 同时 

满足式(3)。那么现在的问题可以描述成下面的多目标优化 

问题 ： 

《min tr{VrXM× v＼ i眦  打{VT( 一 ) } ‘ 9 

而且，在 LSE算法中有两个约束，即单位化约束和中心 

化约束： 

XXT — I (2O) 

Ye一0 (21) 

中心化约束式(21)实际上是消除低维输出结果{yi} 的 

平移自由度，而在我们提出的算法中，需要利用由MMC准则 

隐含所确定的平移模型去提高算法的分类识别能力，因此应 

当忽略中心化约束，算法的优化问题可以转化为下面带约束 

的目标函数： 

fmin tr{vrXM：)(1V} I max￡r{、／T( 一 )v) 2 

S．t．v叮X V—I 

这个约束的多目标优化问题旨在寻找一个既能使 LSE 

的重构误差最小又能同时最大化类间平均边缘的线性变换。 

对式(22)进行线性化操作： 

rain tr{v叮(XMXT一 —S ))V} (23) 

S．t． X V— I 

式中， Eo，1]是尺度因子。使用 Lagrangian乘子法来求解 

上面的优化问题 ，即： 

r{VT(XMX~r一 —s ))V--h( xx V—D}一0 

(24) 

式(24)可转化为求解下面的广义特征值问题： 

(X 一 —S ))v=aXXr (25) 

式中， 是广义特征方程式(25)的特征值，u是其特征向量。 

假设 ， ，⋯， 是广义特征对(XMXT一|8( 一 )， 

XXT)的前 d个最小特征值所对应的特征向量，那么使 目标 

) http：l／cvc．yale．edu／projects／yalefaces／yalefaces．html 

∞ httpt|} ．cam--or1．CO．uk／faeedatabase．html 
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函数式(23)达到极小化的线性变换矩阵V可表示为： 

V一[ ， ，⋯， ] (26) 

我们称这种新的线性子空间方法为局部样条判别投影算 

法(Local Spline Discriminant Projection，LSDP)。注意在实 

际应用中，经常会碰到小样本问题(SSS)，因此导致X 是 

奇异的，为了避免出现该问题，我们需要对数据进行 PCA预 

处理，将数据投影到 PCA子空间并选取合适的投影维度 ，使 

得 X 非奇异。 

3．2．3 求解正交化特征向量 

由式(25)所求解的广义特征向量是非正交的，我们采用 

Gram-Schmidt正交化来产生一组正交 的低维特征子空间以 

消除噪声影响，从而进一步提高算法的分类识别能力。我们 

称该算法为正交局部样条判别投影(Orthogonal Local Spline 

Discriminant Projection，O-LSDP)。 

令 g 一"Ol，假定前 一1个正交基 向量 为 g ，g2，⋯， 

一  

，则第k个正交基向量计算方法如下： 

g 一 g{ (27) 
⋯ 6 6 

因此G—Eg ，g2，⋯， ]即为所求的d维特征子空间的正交 

基向量。 

3．3 O-LSDP算法步骤 

根据上面的分析，我们提出的 O-LSDP算法主要步骤如 

下 ： 

第 1步 对每个样本点 五，通过KNN标准确定其k个 

近邻点X =[-xl ，五。，⋯，五 ]； 

第 2步 计算中心化邻域XH 的d个左奇异向量矩阵 

Uj．，并按式(6)计算邻域 Xi的局部切空间坐标 Oi； 

第 3步 根据式(13)计算矩阵A；； 

第4步 按照如下局部求和的方式计算样条排列矩阵 

M ： 

M(If，L)一M(L，I )+B ， 一1，2，⋯ ， 

其中，M初始化为零矩阵，Ii一{i “，i )表示样本 ．Zi的k个 

近邻对应的下标索引集合，B是A 左上角是×k的子矩阵； 

第 5步 将数据集X投影到PCA子空间 Xma一 X； 

第 6步 计算矩阵XPcAMX ； 

第 7步 计算样本集 XFCA的类间散度矩阵S 、类内散度 

矩阵 以及它们的差值 S 一 ； 

第 8步 根据式(27)计算特征子空间的d个正交基向量 

G=~-g ，g2，⋯， ]，并获得样本集x在d维正交特征子空间 

的投影 Y=G~Xeca。 

4 实验结果 

为了评估正交局部样条判别投影算法(O-LSDP)的有效 

性和分类能力，本文在 2个不同的人脸数据库：Yale data— 

base”和 O1ivetti Research Laboratory(ORL)database~ 上进 

行了大量实验。为了更好地分析实验结果，在人脸数据库上 

将提出的O-LSDP算法与传统子空间降维和特征提取方法： 

最大边缘准则(M )[ 、线性判别分析(LDA)l24]以及基于 

流形学习的算法：监督局部保持投影(Supervised Locality 

Preserving Pro}eetion，SLPP)t 、监督线性局部切空 间排列 



算法 (Supervised LLTSA，SLLTSA)[f26、边 缘 Fisher分 析 

(MFA)l1 、线性化局部样条嵌入算法(LLSE)、局部样条判别 

投影算法(I．SDP)进行了仿真实验和比较 。除了将所有人脸 

图像裁剪成 32×32的灰度图以外 ，没有进行其它的预处理。 

5种基于流形学习的算法即SLPP、su TSA、LLSE、LS— 

DP和 O-LSDP在构建近邻图时，考虑到同类样本应当位于同 
一 个局部几何结构中，因此最近邻参数 忌选择为 z一1(z表示 

每类的训练样本数)。在LSDP和O-LSDP算法中，尺度因子 

一 1；在 MFA算法中，类内最近邻数 和类间最近邻样本对 

数忌z分别取[1，z～1]和[z，8c]之间的最佳值。为了更好地比 

较这些特征提取方法的性能，所有实验的距离度量均采用欧 

氏距离，分类器均采用最简单的最近邻分类器。 

4．1 Yale人脸库上的实验结果 

Yale人脸库包含有 15个人的 165幅灰度图像(每个人有 

11幅图像)。对于每一个人，其图像都是在不 同的光照和表 

情条件下采集的，其中光照变化的图像有 3幅，即按照人脸从 

左一中一右变化；人脸 的面部表情变化 ，包含有正常、高兴、悲 

哀、困倦、惊讶和眨眼的表情；戴眼镜和没有戴眼镜 的图像。 

图 6是 Yale人脸数据库中 1个人的样本图像。 

图6 Yale人脸库的样本图像 

首先测试特征空间维数的变化对识别率 的影响。对于 

LDA算法，由于其至多有c一1个非零的广义特征值，因此特 

征空间维数上界为c一1。对于每个人，随机选择 3、5和7幅 

图像作为训练样本集 ，其余的作为测试集，不同特征提取方法 

的识别率随特征子空间维数的变化曲线如图 7所示。总体来 

说，所有这些方法的性能都是随着特征子空间维数的变化而 

变化。从图中可以看出，开始阶段识别率是随着特征维数的 

增加而增加。但这一趋势并不是一直保持，当特征维数达到 

某一阈值后，识别率将会呈下降趋势或出现波动现象。 

m  

(a)3个训练样本 (b)5个训练样本 

IJlm s 

(c)7个训练样本 

图 7 MMC、LDA、SI胛 、SI』 、MFA、LLSE、LSDP和 ol )P 

在Yale人脸库上的识别率随特征空间维数变化曲线 

其次测试 8种特征提取方法的识别效果。对于每个人 ， 

随机选择 7幅图像作为训练样本，剩余的4幅图像作为测试 

样本。图8显示了2o次重复实验的最大平均识别率，可以看 

出，MMC、LDlA、SLPP、LLTSA、MFA、LLSE、LS；DP和 ( LS— 

DP算法的最大平均识别率分别为 77．83(士5．02) 、82．25 

(土4．72) 、82．92(土4．71) 、82．25(土5．52) 、83．42(土 

4．03) 、78．42(土 4．24) 、82．33(土 4．73) 和 85．50 

(士3．29) 。可以看出在这 8种方法中，O-LSDP获得了最高 

的平均识别率。 

表 1 BASEl INE、MMC、I DA、SI．PP、S1 LTSA、MFA、LLSE、LSDP和 O-LSDP在 Ya1e人脸库上取不同训练样本数时的最大平均 

识别率、标准差及相应的特征空间维数 

注：对于 MFA算法，括号中第 1个数表示特征空间维数，第 2和第 3个数分别表示参数类内最近邻数 k1和类间最近邻样本对数 k2。 

图 8 MMC、LDA、SLPP、SLLTSA、MFA、IJ．SE、LSDP和 O-LSDP 

在 Yale人脸库上进行 2O次实验的最大平均识别率 

最后检验训练样本数 目对识别性能的影响。对于每种方 

法，分别随机选取3、4、5、6和 7幅图像作为训练样本集，其余 

的作为测试样本集。每个实验独立重复2o次，计算平均识别 

率。注意其中Baseline方法表示不做任何维数约简，直接在 

原始的1024维图像空间中测试识别率。表 1为在不同训练 

样本条件下最大的平均识别率和标准差，以及获得最大识别 

率时的特征空间维数。从表 1可以看出，O-I~DP算法在各 

种情况下都获得了最佳的分类识别性能。 

4．2 ORL人脸库上的实验结果 

英国剑桥大学的ORL人脸库包括400幅人脸图像，来自 

4O个不同的人，每人 1O幅图像，分别在不同时间、不同光照、 

不同姿态、不同人脸表情(睁眼和闭眼、微笑和不微笑)和不同 

的人脸细节变化(有无眼镜)条件下采集得到。ORL人脸库 
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中原始图像为 92×112=10384维灰度图像，灰度值标准化在 

0至 1之间。图 9是一个人的 1O幅图像。 

图 9 ORL人脸库的样本图像 

实验设计与上一节相同。每个人的训练样本分别选择 

3、5和7幅图像，其余的图像作为测试样本。记录的识别率 

为 2O次实验的平均识别率。图 1O显示了在 ORL数据集上 

MMC、LDA、SLPP、SLLTSA、MFA、LLSE、LSDP和 O-LSDP 

在不同训练样本数目条件下识别率随特征子空间维数变化的 

曲线。从图中可以看出，随着特征子空间维数的增加，这些方 

法的识别率也增加。当特征子空间的维数高于某个阈值时， 

识别率基本保持平稳。 

Dim0 

(a)3个训练样本 

Dim 

(b)5个训练样本 

Dims 

(c)7个训练样本 

图 10 MMC、LDA、SLPP、SLLTSA、MFA、LLSE、I~DP和 O-I S— 

DP在 ORI 人脸库上的识别率随特征空间维数变化曲线 

图 11显示了每个人随机选择 7幅图像作为训练样本时 

重复实验 20次 的最 大平均识 别率。从 图 11可 以看 出， 

，̂IMr( 、LDA、SLPP、SLLTSA、M A、LLSE、LSDP和 O-LS汇IP 

在特征子空间维数分别为 36、39、39、111、51、3O、39和 34时 

达到最大平均识别率 94．92％、95．71％、95．79 、94．21 、 

96．46％、94．O4 、95．42 和 97．O8 。标 准 差 分 别 为 

1．77 、1．86 、1．90 、l_92 、1．97 、2．50 、2．0O 和 

2．12 。我们不难发现，O-LSDP算法的识别率明显超过其它 

7种方法，其中SLLTSA性能最差，而 LDA和 SLPP算法几 

乎获得同样的识别率。 

图 11 MMC、LDA、SI2P、SI LTSA、MICA、LLSE、I．SDP和 O-LSDP 

在 ORLX脸库上进行 2O次实验的最大平均识别率 

最后，检验了训练样本数目对识别率的影响。从每个人 

的 1O幅图像中分别随机选择 3、4、5、6和 7幅图像作为训练 

样本集，其余的图像作为测试样本集。我们独立重复 2O次实 

验并计算平均识别率。表2为选择不同训练样本数目条件下 

的最大平均识别率和标准差，以及获得最大识别率时的特征 

子空间维数。正如表 2所列，在8种方法中，我们提出的()- 

LSDP算法在选择 5种不同的训练样本数 目时都实现了最好 

的分类性能，而 LLSE算法产生了最低 的识别率，MMC的识 

别率超过了SLLTSA，并且随着训练样本数 目的增加 ，MMC 

实现了与 LDA相当的识别率；除此 ，随着训练样本数 目的增 

加，MFA与 O-LSDP的识别率接近。 

表 2 BASELINE、MMC、I DA、SLPP、SLLTSA、MFA、I LSE、I DP和 O-LSDP在 ORI 人脸库上取不同训练样本数时的最大平均 

识别率、标准差及相应的特征空间维数 

注：对于 MFA算法，括号中第 1个数表示特征空间维数，第 2和第 3个数分别表示参数类内最近邻数 h 和类间最近邻样本对数 2。 

5 讨论 

在 Yale和 ORL人脸数据库上的实验结果表明； 

(1)O-LSDP算法在所有的实验条件下实现了最好的分 

类性能。这主要源于以下几个方面的原因：1)基于流形学习 

的线性特征提取方法能够有效探测非线性流形结构。传统的 

线性特征提取方法如 PCA、 和 LDA仅能发现平坦的欧 

氏结构，并不能捕捉到非线性的流形结构。而对于基于流形 

学习的方法如 SLPP、SLLTSA和 O-LSDP算法 ，尽管它们也 
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是线性特征提取方法，但是我们认为从非线性流形学习的观 

点看待它们更合适。因为原始的流形学习方法仅仅将训练样 

本集从高维输入空间嵌入到低维空间，并不能产生一个明确 

的映射函数关系，流形学习线性化的主要目的就是通过线性 

近似去获得一个明确的映射关系。如 SLPP算法通过对数据 

流形上的Laplacian-Beltrami算子的特征函数进行线性近似， 

从而获得高维输入空间到低维流形的显式映射关系I4 一。也 

就是说，本质上这些基于流形学习的线性方法并不等价于传 

统的线性特征提取方法。众所周知 ，PCA的主要 目标是保持 

i =口 

鲫 吖 嘶 ¨瞄∞ 0 

i =口 8 Z 



数据的全局几何结构，LDA旨在保持数据的判别信息，而这 

些基于流形学习的线性方法通过构建近邻图明确地考虑了数 

据的非线性流形结构，因此，它们能够发现服从流形分布的内 

在非线性结构。实验中所采用的Yale和ORL人脸库的图像 

随姿态、光照和表情等因素变化而变化，而这些因素已经被研 

究者们证明是流形的本征特征[1 ，所以应用基于流形学习 

的特征提取方法能够有效地探测到这些本征特征。从这个意 

义来说，基于流形学习的特征提取方法明显优于其它传统的 

线性特征提取方法。2)有效利用样本类别信息指导构建平移 

和缩放模型。O-LSDP算法在保持数据流形局部几何结构的 

同时，有效利用样本的类别信息为不同类数据构建最优的平 

移和缩放因子，从而提高算法的分类识别能力。当然()_LS— 

DP算法并不像LDA和 MMC算法那样一味地去追求“最小 

化类内离散度和最大化类间离散度”，而是在保持流形局部几 

何结构与判别信息之间寻找最佳的结合点。在许多实际的分 

类问题中，保持流形的局部几何结构比保持全局欧氏结构更 

为重要[I5]。因此我们认为在面向服从流形分布的高维数据 

分类任务时，最优的特征提取方法应当既要充分利用样本的 

先验信息指导分类又要同时保持数据的局部几何结构，只有 

这样才能提取最优的分类特征。3)正交化特征子空间有助于 

消除冗余噪声，进一步提高算法的分类能力。 

(2)O-LDSP算法在 Yale和 ORL人脸数据库上的分类 

识别性能明显优于 SLLTsA算法。一方面尽管 O-LDSP和 

SLLTSA算法都通过逼近每个样本点邻域的局部切空间来保 

持低维流形的局部几何特性，但是它们对局部坐标的全局排 

列方法有着本质的不同。SLLTSA算法通过使用仿射变换来 

排列局部坐标而O-LDSP算法通过构建 Sobolev空间的光滑 

样条函数来排列局部坐标。与仿射变换相比，光滑样条函数 

能够实现更小的重构误差，从而更好地保持流形的局部几何。 

另一方面，正交化特征子空间有助于改善 O-LDSP算法的分 

类能力。 

(3)在 Yale和 ORI 人脸库上，随着训练样本数 目的增 

加 ，MFA算法的识别率接近 O-LSDP算法的识别率。这主要 

是因为 MFA算法可以通过设置合适的 k 和 忌z参数有效地 

捕获数据的局部几何信息和判别信息，然而前提是 MFA算 

法必须要遍历k 和 kz可能的取值来进行模型选择。因此， 

随着训练样本数目的增加，MFA算法的计算复杂度会显著提 

高。 

结束语 原始的流形学习算法在面临模式分类任务时存 

在泛化能力差和无监督学习的缺点，导致它们无法直接应用 

于模 式识别 问题。本 文首先 详细 介绍 了最 大边 缘准 则 

(MMC)和局部样条嵌入算法(LSE)，然后针对LSE算法在数 

据分类中的不足，提出了一种新的监督流形学习算法——正 

交局部样条判别投影(O-I．~DP)。O-LSDP算法通过线性化 

手段解决样本外点学习问题，并通过构建平移缩放模型以及 

正交化特征子空间来提高算法的分类识别能力。最后，在 

Yale和ORL人脸数据库上进行实验比较分析，验证了该算 

法的可行性与有效性。 
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保证这一前提，因此算法存在一些问题有待进一步研究，即一 

些类别的多样本性，一些类别的无样本性。这些问题导致空 

间结构信息的不平衡，影响特征提取效果。 
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