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摘　要　随着社交网络平台的发展,社交网络已经成为人们获取信息的重要来源.然而社交网络的便利性也导致了虚假谣言

的快速传播.与纯文本的谣言相比,带有多媒体信息的网络谣言更容易误导用户以及被传播,因此对多模态的网络谣言检测在

现实生活中有着重要意义.研究者们已提出若干多模态的网络谣言检测方法,但这些方法都没有充分挖掘出视觉特征和融合

文本与视觉的联合表征特征.为弥补这些不足,提出了一个基于深度学习的端到端的多模态融合网络.该网络首先抽取出图

片中各个兴趣区域的视觉特征,然后使用多头注意力机制将文本和视觉特征进行更新与融合,最后将这些特征进行基于注意力

机制的拼接以用于社交网络多模态谣言检测.在推特和微博公开数据集上进行对比实验,结果表明,所提方法在推特数据集上

F１值有１３．４％的提升,在微博数据集上F１值有１．６％的提升.
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Abstract　Withthedevelopmentofsocialnetworkingplatforms,socialnetworkshavebecomeanimportantsourceofinformation

forpeople．However,theconvenienceofsocialnetworkshasalsoledtotherapidpropagationoffalserumors．ComparedwithtexＧ

tualrumors,socialnetworkrumorswithmultimediacontentaremorelikelytomisleadusersandgetdissemination,sothedetecＧ

tionofmultiＧmodalrumorsisofgreatsignificanceinreallife．SeveralmultiＧmodalrumordetectionmethodshavebeenproposed,

butthevisualfeaturesandjointrepresentationoftextandvisualfeatureshavenotbeenfullyexploredincurrentapproaches．To

makeupfortheseshortcomings,anendＧtoＧendmultiＧmodalfusionnetworkbasedondeeplearningisdeveloped．Firstly,thevisual

featuresofeachregionofinterestintheimageareextracted．Then,thetextandthevisualfeaturesareupdatedandfusedbyusing
amultiＧheadattentionmechanism．Finally,thesefeaturesareconcatenatedbasedontheattentionmechanismforthedetectionof

multiＧmodalrumorsinsocialnetworks．ComparativeexperimentsonthepublicdatasetsofTwitterandWeiboareconductedand

experimentalresultsshowthattheproposedmethodhasa１３．４％ F１valueincreaseonTwitterdatasetanda１．６％ F１valueinＧ

creaseonWeibodataset．
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１　引言

根据以往研究对网络谣言的定义,网络谣言是指在网络

平台产生、传播、影响的某阶段或全过程起到过关键作用的,

内容未经证实且造成了一定社会舆论影响的阐释[１].谣言不

一定是假的,谣言是人们感兴趣或觉得重要的、但未经证实的

阐述.随着移动互联网的迅速发展,社交媒体平台诸如新浪

微博、Twitter等已经成为人们获取信息的重要来源.然而社

交媒体的便利性也导致了谣言可以被迅速传播,恶意的谣言

还可能带来巨大的经济和社会影响.与文本相比,图像可以

描述视觉内容,吸引更多注意力,因此谣言可以利用多媒体内

容误导用户,从而获得快速的传播.由于虚假谣言在社交媒



体平台上的广泛传播,国内外采取了一定措施来识别谣言.

例如国外的Snopes．com和国内的微博辟谣平台等网站向公

众公布虚假信息.但是这些平台需要有相关知识的人来鉴别

谣言的真假,这类人工检测的手段非常耗时耗力,因此亟需使

用自动化的手段来检测社交媒体中的多模态虚假谣言.

多模态 研 究 涉 及 领 域 很 多,如 图 像 字 幕 (ImageCapＧ

tion)[２]和视觉问答(VisualQuestionAnswer,VQA)[３Ｇ４].图

像字幕是指从图像生成文本描述的过程.视觉问答是对视觉

图像的自然语言表达,模型需要在理解图像的基础上根据问

题做出回答.这两个领域的工作都有将图片的目标区域的特

征提取出来并将特征和文本特征相融合的过程.

多模态融合将多个模态信息进行整合以得到一个模型的

输出,多模态信息融合能够获得更全面的特征,更能挖掘出数

据的深层次信息.多模态融合有多种不同的方法,这些方法

可以被分为早期融合、中间融合和晚期融合[５].早期融合是

在模型输入阶段就对不同模态的特征进行某种方式的拼接,

然后再进行分类训练.中间融合则是在模型的中间训练过程

中对多模态特征进行对齐和融合.晚期融合是将每种模态信

息单独进行分类训练,最后将结果进行投票决策.

现有的谣言检测工作大多是基于单模态的,基于多模态

的研究还处于比较初级的阶段.多模态谣言检测主要需要解

决两个问题:一是如何从图像中提取出特征;二是如何将图片

特征和文本特征相融合.为解决这两个问题,本文提出了一

个基于多模态融合网络(MultimodalFusionNetwork,MFN)

的谣言检测模型,该模型先利用深度学习提取文本特征与视

觉特征,再通过注意力机制来融合视觉和文本的特征.实验

结果表明,相比目前最新的多模态谣言检测方法,该模型在性

能上有所提升.

２　相关工作

由于虚假谣言检测的重要性,国内外许多学者都对此领

域进行了深入的研究.早期的研究主要集中于提取手工设置

的有效特征[６Ｇ９],并通过训练分类器(如决策树)来进行虚假谣

言检测.有效特征主要分为两大类:一是消息本身的内容的

特征;二是传播过程中的上下文的特征.其中,消息本身的特

征包括语言学特征和多媒体特征等;上下文特征包括用户特

征和评论特征等.针对多模态数据,Jin等[１０]根据视觉特征

和统计特征来识别虚假信息.其中,视觉特征是指图像内容

特征,包括图像清晰度评分、图像多样性评分和图像聚类评分

等;统计特征是指图像数量的统计特征,包括图像计数、多图

像比和长图像比等.该方法是首次尝试将图像特征用于虚假

谣言的验证任务.但是该工作主要依据人工设置的特征,因

此需要复杂的特征工程.随着深度学习的发展,深度学习在

文本和图像中的应用越来越广泛,与手工设置的特征相比,端

到端的网络更能抽取到深层次的特征.

近年来,研究者们开始利用深度学习来研究虚假谣言检

测问题.例如,在基于谣言的文本内容上,Liu等[１１]提出了基

于卷积神经网络(ConvolutionalNeuralNetwork,CNN)的谣

言检测模型.该模型将微博中的谣言事件向量化,通过 CNN
隐含层的学习训练来挖掘表示文本深层的特征,避免了特征

构建的问题,但是该方法没有考虑各个微博的时序关系.在

考虑谣言的时序传播上,Liao等[１２]提出了一种基于分层注意

力网络的社交网络谣言检测方法,该方法通过采用两层带有

注意力 机 制 的 双 向 门 控 循 环 单 元 (GatedRecurrentUnit,

GRU)网络来分别获取微博和时间段序列的隐层表示,从而

在事件的特征表示中融入时间段内各微博间的时序信息.针

对传播的拓扑结构,Ma等[１３]将深度学习模型用于谣言的传

播结构上,提出了两种基于自下而上和自顶向下的树结构的

神经网络的谣言表征学习和分类递归模型.实验表明该方法

在早期检测阶段有着很好的性能.Ruchansky[１４]通过矩阵分

解得到文章的文本、收到的用户响应以及推广它的源用户这

３个特征的交互特征,最后将其送入长短期记忆网络(Long
ShortＧTerm Memory,LSTM)[１５]得到用户得分和分类结果,

该方法避免了传播树的构建,同时获得了传播时序和传播结

构的特征.Zhang等[１６]基于新闻文章、创作者和新闻主体之

间的联系,提出了一种将网络结构信息纳入模型学习的深度

扩散网络模型.Shu等[１７]对出版商、新闻和用户之间的交互

关系进行建模,提出了三关系嵌入框架 TriFN,该框架可同时

对发布者Ｇ新闻关系和用户Ｇ新闻交互进行建模,以进行假新

闻分类.Liu等[１８]将循环神经网络(RecurrentNeuralNetＧ

work,RNN)[１９]和CNN用于谣言的传播结构,建立了一个时

间序列分类器,分别捕捉用户特征在传播路径上的全局和局

部变化以检测假新闻.实验表明,该模型在虚假新闻开始传

播后５min能检测出假新闻.

以上工作多是基于单模态的文本特征.最近越来越多的

学者开始关注多模态特征融合,Yang等[２０]将文本和图像信

息与相应的显式特征和潜在特征相结合以用于谣言检测.显

式特征是手工设计的特征,潜在特征则是用 CNN 进行抽取

的特征,实验证明该方法在解决假新闻检测问题方面具有有

效性.Jin等[２１]将多模态微博数据用于网络谣言检测,提出

了一种具有注意机制的递归神经网络(attＧRNN)来融合多模

态特征.该端到端网络中,图像特征被结合到文本和上下文

的联合特征中,这些联合特征通过 LSTM 获得,以产生可靠

的融合分类.实验表明,该方法在检测多模态谣言上具有有

效性.Wang[２２]基于前者的工作增加了对抗网络,提出了事

件 对 抗 神 经 网 络 (Event Adversarial Neural Network,

EANN),该网络中多模态特征提取器被强制学习事件不变表

示以欺骗鉴别器.通过这种方式,它消除了对收集到的数据

集中的特定事件的紧密依赖,并且获得了对未知事件更好的

泛化能力.

基于以上相关研究工作,我们发现现有的方法还没有充

分挖掘出视觉特征和融合文本特征与视觉特征的联合表征,

新的多模态融合谣言检测模型与方法亟待发展.

３　预备知识

本节介绍所提方法所需要的预备知识.

(１)RNN[１９].RNN是一种具有记忆功能的神经网络,适

合用于序列数据的建模,是除 CNN 外深度学习中最常用的

一种网络结构.但是 RNN模型在训练过程中存在梯度消失

和梯度爆炸的问题.
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(２)LSTM[１５].LSTM 模型是在 RNN 的基础上通过加

入门控机制来使其具有遗忘功能,这解决了由传统的 RNN
循环单元的状态在每个时间步会被覆盖造成的无法处理长期

依赖的问题.LSTM 单元主要由细胞状态和门结构组成,细

胞状态负责对历史信息进行存储,门结构负责保护和控制细

胞状态.一个记忆单元具有３个门结构,分别是输入门、输出

门、遗忘门.其中,遗忘门决定了从细胞状态中舍弃的信息,

从而达到对历史信息进行过滤的效果,解决了梯度消失的问

题.在t时刻,对于给定的输入xt,LSTM 的计算公式如下:

it＝σ(Wixt＋Uiht－１)

ft＝σ(Wfxt＋Ufht－１)

ot＝σ(Woxt＋Uoht－１)

c~t＝tanh(Wcxt＋Ucht－１)

ct＝ft☉ct－１＋it☉c~t
ht＝ottanh(ct)

(１)

其中,Wi,Ui,Wf,Uf,Wo,Uo,Wc,Uc 为权重矩阵,ht 为隐藏层

向量,σ为sigmoid函数,☉表示点积.

但是,LSTM 只能记住当前时间步之前的信息,而无法获

知下文的信息.

(３)BLSTM[２３].双 向 长 短 期 记 忆 网 络 (Bidirectional

LongShortＧTerm Memory,BLSTM)通过两个LSTM,即分别

记忆前向序列和后向序列,将两个方向的隐藏状态在相应时

间步上进行拼接,扩展了LSTM 对上下文的学习能力.对于

t时刻,BLSTM 的输出如式(２)所示:

ht＝[ht
→ ;ht

← ] (２)

(４)TextＧCNN[２４].对于社交网络上的短文本来说,RNN
可能不能充分挖掘出文本的语义信息,因此这时提取文本的

局部信息,即nＧgram 特征,可能会更有效.TextＧCNN 通过

CNN来获取文本的局部信息.TextＧCNN 通过多个不同窗

口大小的一维卷积核来获取nＧgram 的局部文本特征.具体

来说,假设n个单词的特征表示为X∈Rn∗k,则hＧgram 的卷

积核的大小为f∈Rh∗k,每次卷积的操作可以表示为ti＝σ

(WcXi,i＋h－１),其中,Xi,i＋h－１表示从第i个单词开始的h 个单

词特征,Wc 是卷积核的参数.最后将多个卷积特征进行拼

接,然后将其送入全连接层中.

(５)RCNN[２５].RCNN(RegionswithCNNfeatures)是指

将CNN方法应用到目标检测中,即采用SelectiveSearch 方

法来选取候选框,并将每个候选框送入 CNN 网络以抽取

特征.

(６)FasterRCNN[２６].与 RCNN 不同,FasterRCNN 首

先通过区域生成网络(RegionProposalNetwork,RPN)来选

取候选框,然后根据候选框来裁剪多个特征图的特征,最后将

特征进行训练和分类.其特点在于候选框的生成和最后特征

的抽取都在同一个特征图上进行训练.因此,相比 RCNN,

FasterRCNN的检测速度更快.同时,FasterRCNN 提出了

RoIPooling层,将多个特征图进行池化,而不是只使用最后

一层卷积的特征,这使得抽取的图片特征更加具有鲁棒性.

４　一种新的多模态融合谣言检测方法

本文提出了一个基于 MFN的谣言检测新模型,其包含４
个模块,分别是图像特征提取模块、文本特征提取模块、多模

态融合模块和分类模块.模型结构如图１所示,主要有以下

特点:

(１)引入预训练的目标检测网络FasterRCNN,以抽取图

片中多个目标兴趣区域的特征;

(２)基于多头注意力机制的方法,利用文本特征和视觉特

征来增强彼此的表示;

(３)多个模态的特征进行基于注意力权重的拼接,以增强

某个模态的特征贡献.以下分别介绍 MFN 模型中的各个

模块.

图１　MFN的结构图

Fig．１　StructurediagramofMFN

４．１　文本特征抽取

由于社 交 网 络 的 推 文 多 为 短 文 本,MFN 模 型 采 用

BLSTM 和 TextＧCNN 来抽取文本特征,以提取文本的时序

语义特征和nＧgram局部特征.本文以预训练的词向量作为

模型的输入,将其分别输入到 BLSTM 和 TextＧCNN 中.通

过BLSTM 获取文本特征,隐藏层表示向量为 H∈Rn∗dH ,其

中,dH 是特征维度,n是单词的个数.通过 TextＧCNN 模块

来获取文本的局部特征,得到的特征记为T∈Rd.

４．２　视觉特征抽取

为抽取视觉特征,MFN模型使用至下而上和至上而下模

型(BottomＧup & topＧdownattention model)[３]中 的 Faster

RCNN模块来抽取视觉特征,即通过在 VisualGenome数据

集上以 ResNetＧ１０１为骨干网络的预训练的 FasterRCNN 来

抽取候选框的视觉特征.每张图片抽取固定数量的候选框.

通过以上方法我们获得图片候选框特征V∈Rm∗dv ,其

中,m 是候选框数量,dv 是每个候选框的视觉特征维度.

为了不丢失图像的原始特征,MFN 模型也将 FaterRCＧ

NN抽取的若干个候选框的视觉特征直接进行平均池化,并

送入激活函数为 RELU的全连接层中,得到的视觉特征记为

C∈Rd.

４．３　多模态融合

与 Gao等[４]的工作类似,MFN 模型采用多头放缩点积

注意力[２７]来进行文本和视觉特征的融合.其特点在于考虑

文本中的每个单词特征与每个候选框特征的潜在联系,从而

对两者进行更新与融合.具体处理流程如下.

(１)把 LSTM 生成的文本特征转换为key 和value,即

HK 和HV .计算过程如式(３)所示:
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HK＝Linear(H;θHK )

HV ＝Linear(H;θHV)
(３)

其中,θHK ,θHV 是训练参数,Linear表示不带激活函数的全连

接层,HK,HV ∈Rn∗dim,dim是转换后的特征维度.

(２)通过全连接层将视觉特征转换为和文本特征 H 相同

的特征维度 M ∈ Rm∗dH ,然 后将转换后的图像特征转换为

query,MQ 的计算过程如式(４)所示:

MQ＝Linear(M;θMQ) (４)

其中,θMQ 是训练参数,MQ∈Rm∗dim,m 表示候选框的个数.

(３)采用多头注意力机制以得到多维度的注意力权重.

多头注意力就是将注意力计算过程进行多次重复.每一次通

过放缩点积来计算注意力权重,计算过程如式(５)所示:

attenMH
i ＝ softmaxθQHT

K

dim
æ

è
ç

ö

ø
÷ (５)

其中,softmax表示激活函数,attenMH
i ∈Rn∗１,将放缩点积重

复s次,得到最后的注意力权重为AttenMH ∈Rs∗n.

(４)首先利用文本信息来更新视觉特征,然后将更新后的

视觉特征与原有的视觉特征进行拼接,最后通过不带激活函

数的全连接层来将其转换为原来的维度.计算过程如式(６)

所示:

Mupdate＝AttenMH ×HV

M＝Linear([M,Mupdate];θM)
(６)

其中,θM 是训练参数.最后将视觉特征 M 进行平均池化,得

到最终的视觉特征 M′∈RdH .

为了使 Mupdate和M 维度一致,我们取dim的值为dH/s.

(５)通过视觉特征引导文本特征的更新,与文本特征引导

视觉特征更新的流程类似,将视觉特征转换为key和value,

将文本特征转换为query,通过多头注意力机制将文本特征

更新为H′∈RdH .

需要说明的是,本文的 MFN 方法不是简单地将不同模

态特征拼接起来,而是通过两层前馈神经网络来计算每次更

新后的模态的注意力权值,并将更新后的视觉特征和文本特

征通过注意力权重进行融合,计算过程如式(７)所示:

AttenHM ＝softmax(WHM
２ tanh(WHM

１ [H′,M′]＋bHM
１ )＋

bHM
２ )

F＝ReLU(Linear(AttenHM [H′,M′]T)) (７)

其中,WHM 是权重矩阵,bHM 是偏差,F∈Rd.

４．４　分类器

考虑到不是所有的模态都对最后的分类有相同的贡献.

参考 Gu等[２８]的工作,本文通过注意力权重来增加某类模型

的表示.本文的 MFN方法采用两层前馈神经网络来计算注

意力权重.为了增强某类模态的表示的同时不损失模态的特

征表示,将注意力权重加一.具体流程如式(８)所示:

αF＝softmax[WF
２tanh(WF

１[T,F,C]＋bF
１)＋bF

２]

Fusion＝(αT
F＋１)[T,F,C]

(８)

将增强后的模态特征进行拼接,最后送入多层感知机中

进行分类.

４．５　损失函数和优化器

在模型训练过程中,本文的 MFN 方法选取了交叉熵函

数作为损失函数,公式如式(９)所示:

L(y,f(x))＝－１
n∑

x
[yln(f(x))＋(１－y)ln(１－f(x))]

(９)

其中,y是真实标签,f(x)是模型预测的概率,n是模型训练

样本的总数.

本文的 MFN方法中优化器采用 Adam,对学习率添加动

态约束,使其在一定范围内波动.Adam 具体优化的计算过

程如式(１０)所示:

mt＝μmt－１＋(１－μ)gt

nt＝vnt－１＋(１－v)g２
t

m
∧
t＝

mt

１－μt

n
∧
t＝

nt

１－vt

θ＝θ－lr m
∧
t

n
∧
t＋ε

(１０)

其中,gt 为t时间步的梯度,mt 和nt 分别是对梯度的一阶矩

估计和二阶矩估计,m
∧
t 和n

∧
t 是对mt 和nt 的校正,μ,v,ε和lr

为超参数.

５　实验验证

５．１　实验设置

本文使用两个标准数据集来进行对比实验.这两个数据

集分别来自推特和微博的真实数据.数据集中有推文和对应

图像,并且测试集和训练集所包含的事件并不重复.

(１)推特数据集是 MediaEval２０１６[２９]的数据集,主要用来

验证多媒体信息任务,即验证社交媒体中虚假的图像,这个数

据集首先采集相关事件中的虚假图像和真实图像.然后通过

虚假的图像和真实的图像来寻找推特上相关的推文,因此该

数据集只包含５００多条视觉信息,并通过这些图片找到了大

约１７０００条相关推文.这个数据集已经被划分为训练集和测

试集,且两个数据集覆盖了不同的事件.每个推文都有相关

的文本信息和视觉信息.因为本文主要关注视觉特征和文本

特征,所以将包含视频的推文去掉.为了与基线模型进行对

比,将数据集中的训练集用于训练模型,测试集用于测试模型

性能.

(２)微博数据集是Jin等[２１]的attＧRNN 中所使用的数据

集.该数据集是对微博官方辟谣系统中从２０１２年５月到

２０１６年１月的所有经过验证的虚假谣言帖子进行抓取所构

成的.数据集的统计信息如表１所列.

表１　数据集统计信息

Table１　Datasetstatistics
(单位:条)

数据集 训练集 测试集

微博 ７５３２ １９９６
推特 １２９３３ ９９１

５．２　超参数设置

本文对优化器中超参数的设置如表２所列.
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表２　优化器超参数设置

Table２　Settingoptimizersuperparameters

超参数 数值

μ ０．９
v ０．９９９
ε １０－８

lr ０．００１

为了避免过拟合,本文所有的全连接层的后面都添加了

一个dropout层.其他超参数选择如表３所列.

表３　网络超参数设置

Table３　Settingnetworksuperparameters

超参数 数值

m(候选框个数) ３６
dv(候选框特征个数) ２０４８

dH(LSTM 文本特征维度) ５１２
s(注意力头数) ８
d(隐藏层维度) １２８

dropout ０．１
TextＧCNN卷积核大小 １×２０,２×２０,３×２０,４×２０

５．３　评价指标

在分类问题中,通常使用准确度(accuracy)、精确率(preＧ

cision)、召回率(recall)和F１值(F１Ｇscore)作为评价指标.首

先介绍混淆矩阵的概念,如表４所列,TP,TN,FP和FN的含

义如下:

(１)TruePositive(TP):将正类正确预测为正类的数量;

(２)TrueNegative(TN):将负类正确预测为负类的数量;

(３)FalsePositive(FP):将正类错误预测为负类的数量;

(４)FalseNegative(FN):将负类错误预测为正类的数量.

表４　混淆矩阵

Table４　Confusionmatrix

Positive Negative
True TruePositive(TP) TrueNegative(TN)

False FalsePositive(FP) FalseNegative(FN)

精确率表示所有预测为正类样本被成功预测的比例,计

算公式如式(１１)所示:

P＝ TP
TP＋FP

(１１)

召回率表示所有正类样本中被成功预测的比例,计算公

式如式(１２)所示:

R＝ TP
TP＋FN

(１２)

由于精确率和召回率有时会出现矛盾的情况,为了综合

考虑这两个指标,通常使用的方法是 F１值,这相当于是对精

确率和召回率做了加权调和平均,计算公式如式(１３)所示:

F１＝２∗P∗R
P＋R

(１３)

为了证明 MFN能够提取多模态信息,并对虚假谣言进

行有效的检测,本文只与一些基于端到端的深度学习的多模

态谣言方法进行对比.

５．４　基线模型

本文选取的基线模型不包含处理额外信息的模型.额外

信息包括用户信息、评论信息等.以下介绍与本文模型进行

对比的基线模型.

(１)TextＧCNN[２４].利用 CNN 网络来提取文本 nＧgram
局部特征.将卷积后的特征进行拼接后送入多层感知机进行

分类.

(２)BLSTM[２３].为了验证文本语义特征的有效性,首先

利用BLSTM 来抽取文本特征,然后将多个时间步的特征进

行池化,最后送入多层感知机进行分类.

(３)RCNN.利用FasterRCNN[２６]来获取若干个候选框

的特征,将候选框特征进行平均池化,最后送入多层感知机进

行分类.

(４)VGG１９[３０].利用预训练的 VGG１９来获取图像的全

局特征,然后将特征送入多层感知机进行分类.

(５)EANN[２２].EANN 首先通过预训练的 VGG１９来抽

取视觉特征,然后利用 TextＧCNN模块来抽取文本特征,最后

将两种特征进行拼接后送入分类器中.本文只关注多模态融

合,因此将EANN中的事件分类器去掉,只保留谣言检测器.

(６)attＧRNN[２１].attＧRNN利用注意力机制来融合文本、

视觉和上下文特征.其中,将LSTM 的每一时间步的特征作

为引导特征生成５１２维的注意力特征,将注意力特征与视觉

特征相融合.将融合后的视觉特征与文本特征相拼接并送入

分类器中.本文实验删去了上下文特征的部分.

(７)MFNＧ.在 MFN 模型的基础上去掉模态融合的模

块.通过FaterRCNN抽取视觉特征,将多个区域特征进行

池化;通过 TextＧCNN抽取文本特征,将视觉特征和文本特征

进行拼接;将拼接后的特征进行分类.

５．５　结果分析

在推特和微博数据集上的实验结果分别如表５和表６
所列.

表５　推特实验的结果

Table５　ResultsonTwitterdatasetofdifferentmethods

Model Accuracy Precision Recall F１
TextＧCNN ０．５３２ ０．５９８ ０．５４１ ０．５６８
BiLSTM ０．５６７ ０．６２９ ０．６０２ ０．６１５
RCNN ０．５９２ ０．７２６ ０．４６８ ０．５６８
VGG１９ ０．５９６ ０．６９５ ０．５１８ ０．５９３

attＧRNN ０．６６４ ０．７４９ ０．６１５ ０．６７６
EANN ０．６４８ ０．８１０ ０．４９８ ０．６１７
MFNＧ ０．６４４ ０．７４４ ０．５８２ ０．６５３
MFN ０．７６４ ０．７５４ ０．８７６ ０．８１０

表６　微博实验的结果

Table６　ResultsonWeibodatasetofdifferentmethods

Model Accuracy Precision Recall F１
TextＧCNN ０．７６３ ０．８２７ ０．６８３ ０．７４８
BiLSTM ０．７５２ ０．８１３ ０．６６５ ０．７３１
RCNN ０．６９９ ０．７０１ ０．７１１ ０．７０６
VGG１９ ０．６１５ ０．６１５ ０．６７７ ０．６４５

attＧRNN ０．７７９ ０．７７８ ０．７９９ ０．７８９
EANN ０．７９５ ０．８０６ ０．７９５ ０．８００
MFNＧ ０．７９０ ０．８５８ ０．７０３ ０．７７２
MFN ０．８１０ ０．８０４ ０．８２８ ０．８１６

推特数据集中只有５００多张图片,图片的特征不够丰富,

因此 VGG１９的实验效果比 RCNN的实验效果好.但是两者

都不足以分辨谣言的真实性.在推特数据集实验中,文本的

准确性是所有方法中最低的,原因在于推特数据集覆盖多个

１２１张少钦,等:融合多模态信息的社交网络谣言检测方法



事件,文本的词语差异比较大,因此不能共享文本的局部特

征.同时采用 BLSTM 的模型更能抽取复杂文本的语义信

息,因此 BLSTM 的实验效果比 TextＧCNN 的实验效果好.

推特数据集中的图片不丰富,多个推文有相似的图像,因此基

于视觉 模 态 的 检 测 效 果 会 比 基 于 文 本 模 态 的 效 果 更 好.

MFNＧ比EANN效果好,这说明图像的局部区域特征对谣言

检测是有效的.基于注意力机制的attＧRNN 和 MFN 都比

EANN的效果好,这说明应用注意力机制对模态进行融合可

以帮助改善预测模型的性能.MFN 的 F１值比attＧRNN 的

F１值高出１３．４％,这说明与图像全局特征和单词特征的联系

相比,图像区域特征和单词特征的潜在联系更有助于改善模

型的性能.

在微博数据集上,实验结果与推特数据集类似但有些许

不同.微博数据集中,文本模态的检测效果比视觉模态的检

测效果好,原因是微博数据集采集过程与推特数据集采集过

程有所不同.微博利用局部感知哈希算法把重复的图片去

除,因此微博数据集的图像信息比较丰富,从而使得每条推文

之间的图像不能够共享一些特征.同时数据集通过单通道聚

类来标注不同的微博事件,可能导致事件之间的差异不太明

显,这样就使得测试集中的文本与训练集中的文本存在相似

的单词特征.因此与 BLSTM 抽取的文本语义相比,TextＧ

CNN抽取的文本的局部特征更能表征谣言的特征,从EANN
与attＧRNN的实验结果中也能得出这样的结论,EANN的效

果比attＧRNN的效果好,这说明了 TextＧCNN 在抽取局部特

征上的有效性.微博数据集中的图像在语义上比推特数据集

中的图像复杂得多,因此 RCNN 更能抽取到图像的复杂特

征.MFN的F１值比 EANN 的 F１值高出１．６％,这说明将

文本特征与视觉特征相融合是有效的.

在两个数据集中,MFN模型融合多个模态的特征有助于

改善谣言检测模型.两种数据集的采集方法不同,推特数据

是通过虚假图像来找到虚假谣言数据,即图片是虚假的而文

本内容是真实的或者虚假的;微博数据集来自真实的数据集,

数据分布更为复杂,如真实的图像附带虚假的文本内容.因

此,MFN在不同数据集上 F１值的提升程度是不同的.其在

推特数据集上F１值最高提升了１３．４％,在微博数据集上 F１
值最高提升了１．６％.

结束语　如何充分挖掘谣言中的视觉特征并有效融合文

本特征和视觉特征是目前多模态的网络谣言检测方法面临的

关键问题.本文针对这两个问题提出了基于深度学习的端到

端的多模态融合网络———MFN 模型.该模型首先采用预训

练目标检测网络FasterCNN来挖掘图像的细粒度区域特征,

然后通过基于多头注意力的模态融合方法,将多模态特征在

多个表示子空间内进行融合,最后在两个公开的数据集上进

行实验,实验结果表明所构建的 MFN 模型在两个数据集上

的性能都得到了提升.

实验结果表明,随着数据分布的不同,MFN 模型中各个

模块的效果也不尽相同.因此,在未来的工作中可以考虑建

立一个更加全面的数据集,以保证文本信息和图片信息不重

复,从而使得在图像特征和文本特征上的分布更贴近现实生

活.同时,随着短视频平台的发展,虚假的谣言视频也在网络

上被广泛传播.如何充分挖掘和融合语音特征、文本特征以

及视觉特征,从而判断视频的真假也是未来的研究方向之一.
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