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摘　要　图嵌入降维算法由于其有效性被广泛应用.传统图嵌入算法构造KＧNearestNeighbors(KＧNN)图的计算复杂度至少

为 O(n２d),其中n为样本数,d为样本维度.在数据量大的情况下,构造 KＧNN 图将非常耗时,因为其计算复杂度与样本数的

平方成正比,这将限制图嵌入算法在大规模数据集上的应用.为降低构图过程的计算复杂度,提出一种基于锚点的快速无监督

图嵌入算法(FastUnsupervisedGraphEmbeddingBasedonAnchors,FUGE).该算法首先从数据集中选取锚点(代表点),然后

构造数据点Ｇ锚点相似度图,最后执行图嵌入分析.由于锚点数量远小于数据量,所提方法能有效地降低构图过程的计算复杂

度;不同于使用核函数来构造相似度图,该算法直接通过数据点的近邻信息来学习数据点Ｇ锚点的相似度图,这进一步加快了构

图过程.整个算法的计算复杂度为 O(nd２＋nmd),其中m 为锚点数.在基准数据集上的大量实验证明了所提算法的有效性和

高效性.
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Abstract　Graphembeddingisawidelyusedmethodfordimensionalityreductionduetoitscomputationaleffectiveness．ThecomＧ

putationalcomplexityofgraphembedding methodtoconstructtraditionalKＧNearestNeighbors (KＧNN)graphisatleast

O(n２d),wherenanddrepresentsthesamplesizeanddimensionsrespectively．TheconstructionofKＧNNgraphsisverytimeＧ

consumingsincethecomputationalcomplexityisproportionaltothesquareofthenumberofsamplesinthecaseofalarge

amountofdata,whichwilllimittheapplicationofgraphembeddingalgorithmsonlargeＧscaledatasets．Toaddressthisproblem,

afastunsupervisedgraphembeddingbasedonanchors(FUGE)methodisproposedinthispaper．FUGEfirstselectsanchors
(representativepoints)fromthedata,thenconstructsasimilaritygraphbetweenthedataandanchors,andfinallyperformsgraph

embeddinganalysis．Sincethenumberofanchorsismuchsmallerthanthenumberofdata,theproposedmethodcaneffectivelyreＧ

ducethecomputationalcomplexityoftheprocessofgraphconstruction．Differentfromusingthekernelfunctiontoconstructthe

similaritygraph,FUGEdirectlylearnsthedatapointＧanchorsimilaritygraphbytheneighborinformationofthedata,whichfurＧ

theracceleratestheprocessofgraphconstruction．TheoverallcomputationalcomplexityofFUGEisO(nd２＋nmd),wheremis

thenumberofanchors．ExtensiveexperimentsonrealＧworldbenchmarkdatasetsshowtheeffectivenessandefficiencyoftheproＧ

posedmethod．

Keywords　Dimensionalityreduction,Graphembedding,Anchors,KＧmeans＋＋,Orthogonalconstraint

　



１　引言

降维是一种重要的数据预处理方法.一般而言,当高维

的原始数据中存在噪声或特征冗余时,通过降维算法[１Ｇ２]将原

始数据投影到子空间中通常比直接处理原始数据更有效且更

高效.针 对 不 同 的 应 用 场 景,许 多 成 功 的 降 维 算 法 被 提

出[３Ｇ５].PrincipalComponentAnalysis(PCA)[６]作为一种经典

的线性无监督降维方法,在数据压缩、消除冗余和数据噪声等

领域被广泛应用.PCA将原始数据投影到超平面中,是基于

最近重构性(即样本点到这个超平面的距离都足够近)和最大

可分性(即样本点在这个超平面上的投影能尽可能分开(投影

数据方差最大化))的思想来实现的.因此,PCA 只注重样本

的全局特性,而样本的局部特性则不能很好地保持.另一种

经典 的 线 性 降 维 算 法 是 Linear Discriminant Analysis
(LDA)[７].作为一种有监督降维算法,LDA旨在最大化类间

散度和最小化类内散度,因此在图像分类、文本分类等任务中

表现出色.LDA由于利用了标签信息来学习,只能在有监督

的场景下应用.LocalityPreservingProjection(LPP)[８]作为

一种线性无监督降维算法被提出,它是 LaplacianEigenmap
(LE)[９]算法的线性延伸,弥补了ISOMAP[１０],LE[９],Locally

LinearEmbedding(LLE)[１１]等算法不能解决样本外问题的缺

陷,同时能保持样本的局部流形结构.以上算法可以被归为

图嵌入(GraphEmbedding,GE)[１２]框架的降维算法.GE中

指出,ISOMAP,LLE,LE被认为是直接图嵌入,PCA,LDA,

LPP被认为是图嵌入的线性化.基于谱的方法SpectralReＧ

gression(SR)[１３]首先通过解决LE问题来获得样本的低维嵌

入,随后通过解决回归问题来获得投影矩阵,因此SR可以被

归为图嵌入降维算法.

传统的图嵌入方法通常构造 KＧNearestNeighbors(KＧ

NN)图,而构造KＧNN图的计算复杂度为 O(n２d),其中n表

示样本数,d表示样本维度,复杂度与样本数的平方成正比.

因此,在数据量很大的情况下,它是非常耗时的.最近,基于

锚点的策略被应用于聚类和降维算法中,如文献[１４Ｇ１６]等.

Jiang等[１７]提出一种基于锚点的 LPP算法(AnchorGraphＧ

basedLPP,AgLPP),它是LPP算法的延伸.不同于 LPP构

造数据点之间的相似度图,AgLPP通过构造数据点与锚点之

间的相似度图来解决大规模数据的问题,它对时间和存储的

消耗与数据规模成正比.Nie等提出了一种基于图嵌入的线

性无监督降维算法(UnsupervisedLargeGraphEmbedding,

ULGE)[１６].ULGE首先基于锚点的策略构造相似度图,然

后执行谱分析.ULGE由于只注重样本的局部结构,不能保

持样 本 的 全 局 特 性.除 此 之 外,FastandFlexibleLarge

GraphEmbedding(FFLGE)BasedonAnchors[１８]被提出以处

理非线性流形的数据.FFLGE首先基于锚点的策略学得相

似度图,然 后 通 过 回 归 残 差 项 来 松 弛 严 格 线 性 约 束 函 数

h(X),以得到更合适的样本的低维表示F,同时获得投影矩

阵W.由于全局约束WStW＝I,FFLGE能同时保持样本的局

部和全 局 结 构.它 的 不 足 之 处 是 有 两 个 参 数 需 要 调 整.

受益于锚点的策略,AgLPP,ULGE和 FFLGE的计算复杂度

均与样本数成正比.更广泛的关于图嵌入算法的问题、技术

及应用可以从文献[１９Ｇ２０]中获得.

在大规模数据的情况下,传统的图嵌入算法构图过程非

常耗时,大量的存储消耗甚至会导致算法不能运行.为解决

这个问题,本文通过构造数据点与锚点之间的相似度图作为

图嵌入算法的输入图,来降低构图的计算复杂度.进一步,所

提算法直接通过数据点的几个近邻信息来学习数据点Ｇ锚点

的相似度图,相比使用核函数来构造相似度图,该方法学得的

相似度图更加有效.此外,所提方法能够保持数据的局部和

全局结构,并且无需调整超参数.整个算法的计算复杂度为

O(nd２＋nmd),其中,n为样本数,m 为锚点数,d 为样本维

度,该复杂度分别正比于样本数和锚点数.

２　相关工作

２．１　线性化图嵌入

给定一个具有n 个样本的数据集{x１,x２,􀆺,xn},X＝
[x１,x２,􀆺,xn]T∈ℝn×d是数据矩阵,xi∈ℝd×１(i＝１,２,􀆺,

n)是第i个样本.Yan等[１２]提出的统一的基于图嵌入的降维

算法框架可以被描述为发现样本点xi 在低维空间的代表

yi∈ℝt×１(d≫t).这种代表旨在最小化一些具有相似度权重

θij的距离的样本对(xi,xj),同时最大化另一些具有惩罚权重

ρij的距离的样本对(xi,xj).图嵌入降维算法寻找样本点在

低维空间的适当代表,也就是找到一个合适的映射函数f:

x→y,即y＝f(x),x∈ℝd×１,y∈ℝt×１.对于线性的图嵌入,

映射函数为线性函数y＝WTx,W∈ℝd×t,因此,对于线性图

嵌入,所求投影矩阵W 应满足:

W∗ ＝argmax
WTW＝I

　
∑
n

i,j＝１
ρij‖yi－yj‖２

２

∑
n

i,j＝１
θij‖yi－yj‖２

２

＝argmax
WTW＝I

　
∑
n

i,j＝１
ρij‖WTxi－WTxj‖２

２

∑
n

i,j＝１
θij‖WTxi－WTxj‖２

２

(１)

其中,I是单位矩阵.约束WTW＝I保证获得的这些变换向

量是两两正交的单位向量.

∑
n

i,j
ρij‖WTxi－WTxj‖２

２＝Tr(WTXTLρXW) (２)

其中,Lρ＝Dρ－ρ是惩罚图的拉普拉斯矩阵;ρ∈ℝn×n是惩罚

矩阵,它的第(i,j)个元素为ρij,表示第i个样本和第j个样

本的惩罚权重;度矩阵Dρ∈ℝn×n是对角矩阵,它的第i个对

角元素为Dii
ρ ＝∑

j
ρij.同样地,

∑
n

i,j
θij‖WTxi－WTxj‖２

２＝Tr(WTXTLθXW) (３)

其中,Lθ＝Dθ－θ是相似度图的拉普拉斯矩阵;θ∈ℝn×n是相

似度矩阵,它的第(i,j)个元素为θij,表示第i个样本和第j
个样本的相似度权重;度矩阵Dθ∈ℝn×n是对角矩阵,它的第

i个对角元素为Dii
θ ＝∑

j
θij.根据式(２)和式(３),式(１)可以改

写为:

W∗ ＝argmax
W

T
W＝I

　Tr(WTXTLρXW)
Tr(WTXTLθXW) (４)
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问题(４)是一个迹比优化问题,没有闭式形式的解,可通

过迭代的算法进行求解[２１Ｇ２３].为了简化这一过程,通常将

式(４)(迹比问题)转化为如下比迹问题来求解.

W∗ ＝argmaxTr((WTXTLθXW)－１WTXTLρXW) (５)

问题(５)通过广义特征值分解(GEVD)[２４]来求解,最优解

W∗ 由(XTLθX)－１XTLρX 的前t个最大特征值所对应的特征

向量组成.

２．２　图嵌入算法输入的图

传统的图嵌入方法需要给定(输入)固定的图,即先学得

图的拉普拉斯矩阵.通常有两种方法构造邻接图:

(１)k近邻.参数k∈N,当顶点(样本点)xi 是xj 的k 个

最近邻或者顶点xj 是xi 的k个最近邻时,顶点xi 和xj 之间

相连接.

(２)ε近邻.参数ε∈ℝ,当‖xi－xj‖２
２＜ε时,顶点xi 和

xj 之间相连接.

当顶点xi 和xj 是近邻(即xi 和xj 之间有一条边连接)

时,有非零权重,否则,顶点之间的权重为０.权重选择通常

有两种方式:

(１)热核(HeatKernel)[９].参数δ∈ℝ,如果顶点xi 和

xj 相连接,则权重为Wij＝e
－

‖xi－xj‖
２
２

δ .

(２)０Ｇ１权重 .如果顶点xi 和xj 相连接,则权重Wij＝１,

否则权重Wij＝０.

综上可知,图嵌入框架的算法可分为两个步骤.

步骤１　构造邻接图作为图嵌入算法的输入图.

步骤２　基于步骤１重构的图,学得一个低维的子空间

或数据点低维的表示.

３　基于锚点的快速无监督图嵌入

由于传统构图方法构造样本点之间的相似度图的计算复

杂度至少为 O(n２d),在大规模数据下,构图的时间消耗令人

无法忍受.因此,基于图嵌入框架,一种基于锚点的快速无监

督图嵌入算法被提出,以降低构图过程的时间消耗,同时算法

的性能也能够得到保障.

３．１　目标函数

给定一个具有n 个样本的数据集{x１,x２,􀆺,xn},X＝
[x１,x２,􀆺,xn]T∈ℝn×d是数据矩阵.我们定义一个从数据

集X 中产生的由m 个锚点(代表点)组成的锚点集{z１,z２,􀆺,

zm},Z＝[z１,z２,􀆺,zm]T∈ℝm×d是数据矩阵.基于锚点的策

略[１５Ｇ１６]能有效地降低构图的计算复杂度.通常,对样本点进

行随机采样能快速地产生锚点.为了使锚点能更好地覆盖整

个数据集,即使锚点更加分散,本文采用kＧmeans＋＋[２５]算法

的初始化聚类中心作为锚点.kＧmeans＋＋算法通过迭代采

样(称为“D２ＧSampling”[２６])初始化聚类中心.首先,在样本

中随机选取第一个聚类中心,之后依概率值选取样本中的点

作为下一个聚类中心,选择该样本点作为聚类中心的概率与

该点和已选择的聚类中心的距离成正比,如此迭代,直到选好

初始聚类中心.

由图嵌入的思想,基于锚点的策略,有如下优化问题:

min
WTW＝I

２∑
n

i＝１
　∑

m

j＝１
pij‖WTxi－WTzj‖２

２

∑
n

i,j＝１

１
n‖WTxi－WTxj‖２

２

(６)

其中,pij表示第i个样本点和第j个锚点之间的相似度权重;

W∈ℝd×t是具有正交约束的投影矩阵.将n个样本之间的连

接权重设置为１
n

,其可以看成没有先验知识下样本之间的连

接权重.令:

ui＝WTxi,i＝１,２,􀆺,n

vj＝WTzj, j＝１,２,􀆺,m{ ⇒
U＝XW

V＝ZW{ (７)

则有:

２∑
n

i＝１
　∑

m

j＝１
pij‖WTxi－WTzj‖２

２

　＝∑
n

i＝１
　∑

m

j＝１
pij(ui－vj)T(ui－vj)

　＝２Tr(∑
n

i＝１
　∑

m

j＝１
pij(ui－vj)T(ui－vj))

　＝２Tr(∑
n

i＝１
　∑

m

j＝１
pij(ui－vj)(ui－vj)T) (８)

其中,Tr(􀅰)表示方阵的迹.

∑
n

i＝１
　∑

m

j＝１
pij(ui－vj)(ui－vj)T

　＝∑
n

i＝１
　∑

m

j＝１
pijuiuT

i ＋∑
n

i＝１
　∑

m

j＝１
pijvjvT

j －∑
n

i＝１
　∑

m

j＝１
pijuivT

j －

∑
n

i＝１
　∑

m

j＝１
pijvjuT

i

　＝∑
n

i＝１
Drow

ii uiuT
i ＋∑

m

j＝１
Dcol

jjvjvT
j －∑

n

i＝１
　∑

m

j＝１
pijuivT

j －

∑
n

i＝１
　∑

m

j＝１
pijvjuT

i

　＝UTDrowU＋VTDcolV－UTPV－VTPTU

　＝UTDrowU＋VTDcolV－UTPV－(UTPV)T (９)

其中,P∈ℝn×m是数据点Ｇ锚点的相似度矩阵,它的第(i,j)个

元素为pij;Drow∈ℝn×n和Dcol∈ℝm×m 是对角矩阵,它们的第

i和第j个对角元素分别为Drow
ii ＝∑

j
pij和Dcol

jj ＝∑
i
pij.根据

式(７)－式(９),可得:

２∑
n

i＝１
　∑

m

j＝１
pij‖WTxi－WTzj‖２

２

　＝２Tr(UTDrowU＋VTDcolV－UTPV－(UTPV)T)

　＝２Tr(WT(XTDrowX＋ZTDcolZ－XTPZ－(XTPZ)T)W)

　＝２Tr(WTMW) (１０)

其中:

M＝XTDrowX＋ZTDcolZ－XTPZ－(XTPZ)T (１１)

同理:

∑
n

i,j＝１
　１

n‖WTxi－WTxj‖２
２

　＝２TrWTXT I－１
n１１T( )XW( )

＝２Tr(WTXTHXW)＝２Tr(WTStW) (１２)

其中,St 是样本的全局散度矩阵.因此,根据式(１０)、式(１２),

问题(６)可化简为:

min
WTW＝I

２∑
n

i＝１
　∑

m

j＝１
pij‖WTxi－WTzj‖２

２

∑
n

i,j＝１

１
n‖WTxi－WTxj‖２

２
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　＝ min
WTW＝I

　Tr(WTMW)
Tr(WTStW) (１３)

从问题(１３)中可以看出,目标函数中的分子注重的是

数据的局 部 结 构,而 分 母 注 重 数 据 的 全 局 结 构,最 小 化

问题(１３),则将保持数据的局部和全局结构.问题(１３)是迹

比优化问题,将其转化为如下比迹问题:

min
WTW＝I

　Tr((WTStW)－１WTMW) (１４)

３．２　优化

３．２．１　学习样本点Ｇ锚点相似度矩阵P
不同于使用核函数来学习相似度图,对于每个样本点,考

虑优化如下问题来学习相似度:

min
pT
i１＝１,pi≥０

　∑
m

j＝１
(‖xi－zj‖２

２＋γip２
ij) (１５)

其中,γi 是正则化参数;１是元素全为１的列向量,称为“求和

向量”;pi＝[pi１,pi２,􀆺,pim ]T ∈ℝm×１,“pi≥０”表示向量pi

中的每个元素都大于或等于０,pT
i１＝１约束每个样本点与其

连接的锚点相似度权重和为 １.将问题(１５)写 成 向 量 的

形式:

min
pT
i１＝１,pi≥０

pi＋ １
２γi

di

２

２
(１６)

其中,di＝[di１,di２,􀆺,dim ]T,dij＝‖xi－zj‖２
２.问题(１６)存

在闭式解[２７].根据文献[２７],假定di１,di２,􀆺,dim 从小到大

排列,当γi＝k
２di,k＋１－ １

２ ∑
k

j＝１
dij 时,每个样本点精确地连接

k个最近邻锚点.因为锚点数目远小于样本数,这可能会使

得某些样本点距离近邻锚点相对较远,这样的样本的最近邻

数应小于k.自然地,我们设置全局的γ为:

γ＝１
n ∑

n

i＝１
γi＝１

n ∑
n

i＝１

k
２di,k＋１－１

２ ∑
k

j＝１
dij( ) (１７)

则最优解为:

p
∧
ij＝ １

k＋１
２γ

１
k ∑

k

l＝１
dil( ) －dij( )( ) ＋

(１８)

其中,(􀅰)＋ ＝max{􀅰,０}.因此,每个样本会基于预先给定

的近邻数k粗略地调整其近邻个数.若样本点附近的锚点数

较多,则其连接的锚点数会大于k,反之,则小于k.由于设置

的近邻数k一般比较小(经验上不超过１０),因此,可以学得

一个稀疏的相似度矩阵P作为图嵌入算法的输入图.此外,

参数γ也可通过网格搜索策略确定.

３．２．２　解决问题(１４)

问题(１４)是一个带有正交约束的比迹优化问题,如果去

掉正交约束WTW＝I,则有:

min
W
　Tr((WTStW)－１WTMW) (１９)

问题(１９)是求解 广 义 特 征 值 问 题[２４],它 的 最 优 解 W
由S－１

t W 的前t个最小特征值所对应的特征向量组成(假

定St 可逆.若St 不可逆,则使用 PCA移除X 的零空间以

保证St 可逆).虽然St 和 M 都是对称矩阵,但不能保证

S－１
t M 是对称矩阵,因此它的特征向量不一定两两正交,进

而不能保证所求W 满足正交约束WTW＝I,因此求得的W
也不能保证是问题(１４)的最优解.为了解决这个具有挑

战性的问题,我们首先介绍如下引理.

引理１　W
∧

是问题(１９)的最优解,则W
∧

Q 也是问题(１９)

的最优解,其中,Q∈ℝt×t是任意一个可逆矩阵.

证明:

Tr(((W
∧

Q)TStW
∧

Q)－１(W
∧

Q)TMW
∧

Q)

　＝Tr(Q－１(W
∧

TStW
∧
)－１(QT)－１QTWTMW

∧

Q)

　＝Tr(Q－１(W
∧

TStW
∧
)－１WTMW

∧

Q)

　＝Tr((W
∧

TStW
∧
)－１WTMW

∧
) (２０)

这表明当W
∧

使问题(１９)达到最优目标函数值时,W
∧

Q 也

达到最优目标函数值.引理１得证.

引理２　要解决问题(１４),首先需要解决无正交约束的

问题(１９)来获取W
∧
,然后对W

∧
进行奇异值分解(SVD)使其正

交化.

证明:

假设我们从问题(１９)中获得了最优解W
∧
,但是WTW≠I.

W
∧

∈ℝd×t(d≫t)是列满秩矩阵,对W
∧

进行SVD分解,可得:

W
∧

＝AΣΒT (２１)

其中,A∈ℝd×d;B∈ℝt×t是正交矩阵;Σ＝[Σ１,０]T∈ℝd×t;

Σ１∈ℝt×t是对角矩阵,它的t个对角元素σi＞０(i＝１,２,􀆺,t)

是W
∧

的奇异值.式(２１)改可写为:

W
∧

＝A１Σ１BT (２２)

其中,A１∈ℝd×t由A 矩阵的前t列组成,AT
１ A１＝I.Σ１,B 是

可逆矩阵.对式(２２)进行简单的变换,有:

A１＝W
∧

BΣ－１
１ ＝W

∧

Q (２３)

其中,Q＝BΣ－１
１ .根据引理１,A１＝W

∧

Q是问题(１９)的最优解,

由于A１ 由正交矩阵A的前t列组成,A１ 的各列是两两正交的

单位向量,即满足正交约束AT
１ A１＝I.因此A１ 是问题(１４)的

最优解,引理２得证.

因此,可以根据引理２独立的两个步骤求解问题(１４),以

获得满足正交约束的投影矩阵.本文提出的基于锚点的快速

无监督图嵌入(FastUnsupervisedGraphEmbeddingBasedon

Anchors,FUGE)算法的详细过程如算法１所示.

算法１　FUGE算法

输入:数据矩阵X∈ℝn×d,降维维度t,锚点数 m,参数γ
输出:投影矩阵 W∈ℝd×t

１．使用kＧmeans＋＋算法的 m个初始化聚类中心作为锚点.

２．根据式(１８)构造相似度矩阵P.

３．根据式(１１)计算 M.

４．通过解决问题(１４)获得 W.

３．３　计算复杂度分析

给定n个d 维的样本X∈ℝn×d,本文提出的方法 FUGE
的计算复杂度由以下几个步骤确定.

(１)O(nmd):使用kＧmeans＋＋的 m 个初始化聚类中心

作为锚点;

(２)O(nmd＋nmlog(m)):构造相似度矩阵P;

(３)O(nd２＋md２＋nmd):根据式(１１)计算 M;

９１１杨　辉,等:基于锚点的快速无监督图嵌入



(４)O(d３＋dt２＋t３):解决无正交约束的问题(１９)需要

O(d３);执行SVD获得投影矩阵W 需要 O(dt２＋t３).

考虑n≫m≫t和n≫d≫t,运行整个 FUGE的计算复杂

度为 O(nd２＋nmd).因此,FUGE的计算复杂度正比于样本

数n,相比计算复杂度至少为 O(n２d)的传统的图嵌入方法更

为高效.

４　实验与结果分析

为了验证FUGE算法能有效地减少图嵌入算法的时间

消耗,将FUGE和几种无监督的图嵌入算法在４个基准数据

集上进行对比实验.

４．１　实验数据集

４个基准数据集包括 Coil２０,Palm,Protein和 SensIT.

Coil２０是目标图像数据集,包含２０类物品,每个物品各７２张

共１４４０张图片,每个物品每隔５°拍摄的图片大小统一处理

为１０２４维的灰度图片.Palm 是掌纹图像数据集,包含１００
类,每类各２０张共２０００张图片,大小统一处理为２５６维的灰

度图片.Protein是蛋白质数据集,包含３类,每类样本数分

别为１１３１０,５２５１,７８２６,特征维度为３５７维,共２４３８７个样

本.SensIT是通过分布式传感器网络采集的移动车辆数据

集,包含３类,每类样本数分别为２２８４１,２６４２３,４９２６４,样本

维度为 １００ 维,共 ９８５２８ 个 样 本.对 于 Coil２０,Protein 和

SensIT数据集,使用PCA移除它们的零空间,使其全局散度

矩阵St 可逆.根据样本数,把 Coil２０和 Palm 归为小规模数

据集,把 Protein和SensIT归为大规模数据集.表１列出了

这４个数据集的具体描述.

表１　数据集描述

Table１　Descriptionsof４datasets

Data Samples Dimensions
Dimafter

PCA
Classes

Coil２０ １４４０ １０２４ １０１８ ２０
Palm ２０００ ２５６ － １００

Protein ２４３８７ ３５７ ３５６ ３
SensIT ９８５２８ １００ ９８ ３

４．２　对比算法

将本文提出的方法 FUGE和 LPP[８],SR[１３],AgLPP[１７],

ULGE[１６],FFLGE[１８],FUFE(FlexibleUnsupervisedFeature

Extraction)[２８]这几种无监督图嵌入算法进行对比,并在原始

数据上执行kＧmeans＋＋[２５]算法作为基准线(Baseline)来验

证所有降维算法的性能.为了公平比较,AgLPP,ULGE,

FFLGE和FUGE使用相同的kＧmeans＋＋算法的初始化聚

类中心作为锚点,设置锚点数为m＝６００.LPP,SR,AgLPP,

FUFE使用自调整高斯方法[２９]构造相似度图,设置近邻数为

k＝５,FUGE的近邻数也设置为k＝５;在SR,ULGE中,设置

正则化参数α＝０．０１;在FFLGE中,两个参数(α,γ)均设置为

０．０１;在FUFE中,设置α１＝０．５和β＝０．１.

４．３　评价指标

使用４．２节中提到的降维算法投影数据来比较算法性

能,设置 投 影 维 度 为 各 数 据 集 真 实 的 类 别 数c.AgLPP,

ULGE,FFLGE和 FUGE分别运行１０次并在每次投影空间

中运行１０次kＧmeans＋＋;LPP,SR,FUFE分别运行１次并

在投影空间中运行１０次kＧmeans＋＋;kＧmeans＋＋在原始空

间中运行１０次.kＧmeans＋＋算法的聚类数设值为每个数据

集真实的类别数c,计算聚类平均的准确率(Accuracy,ACC)

和归一化互信息(NormalizedMutualInformation,NMI)作为

最终的聚类结果.ACC和 NMI[３０]是广泛使用的聚类评价指

标,具体计算式如下:

ACC＝
∑
n

i＝１
δ(map(ri),li)

n
(２４)

其中,ri 为xi 的预测标签,li 为真实的类别标签;n为样本数;

当x＝y时,函数δ(x,y)＝１,否则δ(x,y)＝０;置换映射函数

map(ri)将预测标签映射到数据集等价的类别标签.

NMI＝
∑
n

i＝１
　∑

n

j＝１
nijlg

nij

nin
∧
j

∑
n

i＝１
nilg

ni

n( ) ∑
n

j＝１
n∧jlg

n∧j

n( )
(２５)

其中,ni 为各个预测标签类包含的数据点的个数;n
∧

j 为各个

真实标签类包含的数据点的个数;nij为各个预测标签类和真

实标签类相交的数据点的个数.

同时,我们还记录 AgLPP,ULGE,FFLGE 和 FUGE 运

行的平均时间和LPP,SR,FUFE一次运行的时间.实验中,

所有的代码在 Matlab２０１６a上执行,在１６GB运行内存、CPU

３．６０GHzi７Ｇ７７００、Windows７系统上运行.

４．４　实验结果

表２－ 表 ４ 分 别 列 出 了 各 算 法 的 运 行 时 间、ACC 和

NMI.在各评价指标中,性能在前２位的算法在表中加粗

显示.

表２　各算法在４个数据集上的运行时间

Table２　Runningtimeofeachmethodon４datasets
(单位:s)

Data LPP SR AgLPP ULGE FFLGE FUFE FUGE

Coil２０ ０．８０１ ０．８２５ ５．０８３ １．４０４ １．５１１ ０．８１４ １．３３９

Palm ０．３６６ ０．９４５ ０．５４５ ０．５８１ ０．５２９ ０．３７９ ０．５２１

Protein ２５．４０７ ２５．１７１ ７．１８ ６．７４４ ６．８３２ ２５．９８６ ６．５０２

SensIT ４７８．５２６ ４８０．４３７ ８．２５４ ９．２３ ９．５１２ ５０２．５４３ ７．５３９

表３　各算法在４个数据集上的ACC

Table３　ACCofeachmethodon４datasets
(单位:％)

Data Baseline LPP SR AgLPP ULGE FFLGE FUFE FUGE

Coil２０ ５６．７７ ６８ ６９．７６ １１．１ ５６．９ ７３．２１ ７３．４ ７６．４７

Palm ６９．７１ ７５．６ ６２．９ ６３．５５ ７０．４６ ７２．２７ ７６．８６ ７６．８４

Protein ４３．４ ４４．１ ４３．９９ ４４．０３ ４１．５５ ４４．１１ ４３．９９ ４４．２２

SensIT ６５．２５ ６４．９５ ６５．２１ ６６．２９ ６５．１ ６９．６２ ６８．３ ６４．１６

表４　各算法在４个数据集上的NMI

Table４　NMIofeachmethodon４datasets
(单位:％)

Data Baseline LPP SR AgLPP ULGE FFLGE FUFE FUGE

Coil２０ ７２．８ ８２．４１ ８３．０２ ６．１９ ７４．３７ ８５．３６ ８６．０９ ８５．９３

Palm ８９．１２ ９３．１９ ８５．５ ８３．１４ ８８．８５ ９０．１６ ９３．３９ ９３．０４

Protein ０．５６ ０．４６ ０．４６ ０．３３ ０．２４ ０．３３ ０．４６ ０．４０

SensIT ３０．１３ ３１．０７ ３１．０８ ３０．２８ ２８．２１ ３１．９９ ３０．５２ ２９．６８
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　　从表２可以看出,在两个小规模数据(Coil２０,Palm)上,

所有算法降维的时间消耗相差不大,传统构图算法(LPP,SR,

FUFE)的时间消耗略低于构造锚图的算法(AgLPP,ULGE,

FFLGE,FUGE). 然 而 在 两 个 大 规 模 数 据 集 (Protein,

SensIT)上,本文提出的方法(FUGE)较其他算法时间消耗是

最低的.具体地,在 Protein数据集上,FUGE 时间消耗为

６．５０２s,而传统构图方式的算法 (LPP,SR,FUFE)分 别 为

２５．４０７s,２５．１７１s,２５．９８６s;在SensIT数据集上,FUGE的时

间消耗为 ７．５３９s,而 LPP,SR,FUFE 的 时 间 消 耗 分 别 为

４７８．５２６s,４８０．４３７s,５０２．５４３s,时间消耗较 LPP,SR,FUFE
减少了约 ９８％,在速度上有了极大地提升.在 Protein和

SensIT 数 据 集 上,AgLPP 的 时 间 消 耗 分 别 为 ７．１８s 和

８．２５４s;ULGE的时间消耗分别为６．７４４s和９．２３s;FFLGE
的时间消耗分别为６．８３２s和９．５１２s.它们的时间消耗均略

高于FUGE,这表明基于锚点策略构图的图嵌入算法能有效

地降低图嵌入算法(构图过程)的计算消耗.理论上,FUGE
的计算复杂度为 O(nd２＋nmd),与样本数n成正比.

在表３－表４中,本文提出的方法聚类的准确率在 Coli２０
数据集上相比其他算法是最优的,为７６．４７％;其归一化互信息

是次优的,为 ８５．９３％.值 得 注 意 的 是,基 于 锚 点 的 算 法

AgLPP在Coil２０数据集上的性能严重失效,这是由于选取的

锚点数m(６００)小于样本维度d(１０１８),将导致该算法求解广

义特征值UTL
~
Ua＝λUTD

~
Ua 时失效(矩阵UTD

~
U 严重不可

逆).文献[１５]中,U∈ℝm×d是由锚点构成的数据矩阵,λ是

广义特征值,a为其特征向量,D
~,L

~
为维度较小的拉普拉斯矩

阵.在Palm数据集上,本文提出的方法聚类的准确率是次

优的,归一化互信息略低于 FUFE和 LPP.FUGE聚类的准

确率在Protein上是最优的(４４．２２％),各算法聚类的互信息

均非常低.在SensIT数据集上,FUGE聚类的准确率和互信

息虽然不如其他算法,但也紧随其后.总体来说,FUGE算法

在小规模数据集(Coil２０,Palm)上的性能较优,在大规模数据

集(Protein,SensIT)上的表现也是不错的.

４．５　参数分析

在４．４节中,锚点数被固定为 m＝６００,本节将探索锚点

数m 对本文提出的方法FUGE和 AgLPP,ULGE,FFLGE性

能的影响.我们固定k＝５,比较锚点数 m＝１００,２００,􀆺,

１０００时对算法性能的影响,结果如图１－图３所示.

(a)Coil２０ (b)Palm (c)Protein (d)SensIT

图１　不同锚点数下 AgLPP,ULGE,FFLGE和FUGE在４个数据集上的运行时间

Fig．１　RunningtimeofAgLPP,ULGE,FFLGEandFUGEon４datasetswithdifferentnumberofanchors

(a)Coil２０ (b)Palm (c)Protein (d)SensIT

图２　不同锚点数下 AgLPP,ULGE,FFLGE和FUGE在４个数据集上的ACC

Fig．２　ACCofAgLPP,ULGE,FFLGEandFUGEon４datasetswithdifferentnumberofanchors

(a)Coil２０ (b)Palm (c)Protein (d)SensIT

图３　不同锚点数下 AgLPP,ULGE,FFLGE和FUGE在４个数据集上的NMI

Fig．３　NMIofAgLPP,ULGE,FFLGEandFUGEon４datasetswithdifferentnumberofanchors
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　　从图１可看出,随着锚点数的增加,FUGE在４个数据集

上降维的时间消耗均低于 AgLPP,ULGE和FFLGE.FUGE
在４个数据集上的时间消耗随着锚点数的增加呈线性增加的

趋势,AgLPP除了不能处理好 Coil２０外,在其他数据集上的

时间消耗也是呈线性增加的趋势.理论上,FUGE的计算复

杂度为 O(nd２＋nmd),与锚点数m 成正比.

从图２、图３可看出,算法性能方面,在小规模数据集上,

FUGE的准确率和归一化互信息随着锚点数的增加而逐渐提

高,当锚点数到达大约６００个时呈现较平稳的趋势;在大规模

数据集上,FUGE的性能随着锚点数的增加表现平稳.这是

因为:当锚点数为６００时,锚点数分别占 Coil２０,Palm 数据量

的４１％和３０％,这个比例的锚点数能比较好地覆盖整个数据

集;然而,当 锚 点 数 为 １０００ 时,锚 点 数 仅 分 别 占 Protein,

SensIT数据量的４．１％和１．０１％,不能很好地覆盖整个数据

集.因此,为了使算法获得更好的性能,建议增加锚点的数

量.对于 AgLPP算法,正如４．４节所述,当选取的锚点数 m
小于样本维度d 时,该算法会失效;当选取的锚点数 m 大于

或等于样本维度d 时,锚点数对该算法性能的影响和 FUGE
有类似的结论.对于 FFLGE算法,锚点数对其性能的影响

与FUGE有类似的结论.ULGE的性能对锚点数比较敏感,

随着锚点数的增加,ULGE在各数据集上的性能有不同程度

的波动.

结束语　本文提出了一种基于锚点的快速无监督图嵌入

算法(FUGE).为降低传统图嵌入算法构图过程的计算复杂

度,FUGE选取kＧmeans＋＋算法的初始化聚类中心作为锚

点,直接利用数据点的近邻信息来构造数据点Ｇ锚点相似度

图,并作为图嵌入算法的输入图,整个算法的计算复杂度为

O(nd２＋nmd),其中n为样本数,m 为锚点数,d为样本维度,

算法的计算复杂度分别与样本数和锚点数成正比.由于锚点

数远小于样本数,所提方法能有效地减少构图过程的时间消

耗.FUGE的性能将随着锚点数的增加而逐渐提高并趋于平

稳,同时,FUGE降维的时间消耗将随着锚点数的增加而呈线

性增加的趋势.在实际应用当中,锚点数的确定需要在算法

的性能和时间消耗上进行折中.在基准数据集上的实验结果

表明,本文提出的方法速度快并且在性能上也能够得到保证.

FUGE学得一个低维的子空间或数据点低维的表示依赖

于输入(嵌入)的图,在无监督学习中,基于原始样本学得的图

可能不能很好地表示投影样本之间的关系.在未来的工作当

中,我们将考虑在投影空间中学习数据之间的相似度.另一

方面,如何快速地产生代表性更好的锚点也值得进一步研究.
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