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改进YOLOv３网络模型的人体异常行为检测方法
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２中国科学院计算技术研究所　北京１０００８０
　
摘　要　针对传统视频监控数据量大且复杂、不能及时有效地检测到人体异常行为的问题,文中提出了一种基于 YOLOv３改

进网络模型的人体异常行为检测方法(YOLOv３ＧMSSE).该方法基于经典 YOLOv３网络模型,利用残差模块构建多尺度特征

提取网络,提升了对大目标的检测精度;同时,在网络结构不同位置融入注意力机制,对特征图各个通道的特征重要性实现加权

处理,有效提高了模型人体异常行为的检测性能.实验结果表明,相比传统 YOLOv３算法,YOLOv３ＧMSSE方法的 mAP值提

升了２０．８％,F１Ｇscores提升了１１．３％,该方法不仅能够有效地检测出监控场景中的人体特定异常行为,还能较好地平衡检测

精确率与召回率之间的关系,比同类方法更适用于实际监控场景下的人体异常行为检测.
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Abstract　Thedataoftraditionalvideosurveillanceisverylargeandcomplex,andcannotdetecttheabnormalbehaviorsofhuman

inatimelyandeffectivemanner．Inresponsetotheseproblems,thispaperpresentsanimprovedYOLOv３algorithm (YOLOv３Ｇ

MSSE)forthedetectionofhumanabnormalbehavior．Thisalgorithmcanimprovethedetectionaccuracyoflargetargetsforitis

basedonthetraditionalYOLOv３networkmodel,andamultiＧscalefeatureextractionnetworkisconstructedbytheresidualmoＧ

dules．Atthesametime,byincorporatingtheattentionmechanismintodifferentpositionsofthenetworkstructure,andtheimＧ

portanceofthefeaturesineachchannelofthefeaturemapcanbeweighted,whicheffectivelyimprovesthedetectionperformance

ofthemodelforabnormalhumanbehavior．ExperimentalresultsshowthatcomparedwiththetraditionalYOLOv３algorithm,the

mAPofYOLOv３ＧMSSEisincreasedby２０．８％,andF１Ｇscoresisincreasedby１１．３％．TheproposedalgorithmcannotonlydeＧ

tectthespecificabnormalbehaviorofthehumaninthemonitoringsceneeffectively,butalsocanbalancetherelationshipbetween

thedetectionaccuracyrateandtherecallratewell．Inaddition,Itismoresuitableforthedetectionofhumanabnormalbehaviorin

actualmonitoringscenariosthansimilarmethods．

Keywords　Neuralnetworks,Abnormalbehavior,Multiscale,Attentionmechanism,Resnet

　

１　引言

在背景复杂的应用场景下,实现准确、实时的异常行为检

测已成为智能监控视频领域具有挑战性的任务[１Ｇ２].然而,异
常行为的类型极其复杂,在不同的场景下其定义也有所不同.

例如,在公路上行驶的车辆被定义为正常,而行驶在操场时则

被定义为异常;此外,异常行为相对于正常行为发生的概率一

般偏低.鉴于此,目前针对人体异常行为的研究通常是将任何

与大多数人体行为不一致的行为定义为异常[３].Wang等[４]提

出用无监督聚类的方法来提取人体关键帧,通过判断其幅值

加权方向角的熵值来判断行为是否异常,但其无法对人体异常

行为进行 精 确 定 位.Satybaldina等[５]提 出 了 一 个 对 人 体

静态和动态手势特征进行分类的系统,以检测 ATM 机前

的人是否存在可疑行为,但其检测精度不高,且易受光照

条件的影响.值得一提的是,现有大多数人体异常行为检

测算法以户外检测为主,这些算法的室内检测效果并不理

想.文献[６]提出了一种基于机器学习算法的简明检测框

架,通过对校内学生异常行为进行先验性定义,实现了视

频监控中异常行为的有效检测,但其检测框架包含的手动

参数较多,不利于自训练.Zheng等[７]同样针对室内人体



异常行为检测和识别的问题,提出了一种多技术混合跟踪

的方法,有效改善了障碍物遮挡下的识别精度,但其研究

仅局限于单个摄像机的目标对象识别,缺乏对复杂场景下

多摄像机下目标对象的识别研究.文献[８Ｇ９]则将人体异

常行为当作一种目标进行分类,借用 YOLOv３目标检测网

络模型来实现异常行为的检测以及定位,在保证视频检测

实时 性 要 求 的 同 时 又 兼 顾 了 精 确 率,但 大 部 分 基 于

YOLOv３的改进算法更关注精确度本身,忽略了检测精度

与召回率之间的平衡问题.

针对现有人体异常行为检测方法中存在的检测精度不

高、定位不准确等问题,本文提出了一种基于 YOLOv３改进

网络模型的人体异常行为检测方法.其核心思路是:通过在

YOLOv３网络结构中添加特征检测层来满足视频监控场景下

对大目标的有效检测,同时在该网络结构中融入注意力机制

进行训练检测,在网络训练时更加关注特征图的细节信息,使

后期模型检测的性能得到明显提升.

２　改进YOLOv３网络模型的人体异常行为检测方法

２．１　改进方法的基本思路

经典 YOLOv３利用多尺度预测的方法实现了精度与速

度的较好平衡,但其在预测时用于提取特征图的最大尺寸为

１３×１３,相比SSD[１０]的１×１明显偏大,易产生漏检或者误

检.而深度残差模块[１１]通过构建更深的检测网络得到了更

大的输出尺寸,从而可以有效地解决该问题.此外,经典

YOLOv３模型难以平衡检测精确率和检测召回率之间的矛

盾,两者很难同时达到最优,而注意力机制[１２]能够很好地学

习到图像特征的重要程度并对其进行相应的加强和弱化,可

有效提高模型的目标检测性能.

鉴于通道域注意力机制以及残差模块的特性,为平衡精

确率与召回率之间的关系,通过对 YOLOv３网络模型的分

析,本 文 提 出 了 一 种 人 体 异 常 行 为 检 测 方 法 (简 称 为

YOLOv３ＧMSSE),其网络结构图如图１所示.

图１　YOLOv３ＧMSSE的网络结构图

Fig．１　NetworkstructurediagramofYOLOv３ＧMSSE

４３２ ComputerScience 计算机科学 Vol．４９,No．４,Apr．２０２２



　　首先,通过构建更深的网络层使得改进后的网络模型可

以对更大目标进行精确检测;其次,通过添加通道域注意力机

制来学习图像特征的分布,以加强有用特征信息的权重,削弱

无用信息的干扰

２．２　残差模块(ResNet)构建更深的检测网络

经典 YOLOv３的主干网络由大量的 ResNet构成,该模

块能大幅度提高网络模型的训练速度以及模型性能,且不会

给网络本身增加额外的参数和计算量.

YOLOv３ＧMSSE对经典 YOLOv３网络模型进行改进,其

沿用经典 YOLOv３主干网络的残差部分,在该主干网络之后

额外再增加一个残差模块.模型对目标图像进行６４倍下采

样,得到８×８的特征图以满足对大目标的有效检测,加上

YOLOv３原有的３个特征层组成新的具有４个特征尺度的特

征金字塔,即分辨率分别为６４×６４,３２×３２,１６×１６,８×８.

２．３　通道域注意力机制改变特征信息权重

注意力机制的本质就是权重的分布,其核心步骤就是从

大量的信息中选取与特定研究目标有关的关键信息,通过细

致学习这些特征以提高原网络模型的检测性能[１３].具体做

法是:通过神经网络训练提取图像特征,将特征点的注意力集

中在人群区域,以有效减少背景信息的干扰.

如图２所示,通道域注意力机制的实现需要经过３个步

骤,首先对 H×W×C 大小的特征图U 进行特征压缩,通过

对卷积层的输出进行全局池化,得到一个１×１×C 大小的具

有全局感受野的特征图,其计算式为:

ZC＝Fsq(UC)＝ １
H∗W ∑

H

i＝１
　∑

W

j＝１
uC(i,j) (１)

其中,UC表示U 中第C 个二维矩阵,uC(i,j)为第i行第j列

的像素特征,Fsq 为特征压缩操作,ZC 代表压缩后C 通道的

特征.

图２　通道域注意力机制模型的结构图

Fig．２　Structurediagramofchanneldomainattention

mechanismmodel

其次,采用两个连续的全连接神经网络对特征压缩得到

的具有C个通道的特征图Z 进行非线性变换,得到一个具有

权重系数的１×１×C的卷积核S.其压缩方式如式(２)所示:

S＝Fex(Z,W)＝σ(W２δ(W１Z)) (２)

其中,W 为一个１×１×C的卷积核,用于学习网络权值;Fsc为

乘法操 作;σ 为 sigmoid 函 数;δ 为 Relu 激 活 函 数,W１ ∈

RC/r×C,W２∈RC×C/r,r为缩放参数.

然后,再对输入特征图 U 进行加权操作,即将其结果作

为权重乘到输入特征上,得到一个加权的特征图 X
~

作为下一

层网络的输入.

x~C＝Fsc(uC,SC)＝SC􀅰uC (３)

其中,x~C 为C 通 道 对 应 的 特 征 图,X
~

＝ [x~１,x~２,􀆺,x~C ],

Fsc(uC,SC)表示特征图uC∈RH ×W 与标量SC 的对应通道的

乘积.

为进一步提升模型的性能,分别在相应的残差层和特征

提取层之间添加子通道域注意力机制,其添加方式如图１所

示.YOLOv３ＧMSSE的网络层能够自主学习特征图对应的每

个通道的重要性参数,即学习每个通道的权重.最后,将参数

反馈到输入特征图以实现特征图的重要性加权.加权后的特

征图强化了检测目标,带有更为丰富的特征信息,有效提高了

后期模型检测的准确性.

２．４　改进网络模型的损失计算

网络模型损失主要由边界框坐标误差损失、置信度误差

损失和分类误差损失３部分组成[１４].
(１)边界框坐标误差损失

边界框坐标损失由中心坐标误差和宽高坐标误差组成,

其计算式如式(４)所示:

lbox＝λcoord ∑
S×S

i＝０
　∑

B

j＝０
１obj
ij －(２－wi×hi)[(xi－x∧i)２＋(yi－

y
∧
i)２＋(wi－w∧i)２＋(hi－h

∧

i)２] (４)

其中,参数１obj
ij 表示第i个网格的第j个锚框是否负责这个检

测目标,若负责则１obj
ij ＝１,否则等于０.根据文献[１５]定义参

数λcoord＝５以增加边界框坐标的损失.
(２)置信度误差损失

置信度误差损失函数包括存在对象的检测框的置信度误

差、不存在对象的检测框的置信度误差两个部分,其计算式如

式(５)所示:

lobj＝－ ∑
S×S

i＝０
　∑

B

j＝０
１obj
ij [ci

∧

logci＋(１－ci

∧
)log(１－ci

∧
)]－

λnoobj ∑
S×S

i＝０
　∑

B

j＝０
１noobj
ij [ci

∧

logci＋(１－ci

∧
)log(１－ci

∧
)]

(５)

其中,参数１noobj
ij 表示第i个网格的第j个锚框不负责该目标

的预测,参数ci

∧
为置信度,其值由单元格的检测框是否负责预

测某个对象所决定,如果负责,则ci

∧

＝１,否则ci

∧

＝０,根据文献

[１５]定义参数λnoobj＝５.
(３)分类误差损失

分类误差损失函数使用式(６)计算.当第i个网格的第j
个锚框负责某一个真实目标时,该锚框所产生的检测框才会

去计算分类损失函数.

lcls＝－ ∑
S×S

i＝０
１obj
ij ∑

c∈classes
[p

∧

i(c)log(pi(c))＋

(１－p
∧

i(c))log(１－pi(c))] (６)

其中,pi(c)代表当前目标属于类别c的概率.

单个 YOLO层的损失即为边界框坐标误差损失、置信度

误差损失、分类误差损失这３部分之和.由于改进后的网络

拥有４个 YOLO层,因此网络模型最终的损失是将全部 YOＧ
LO层计算出来的损失值求和,再进行反向传播.

３　实验结果与分析

３．１　模型训练及参数设置

YOLOv３ＧMSSE网络模型实验选择在不同尺度的图像上

进行训练与测试.输入图像被统一缩放到５１２×５１２像素,

５３２张红民,等:改进 YOLOv３网络模型的人体异常行为检测方法



通过深度残差网络提取目标特征,并使用４个不同尺度的卷

积特征图来预测目标的位置坐标以及类型.对于锚点框的选

取,采用kＧmeans＋＋均值聚类法,即针对训练数据集的边界

框做聚类以选择最合适的锚框.在自制的异常行为数据集

上,YOLOv３ＧMSSE使用４个尺度１２个锚点,分别为:４５５×
４８３,４０９×４０３,３７９×１９６,２３６×２８５,１２５×２８１,１５６×４１０,

９１×１６６,１９８×８９,６０×２９５,５８×５５,４７×１２４,１１９×８３.

在整 个 训 练 过 程 中,为 避 免 训 练 出 现 过 拟 合,将

YOLOv３ＧMSSE模型训练１５０个epoch,其中动量和权重衰减

分别配置为０．９和０．０００５,批数量设为１６,再通过细分将这

１６张训练图片分３２次送入训练网络中以减少网络对显存的

占用.为使模型更好地收敛,学习率刚开始设置为０．０１,随
着迭代次数增加到设定值,学习率依次变为０．００１,０．０００１.

３．２　模型通用性验证及实验结果

为了验证在通用场景下对于各类物体的目标检测性能,

在PASCALVOC数据集上对提出的 YOLOv３ＧMSSE方法进

行了相关的训练与测试.该数据集共包含２０种类别,实验选

取 VOC２００７测试集、VOC２００７训练验证集以及 VOC２０１２训

练验证集作为模型训练数据,选取 VOC２０１２测试集作为模

型测试数据,选择平均精确度(mAP)作为有效性检测指标.

其中,５种同类检测方法在PASCALVOC２０１２测试集的检测

结果如表１所列.

表１　PASCALVOC２０１２测试集下的检测结果

Table１　TestresultsinPascalVOC２０１２test
(单位:％)

category
Faster
RＧCNN

SSDＧ３００ SSDＧ５１２ YOLOv３
YOLOv３Ｇ

MSSE

aeroplane ８４．９ ８４．２ ８４．９ ８５．３ ８６．９
bicycle ７９．８ ７６．３ ８２．６ ８４．６ ８４．６
bird ７４．３ ６９．６ ７４．４ ７２．２ ７５．３
boat ５３．９ ５３．２ ５５．８ ６８．７ ７１．５
bottle ４９．８ ４０．８ ５０．０ ６７．３ ７１．１
bus ７７．５ ７８．５ ８０．３ ８５．２ ８８．３
car ７５．９ ７３．６ ７８．９ ８３．９ ８６．２
cat ８８．５ ８８．０ ８８．８ ８４．６ ８６．７

chair ４５．６ ５０．５ ５３．７ ６６．２ ６８．３
cow ７７．１ ７３．５ ７６．８ ８３．９ ８５．３

diningtable ５５．３ ６１．７ ５９．４ ７４．２ ７４．８
dog ８６．９ ８５．８ ８７．６ ８４．８ ８４．７
horse ８１．７ ８０．６ ８３．７ ８３．９ ８８．９

motorbike ８０．９ ８１．２ ８２．６ ８４．３ ８６．４
person ７９．６ ７７．５ ８１．４ ８２．８ ８４．１

pottedplant ４０．１ ４４．３ ４７．２ ５６．２ ５９．２
sheep ７２．６ ７３．２ ７５．５ ７６．７ ７８．３
sofa ６０．９ ６６．７ ６５．６ ７８．１ ７８．２
train ８１．２ ８１．１ ８４．３ ８４．４ ８４．８

tvmonitor ６１．５ ６５．８ ６８．１ ７６．８ ８０．３
mAP ７０．４ ７０．３ ７３．１ ７８．２ ８１．２

FasterRＧCNN,SSDＧ３００,SSDＧ５１２,YOLOv３的数据均来

源于文献[１７].从表１可以看出,YOLOv３ＧMSSE 对 PASＧ
CALVOC数据集下２０个不同检测目标的检测 mAP值达到

了８０．２％,表明其能够适用于通用场景下的物体检测.与

FasterRＧCNN(７０．４％mAP),SSDＧ３００(７０．３％ mAP),SSDＧ
５１２(７３．１％ mAP),YOLOv３(７８．２％mAP)的检测结果相比,

YOLOv３ＧMSSE 的 mAP 值 分 别 提 升 了 １０．８％,１０．９％,

８．１％与３．０％.

３．３　模型异常行为检测及结果分析

为了验证 YOLOv３ＧMSSE在人体异常行为检测中的有

效性,将其与经典 YOLOv３以及在模型中仅添加了注意力机

制的方法(简称为 YOLOv３ＧSE)进行检测结果对比分析.实

验采用的数据集来源于公开的监控视频.考虑到人体异常行

为的多样性,实验时仅将公共场所下行人跌倒、行人违规翻越

栏杆定义为人体异常行为.在网络训练之前对输入图像进行

预处理,包括图片数据的图像增强、视频相关帧截取、图像筛

选以及标签标定等.其中数据标签共分为两类,即fall和

climb;整个数据集中共标定 ２５４６ 张图像数据,随 机 选 取

２０００张作为训练数据集,将剩下的作为测试数据集.为了扩

充训练数据集,在训练输入端采用数据增强策略,即将训练图

像统一缩小至原尺寸的四分之一后再随机选取４张图片分别

进行组合得到新的扩充图像,与未经处理的图片共同作为模

型训练的数据集,并将其输入到网络模型中进行训练.

(１)３种网络架构训练的LOSS函数图对比

实验时通过观察LOSS函数图的下降趋势来调整模型参

数,并同时根据 LOSS值确定何时停止训练.３种网络架构

训练的LOSS对比曲线图如图３所示.从 LOSS函数图可看

出,添加的注意力机制模块和特征检测层并不会影响模型最

终的收敛情况,尽管 YOLOv３ＧMSSE由于网络层更深使得模

型初始损失值较大,但其经过较短时间的训练迅速减少了与

YOLOv３,YOLOv３ＧSE损失值的差距.当模型分别训练到５０
个epoch时,３种网络架构的训练损失值都开始缓慢下降,最终

达到收敛的速度相差无几,均能较好地收敛在损失值０．０６左右.

图３　３种网络架构训练的LOSS对比曲线图

Fig．３　Losscomparisoncurveofthreenetworkarchitectures

(２)评价指标对比分析

为了验证 YOLOv３ＧMSSE 方法的有效性,选取精确率

Precision(P)、召回率 Recall(R)、mAP以及调和平均数(F１Ｇ

scores)作为评价指标.

３种网络架构训练的各类指标曲线图如图４所示,图中

蓝线代表 YOLOv３ＧMSSE,绿线代表 YOLOv３ＧSE,红线代表

YOLOv３.可以看出,各类指标随着迭代次数增加其值也不

断增加,蓝线所代表的 YOLOv３ＧMSSE网络模型检测的 P,

R,mAP以及 F１Ｇscores值始终在经典 YOLOv３网络模型检

测相关指标曲线图之上,绿线所代表的 YOLOv３ＧSE网络模

型检测的P以及F１Ｇscores曲线也优于经典 YOLOv３网络模

型对应的指标曲线,说明添加的注意力机制、特征检测层模块

使得 YOLOv３ＧMSSE网络模型的检测效果较经典模型得到

了一定的提升,其中同时添加了注意力机制和特征检测层的

网络架构的性能提升得最多,检测性能更好.
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(a)PrecisioncurvesofthethreeYOLOmodels (b)RecallcurvesofthethreeYOLOmodels

(c)mAPcurvesofthethreeYOLOmodels (d)RecallcurvesofthethreeYOLOmodels

图４　３种网络架构训练的各类指标曲线图(电子版为彩色)

Fig．４　Curvesofvariousindexesofthreenetworkarchitectures

　　(３)检测效果图对比

为了 验 证 YOLOv３ＧMSSE 方 法 的 效 果,将 YOLOv３Ｇ

MSSE,YOLOv３ＧSE,YOLOv３这３个网络架构在测试集(包

含５４６张测试图片)中进行检测实验,随机选取两张检测图片

并对其检测结果进行对比,结果如图５所示.

(a)翻越栏杆 (b)行人摔倒

图５　３种网络架构的检测结果对比

Fig．５　Comparionoftestresultsofthreenetworkarchitectures

图５中第一行到第三行分别代表 YOLOv３,YOLOv３Ｇ

SE,YOLOv３ＧMSSE模型的检测效果,可以看出,３种方法均

能检测出图５(a)、图５(b)中的人体异常行为,其中基于经典

YOLOv３的检测方法出现了误检,其将站立的人的影子识别

为摔倒对象.表２列出了３种方法对图５(a)、图５(b)检测的

置信度对比情况,可以看出,YOLOv３ＧMSSE的检测置信度均

最高,依次为０．７和０．９,远高于经典 YOLOv３的置信度值.

从总体趋势来看,随着模型不同程度的改进,模型检测对象的

置信度逐渐提高.

表２　检测置信度的对比情况

Table２　Testconfidencecomparison

Confidence YOLOv３ YOLOv３ＧSE YOLOv３ＧMSSE
picture(a) ０．４０ ０．４０ ０．７０
picture(b) ０．７５ ０．８４ ０．９０

表３列出了３种网络架构的检测指标对比结果.可以看

出,同时添加了注意力机制和特征检测层的 YOLOv３ＧMSSE
网络架构与仅添加了注意力机制的 YOLOv３ＧSE网络架构在

P指标上略低于经典 YOLOv３网络模型,但其 R,mAP以及

F１Ｇscores指标值均优于经典 YOLOv３,相比经典 YOLOv３,

改进后的 YOLOv３ＧSE 和 YOLOv３ＧMSSE 模型在 R 指标上

分别提升了 ５．４％ 和 １９．１％,在 mAP 指标上分别提升了

６．４％和２０．８％,在 F１Ｇscores指 标 上 分 别 提 升 了 ３．２％ 和

１１．３％,说明 YOLOv３ＧMSSE在一定程度上能够有效提高模

型的检测性能,并能较好地平衡其检测精确率与召回率之间

的关系.

表３　３种网络架构的检测指标对比

Table３　Comparisonofdetectionindexesofthreenetwork

architectures

Networkstructure P R mAP/％ F１Ｇscores
YOLOv３ ０．９２０ ０．６０３ ５７．３ ０．７２８

YOLOv３ＧSE ０．９０８ ０．６５７ ６３．７ ０．７６０
YOLOv３ＧMSSE ０．８９９ ０．７９４ ７８．１ ０．８４１

结束语　YOLOv３ＧMSSE方法通过增大检测模型的特征

检测层尺寸来实现对大目标的有效检测,提高了模型异常行

为检测的精度.同时,该方法在 YOLOv３目标检测网络结构

图中融入了注意力机制,自动学习特征图各个通道的特征权

重,再将其结果反馈到输入特征图中,使得网络有选择性地增

强信息量大的特征并对无用特征进行抑制,在不引入过多参

数的条件下实现了模型检测性能的大幅度提升,对人体异常

行为检测处理有着积极的作用.

但是,本文提出的 YOLOv３ＧMSSE方法仍有以下不足:
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１)不同场景下人体异常行为的定义不同,这使得人体异常行

为检测的研究缺乏通用性;２)实验中可用于训练的人体异常

行为数据集较少,使得深度神经网络模型训练得不充分.因

此,如何扩大人体异常行为数据集,针对不同场景下的人体异

常行为训练适应性更强的检测模型,都是下一步值得重点关

注的研究内容.
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