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基于评分区域子空间的协同过滤推荐算法

孙晓寒 张　莉
苏州大学计算机科学与技术学院　江苏 苏州２１５００６
　(２０１９５２２７０９０＠stu．suda．edu．cn)

　
摘　要　协同过滤推荐算法因其合理的可解释性以及简单的实现过程而被广泛应用.然而,在推荐系统中数据集通常具有规

模大、稀疏度和维度高等特点,这些特点给协同过滤推荐算法带来了很大的挑战.为了缓解上述问题,提出了一种基于评分区

域子空间的协同过滤推荐算法.基于用户Ｇ项目评分矩阵,该算法首先将评分范围划分为３个区域,即高评分区域、中评分区域

以及低评分区域,根据这３个区域分别为每个用户寻找其项目子空间,即高评分子空间、中评分子空间以及低评分子空间.其

次,定义了一种新的相似度计算方式,在各区域子空间中分别计算用户之间的评分支持度,只有当用户在各个子空间上的评分

支持度都很高时,用户之间才是相似的.这种方式避免了惰性评分用户的评分干扰.实验结果表明,该算法能够在一定程度上

解决数据稀疏性问题,特别是针对高维数据能降低其计算复杂度,并提高其推荐性能.
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CollaborativeFilteringRecommendationAlgorithmBasedonRatingRegionSubspace
SUNXiaoＧhanandZHANGLi
SchoolofComputerScienceandTechnology,SoochowUniversity,Suzhou,Jiangsu２１５００６,China

　

Abstract　Collaborativefiltering(CF)recommendationalgorithmiswidelyusedbecauseofitsreasonableinterpretabilityandsimＧ

pleprocess．However,datasetsinrecommendationsystemshavethecharacteristicsoflargescale,highsparsityandhighdimenＧ

sionality,whichbringagreatchallengeforCFrecommendationalgorithms．Toalleviatetheaboveissues,thispaperproposesa

collaborativefilteringrecommendationalgorithmbasedontheratingregionsubspace(RRS)．AccordingtotheuserＧitemrating
matrix,RRSfirstlydividesthescoringrangeintothreedifferentregions:highscoringregion,mediumscoringregionandlowscoＧ

ringregion．Onthebasisofthesethreeregions,eachuserfindsitsitemsubspaces,thatis,highratingsubspace,mediumrating
subspaceandlowratingsubspace．Anewsimilaritymeasurementmethodisdefinedtocalculatetheratingsupportbetweenusers

ineachregionsubspace．Onlyiftheratingsupportsofusersinallsubspacesarehigh,theusersaresimilar,whichavoidstheraＧ

tinginterferenceoflazyusers．ExperimentalresultsshowthattheproposedmethodcansolvetheissueofdatasparsitytoacerＧ

tainextent,reducethecomputationalcomplexityandimprovetherecommendationperformance,especiallyonhighＧdimensional

datasets．

Keywords　Itemsubspace,Ratingsupport,Collaborativefiltering,Sparsity,Highdimensionality
　

１　引言

当今时代,移动互联网技术的发展以及在线服务的普及

改变了人们的生活方式,但海量信息的增长导致人们对信息

输出质量的要求越来越高.推荐系统作为一种个性化技术,

它不需要与用户有过多的互动,就可以根据用户在互联网中

留下的痕迹,主动分析并挖掘用户的兴趣偏好,引导用户发现

自己潜在的信息需求,缩小用户选择的范围[１Ｇ２].推荐系统

不仅可以为用户提供个性化服务,还能与用户建立密切联系,

让用户对其产生依赖.因此,推荐系统被广泛应用于不同领

域,如电商网站[３]、视频[４]、音乐[５]和生活服务[６]等.

协同过滤算法作为最受欢迎的推荐算法之一,可以衡量

用户或物品之间的相似度,其主要分为基于用户的协同过滤

和基于物品的协同过滤.在基于用户的协同过滤推荐中,

如果用户在过去有相似的兴趣偏好,那么他们在未来的兴趣

偏好也极有可能是相似的[７Ｇ８].协同过滤算法基于用户对



物品的评分数据进行推荐,不需要额外分析物品本身的内容

信息或用户的基本信息,与领域无关.虽然协同过滤算法取

得了不错的应用效果,但它依然面临一些挑战.在互联网中,

每个用户的能力有限,不可能对所有物品(如电影、书籍和音

乐等)都产生过评分,因此用户之间共同评分的数据较少.除

此之外,还要考虑惰性评分的用户,这些用户只给物品高分或

低分,其行为会对推荐过程产生干扰.总的来说,协同过滤算

法所依赖的数据集非常稀疏且高维.

协同过滤推荐的主要过程是为目标用户找到与其最相似

的近邻集,进而根据近邻用户的评分数据为目标用户进行推

荐.寻找近邻的方式分为相似性度量方法和聚类算法两种.

经典的相似性度量方法有皮尔逊相似度[９]、余弦相似度[１０]、

斯皮尔曼相似度[１１]和杰卡德系数[１２]等.这些度量方法都基

于用户共同评分数据进行计算,当共同评分物品数足够多时,

可以准确衡量出用户之间的相关性.但由于用户的评分数据

比较稀疏,因此这种方式并不能为其找到真正有效的近邻用

户.另一方面,聚类算法的基本过程是对所有用户进行分簇,

相似用户会被分到同一簇中,不同簇之间用户的相似性低,与

目标用户属于同一簇类的用户被称为邻居用户,常用的聚类

算法有 KＧmeans聚类[１３]和模糊聚类[１４]等.在寻找近邻方

面,聚类算法的效果优于相似度度量方法.不同类型的评分

数据的最佳聚类数也不同,数据的稀疏性会影响聚类数的选

择过程,进而影响推荐的准确性.

为了在评分数据稀疏且高维的情况下提升推荐性能,本

文提出了一种基于评分区域子空间的协同过滤推荐算法.该

算法将用户的评分范围划分为３个区域,即高评分区域、中评

分区域以及低评分区域.基于评分区域,为每个用户找到其

对应的评分区域子空间,即高评分子空间、中评分子空间和低

评分子空间.另外,在各评分区域子空间中,定义了一种新的

相似度计算方式,即评分支持度.由于评分区域子空间的评

分具有相似性,因此忽略具体的评分值,只考虑两个用户的共

同评分项目的占比,即评分支持度.分别计算用户在３个评

分区域子空间中的评分支持度,为目标用户筛选近邻集,进而

预测用户对物品的评分,评分的高低决定了是否应该对用户

产生推荐.

本文第２节回顾了基于子空间的相关研究;第３节详细

描述了本文方法;第４节对实验以及相关结果进行分析;最后

总结全文.

２　相关工作

子空间是协同过滤推荐算法中经常被提到的一个概念,

其本质就是聚类[１５Ｇ１６].不同于传统的聚类方式,子空间可以

从不同维度展开研究,例如,对于原始用户评分数据,可以基

于用户进行用户子空间划分[１７],也可以基于项目进行项目子

空间划分[１８],或者对用户和项目同时进行子空间划分[１９].

接下来概述基于子空间的相关研究.

文献[２０]提出了一种可扩展的子空间聚类算法.该算法

认为只有当用户给项目高评分时,才能说明用户的兴趣偏好,

忽略了用户评分值低的项目.该算法只在感兴趣子空间中分

析用户行为,并为目标用户寻找直接近邻集.该方式可以根

据用户的兴趣点为其提供精准推荐,但由于只围绕感兴趣的

项目进行分析,因此容易造成推荐列表的过拟合.除此之外,

很难挖掘出用户的潜在兴趣点.

文献[２１]提出了一种基于用户兴趣模式寻找近邻用户的

推荐算法.该算法首先将用户评分项目集划分为感兴趣子空

间和不感兴趣子空间,然后根据用户感兴趣的项目集构造兴

趣模式.不同用户之间的兴趣模式可能出现兴趣重合.此

时,需要对兴趣模式进行去冗余操作.同一兴趣模式中的用

户是相似的,因此,基于用户兴趣模式,为目标用户构造近邻

树.目标用户位于近邻树的根部,与目标用户有着相似兴趣

模式的用户放置在近邻树的第二层,与第二层用户有着相似

兴趣模式的用户放置在近邻树的第三层.该方式虽然可以将

与目标用户无直接关联的用户放置在近邻树上,从而扩大近

邻搜索范围,但该算法未考虑不感兴趣子空间也可以在近邻

搜索阶段提供相关信息的情况,如过滤不可信的用户[２２].

为了充分考虑不感兴趣子空间中的项目集,文献[２３]提

出了一种基于子空间聚类的近邻用户发现算法.不同于文献

[２１]中的算法,该算法将用户评分数据划分为感兴趣子空间、

中立子空间以及不感兴趣子空间.在３个子空间中分别构造

近邻树,构造方式与文献[２１]提出的方式相同.该算法充分

考虑了用户评分过的项目,但在兴趣模式构造过程中,需要大

量的全局表来存储用户兴趣模式,空间消耗较大.

文献[２４]提出了基于快速近邻用户搜索的协同过滤推

荐,该算法采用与文献[２３]相同的方式对用户评分数据进行

子空间划分,但该算法不用构造近邻树,因此其内存空间占用

量比文献[２３]提出的算法少.该算法的特点是快速搜索近

邻,在不同子空间中分别计算用户之间的共同评分项目数,根

据共同评分项目数的排序结果,选择直接近邻和间接近邻,最

后将３个子空间的近邻集合并起来,作为最终近邻集.该算

法采用了混合相似度计算方法来重新衡量近邻用户与目标用

户之间的相似度.混合相似度的计算比较费时,导致算法整

体的耗时也较长.

３　基于评分区域子空间的推荐算法

本节提出了基于评分区域子空间的推荐算法.该算法的

主要目的是预测用户对未评分物品的评分值.令集合U＝
{u１,u２,􀆺,un}和T＝{t１,t２,􀆺,tm}分别表示用户集合和物品

集合,n代表用户总数,m 代表物品总数.R＝[rij]n×m 是用

户Ｇ物品评分矩阵,其中rij表示用户ui 对物品tj 的评分值.

对于不同类型的评分数据集,rij的取值范围不同.当rij＞０
时,表示用户ui 对物品tj产生过评分行为;rij的值越大,代表

用户ui 对物品tj 越喜爱;当rij＝０时,代表用户ui 没有对物

品tj 产生过评分.

３．１　评分区域子空间

在用户Ｇ物品评分矩阵中,稀疏的评分数据不能完全反映

用户之间的相关性.此外,惰性用户的评分也会影响用户
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之间相关性的计算结果.惰性用户指不综合考虑物品的各个

方面,只是习惯性地给物品评高分或者低分的用户.为了避

免惰性用户的干扰,将评分范围划分为３个区域,即高评分区

域、中评分区域以及低评分区域.基于评分区域的划分,为每

个用户寻找其对应的项目子空间,即高评分子空间、中评分子

空间和低评分子空间.接下来,将详述评分区域子空间的构

造过程.

基于评分矩阵R＝[rij]n×m,利用评分最高值rmax和最低

值rmin来计算阈值α和β,α＝ (rmax＋rmin)/２ ,β＝ (rmax＋

rmin)/２ .通过α和β将评分范围划分为３个区域.评分值

大于α的为高评分区域,评分值在区间[α,β]内的为中评分区

域,评分值小于β的为低评分区域.

根据不同区域为用户ui 寻找其对应的项目子空间TH
i ,

TM
i 和TL

i ,分别用于表示用户高评分、中评分以及低评分的物

品情况.具体地,就是根据用户ui 对物品tj 的评分值对其进

行划分,若rij＞α,则将物品tj 划分到其高评分子空间中;若

β≤rij≤α,则将物品tj 划分到其中评分子空间中;若rij＜β,

则将物品tj 划分到其低评分子空间中.３个子空间中的物品

集合分别如下:

TH
i ＝{tj|rij＞α;j＝１,􀆺,m} (１)

TM
i ＝{tj|β≤rij≤α;j＝１,􀆺,m} (２)

TL
i ＝{tj|rij＜β;j＝１,􀆺,m} (３)

定义所有用户高评分子空间的并集为高评分子空间,即

TH＝TH
１ ∪TH

２ ∪􀆺∪TH
n ;所有用户中评分子空间的并集为中

评分子空间,即TM＝TM
１ ∪TM

２ ∪􀆺∪TM
n ;所有用户低评分子

空间的并集为低评分子空间,即TL＝TL
１∪TL

２∪􀆺∪TL
n.子

空间TH,TM 和 TL 都包含在物品集合 T 中,有 T＝TH ∪

TM∪TL.

３．２　评分支持度计算

在衡量用户之间的评分支持度时,分别在不同评分子空

间中计算评分支持度,再综合考虑.由上文可知,评分区域子

空间的构造使得每个评分子空间中的评分具有相似性,而不

同评分子空间中的评分之间具有一定的差异性.因此,在每

个评分子空间中,忽略用户对物品的具体评分值,只考虑用户

之间共同评分项目的占比.由于每个评分子空间中的物品集

合不同,因此各个评分子空间中的评分支持度相互独立.

在高评分子空间中,任意两个用户ui 和up 之间的高评

分支持度为:

SH(ui,up)＝|TH
i ∩TH

p|
TH (４)

在中评分子空间中,任意两个用户ui 和up 之间的中评

分支持度为:

SM(ui,up)＝|TM
i ∩TM

p|
TM (５)

在低评分子空间中,任意两个用户ui 和up 之间的低评

分支持度为:

SL(ui,up)＝|TL
i ∩TL

p|
TL (６)

通过式(４)－式(６)可以得到用户之间的高评分支持度、

中评分支持度以及低评分支持度,且各个评分支持度之间相

互独立,表明了用户不同的评分偏好.如果某个用户和目标

用户在３个子空间中的评分支持度都很高,则认为该用户是

目标用户的有效近邻.反之,如果某个用户和目标用户只在

一个子空间中的评分支持度很高,则该用户不一定是目标用

户的有效近邻.因此,在近邻搜索过程中综合考虑３个子空

间中的评分支持度,得到用户之间的最终相关性,具体方式如

式(７)所示:

S(ui,up)＝SH(ui,up)＋SM(ui,up)＋SL(ui,up) (７)

３．３　预测推荐及复杂度分析

给定任意目标用户ui∈U,若要为ui 推荐未评分项目

tj∈T,首先需要对目标用户和已知用户之间的相关性进行排

序,确定目标用户的近邻集,然后根据近邻用户提供的信息来

预测目标用户ui 对项目tj 的评分.基于评分区域划分阶段

的规则,若评分值大于α,则物品tj 可以推荐给目标用户ui.

预测评分公式如下:

r∧ij＝r－i＋
∑

p∈N
k
i

S(ui,up)(rpj－r－p)

∑
p∈N

k
i

S(ui,up) (８)

其中,r－i 表示用户ui 的评分均值;Nk
i 表示目标用户ui 的近

邻集,包含了k个与之具有最高总共同评分支持度的用户;

rpj代表近邻用户up 对物品tj 的评分大小.

算法１详细描述了本文推荐算法的具体实现步骤,主要

分为４个阶段.首先,步骤１—步骤３构造了不同评分区域

子空间,其计算复杂度为 O(３nm),n表示用户总数,m 表示物

品总数.其次,步骤４计算了各项目子空间中用户之间的评

分支持度,每个子空间的计算复杂度都是 O(２n２m′),其中m′
是用户评分过的最大物品集合.值得注意的是,在子空间中,

用户评分过的物品集合远小于原始评分数据,因此 m′＜m.

最后,生成３个子空间的计算复杂度为 O(６n２m′).步骤５－
步骤６为近邻搜索阶段,需要根据用户之间的相关性排序结

果来选择前k个近邻.最后,步骤７－步骤１０预测用户对物

品的评分值,判断预测评分值是否大于α,若大于α,则产生推

荐.综上所述,在忽略了排序和推荐阶段复杂度的情况下,本

文算法的计算复杂度为 O(３nm＋６n２m′).

算法１　基于评分区域子空间的推荐算法

输入:原始用户评分矩阵R,用户集合 U,物品集合 T,目标用户ui,近

邻用户集k

输出:为目标用户ui产生推荐列表

１．根据最高和最低评分值,初始化α和β,α＝ (rmax＋rmin)/２ ,β＝

(rmax＋rmin)/２ ;

２．根据α和β,为用户ui寻找其对应高评分子空间、中评分子空间以

及低评分子空间 TH
i ,TM

i 和 TL
i,其中 ui∈U;

３．所有用户的高评分子空间的并集为 TH,中评分子空间的并集为

TM,低评分子空间的并集为 TL;

４．分别计算评分支持度SH,SM 和 SL,基于式(７)得到用户之间的最

终相关性;

５．for∀ui∈Udo

６．搜索近邻集 Nk
i;
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７．预测用户ui对物品tj的评分,tj∈T且tj∉Tu;

８．ifr∧ij＞αthen

９．推荐物品tj给用户ui;

１０．endif

１１．endfor

１２．return为用户ui产生推荐列表.

４　实验及结果分析

４．１　数据集

本文 使 用 ４ 种 数 据 集 (ML_１M[２５],ML_１００K[２５],

FilmTrust[２６]和 Netflix[２７])对所提算法进行验证,这些数据集

都由用户、物品以及用户对物品的评分组成.表１列出了以

上数据集的属性.

表１　数据集属性

Table１　Datasetsproperties

Datasets Users Items Rating RatingScale DataSparsity/％

ML_１M ６０４０ ３９００ １０００２０９ {１,２,３,４,５} ９５．８

ML_１００K ９４３ １６８２ １０００００ {１,２,３,４,５} ９３．７

FilmTrust １５０８ ２０７１ ３５４９７ {０．５,１,􀆺,４} ９８．８

Netflix ５０００ １６２９５ １０６６１４８ {１,２,３,４,５} ９８．７

为了合理验证本文算法的推荐性能,采用五折交叉验证

的方式,将数据集随机划分为５份,每次实验选择其中一份作

为测试数据集,其余４份作为训练数据集.实验重复进行５
次,最终结果取５次实验结果的均值.

４．２　评估指标和对比方法

为了衡量本文算法的性能,采用均方误差(MeanSquare

Error,MAE)和 均 方 根 误 差 (Root Mean Square Error,

RMSE)[２８Ｇ２９]计算预测值与真实评分值之间的误差,误差越

小,表示该算法的预测性能越好.另外,采用召回率(Recall)

和推荐覆盖率(Coverage)[２８Ｇ２９]来评估算法的推荐性能.令测

试集为V＝{(ui,tj)|ui∈U,tj∈T},其中,ui 为目标用户,tj

为未评分物品.MAE和 RMSE的计算式为:

MAE＝ １
|V| ∑

(ui,tj)∈V
|r∧ij－rij| (９)

RMSE＝ １
|V| ∑

(ui,tj)∈V
(r∧ij－rij) (１０)

其中,r∧ij和rij分别表示ui 对tj 的预测值和真实评分值.

召回率的计算式为:

recall＝
∑

(ui,􀅰)∈V
|R(ui)∩T(ui)|

∑
(ui,􀅰)∈V

|T(ui)|
(１１)

其中,R(ui)＝{tj|r
∧
ij＞α,(ui,tj)∈V}是根据预测结果产生的

推荐列表;T(ui)＝{tj|rij＞α,(ui,tj)∈V}表示在真实评分数

据中用户喜欢的物品集合.

推荐覆盖率为:

coverage＝
∑

(ui,􀅰)∈V
|R(ui)∩P(ui)|

∑
(ui,􀅰)∈V

|P(ui)|
(１２)

其中,P(ui)＝{tj|r
∧
ij≠０,(ui,tj)∈V}表示用户可以预测的物

品集合.

基于评分区域子空间的构造,本文提出了一种新的相似

度计算方法.对比第２节中介绍的基于子空间的相关算法,

包括 UTAOS[２１],NUSCCF[２３]和 FNUS[２４],其中 FNUS方法

可以结合不同的相似度度量方法进行预测.根据文献[２４]中

的实验,选择其性能最优的组合即FNUS_ACPCC进行对比.

除此 之 外,对 比 了 与 相 似 度 相 关 的 方 法,包 括 PCC[９],

ACPCC[３０],NHSM[３１]以及 OS[３２].

４．３　参数分析

在评分预测过程中,本文方法需要确定近邻集中元素的

个数k.不同的近邻个数提供的信息不同.近邻较多会提供

更多的信息,但并非近邻越多,提供的信息就越准确.为了研

究k的大小对本文算法推荐性能的影响,在 ML_１００K 数据

集上采用五折交叉验证方法进行实验.实验将近邻数k设置

为{５,１０,１５,􀆺,１００}.针对不同近邻数,本文算法的平均性

能指标变化趋势如图１所示.

图１　近邻数k变化时的性能指标变化趋势

Fig．１　Performanceindexchangetrendwithneighborsk

图１是一个双纵坐标图,左边纵坐标表示 MAE,RMSE
以及Recall３个性能指标的变化趋势,右边纵坐标表示算法

的运行时间.由图１可知,随着近邻数k的增长,MAE 和

RMSE 均先下降然后逐渐趋于平稳状态,而Recall则是上升

之后再缓慢下降.这３个指标的变化都存在转折点,但是在

转折点之后,其变化幅度都不大.除此之外,运行时间与近邻

数k成线性关系.综合考虑算法的性能以及时间成本问题,

实验将近邻数k设置为２５.

４．４　预测性能对比

图２给出了各种方法在不同数据集上的预测性能对比.

由图１可知,在 FilmTrust数据集上,本文算法取得最佳结

果.相比次优的 NHSM 方法,本文算法的MAE和RMSE 分

别提升了０．９６％和０．８３％;在其余数据集上,该算法几乎与

ACPCC,FNUS,NHSM 取得的结果相似.在 ML_１M 数据

集上,虽然最优的 ACPCC方法取得的 MAE 和RMSE 性能

比 RRS方法高出１．９６％和１．４５％,但其运行时间比 RRS方

法长很多.在 ML_１００K 数据集上,最优的 ACPCC 方法的

MAE 和RMSE 只比 RRS方法高出０．８０％和０．５０％.在

Netflix数据集上,ACPCC方法的 MAE 和RMSE 值比 RRS
方法分别高出１．２４％和０．２３％.

除此之外,图３给出了各种方法在不同数据集上的推荐

性能,可以看到,RRS方法的Recall和Coverage在４个数据

集中 均 取 得 最 优 结 果. 相 比 次 优 的 ACPCC 方 法,在

FilmTrust数据集中,RRS方法的Recall和Coverage分别提

升了２．３３％和４．８０％;而在 ML_１M 数据集中,RRS方法的

Recall和Coverage 分别提升了１．２３％和３．２６％;在 ML_
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１００K数据集中,RRS方法的Recall和Coverage 比 ACPCC
方法高１．７２％和３．２３％;最后在 Netflix数据集中,RRS方法

的Recall和Coverage 比 ACPCC 方法分别高出 ５．０２％ 和

８．６１％.

综合图２和图３的结果,在预测性能方面,虽然 ACPCC
方法的 MAE和RMSE 略优于 RRS方法,但是在推荐性能方

面,其Recall和Coverage低于RRS方法.总的来说,RRS方

法具有一定的推荐优势.

(a)FilmTrust (b)Netflix

(c)ML_１M (d)ML_１００K

图２　各种方法在４个数据集上的预测性能

Fig．２　Predictionperformanceofcomparativemethodsonfourdatasets

(a)FilmTrust (b)Netflix

(c)ML_１M (d)ML_１００K

图３　各种方法在４个数据集上的推荐性能

Fig．３　Recommendationperformanceofcomparativemethodsonfourdatasets

４．５　运行时间对比

为更好地验证所提算法的可行性,本文比较了各种方法

在不同数据集上的运行时间,如表２所列.先列出对比方法

的计算复杂度,如表３所列,其中 m″表示用户之间共同评分

过的最大物品集合,m′表示用户评分过的最大物品集合,s表

示评分区域,m″≤m′≤m.由表３可知,UTAOS方法比 RRS
方法的计算复杂度更低,因为 UTAOS只在一个子空间中进

行研究,而 RRS方法基于３个子空间展开研究.此外,RRS

方法的计算复杂度与NUSCCF和FNUS方法相似,但是进一

步观察表３可以看出,RRS方法的运行时间比 NUSCCF和

FNUS方法的运行时间更短.在表２中,最优运行时间加粗

表示,在FilmTrust,ML_１M 和 Netflix数据集上,次优方法的

运行时间比RRS方法长３倍左右;而在 ML_１００K数据集上,

虽然 UTAOS的运行时间优于 RRS方法,但也只多出４s左

右,而RRS方法的预测性能明显优于 UTAOS方法.因此,综

合考虑预测性能和时间成本问题,RRS方法的可行性更强.
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表２　算法运行时间

Table２　Algorithmrunningtime
(单位:min)

Methods FilmTrust ML_１M ML_１００K Netflix
UTAOS ０．６２４６ １９．１２３３ ０．１０５９ １９．８２５０
NUSCCF １８．８２０３ ２１６．９３４３ １．９６９５ １７８．４８６１
FNUS ２．０６２６ １０９．９３１０ １．９６３６ ９２．８２９７
ACPCC １．６７１４ ５８．４７２７ １．２９９５ ５８．８４２５
NHSM ０．５７７０ ３２．６１８７ ０．７５４２ ２５．５６５８
PCC ０．３２４８ １６．４２２０ ０．４０２７ １４．０９４５
OS ０．３１１９ １６．８１６４ ０．４２１８ １２．９６３２
RRS ０．１３５７ ６．８５５４ ０．１７０８ ５．８４９２

表３　算法复杂度

Table３　Computationalcomplexityofalgorithms

Algorithms Complexity
UTAOS O(nm＋２n２m″)

NUSCCF O(３nm＋６n２m″)

FNUS O(３nm＋６n２m″)

ACPCC O((３s＋３m′＋２m″)n２)

NHSM O((３m′＋３m″)m２)

PCC O(n２m)

OS O(n２m)

RRS O(３nm＋６n２m′)

结束语　本文提出了一种基于评分区域子空间的协同过

滤推荐算法 RRS.首先该算法将用户评分范围划分为高评

分区域、中评分区域以及低评分区域,在不同评分区域中为每

个用户寻找其对应的高评分子空间、中评分子空间和低评分

子空间.然后,RRS方法定义了用户在各个子空间中的评分

支持度,以此来衡量用户之间的相似性.因为子空间中的评

分是相似的,计算评分支持度时不需要考虑具体评分值,只需

考虑用户共同评分项目的占比.又因为不同子空间存在差异

性,我们认为只有当用户在各个子空间上的评分支持度都很

高时,用户之间才是相似的.在４种数据集 ML_１M,ML_

１００K,FilmTrust和 Netflix上测试本文方法的性能.与其他

方法相比,本文方法在预测性能上的综合排名为第二,在推荐

性能上的综合排名为第一,在运行时间性能上的综合排名也

为第一.总的来说,相比已有的子空间构造方法和相似度方

法,该算法可以在最短时间内取得最佳的相似结果.
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