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摘　要　基于知识图谱的问答(QuestionAnsweringoverKnowledgeGraph,KGＧQA)系统通过对给定的自然语言问题进行语

义解析,将问题映射到知识图谱‹主,谓,宾›三元组,并对三元组进行推理得到问题的答案.由于自然语言具有多样性的特点,

一个问题可能有多种表述,而三元组知识在知识图谱中却是规范的结构化数据,如何将自然语言问题映射到知识图谱三元组是

KGＧQA的难点.文中提出了一种新的 KeyＧValue关联记忆网络,从知识图谱的角度出发,关注候选答案知识间的关联关系以

及知识图谱中的知识与自然语言问题表征之间的关系.此外,在模型中引入了注意力机制,使其具有更好的可解释性.在

WebQuestions数据集上进行实验,结果表明,所提方法的F１值比基于信息抽取的最优方法提高了５．９％,比基于语义分析的

最优方法略有提高,验证了该方法的有效性.
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Abstract　Questionansweringoverknowledgegraph(KGＧQA)systemsmapthenaturallanguagequestiontothe‹subject,prediＧ

cate,object›tripleintheknowledgegraph(KG)bysemanticanalysisofthegivenquestion,andinferthetripletogettheanswer

ofthequestion．Duetothediversityofnaturallanguages,aquestionmaybeexpressedinmultipleformsbutthetriplesinKGsare

structureddatainastandardform．ItischallengingtomapquestionstotriplesinKGs．ThispaperproposesanovelKeyＧValue

relationalmemorynetwork,startingfromtheperspectiveofKGs,andfocusingontherelationshipbetweenthecandidateanswer

knowledgeandtherelationshipbetweentheknowledgeinKGsandthequestionrepresentations．Inaddition,theattentionmechaＧ

nismisappliedintheproposedmodel,sothatithasbetterinterpretabilitythanotherbaselinemodels．Weevaluatethemethodon

WebQuestionsbenchmark．Experimentresultsshowthat,comparedwiththebestmethodsbasedoninformationextraction,the

F１valueoftheproposedmethodincreasesby５．９％ andisslightlyhigherthanthatoftheoptimalmethodsbasedonsemantic

analysis,whichverifiestheeffectivenessoftheproposedmethod．

Keywords　Questionansweringoverknowledgegraph,Knowledgegraph,Relationalmemorynetworks,Attentionmechanism,

Deeplearning
　

１　引言

近年来,随着FreeBase[１],YAGO[２]等大型知识图谱的出

现,KGＧQA系统越来越受到人们的关注.KGＧQA 指给定一

个自然语言问题,通过对知识图谱中的知识进行归纳推理,给
出问题的答案.知识图谱中的知识以结构化的‹主,谓,宾›

三元组形式存在.与基于 文 本 的 问 答 返 回 文 本 片 段 相 比,

KGＧQA能够以结构化的信息精确回答问题.然而,由于自然

语言的多样性,同一个问题可能有多种不同的表达方式,KGＧ
QA系统需要尽可能地理解问题的语义信息,并将其准确映

射到具有统一表达的、规范的知识图谱三元组.例如,给定一

个知识图谱,如图１所示,当询问北京大学校长的户籍地时,



问题描述可能是“北京大学的校长是哪儿人”,也可能是“北京

大学校长老家是哪儿的”.问题表达形式不同,语义却是相同

的,而在知识图谱中只能通过‹北京大学,校长,郝平›、‹郝平,

出生地,山东›两个知识三元组得出答案“山东”.

图１　知识图谱示例

Fig．１　Exampleofknowledgegraph

KGＧQA目前主要有两类技术方法:一类是基于语义解析

(SemanticParsing,SP)的方法,该类方法通常需要通过各种

方法或模型将自然语言问题转换为能够在知识图谱中查询的

结构化查询语句,然后通过执行查询语句在知识图谱中检索

答案,该方法通常需要大量人工标注的数据来训练模型;另一

类是基于信息抽取(InformationExtraction,IE)的方法,该类

方法通常通过特征工程抽取问题和答案的特征,将问题和答

案转换为向量形式,再通过打分函数对答案打分,最后对答案

排序得出答案,该类方法中最重要的部分即问题和答案的特

征提取.在早期的工作中,很多是通过人工规则或模板的方

式提取特征[３].近年来,随着深度学习的快速发展,不少研究

者将两者结合起来,Dong等[４]通过 CNN[５]提取答案的类型

特征、路径特征、答案上下文特征等,并在实验中证实了这些

特征的有效性.Zhang等[６]则通过注意力机制在问题和候选

答案之间建立了联系,对于不同的答案类型学习不同的问题

特征向 量 表 示.Bordes等[７]则 引 入 了 记 忆 网 络 (Memory
Network,),提出了一种扩展性极强的问答框架.Miller等[８]

则在Bordes的记忆网络基础上改进了记忆网络,通过键值对

的方式来存储、处理不同知识源的知识.

本文提出了一种基于关联记忆网络的知识图谱问答方

法,与上述研究相比,所提方法能捕获候选答案知识相互之间

的关联关系对答案推理的影响以及知识对问题表征的影响.

本文的主要贡献如下:

(１)提出了一种新颖的基于关联记忆网络的知识图谱问

答方法,具体而言,我们通过知识图谱中的知识增强问题表

征,挖掘知识图谱中知识间的关联关系来增强答案表征,并将

增强后的表征用于答案匹配.

(２)在模型设计中引入了注意力机制,提供了良好的可解

释性.

(３)在 WebQuestions数据集上进行实验,与基于信息抽

取的最优方法相比,本文方法的F１值提高了５．９％,与基于

语义分析的最优方法相比也具有很强的竞争力.

２　相关工作

基于语义解析的方法的核心思想是将自然语言问题转化

为可以在知识图谱中执行的逻辑形式(LogicForm,LF),通

过对逻辑形式进行自底向上的解析,得到一种可以表达整个

问题语义的逻辑形式,通过相应的查询语句在知识图谱中进

行查询,从而得出答案.传统的基于语义解析的方法主要有

基于人工规则[９]、监督学习[１０]、经典组合范畴语法[１１Ｇ１２]、词汇

树伴随语法[１３]等方法,这些传统的基于语义分析的方法大多

与知识图谱分离,扩展性差,需要人工标记.随着深度学习的

发展,人们开始尝试通过深度学习来增强传统语义分析方法,

Dong等[１４]将自然语言到逻辑形式的转换任务视为序列转换

(SequencetoSequence)任务,提出了一种注意力增强的编码

器Ｇ解码器端到端模型.此外,Cui等[１５]通过模板分析语义,

提出了一种可自动学习模板的语义分析方法.

基于信息抽取的方法的核心思想是将知识图谱视为一组

相互关 联 的 主 题 (Topic),提 取 问 题 句 中 的 主 题 词 (Topic

Words),在知识图谱中找到以主题词对应实体为中心的相邻

几跳内的节点和边,并将其提取为知识图谱的子图.首先将

图中的每个节点视为候选答案;然后根据一些人工规则或模

板来提取信息,获得代表问题和候选答案特征的特征向量;最

后建立分类器,输入特征向量对候选答案进行过滤,得到正确

答案.深度神经网络在许多自然语言处理任务中效果显著,

许多基于深度神经网络的信息抽取方法涌现出来,Bordes
等[１６Ｇ１７]首次提出基于嵌入的方式来解决知识图谱问答任务.

Dong等[４]结合多列卷积神经网络提取特征和分类,也取得了

很好的效果.Golub等[１８]引入了注意力机制来处理该项任

务,并采用字符级特征提取器提取特征.此外,随着知识图谱

表示学习技术的发展,越来越多的工作聚焦于通过知识图谱

嵌入来提高问答性能.Huang等[１９]首次将知识图谱嵌入技

术应用到简单问题回答中,在当时取得了最优结果.Saxena
等[２０]在稀疏知识图谱中通过知识图谱嵌入技术有效提升了

多跳问答性能.Lu等[２１]将表示学习引入到实体检测中,并

构建了一个双向注意力模型,有效提升了在不完整知识图谱

上的性能,而Liu等[２２]通过表示学习技术联合实体检测和关

系识别两个任务共同训练,在简单问答上的性能也达到了主

流水平.上述研究工作大多关注实体检测和关系检测等内容

而忽略了候选答案知识的关联关系.

３　研究方法

３．１　模型总体架构

与上述工作不同的是,本文聚焦于知识图谱内部知识间

的关联关系对问答性能的影响,提出了 KeyＧValue关联记忆

网络模型,模型整体架构如图２所示,包括蓝色虚线框内的

Input模块、红色虚线框内的 Memory模块、绿色虚线框内的

Reasoning模块以及最后的 Answer模块.Input模块负责处

理问句,提取问句语义信息,得到问句的向量表示;Memory
模块负责提取候选答案并编码知识特征,得到候选答案特征

的向量表示;Reasoning模块接收Input模块和 Memory模块

的输出,建模候选答案之间的关联关系以及问句和候选答案

特征之间的交互关系;最后通过 Answer模块对候选答案进

行打分排序.

３０２饶志双,等:基于 KeyＧValue关联记忆网络的知识图谱问答方法



图２　模型架构(电子版为彩图)

Fig．２　Structurediagramofmodel

３．２　Input模块

输入模块负责提取自然语言问题的语义信息并将其转换

为向量表示,包括Embedding层、BiLSTM 层以及SelfＧAttenＧ
tion层.输入问题表示为 Q＝{xi}|Q|

i＝１,xi 为第i 个词通过

Embedding层得到的向量表示,再通过 BiLSTM 编码问题信

息,将正向隐藏状态和反向隐藏状态拼接得到HQ∈ℝN×d,问

题向量qo 可通过式(１)和式(２)得到.

qo＝BiLSTM(qatt) (１)

qatt＝Softmax(HQ (HQ)T)HQ (２)

其中,qatt∈ℝN×d为通过SelfＧAttention层编码得到的问句中

每个单词的向量表示.由于 BiLSTM 可以更好地捕捉时序

语义信息,因此我们通过BiLSTM 编码问句词特征得到问句

特征.

３．３　Memory模块

３．３．１　候选答案生成

Memory模块负责编码知识图谱知识,由于整个知识图

谱非常庞大且只有一小部分知识对回答问题有帮助,通常的

做法是选取一个知识图谱子图作为知识源.本文采用了相同

的策略,选取主题实体(TopicEntity)相邻h跳内的实体关系

三元组构成的子图作为知识源,h跳内的实体组成候选答案

集合A＝{ai}|A|
i＝１.

３．３．２　知识编码

记忆网络[７]外部存储记忆机制的有效性已在自然语言处

理领域得以证明,键值记忆网络[８]的出现更是增强了其普适

性.本文采用键值对结构存储知识图谱信息.对于候选答案

集A 中的每一个候选答案ai,编码答案类型、答案路径、答案

上下文３种信息为键,答案实体本身为值.
(１)答案类型

本文假定答案类型信息有助于正确回答问题,例如,当询

问地点时,和地点有关的候选答案显然更可能是正确答案.

文本中使用的知识图谱是基于FreeBase抽取的一个子集,可
通过实体的“common．topic．notable_types”属性和“type．obＧ

ject．type”属性抽取出实体的类型信息,再通过BiLSTM 将答

案类型信息编码为at
i.

(２)答案路径

答案路径指主题实体到候选答案实体的关系集合,例如,

给定如图１所示的知识图谱,询问“北京大学的校长是哪儿

人”,主题实体为“北京大学”,答案为“山东”,“北京大学”到
“山东”的答案路径为[校长,出生地],答案路径通过BiLSTM
编码为ap

i .
(３)答案上下文

答案上下文指候选答案的２Ｇ跳邻居实体集,这些实体可

被用于含约束的推理,例如给定如图１所示的知识图谱,“郝
平”的２Ｇ跳邻居实体是[综合类,北京市,PekingUniversity],

但是对于只需通过一个三元组(１Ｇ跳)便可以回答的简单问

题,答案上下文信息反而可能会成为噪音信息.为了解决此

问题,本文只考虑和问句中的词语有重复的上下文信息.对

每一个候选答案,首先计算问句和答案上下文的最长公共子

序列,如果最长公共子序列不为空即答案上下文中有实体出

现在问句中,则将对应的答案上下文视为有效的答案上下文,

再通过BiLSTM 将最长公共子序列信息编码为ac
i.

３．３．３　KeyＧValue记忆槽

KeyＧValue记忆槽 M 用于存储和候选答案相关的特征信

息,其由多个(Key,Value)对组成,其中 Key由答案类型特

征、答案路径特征、答案上下文特征组成,Value为对应答案

的实体嵌入,计算式如式(３)－式(６)所示:

Mkt
i ＝fk

t(at
i) (３)

Mkp
i ＝fk

p(ap
i) (４)

Mkc
i ＝fk

c(ac
i) (５)

Mv
i＝Ee(ai) (６)

其中,fk
t,fk

p,fk
c 是线性映射函数,ai 表示第i个候选答案的

索引,Ee 是实体嵌入矩阵,Mkt
i 是d维答案类型特征,Mkp

i 是d
维答案路径特征,Mkc

i 是d 维答案上下文特征,Mv
i是d 维

value向量,M 的每一行对应一个候选答案的相关特征,记为

Mi,可通过式(７)和式(８)得到:

Mi＝{Mk
i,Mv

i} (７)

Mk
i＝[Mkt

i ;Mkp
i ;Mkc

i ] (８)

３．４　Reasoning模块

Reasoning模块由 KGＧQattention模块和 RelationmeＧ
mory模块以及 Update模块组成,这３个模块共同完成答案

推理任务.

３．４．１　KGＧQattention模块

KGＧQattention是知识图谱 KG 与问题 Q 的交互注意

力.由于知识图谱中的结构化知识可加强问句表征学习,问
题中 的 每 一 个 单 词 关 注 的 答 案 方 面 特 征 不 一 样.例 如

“where”更加关注“location”类型答案,“when”更关注“time”

类型答案.通过式(９)和式(１０)可计算每一个单词对各候选

答案特征的关注度.

qx＝∑
|Q|

i＝１
aQM

i Mkx (９)

aQM ＝Softmax(HQ (Mkx )T) (１０)

其中,x∈{t,p,c},aQM 为注意力权重.

３．４．２　Relationalmemory模块

已有的研究工作都未考虑知识之间的关联关系对回答问

题的影响[２３Ｇ２８],本文通过注意力机制捕获候选答案知识间的

关联关系.由于候选答案知识有答案类型、答案路径、答案上

下文３种特征信息,它们对候选答案之间关联关系的影响
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可能不同,可能某一种特征信息的作用较大,也可能３种特征

信息融合的作用比较大,因此本文选择先通过式(１１)计算３
种特征信息融合后的特征向量表示Mo,再通过式(１２)拼接融

合特征信息向量表示和答案类型、答案路径、答案上下文３种

特征信息向量表示,记为M
－ k,最后通过式(１３)－式(１６)计算

融合了知识之间关联信息的key表征M
∧

k:

Mo＝ ∑
x∈(t,p,c)

Mkx (１１)

M
－k＝[Mo;Mkt ;Mkp ;Mkc ] (１２)

Q
∧

＝M
－kWQ (１３)

K
∧

＝M
－kWK (１４)

V
∧

＝M
－kWV (１５)

M
∧

k＝Softmax
Q
∧
􀅰K

∧
T

dK
∧

æ

è
ç

ö

ø
÷V

∧
(１６)

其中,WQ,WK 和WV 为可训练参数,Q
∧

∈ℝN×d,K
∧

∈ℝN×d,V
∧

∈
ℝN×d.

１)https://github．com/brmson/datasetＧfactoidＧwebquestions

３．４．３　Update模块

通过将qo,qt,qp,qc 拼接得到问题表征向量q－＝[qo;qt;

qp;qc],再通过式(１７)得到q
∧,接下来通过q

∧
和M

∧
k找出最相关

的key,计算式如式(１８)所示:

q
∧
＝q－􀅰Wq (１７)

p＝Softmax(q
∧􀅰(M

∧
k)T) (１８)

其中,p表示相关度,pi 表示问题和第i个key的相关度,通
过Mv和相关度p 的加权求和得到o,计算式如式(１９)所示,可

通过o定位答案或更新q
∧.

o＝∑
|A|

i＝１
pi􀅰Mv

i (１９)

给定推理步数为 H,本文中为２,则当第t步的输出为

ot＝∑
|A|

i＝１
pt

i􀅰Mv
i,则对于第t＋１步,计算式如式(２０)－式(２２)

所示:

qt＋１＝Wt＋１􀅰(ot􀱇∑
|A|

i＝１
pt

i􀅰M
∧

k
i) (２０)

pt＋１＝Softmax(qt＋１􀅰(M
∧

k)T) (２１)

ot＋１＝∑
|A|

i＝１
pt＋１

i 􀅰Mv
i (２２)

其中,􀱇表示向量连接,Wt＋１是一个可训练参数矩阵,每一跳

拥有不同的W,H 次推理之后,得到最终输出oH .

３．５　Answer模块

得到 Update 模 块 的 输 出oH 与 候 选 答 案 集 合 A ＝
{Mv

i}|A|
i＝１的嵌入表示后,可通过式(２３)计算每个候选答案的得

分,将候选答案进行排序,得分最高的候选答案以及与最高得

分相差小于或等于阈值θ的候选答案视为模型预测答案.

S(oH ,Ai)＝(oH )T􀅰Mv
i (２３)

为了使正确候选答案的得分高于错误候选答案的得分,
我们采用铰链损失函数(HingeLoss)作为最终的优化目标,
定义如式(２４)所示:

L＝ ∑
a＋ ∈A＋

a－ ∈A－

max(θ－S(oH ,Aa
＋ )＋S(oH ,Aa

－ ),０) (２４)

其中,θ是超参数,A＋ 是正确答案集合,A－ 是错误答案集合.

通过该损失函数可使正确答案的得分与错误答案的得分之差

尽量大于θ.

４　实验过程和分析

４．１　数据和评估参数

本文在 WebQuestions[１０]数据集上进行了实验.该数据

集中的问题都可以在Freebase[１]中找到对应答案.Freebase是

一个大规模的知识图谱,共有４１００万个非数字实体和１．９万

个关系.WebQuestions数 据 集 包 含 ３７７８ 个 训 练 样 本 和

２０３２个测试样本.在实验中,我们使用了Baudis等提供的数

据集１),该数据集提供了命名实体识别和实体链接结果.该

数据集中约有８５％的问题可直接通过 Freebase中的一个三

元组来回答.我们将训练样本按照３∶１的比例划分为训练集

和验证集.

和其他工作一样[２４Ｇ２８],我们也使用F１值作为评价指标.

４．２　模型设置

４．２．１　抽样策略

给定记忆槽的大小为 Nmax,我们采用如下的抽样策略:

若 Nmax大于正确答案的数量|A＋|,则选择所有的正确答案

并随机选择 Nmax－|A＋|个错误答案,否则,随机选择 min
(Nmax/２,|A－|)个错误答案并随机选择 Nmax－min(Nmax/２,

|A－|)个正确答案.

４．２．２　泛化策略

对数据集中的每一个问题,我们使用对应的类型替换问

题中主题实体提及,同时将问题中类型为“date”“number”和
“ordinal”的实体提及也替换为对应的类型.对问题进行泛化

处理有助于更好地提取语义信息.

４．２．３　参数设置

对于实验的数据集,２跳已经能够处理绝大部分问题,因
此将提取子图的跳数h设置为２,推理步数 H 设置为２.由

于只有极少数问题答案数量超过 １００,因此将记忆槽大小

Nmax设置为１００.词嵌入维度dv 设置为１００,并使用 WikipeＧ

dia２Vec[２９]初始化.批处理大小batch_size设置为３２.实体

嵌入维度de、实体类型嵌入维度dt、关系嵌入维度dp、隐藏层

维度dh 在实验中的最佳参数设置为１２８,１６,１２８,１２８.得分

阈值θ设置为０．７,该值越小,模型预测答案越严格,设置为

０．７为实验中的经验数值.优化器采用 Adam,初始学习率设

为０．００１,并且,若在验证集上累计有３轮结果没有提升,则
学习率降低为原来的十分之一.

４．３　实验结果分析

４．３．１　定量分析

实验结果如表１所列,本文方法F１值为５４．５％,远高于

基于信息抽取的方法;在基于语义分析的方法中,除略高于

Bao等[２３]的方法以外,相比其他方法都有较大提升.与基于

信息抽取的方法不同,基于语义分析的方法往往需要人工参

与,例如Bao等[２３]通过将检测到的约束节点添加到查询图中

来直接建模时序(Temporal)、序数(Ordinal)和聚合(AggregaＧ
tion)约束.相比之下,本文方法是端到端的,只有泛化处理

５０２饶志双,等:基于 KeyＧValue关联记忆网络的知识图谱问答方法



等很少的手工规则.

表１　各模型在 WebQuestions数据集上的结果

Table１　ExperimentalresultsofeachmodelonWebQuestionsdataset
(单位:％)

基于语义分析的方法 F１

Berant等[１０] ３５．７

Berant等[２４] ３９．９

Bast等[２５] ４９．４

Bao等[２３] ５４．４

Abujabal等[２６] ５１．０

Hu等[２７] ４９．６

基于信息抽取的方法 F１

Bordes等[１６] ３９．２

Yang等[２８] ４１．３

Dong等[４] ４０．８

Bordes等[３０] ４２．２

Xu等[３１] ４７．１

Hao等[３２] ４２．９

Xu等(AR)[３３] ４８．６
ours ５４．５

４．３．２　消融分析

为了分 析 各 模 块 和 策 略 对 实 验 结 果 的 影 响,我 们 在

WebQuestions数据集上做了消融分析,结果如表２所列.

表２　WebQuestions数据集上的消融实验结果

Table２　AblationresultsonWebQuestionsdataset
(单位:％)

方法 F１
all ５４．５

ＧKGＧQattention ５３．１
ＧRelationalmemory ５２．９

ＧUpdate ５３．５
ＧGeneralization ５３．２

如表２所列,ＧKGＧQattention表示去掉 KGＧQattention
模块,ＧRelationalmemory表示去掉 Relationalmemory模块,Ｇ
Update表示去掉 Update模块,ＧGeneralization表示去掉泛化

策略.子模块中对模型性能影响最大的是Relationalmemory
模块,去除 Relationalmemory模块后模型F１值从５４．５％下

降到５２．９％,这充分说明了候选答案之间的关联关系能有效

帮助答案推理.此外,我们发现 KGＧQattention模块和泛化

策略也能有效提升模型性能.

４．３．３　可解释性分析

本文可视化了候选答案知识内部之间的关联关系.图３
给出了一个多答案问题的候选答案知识内部间的关联关系,
我们可以观察到“Estonia”“Latvia”“Lithuania”这３个真实答

案之间都 具 有 极 强 的 关 联 关 系,这 充 分 证 明 了 Relational
memory模块的有效性.

图３　Relationalmemory模块可视化

Fig．３　Visualizationofrelationalmemorymodule

结束语　本文提出了一个基于 KeyＧValue关联记忆网络

的知识图谱问答框架,聚焦于候选答案知识内部间的关联关

系对问答的影响.实验结果表明,本文方法明显优于基于信

息抽取的最优方法,与基于语义分析的最优方法相比性能也

有所提高.消融分析和可解释性分析都验证了模型的有效

性.在未来的工作中,考虑通过关系图网络或知识图谱表示

学习技术建模上下文关系,进一步提取答案上下文特征.
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