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联合语义分割和深度估计的多任务学习研究

罗会兰 叶　桔
江西理工大学信息工程学院　江西 赣州３４１０００
　
摘　要　语义分割和深度估计任务是对图像像素级分类的研究,是两个高度相关的任务.从共享特征学习和特征交互融合两

个角度出发,提出两个不同的多任务学习架构,即基于压缩激励模块(SqueezeＧandＧExcitation,SE)和金字塔池化的多任务学习

网络(MultiＧtaskLearningwithSEandPyramidPooling,MTL_SPP),以及基于压缩激励和可选择权重(SelectiveWeight,SW)
的多任务学习网络(MultiＧtaskLearningwithSEandSelectiveWeights,MTL_SSW),来联合学习语义分割和深度估计.MTL_

SPP架构由共享骨干特征网络和任务特定的子网络组成,利用 SE模块构建任务特定子网络,并利用金字塔池化增强特征提

取.MTL_SSW 在 MTL_SPP的基础上,让任务特定子网络的语义分割特征和深度估计特征通过SW 模块进行相互指导和优

化,学习对特定任务更具判别性的特征.实验结果表明,提出的两种方法在 NYUD_v２和 SUNRGBD 两个数据集上获得了优

于先进方法的效果.
关键词:多任务学习;语义分割;深度估计;压缩激励;可选择权重
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StudyofMultiＧtaskLearningwithJointSemanticSegmentationandDepthEstimation
LUO HuilanandYEJu
SchoolofInformationEngineering,JiangxiUniversityofScienceandTechnology,Ganzhou,Jiangxi３４１０００,China

　
Abstract　SemanticsegmentationanddepthestimationaretwohighlyrelatedtasksofimagepixelＧlevelclassification．Thispaper

proposestwodifferentmultiＧtasklearningarchitecturesfromtheperspectivesofbothsharedfeatureextractionandfeatureinterＧ
actionfusion:multiＧtasklearningwithSEandpyramidpooling(MTL_SPP)basedonthesqueezeandexcitation(SE)andpyraＧ
midpooling,andmultiＧtasklearningnetwork(MTL_SSW)basedonseandselectiveweights(SW)tojointlylearnsemanticsegＧ
mentationanddepthestimation．TheMTL_SPParchitectureconsistsofsharedbackbonefeaturenetworkandtaskＧspecificsubＧ
networks,usingtheSEmoduletoconstructtaskＧspecificsubＧnetworksandpyramidpoolingtoenhancefeatureextraction．Based
onMTL_SPP,MTL_SSWaddsSW moduleswhichallowsthesemanticsegmentationfeaturesanddepthestimationfeaturesfrom
taskＧspecificsubＧnetworkstoguideandoptimizeeachother,oitcanlearnmorediscriminativefeatures．Experimentalresults
showthatthetwoproposedmethodsobtainbetterresultsthanthestateＧofＧtheＧartmethodsonbothNYUD_v２andSUNRGBD
datasets．
Keywords　MultiＧtasklearning,Semanticsegmentation,Depthestimation,Squeezeandexcitation,Selectiveweights 

　

１　引言

多任务学习[１](MultiTaskLearning,MTL)同时学习多

个相互有关联的预测任务,旨在共享相关信息,提高各个任务

的泛化性.MTL利用多个学习任务中所包含的有用信息来

帮助各个任务学习得到更为准确的学习器,例如文献[２Ｇ４]使
用多任务学习同时提高语义分割和表面法线检测等任务的性

能.此外,有些多任务学习研究构造辅助任务来提高主任务

性能,例如文献[５]利用语义分割任务作为辅助信息来提高深

度估计的准确度,文献[６Ｇ７]利用边缘检测和表面法线检测作

为辅助任务来提高语义分割和深度估计任务的性能.多任务

学习在现实世界的场景理解中有比较多的应用,例如:自动驾

驶[８Ｇ９]需要对场景中的所有对象进行定位,并估计他们的距离

和轨迹;虚拟现实[１０]需要为用户提供实时的互动效果,同时

进行定位和运动轨迹的估计.

语义分割和深度估计是场景理解的两个重要视觉任务,

都需要对每个像素进行预测.不同的是,语义分割是给出每

个像素的类别标签,得到图像的语义信息.深度估计是估计

图像中每个像素相对于拍摄源的距离,从而描述物体的空间

几何位置关系.在图像的场景理解中,语义分割信息和物体

间的几何位置信息有很强的关联性,所以联合训练语义分割

和深度估计两个任务可以提升各自的估计准确性.典型的
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联合学习此两类任务的方法是,通过学习共享特征,利用任务

间的潜在关系,达到特征信息的相互补充和相互约束的目的,

从而提高各个任务的性能.如文献[５]提出一个统一的联合

预测框架,引入分层条件随机场,将语义分割和深度估计结合

起来,实现联合优化.文献[１１]在共享编码器网络基础上,使
用３个并行解码器分别学习语义分割、实例分割和深度估计

３个任务.Liu等[２]提出多任务注意网络(MultiＧTaskAttenＧ
tionNetwork,MTAN)用于语义分割、深度估计和表面法线

预测任务,３个任务共享一个浅层网络,接着用３个自注意力

模块分别学习各任务的具体特征,屏蔽对各自任务没有用的

信息,提高了语义分割和深度估计等任务的性能.

另一类结合语义分割和深度估计的多任务学习方法通过

共享预测结果来提高任务特征学习的效果.PADnet[６]使用

多模态蒸馏整合深度估计、边缘检测和表面法线等任务的中

间预测结果,利用得到的多模态信息来获得性能的提升.SiＧ
mon等[７]在PADnet[６]的基础上,使用特征传播模块来细化

语义分割、深度估计、边缘检测和表面法线检测４个初始预测

结果,实现任务之间信息的交互,最后使用多模态蒸馏模块得

到最终的语义分割和深度估计任务的预测结果.

以上的方法虽然在语义分割和深度估计任务上取得了不

错的效果,但仍存在一些不足.首先,共享浅层特征的方法未

能有效地挖掘不同模态高层语义之间的相关性.另一方面,

共享预测结果的方法使用多模态信息来丰富特征,但是其性

能会受到预测结果准确性的影响,有时可能会对任务性能有

消极的作用.针对这些问题,本文提出了一个基于压缩激励

模块和金字塔池化的多任务学习网络 MTL_SPP联合学习语

义分割和深度估计任务.利用 SE 模块构建不同的任务分

支,不但学习两个任务在浅层基础特征间的共享关系,还学习

它们在深层语义特征间的互补关系,并用金字塔池化(PyraＧ
midPoolingModule,PP)来处理最后一个SE模块的输出,学
习任务特征的上下文信息,简单有效地改善了任务预测结果.

为了更好地实现任务间的高层信息共享,受 SKNet[１２]的启

发,在 MTL_SPP基础上,本文进一步提出了一个基于压缩激

励和可选择权重(SelectiveWeight,SW)的多任务学习模型

MTL_SSW 联合学习语义分割和深度估计,利用可选择权重

模块选择性地融合任务间的部分特征,有效利用任务之间的

互补信息,并用空洞 空 间 金 字 塔 池 化 模 块 (AtrousSpatial
PyramidPooling,ASPP)提取更密集的特征信息,从而提高语

义分割和深度估计的性能.

本文的主要贡献如下:
(１)提出了基于压缩激励模块和金字塔池化的单流多任

务学习框架 MTL_SPP.在共享深度骨干网络特征的基础

上,利用压缩激励模块建立两个任务特定子网络分支,以端到

端方式学习深度估计和语义分割任务,同时利用金字塔池化

模块加强语义特征和深度特征的上下文信息,获得了更好的

平均性能.
(２)在 MTL_SPP的基础上,提出了基于可选择权重的多

任务学习网络 MTL_SSW,在任务特定子网络间使用可选择

权重模块进行分层式的特征融合,协同优化语义特征和深度

特征,用空洞金字塔池化模块获取更密集的任务特征信息,以
较低的计算复杂度获得更高的精度,有效实现了跨任务特征

交互,进一步提高了语义分割和深度估计的性能.

２　相关工作

２．１　深度估计

近年来,基于深度学习的单任务模型方法[１３Ｇ１７]有效提升

了深度估计的准确率.传统的基于深度卷积网络的深度估计

方法通过设计不同的多尺度网络来获得丰富的深度信息,从
而对深度特征进行细节优化.文献[１３]设计了一个多尺度网

络框架,通过３个级联的子网络逐步细化深度特征.Eigen
等[１４]设计了两个尺度的级联子网络对深度进行回归,前一个

子网络得到粗糙的全局场景估计,与原始图片一起输入到另

一个子网络中进行优化.进一步地,文献[１７]提出多尺度网

络结构,结合空间离散策略,使深度特征离散化,在加快模型

收敛速度的基础上提高了深度估计的预测准确度.Liu等[１８]

提出多尺度注意力导向网络,引入空间注意力来提升不同物

体类间对比度以增强图像的边界细节.由于从单幅图像中提

取的几何信息是有限的,所以最近有些研究联合语义信息和

表面法线信息,学习它们与深度信息的相关性,在基于编解码

结构的基础上,协同优化深度估计的预测结果.Yin等[１６]在

共享编解码网络基础上设计了一个简单的损失项,结合虚拟

法线的几何信息来提高深度估计预测.文献[１５]在共享编码

器基础上,用两个解码器分别处理深度特征和语义特征,利用

自监督语义信息指导深度估计来处理动态类对象,其语义分

割产生的掩码使运动的物体不参与光度损失的计算,从而提

升了深度估计的性能.

２．２　语义分割

近年来,基于卷积神经网络(ConvolutionalNeuralNetＧ
work,CNN)的图像语义分割方法[１９Ｇ２２]取得了很大的进展.

Long等[１９]提出不含全连接层的全卷积网络(FullyConvoluＧ
tionalNetworks,FCN)来适应任意大小的输入,并采用扩张

卷积运算增大感受野,从而输出更精细的分割结果.DeepＧ
Lab[２０]将深度神经网络的最后一层响应输入到密集条件随机

场(ConditionalRandomField,CRF)捕获像素值之间的长范

围依赖关系,改善了分割准确度.Unet[２１]和 Deeplabv３＋[２２]

采用编解码结构,融合底层和高层的信息来预测分割掩码.

为弥补高层低分辨率语义特征缺乏图像细节信息和浅层高分

辨率特征缺乏语义信息的不足,有些方法[２３Ｇ２６]尝试通过整合

上下文信息来提高特征的表达能力.文献[２５]中提出 ASPP
模块,通过使用不同扩张率的扩张卷积来捕获不同感受野的

上下文信息.PSPNet[２６]引入金字塔池化,建立不同大小的子

区域金字塔,并将对其进行池化操作后的结果作为该子区域

的上下文信息.ParseNet[２３]利用全局平均池化来获取全局

的上下文信息.此外,文献[２７]在 BiseNet[２８]的基础上增加

全局路径分支,以增强不同尺度的上下文语义信息.Zhao
等[２９]提出逐点空间注意力网络,使用预测的注意力特征图来

指导上下文信息的收集.进一步,文献[３０]构建了上下文注

意力卷积层来学习点云的细粒度局部特征,利用上下文循环

神经网络编码机制来捕捉多尺度局部区域之间的上下文特

征.随着深度传感器的广泛应用,一些研究结合 RGB数据和

深度数 据 训 练 模 型,有 效 提 高 了 语 义 分 割 的 精 度.Duan
等[３１]设计了一个跨模态注意力机制,让 RGB特征和深度特

征学习互补信息.Seichter等[３２]提出一种 RGBＧD分割方法,

同时将 RGB和深度图像作为输入,利用深度图像提供的几何
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信息来缓解室内场景的复杂性,从而获得更好的分割性能.

２．３　多任务学习

当前的多任务学习方法主要是通过设计特定的网络结构

来实现任务间的信息共享,达到提高各任务性能的目的,按网

络结构 可 分 为 单 流 多 任 务 学 习[２,７,３３Ｇ３５]和 多 流 多 任 务 学

习[３Ｇ４,３６].单流多任务学习在共享特征提取网络的基础上,为
不同的任务构建不同的分支,来达到训练多个任务的目的.

MaskRcnn[３７]在FasterＧRCNN[３８]的基础上增加了一个掩码分

支,实现了语义分割和目标检测任务.在利用单流多任务学

习进行语 义 分 割 和 深 度 估 计 联 合 学 习 的 研 究 中,Kendall
等[１１]在一个共享编码网络的基础上,为各任务构造解码分

支,利用最大化高斯似然法来调节多任务损失函数中各任务

的权重,在语义分割、实例分割和深度估计的多任务场景理解

中得到了较好的效果.Liu等[２]提出一种基于共享浅层特征

的多任务注意网络(MultiＧTaskAttentionNetwork,MTAN),
用３个自注意力模块分别学习各任务的具体特征,并提出动

态权重平均(DynamicWeightAverage,DWA)策略,通过考虑

每个任务的损失变化,在训练过程中自适应任务权重,有效提

高了语义分割、深度估计和表面法线检测任务的性能.不同

于上述学习共享特征的方法,PADnet[６]则是在共享浅层网络

的最后一层产生深度估计、表面法线检测、语义分割和边缘检

测４个任务的初始预测,然后通过多任务蒸馏来提高深度估

计和语义分割任务的最后性能.MTI_Net[７]在 PADnet的基

础上,利用多尺度传播和空间注意力来学习语义、表面法线、
边缘信息和深度任务之间的高层语义关系,从而提高语义分

割和深度估计的性能.
多流多任务学习是通过在不同任务的网络模型间设计共

享结构来选择部分信息进行共享,达到了任务间既相对独立

又相互共享的目的.经典的交叉缝合方法(crossＧstitch)[３６]为

不同任务设计了独立的、结构相同的主干网络,然后在不同的

网络层之间通过线性组合将不同任务的部分信息进行融合学

习,再反馈到各任务网络中进行共享,提高了预测准确度.

Gao等[３]在crossＧstitch[３６]的基础上提出判别降维(Neural
DiscriminativeDimensionalityReduction,NDDR)的分层特征

融合方案,自动融合语义分割和表面法线检测任务的不同层

特征.２０２０年,他们又在 NDDR_CNN 的基础上引入神经结

构搜索(NeuralArchitectureSearch,NAS)[４],为特定任务搜

索最佳共享连接结构,在语义分割和表面法线多任务学习的

实验中实现了精度提升.
单流多任务学习网络虽然学习任务间潜在关系的能力较

低,但网络结构相对简单,容易扩展到任务数量较多的场景

中,网络性能受损失权重分配不平衡的影响也会随着任务数

量的增加有所降低[２].而多流多任务网络学习能力相对较

强,但网络参数量会随任务数的增加而成倍增加[３Ｇ４].本文综

合了单流和双流结构的特点,在共享多级骨干特征提取网络

基础上,为语义分割和深度估计设计特定的特征选择分支,同
时在任务特定层之间设计交互模块来学习任务间的相关信

息,发掘任务间隐藏的有效信息来提高最终的预测效果.

３　提出的方法

为了更好地利用语义分割和深度估计任务间的高层语义

关系,本文提出了两种多任务学习框架来联合训练语义分割

和深度估计任务:基于SE和金字塔特征池化的多任务学习

网络 MTL_SPP,以及基于可选择权重的多任务学习网络

MTL_SSW.

３．１　MTL_SPP
MTL_SPP首先通过一个共享特征提取骨干网络,比如

残差网络resnet５０[３９],来学习多级共享特征池;在此共享特征

池基础之上,将各级特征输入任务特定的SE模块,通过注意

力机制学习任务特定的特征.与此同时,选择学习后的浅层

特征与更高一级的共享特征共同输入下一个任务特定的SE
模块,以此来学习各级特征的任务特定的融合方式.在学习

到的融合特征基础上,设计了一个金字塔池化模块用于增强

特征的上下文信息,最后上采样得到最终的语义分割和深度

估计结果.MTL_SPP的体系结构如图１所示,共享骨干网

络设计了４个残差块,每个残差块输出的特征通过跳跃连接

直接输入到任务特定网络.任务特定网络利用４个级联的

SE模块连接对应共享骨干网络的４个残差块.最后用金字

塔池化模块连接最后一个SE注意模块,并进行一个上采样

操作,利用双线性插值恢复图像的分辨率.

图１　MTL_SPP结构图

Fig．１　DiagramofMTL_SPPstructure

　　在 MTL_SPP网络中,共享网络为语义分割和深度估

计任务学习一个包含浅层细节特征和深层语义特征的共

享多级特征池,而任务特定网络可以看成是共享网络的特

征选择器,以 端 到 端 的 方 式 自 动 学 习 特 定 任 务 的 信 息.

MTL_SPP方法的动机是,通过共享多级特征池,学习语义

分割和深度估计任务间的潜在语义关系,为彼此提供信息

的补充和约束,从而提高两个任务的性能.另一方面,通
过为不同任务设计多级特征选择融合学习网络,强化任务

特定的信息和学习任务特定的多级特征融合方式,从而避

免了任务目标冲突引起的性能下降问题.接下来将分别

对 MTL_SPP中 的 SE模 块 和 金 字 塔 池 化 模 块 进 行 详 细

论述.
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３．１．１　SE模块

语义分割任务倾向关注图像的颜色和纹理区域,深度估

计任务则更倾向关注深度值发生变化的区域,两类任务联合

训练可以使得共享骨干网络学习到更为丰富的多级特征.此

外,语义分割和深度估计是非常相关的两类任务,同一物体的

深度值很大可能是相同或连续的,深度值发生急剧变化的地

方很有可能是分割边界,所以它们的联合训练也可以相互提

供指导信息和互补信息.为了学习共享特征池中语义分割和

深度估计的补充信息来进行任务的指导和优化,同时让任务

特定网络以多级融合的方式给予自身任务更多关注,本文设

计了由４个级联SE模块组成的任务特定网络,通过每个SE
模块学习一个激励特征响应,以注意力的方式聚焦式学习特

定任务的多级融合特征.

４个任务特定的SE模块的连接方式如图１所示.任务

特定的网络的第一个SE模块将主干网络的第一个共享残差

块的输出特征作为输入.后续的SE模块则是将上一级任务

特定SE模块的输出特征与更高一级的共享特征串联得到的

特征作为输入.SE模块通过生成通道维度的激励响应,以注

意力的方式来学习利用共享特征池中的特定信息,和任务

特定的特征融合方式,从而学习到任务特定激励特征,提高各

任务性能.语义分割任务分支和深度估计任务分支通过SE
模块,不仅可以学习任务特定通道中的相关信息,使自身任务

受到更多的关注;更重要的是,它们的联合训练也迫使多级共

享特征池学习任务间相关的细节信息和语义信息,从而 SE
模块可以通过注意力激励响应,利用这些信息进行特定任务

的指导和优化.
压缩激励模块SE的结构如图２所示,SE模块分压缩

和激励两个操作.SE模块学习共享特征池和任务特定分

支的融合特 征,并 通 过 压 缩 激 励 的 方 式 产 生 一 个 注 意 力

值,来激励任务学习对自身更有利的信息.SE模块首先

对共享特征池和上一级任务特定SE模块的输出特征进行

串联,接着使用１×１卷积在对通道降维的同时,学习不同

通道特征间的融合交互信息,最后输入到 SE模块中.这

个过程如式(１)所示.

U＝f１×１(Concat(Xi
share,Xi－１

SE )),i＝２,３,４ (１)

其中,f１×１为标准的卷积操作,卷积核大小为１×１;Xi
share表示

第i个共享特征池的输出特征图,Xi－１
SE 表示第i－１个SE模

块的输出特征图.

图２　SE模块结构图

Fig．２　DiagramofSEmodulestructure

　　SE模块首先在空间维度上对输入特征U 进行压缩,利
用空间全局平均池化得到初始通道激励值Zc.特征图U 中

包含了从自身任务学习的特征和共享特征池的特征,所以经

过压缩操作得到的通道激励值Zc,不仅反映了通道上的共享

特征全局分布,而且具有任务特定的全局感受野.初始通道

压缩激励值Zc 的计算过程如式(２)所示:

zC＝ １
H×W　∑

H

i＝１
　∑

W

j＝１
UC(i,j) (２)

其中,UC(i,j)表示任意通道c的特征图,H 和W 表示特征图

的大小.

为了捕获特定任务通道方面的依赖关系,在得到初始

通道压缩激励值Zc 后,设计了两个连续的１×１卷积,进
一步学习通道间非线性的交互关系.其中,第一个１×１
卷积层将通道数进行压缩,经过 ReLU 层的非线性化处理

后,输入到第二个１×１卷积层,恢复原来的通道数.最后

使用Sigmoid激活函数,得到增强的通道激 励 响 应 Zc,过

程如式(３)所示.

Zc＝Sigmoid(BN(f１×１(ReLU(BN(f１×１(zc)))))) (３)

其中,f１×１为１×１卷积,BN 为批正则化操作,ReLU 为线性

整流操作,Sigmoid为激活函数.

激励操作则是将增强后的激励响应和特征图U 进行逐

通道相乘操作,得到任务特定激励特征S∈RH×W×C,学习到

更具区分度和抗噪性能的特征.这个过程如式(４)所示:

Sc＝Zc☉Uc (４)

其中,U 表示特征图,☉表示对应位置元素相乘.然后将SE
的输出特征进行１×１卷积操作,在通道上进行升维,实现特

征的进一步融合学习.接着使用步长为２的２×２最大池化

操作,进行下采样,得到SE模块的最后输出.所以SE模块

的最后输出与更高一级的共享残差块的输出特征图具有相同

的分辨率大小.这种先在通道上升维,后在空间上压缩的操

作,可以在引入极少量参数的情况下,进一步学习空间位置信

息.这个过程如式(５)所示:

S＝f１×１(Down(S)) (５)

其中,f１×１为１×１卷积操作,Down表示下采样,这里使用了

步长为２的２×２的最大池化操作.

３．１．２　金字塔池化

对于语义分割和深度估计任务来说,不同物体需要在不

同的感受野下才能获得完整的特征信息,从而实现准确的分

割和估计.所以在４个级联SE模块学习到任务注意力融合

特征后,本文采用金字塔池化模块进一步学习不同感受野的
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上下文信息,对 SE模块的输出特征进行增强处理,结构如

图３所示.

图３　金字塔池化模块

Fig．３　Pyramidpoolingmodule

首先通过不同尺度的全局平均池化得到４种尺度不同的

子区域特征信息.实现过程如式(６)所示,即首先将图像划分

成不同数量的子区域,然后在每个子区域中应用全局平均

池化.

Xp＝Adap(S),p＝１,２,３,６ (６)

其中,Adap 表示对不同数量的子区域进行全局平均池化;p
表示将原特征图划分成不同数量的子区域,即分别为１×２,

２×２,３×３和６×６个子区域;S表示最后一个任务特定的SE
模块的输出特征.

为了在任务特定层中利用这些不同区域、不同尺度的全

局上下文信息,在得到不同尺度特征后,分别使用了１×１的

卷积对它们进行通道数降维,然后通过双线性插值的上采样

操作将它们恢复到原输入特征大小.接着使用拼接操作将４
种包含不同尺度感受野的特征与原输入特征ST 进行拼接,
得到最后的输出Xout,这个过程如式(７)所示.全局金字塔池

化通过学习不同尺度子区域的全局信息及它们间的关系,来
增强特定任务的上下文信息,从而提高语义分割和深度估计

两个任务的性能.

Xout＝Concat(ST ,X(out,１),X(out,２),X(out,３),X(out,６))

Xout,p＝UP(f１×１(Xp)){ (７)

其中,f１×１表示核大小为１×１的卷积操作,X(out,p)表示尺度

为p×p的全局平均池化分支的输出特征.

３．２　基于可选择权重的多任务框架 MTL_SSW
本文提出的联合语义分割和深度估计的多任务学习框架

MTL_SPP,虽然可以利用SE模块从共享特征池选择学习任

务特定特征,并以多级特征融合的方式聚焦式学习特定任务

的信息,解决由于任务目标冲突而引起的性能下降问题,但任

务特定SE模块学习到的特征只能在自身子网络中进行传

递,不能很好地利用另一个任务特定网络中学习到的特征信

息来补充指导自身任务的学习.所以本文在 MTL_SPP的基

础上,提出一个基于可选择权重的多任务框架 MTL_SSW,旨
在利用SE模块学习共享特征池多级特征的同时,让任务特定

子网络的语义分割特征和深度估计特征通过SW 模块进行选

择性的融合和分离特征,从而实现任务间的相互指导和优化.

MTL_SSW 的网络架构如图４所示,它在 MTL_SPP基

础上,在两个任务特定网络间增加了可选择权重模块(SelecＧ
tiveWeight,SW),以加强任务间的交互和学习.不同任务

SE模块的同一级别的输出特征,首先输入SW 模块进行融合

交互学习,旨在从其他任务中学习互补信息;然后将经过SW
模块信息交流后的输出特征与更高一级的共享骨干特征串联

后,一起输入到下一层的任务特定 SE模块中学习.MTL_

SSW 还采 用 了 空 洞 空 间 金 字 塔 池 化 模 块 (ASPP)来 代 替

MTL_SPP的金字塔池化模块,以获取更密集的特征信息,缓
解上采样特征带来的噪声映射.MTL_SPP中只利用了共享

多级特征池来隐式学习语义分割和深度估计任务间潜在的语

义关系;MTL_SSW 则进一步利用SW 模块,以分层选择融合

的方式,显式学习任务特定SE模块中两个任务间的互补特

征信息,强化任务特定网络学习的相互指导和优化.总而言

之,MTL_SSW 不仅利用 SE模块从共享多级特征池中学习

到适合特定任务的融合特征,而且通过SW 模块建模语义分

割和深度估计任务子网络之间的依赖关系,利用可选择权重

融合语义分割特征和深度估计特征之间的相关通道,并利用

ASPP模块对密集特征进行学习,帮助任务特定网络学习更

具判别性的特征信息.

图４　MTL_SSW 多任务学习模型

Fig．４　MTL_SSW multiＧtasklearningmodel

３．２．１　SW 模块

可选择权重SW 模块的结构如图５所示,SW 模块主要

通过“拼接融合Ｇ选择权重Ｇ分离降维”３个操作完成.其设计

目的是让任务特定网络中学习到的深度估计特征和语义分割

特征进行融合和交互后,输出特定任务的最佳判别性特征,让
语义分割信息和深度估计信息进行相互指导和优化,达到

提高任务预测效果的目的.
“拼接融合”操作利用从不同任务的SE模块中学习到的

层次特征,首先对相同级别的不同任务特征进行拼接,拼接后

的特征包含了语义分割任务分支和深度估计任务分支的特

征.“选择权重”操作通过为不同任务设计一个可训练权重矩

阵来学习不同任务间信息的融合和交互方式,如式(８)所示.
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Yt１＝[Xt１,Xt２]WT
１

Yt２＝[Xt１,Xt２]WT
２

(８)

其中,W 表示可学习的参数矩阵,Xt１和Xt２分别表示语义分割

和深度估计分支的输入特征.
“分离降维”操作利用学习到的任务特定权重矩阵,通过

如式(８)的操作,得到任务特定的特征输出,实现特征的分离,
然后利用１×１的卷积对它们进行通道数降维,并进一步学习

通道特征间的关系.因此经过SW 模块后的语义特征学习到

了深度信息,能更有效地对不同物体进行区分,而深度特征能

利用语义特征中的纹理信息学习有效定位,实现两个任务的

相互学习.

图５　SW 模块

Fig．５　SW module

３．２．２　空洞空间金字塔模块

MTL_SSW 框架采用了空洞空间金字塔池化模块(AtＧ
rousSpatialPyramidPooling,ASPP)来增强各任务特定网络

分支最终学习到的特征,它的结构如图６所示.

图６　ASPP模块

Fig．６　ASPPmodule

ASPP通过使用不同扩张率的滤波器来学习不同尺度下

的上下文信息.相较于 MTL_SPP中的金字塔池化模块,

ASPP通过执行不同尺度的全局池化,再上采样来获取多尺

度信息,能有效避免上采样操作引入的噪声映射.另一方面,

ASPP通过使用不同扩张率的空洞卷积进行特征的学习,来
捕获不同感受野下的区域信息,从而学习每个位置在不同感

受野下的上下文特征,它更加适合于多模态信息交互特征的

增强.本文的消融实验也证实了,在 MTL_SSW 框架中,使
用 ASPP能获得比金字塔池化更好的特征增强效果.

４　实验

４．１　实验设置

(１)数据集

本文使用常用的 NYUDＧV２和 SUNRGBD 室内数据集

来评估所提出的方法.NYUDＧV２数据集含有语义和深度等

多个任务标签,可同时用于深度估计和语义分割等任务的训

练,语义标签共有４０类,深度图的缺失值利用 MicrosoftKiＧ
nect采集到的数据进行了填充.NYUDＧV２数据集包含１４４９
张原始图 片,其 中 ７９５ 张 图 片 用 于 训 练,６５４ 张 图 片 用 于

测试,图片大小调整为４８０×６４０.SUNRGBD数据集也具有

语义和深度值标签,可用于语义分割和深度估计任务,语义标

签共有３７类,共包含１０３３５张图片,其中５２８５张图片用于训

练,５０５０张图片用于测试.
(２)损失函数和评价指标

由于实验需要同时训练两个任务,本文对语义分割使用

softmax交叉熵损失函数,对深度估计使用 L１损失函数,它
们的加权和作为网络的总损失,如式(９)所示.

Ltol＝∑
T

t＝１
Wt∗Lt (９)

其中,t表示不同的任务,Lt 表示不同任务的损失,Wt 表示权

重.在本文的实验中,语义分割和深度估计的损失权重均设

置为１.
语义分割的性能度量采用了平均交并比(MeanIntersecＧ

tionoverUnion,MIOU)进行评估,MIOU值越大表明性能越

好.深度估计采用了均方根误差(RootMeanSquaredError,

rmse)和对数均方根误差(Meanlog１０Error,log_rmse)来验

证算法性能,误差值越小表示性能越好.
(３)训练

本文使用在ImageNet数据集上预训练过的resnet５０网

络作为本文的主干网络,并用扩张卷积代替残差网络的最后

一层下采样,让最后一层的网络分辨率为原始分辨率的１/１６,
从而保留图像的细节信息.本文使用 ADAM 优化算法训练

网络,初始学习率设置为０．０００１,并使用 Poly策略自适应调

整学习率的方法来平衡网络学习速度,batch_size设为８.

４．２　与最先进方法比较

为了验证本文提出的方法在联合学习语义分割和深度估

计任务上 的 有 效 性,将 其 与 近 年 来 先 进 的 多 任 务 算 法 在

NYUDＧv２数据集和 SUNRGBD 数据集上进行了定量比较.
参与比较的先进方法中,cross_stitch[３６],MTAN[２]和 NDDR_

CNN[３]等多任务框架都是基于共享特征的结构,其中 NDDR_

CNN和CrossＧstitch[３６]为双流多任务模型,MTAN[２]是一个

基于编解码结构的单流多任务模型.多任务框架 PADnet[６]

和 MTI_Net[７]是基于共享预测结果的结构.为了公平比较,
本文与其他先进方法使用了同样的骨干网络resnet５０.

(１)在 NYUDＧv２数据集上的对比结果

图７为本文方法与其他先进方法在语义分割和深度估计

任务上的性能散点图,其中横坐标表示深度估计的性能,纵坐

标表示语义分割的性能,不同的点表示不同的方法,坐标越往

右上角性能越好.在图７的左边子图中,深度估计采用均方

根误差rmse作为度量指标,而右边子图深度估计采用的性能

度量是对数均方根误差log_rmse.从图７的结果可以看出,
本文提出的两种多任务学习框架得到了比其他先进方法更好

的综合性 能,而 且 MTL_SSW 比 MTL_SPP 的 平 均 性 能

更好.

图７　在 NYUDＧv２数据集上的性能比较

Fig．７　PerformancecomparisononNYUDＧv２dataset
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表１列出了本文方法和其他先进方法在 NYUDＧv２数据

集上的语义分割和深度估计定量比较结果.从表１的实验结

果可 以 看 出,本 文 提 出 的 MTL_SPP 和 MTL_SSW 在

NYUDＧv２测试集上的语义分割平均交并比分别为３９．６１１９％
和３９．８７９６％,MTL_SPP深度估计的rmse和log_rmse分别

为０．５８４和 ０．１９２８,MTL_SSW 深度估计的rmse和log_

rmse分别为０．５７５５和０．１９０４.相比于双流多任务模型NDＧ
DR_CNN 和cross_stitch,MTL_SSW 的 MIOU 比 NDDR_

CNN高０．５４９５％,比crossＧstitch高１．１２９９％;rmse比 NDＧ
DR_CNN低０．０１８８,比cross_stich低０．０２１８.与单流多任

务模型 MTAN相比,MTL_SSW 和 MTL_SPP对于语义分割

任务,MIOU分别提高了０．４１０７％和０．１％,对于深度估计任

务,rmse分别降低了０．０１９８和０．０１５３.所以,与上述基于共

享特征的多任务结构相比,本文的方法在 NYUDＧv２数据集

上取得了最优的性能.

表１　与其他先进方法在 NYUDＧv２数据集上的实验对比

Table１　Experimentalcomparisonoftheproposedmethodwith

otheradvancedmethodsonNYUDＧv２dataset

方法
语义分割

MIOU↑/％

深度估计

rmse↓ log_rmse↓
参数

NDDR_CNN[３](D) ３９．３３０１ ０．５９４３ ０．２００８ ９６．９×１０６

cross_stitch[３６](D) ３８．７４９７ ０．５９７３ ０．１９７８ ７５．８×１０６

PADnet[６] ３９．２１７０ ０．６４１７ ０．２１５７ ６６．９×１０６

MTI_Net[７] ３５．４２４１ ０．５６５６ ０．１９０３ ８１．８×１０６

MTAN[２] ３９．４６８９ ０．５９５３ ０．１９４２ ６７．０×１０６

MTL_SPP(本文) ３９．６１１９ ０．５８４０ ０．１９２８ ８３．９×１０６

MTL_SSW(本文) ３９．８７９６ ０．５７５５ ０．１９０４ ８９．９×１０６

相较于基于预测结果的多任务框架 PADnet和 MTI_

Net,PADnet在语义分割任务上的 MIOU 是３９．２１７％,比本

文的 MTL_SSW 低 ０．５６６％;深 度 估 计 任 务 的 rmse 是

０．６４１７,比本文的 MTL_SPP高０．０５７７.MTI_Net的语义分

割 MIOU为３５．４２４１％,比本文 MTL_SPP低４．１８７８％,比

MTL_SSW 低４．３６３％,深度估计性能略好于本文提出的模

型,但是两个任务的综合性能比本文方法更差.

本文提出的两个模型中,MTL_SSW 在 MTL_SPP的基

础上加入可选择权重融合模块,多层次融合任务特定层的特

征,使得网络能充分学习两个任务的互补信息.MTL_SSW
语义分割的 MIOU 比 MTL_SPP高０．２６７７％,rmse和log_

rmse分别比 MTL_SPP低０．００８５和０．００２４,在联合语义分

割和深度估计两个任务上获得了最好的预测性能.

(２)在SUNRGBD数据集上的对比结果

在SUNRGBD 数据集上的对比实验结果如表２所列.

本文提出的 MTL_SPP的 MIOU 比 MTAN 高０．５０７２％,

rmse和log_rmse比 MTAN 分别低０．００２６和０．００４１;而

MTL_SSW 的 MIOU 比 MTAN 高０．９７０４％,rmse和log_

rmse比 MTAN 分 别 低 ０．０１５７ 和 ０．０１１.MTL_SSW 的

rmse和log_rmse只比 MTI_Net分别高０．００３和０．００１４,但
是 MTL_SSW 的 MIOU 比 MTI_Net高２．４７１８％.相比于

现有联合语义分割和深度估计的多任务学习算法,本文算法

在SUNRGBD数 据 集 上 均 取 得 了 较 好 的 平 均 性 能,其 中

MTL_SSW 取得最优的预测结果.这表明本文算法在不同数

据集上均可以学到对两个任务更具判别性的特征表示,能有

效适应数据集中类别和场景的多样性.

表２　在SUNRGBD数据集上不同方法的实验对比

Table２　Experimentalcomparisonofdifferentmethods

onSUNRGBDdataset

方法
语义分割

MIOU↑/％

深度估计

rmse↓ log_rmse↓

NDDR_CNN[３](D) ４８．０５４１ ０．４８７３ ０．１７８３

cross_stitch[３６](D) ４７．９３０７ ０．５００７ ０．１７２１

PADnet[６] ４７．８７９４ ０．５２８７ ０．１８５３

MTI_Net[７] ４６．７８２９ ０．４５０９ ０．１４８９

MTAN[２] ４８．２８６３ ０．４６９６ ０．１６１３

MTL_SPP(本文) ４８．７８９０ ０．４６７０ ０．１５７２

MTL_SSW(本文) ４９．２５４７ ０．４５３９ ０．１５０３

４．３　结果可视化

图８给出了 MTAN[２]方法与 MTL_SPP和 MTL_SSW
方法,在 NYUD_V２数据集的几张经典图片上,深度估计和

语义分割结果的可视化对比.图中每一种方法的左列是深度

估计结果,右列是语义分割结果.可以看出,MTAN 算法对

“墙”和“地板”等纹理简单的类,分割效果比较好,但是面对难

以区分的类别时,比如第一行中的“格子床单”类和第二行的

“画框”类,分割效果欠佳.它由于缺乏足够的语义辨别能力

和对几何位置关系的学习,导致容易混淆的像素点被集中分

类错误,不同物体的同深度值像素点估计不准确.相比于

MTAN,MTL_SPP通 过 SE激 励 模 块 和 金 字 塔 池 化 模 块

能从共享特征中学习到互补信息,提升两个任务的性能,

在各种复杂的室内场景都取得了精确的语义分割和深度

估计结果,例如第一行中的“格子床单”第三行的“冰箱”和
“柜子”等.

(a)原图 (b)MIT_Net (c)MTAN (d)MTL_SPP (e)MTL_SSW

图８　在 NYUD_v２数据集上的语义分割和深度估计可视化结果对比

Fig．８　ComparisonofsemanticsegmentationanddepthestimationvisualizationresultsonNYUD_v２dataset
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　　更进一步,本文提出的 MTL_SSW 在共享特征的基础

上,通过SW 模块进行不同任务的多级信息的相互融合和相

互学习,获得了比 MTL_SPP更好的性能.比如对第二行“树

枝”的分叉以及第四行的小物体“花瓶”,MTL_SSW 得到了精

确的分割效果;对第四行形状复杂的“桌子”和“凳子”,得到了

准确的深度估计.

４．４　消融实验

本小节在 NYUDＧv２数据集上,对提出的两个多任务学

习模型 MTL_SPP和 MTL_SSW 进行了较详细的消融实验,

以分析模型的不同组件对性能的影响.

４．４．１　MTL_SPP消融分析

为了分析本文所提出的 MTL_SPP中的SE模块和金字

塔模块对多任务学习性能的影响,在 NYUD_v２数据集上进

行了消融实验.实验结果如表３所列,其中“STL_ASPP”表

示在主干网络后加入空洞空间金字塔池化模块的单任务模

型,“MTL”表示在主干网络后面直接加两个任务分支,“MTL
_SE”表 示 把 MTL_SPP 中 的 特 征 金 字 塔 池 化 模 块 移 除,

“MTL_PP”表示在“MTL”的基础上,在两任务分支上增加金

字塔模块.

表３　MTL_SPP在 NYUD_v２数据集上的消融实验结果

Table３　ResultsofMTL_SPPablationexperimentson

NYUD_v２dataset

方法
语义分割

MIOU↑/％

深度估计

rmse↓ log_rmse↓
参数

STL_ASPP ３９．２４５２ ０．６０００ ０．２０５０ ３７．８２×１０６

MTL ３４．５３２５ ０．６８２９ ０．２３２６ ５３．１８×１０６

MTL_SE ３４．８９１７ ０．６７７９ ０．２２８０ ５５．１１×１０６

MTL_PP ３７．４３８７ ０．６７７９ ０．２３６４ ６６．４３×１０６

MTL_SPP ３９．６１１９ ０．５８４０ ０．１９２８ ８３．９１×１０６

从表３的结果可以看出,MTL_SPP获得的语义分割和

深度估计分割性能均高于单任务基线STL_ASPP,其 MIOU
比STL高０．３６６７％,rmse和log_rmse分别比STL低０．０２
和０．０１２２.相比于多任务基线结构 MTL,MTL_SPP的语义

分割 MIOU高５．０７９４％,深度估计rmse和log_rmse分别低

０．０９８９和０．０３９８.只加入SE模块的“MTL_SE”和只加入

金字塔池化模块的“MTL_PP”,其语义分割性能比 MTL_

SPP分别降低了 ４．７２０２％ 和 ２．１７３２％,深度估计任务的

rmse分别比 MTL_SPP高０．０９３９和０．０９３９,log_rmse分别

高了０．０３５２和０．０４３６.这表明本文提出的 MTL_SPP模型

能有效结合SE模块特征选择学习作用,以及金字塔池化模

块特征增强的作用,从而获得更精细的轮廓分割结果和深度

估计结果.

４．４．２　特征增强模块分析

本文提出的两个多任务学习网络使用了不同的特征增强

模块,MTL_SSW 框架采用了空洞 空 间 金 字 塔 池 化 模 块,

MTL_SPP使用了金字塔池化模块.本实验将两个方法中的

特征增强模块进行了互换,对比分析了两种特征增强模块在

提出的两个多任务学习框架中的性能影响.实验结果如表４
所列,表中“MTL_SE＋ASPP”表示将 MTL_SPP中的 PP模

块替换成ASPP模块,“MTL_SW＋PP”表示将 MTL_SSW 中

的 ASPP模块替换成PP模块.从表４的实验结果可以看出,

MTL_SPP框架更加适合PP模块来增强特征表示能力.ASＧ

PP模块更适合于多模态信息交互特征的增强,所以 MTL_

SSW 使用它能获得更好的性能.

表４　不同组合方式的性能对比

Table４　Performancecomparisonofdifferentcombinationmethods

方法
语义分割

MIOU↑/％

深度估计

rmse↓ log_rmse↓
参数

MTL_SE＋ASPP ３７．９０２７ ０．６２１９ ０．２０２６ ６８．５×１０６

MTL_SW＋PP ３８．０５６９ ０．６２１１ ０．２０６７ １０３．２×１０６

MTL_SPP ３９．６１１９ ０．５８４０ ０．１９２８ ８３．９×１０６

MTL_SSW ３９．８７９６ ０．５７５５ ０．１９０４ ８９．９×１０６

４．４．３　MTL_SSW 消融分析

MTL_SSW 的SW 模块通过一个可训练权重矩阵(见式

(８))来学习不同任务间信息的融合和交互方式.为了分析

SW 模块中可训练权重矩阵的参数初始化对模型训练效果的

影响,本实验对SW 层的参数矩阵初始化为值分别是(α,β)的

对角矩阵,并使用不同的(α,β)值在 NYUD_v２数据集上进行

了实验,实验结果如表５所列.其中(α,β)表示语义分割任务

的特征选择矩阵的初始化权重,(β,α)为深度估计任务的特征

选择矩阵的初始化权重.

表５　可训练权重矩阵的参数初始化对 MTL_SSW 的影响

Table５　Effectofparameterinitializationoftrainableweightmatrix

onMTL_SSW

初始化方法
语义分割

MIOU↑/％

深度估计

rmse↓ log_rmse↓
MTL_SSW(０．２,０．８) ３７．９０７９ ０．６０８６ ０．２０３４
MTL_SSW(０．８,０．２) ３８．４９３２ ０．５９９５ ０．２０３０
MTL_SSW(０．５,０．５) ３７．５０８０ ０．６０９５ ０．２０４７
MTL_SSW(０．１,０．９) ３７．６７１７ ０．６０１４ ０．１９９８
MTL_SSW(０．９,０．１) ３９．８７９６ ０．５７５５ ０．１９０４

从表５的实验结果可以看出,在相同的训练环境下,在初

始化权重为(０．９,０．１),即对于语义分割子网络,初始化融合

特征中语义分割特征的权重为α＝０．９,深度估计特征的权重

为β＝０．１,而对于深度估计子网络,初始化融合特征中深度

估计特征的权重为β＝０．９,语义分割特征的权重为α＝０．１
时,在相同迭代次数情况下,可以获得最好的性能.这也说明

在网络刚开始训练时,更多地利用自身任务的信息,以及少部

分其他任务的信息作为辅助,能获得更好的训练效果.

结束语　本文提出了两种多任务学习网络结构 MTL_

SPP和 MTL_SSW,联合学习语义分割和深度估计任务,旨在

发掘特定任务中隐藏的有效信息来提高最终的任务预测,平

衡语义分割和深度估计任务的性能.基于压缩激励模块和金

字塔池化的多任务学习框架 MTL_SPP,使用级联的SE模块

作为任务特定的特征提取器,聚焦式学习共享特征池的特征,

最后利用特征金字塔来增强特定任务特征的学习.基于压缩

激励和可选择权重的多任务学习框架 MTL_SSW,利用 SW
模块融合任务特定的SE模块输出特征,让语义分割特征和

深度估计特征相互指导和优化,从而学习到单个任务无法学

习到的判别性特征,最后用空洞空间金字塔池化模块增强特

征学习.在 NYUDＧv２数据集和SUNRGBD数据集上的实验

结果表明,本文提出的模型可以有效处理复杂的室内场景,获

得了很好的语义分割和深度估计性能.本文的方法具有良好

的扩展性,下一步的工作将研究把本文提出的方法扩展到

３个以上的多任务中.

２２０１００１１１Ｇ８

ComputerScience 计算机科学 Vol．５０,No．６A,June２０２３



参 考 文 献

[１] ZHANG Y,LIUJW,ZUOX．SurveyofMultiＧTaskLearning
[J]．ChineseJournalofComputers,２０２０,４３(７):１３４０Ｇ１３７８．

[２] LIU S,JOHNS E,DAVISON A J．EndＧtoＧEnd MultiＧTask

LearningwithAttention[C]∥IEEEConferenceonComputer

Visionand Pattern Recognition．Piscataway:IEEE Computer

Society,２０１９:１８７１Ｇ１８８０．
[３] GAOY,MAJ,ZHAOM,etal．NDDRＧCNN:LayerwiseFeature

FusinginMultiＧTaskCNNbyNeuralDiscriminativeDimensionＧ

alityReduction[C]∥IEEEConferenceonComputerVisionand

PatternRecognition．Piscataway:IEEEComputerSociety,２０１９:

３２０５Ｇ３２１４．
[４] GAOY,BAIH,JIEZ,etal．MTLＧNAS:TaskＧAgnosticNeural

Architecture Search towards GeneralＧPurpose MultiＧTask

Learning[C]∥IEEEConferenceonComputerVisionandPatＧ

ternRecognition．Piscataway:IEEE ComputerSociety,２０２０:

１１５４０Ｇ１１５４９．
[５] WANGP,SHENX,LINZ,etal．TowardsunifieddepthandseＧ

manticpredictionfromasingleimage[C]∥IEEEConferenceon

ComputerVisionand Pattern Recognition．Piscataway:IEEE

ComputerSociety,２０１５:２８００Ｇ２８０９．
[６] XU D,OUYANG W,WANG X,etal．PADＧNet:MultiＧTasks

Guided PredictionＧandＧDistillation Networkfor Simultaneous

DepthEstimationandSceneParsing[C]∥IEEEConferenceon

Computer VisionandPattern Recognition．Piscataway:IEEE

ComputerSociety,２０１８:６７５Ｇ６８４．
[７] VANDENHENDES,GEORGOULISS,GOOLLV．MTIＧNet:

MultiＧScaleTaskInteractionNetworksforMultiＧTaskLearning
[C]∥EuropeanConferenceonComputerVision．Piscataway:

Springer,２０２０:５２７Ｇ５４３．
[８] ZHOUD,FANGJ,SONGX,etal．Joint３DInstanceSegmentaＧ

tionandObjectDetectionforAutonomousDriving[C]∥IEEE

ConferenceonComputerVisionandPatternRecognition．PiscatＧ

away:IEEEComputerSociety,２０２０:１８３６Ｇ１８４６．
[９] ZHANGZ,FIDLERS,URTASUNR．InstanceＧLevelSegmenＧ

tationforAutonomousDrivingwithDeepDenselyConnected

MRFs[C]∥IEEEConferenceonComputerVisionandPattern

Recognition．Piscataway:IEEE ComputerSociety,２０１６:６６９Ｇ

６７７．
[１０]ZHANGH,LUOG,TIANY,etal．A VirtualＧRealInteraction

ApproachtoObjectInstanceSegmentationinTrafficScenes[J]．

IEEE Transactions on Intelligent Transportation Systems,

２０２１,２２(２):８６３Ｇ８７５．
[１１]KENDALLA,GALY,CIPOLLA R．MultiＧTaskLearningUＧ

singUncertaintytoWeighLossesforSceneGeometryandSeＧ

mantics[C]∥IEEEConferenceonComputerVisionandPattern

Recognition．Piscataway:IEEE ComputerSociety,２０１８:７４８２Ｇ

７４９１．
[１２]LIX,WANG W,HUX,etal．SelectiveKernelNetworks[C]∥

IEEEConferenceonComputerVisionandPatternRecognition．

Piscataway:IEEEComputerSociety,２０１９:５１０Ｇ５１９．
[１３]EIGEND,FERGUSR．PredictingDepth,SurfaceNormalsand

SemanticLabelswithaCommonMultiＧScaleConvolutionalArＧ

chitecture[C]∥IEEEInternationalConferenceonComputerViＧ

sion．Piscataway:IEEE,２０１５:２６５０Ｇ２６５８．
[１４]EIGEN D,PUHRSCH C,FERGUS R．Depth Map Prediction

fromaSingleImageusinga MultiＧScaleDeepNetwork[C]∥

NIPS．２０１４:２３６６Ｇ２３７４．
[１５]KLINGNER M,TERMÖHLENJA,MIKOLAJCZYKJ,etal．

SelfＧsupervised MonocularDepthEstimation:SolvingtheDyＧ

namicObjectProblembySemanticGuidance[C]∥ECCV．２０２０:

５８２Ｇ６００．
[１６]YINW,LIUY,SHENC,etal．EnforcingGeometricConstraints

ofVirtualNormalforDepthPrediction[C]∥IEEEInternational

ConferenceonComputerVision．Piscataway:IEEE,２０１９:５６８３Ｇ

５６９２．
[１７]FUH,GONGM,WANGC,etal．DeepOrdinalRegressionNetＧ

workforMonocularDepthEstimation[C]∥２０１８IEEE/CVF

ConferenceonComputerVisionandPatternRecognition．２０１８:

２００２Ｇ２０１１．
[１８]LIUJP,WENJW,LIANGYL．MonocularImageDepthEstiＧ

mationBasedon MultiＧScaleAttentionOrientedNetwork[J]．

JournalofSouthChinaUniversityofTechnology(NaturalSciＧ

enceEdition),２０２０,４８(１２):５２Ｇ６２．
[１９]LONGJ,SHELHAMERE,DARRELLT．FullyConvolutional

NetworksforSemanticSegmentation[J]．IEEETransactionson

PatternAnalysisand MachineIntelligence,２０１５,３９(４):６４０Ｇ

６５１．
[２０]CHENLＧC,PAPANDREOUG,KOKKINOSI,etal．DeepLab:

SemanticImageSegmentation withDeepConvolutionalNets,

AtrousConvolution,and Fully Connected CRFs[J]．IEEE

Transactionson Pattern Analysisand MachineIntelligence,

２０１８,４０(４):８３４Ｇ８４８．
[２１]RONNEBERGER O,FISCHER P,BROX T．UＧNet:ConvoluＧ

tionalNetworksforBiomedicalImageSegmentation[C]∥MICＧ

CAI．Springer,２０１５,９３５１:２３４Ｇ２４１．
[２２]CHENLC,ZHUY,PAPANDREOUG,etal．EncoderＧDecoder

withAtrousSeparableConvolutionforSemanticImageSegmenＧ

tation[C]∥ECCV．２０１８:８３３Ｇ８５１．
[２３]LIU W,RABINOVICH A,BERG AC．ParseNet:LookingWiＧ

dertoSeeBetter[C]∥ICIL２０１６．２０１６．
[２４]ZHEN M,WANGJ,ZHOUL,etal．LearningFullyDenseNeuＧ

ralNetworksforImageSemanticSegmentation[C]∥ AAAI

Conferenceon ArtificialIntelligence．Palo Alto:AAAIPress,

２０１９:９２８３Ｇ９２９０．
[２５]CHENLＧC,PAPANDREOUG,SCHROFFF,etal．Rethinking

AtrousConvolutionforSemanticImageSegmentation[J]．arＧ

Xiv:１７０６．０５５８７v３,２０１７．
[２６]ZHAOH,SHIJ,QIX,etal．PyramidSceneParsingNetwork

[C]∥IEEEConferenceonComputerVisionandPatternRecogＧ

nition．Piscataway:IEEEComputerSociety,２０１７:６２３０Ｇ６２３９．
[２７]RENTC,HUANGXS,DING WL,etal．GlobalBilateralSegＧ

mentationNetworkforSegmanticSegmentation[J]．Computer

Science,２０２０,４７(S０１):５．
[２８]YUC,WANGJ,PENGC,etal．BiSeNet:BilateralSegmentaＧ

tionNetworkforRealＧtimeSemanticSegmentation[C]∥EuroＧ

peanConferenceonComputerVision．２０１８．
[２９]ZHAOH,ZHANGY,LIUS,etal．PSANet:PointＧwiseSpatial

AttentionNetworkforSceneParsing[C]∥EuropeanConfeＧ

２２０１００１１１Ｇ９

罗会兰,等:联合语义分割和深度估计的多任务学习研究



renceonComputerVision．Piscataway:Springer,２０１８,１１２１３:

２７０Ｇ２８６．
[３０]YANGJ,DANGJS．Semanticsegmentationof３Dpointcloud

basedoncontextualattentionCNN[J]．JournalonCommunicaＧ

tions,２０２０,４１(７):１９５Ｇ２０３．
[３１]DUAN LJ,SUN Q C,QIAO Y H．AttentionＧAwareandSeＧ

manticＧAwareNetworkforRGBＧDIndoorSemanticSegmentaＧ

tion[J]．ChineseJournalofComputers,２０２１,４４(２):２７５Ｇ２９１．
[３２]SEICHTER D,KÖHLER M,LEWANDOWSKIB,etal．EffiＧ

cientRGBＧDSemanticSegmentationforIndoorSceneAnalysis
[J]．arXiv:２０１１．０６９６１v３,２０２０．

[３３]ZHANGZ,LUOP,LOYCC,etal．FacialLandmarkDetection

byDeep MultiＧtask Learning[C]∥European Conferenceon

ComputerVision．Piscataway:Springer,２０１４,８６９４:９４Ｇ１０８．
[３４]RANJAN R,PATEL V M,CHELLAPPA R．HyperFace:A

DeepMultiＧtaskLearningFrameworkforFaceDetection,LandＧ

mark Localization,Pose Estimation,and Gender Recognition
[J]．IEEETransactionsonPatternAnalysis& MachineIntelliＧ

gence,２０１９,４１(１):１２１Ｇ１３５．
[３５]LU Y,KUMARA,ZHAIS,etal．FullyＧadaptiveFeatureShaＧ

ringin MultiＧTaskNetworkswithApplicationsinPersonAtＧ

tributeClassification[C]∥IEEEConferenceonComputerViＧ

sionandPatternRecognition．Piscataway:IEEEComputerSoＧ

ciety,２０１７:１１３１Ｇ１１４０．
[３６]MISRAI,SHRIVASTAVA A,GUPTA A,etal．CrossＧstitch

Networksfor MultiＧtaskLearning[C]∥IEEE Conferenceon

ComputerVisionand Pattern Recognition．Piscataway:IEEE

ComputerSociety,２０１６:３９９４Ｇ４００３．
[３７]HEK,GKIOXARIG,DOLL􀆓RP,etal．MaskRＧCNN[C]∥

IEEEInternationalConferenceon Computer Vision．PiscatＧ

away:IEEE２０１７:２９８０Ｇ２９８８．
[３８]RENS,HEK,GIRSHICKRB,etal．FasterRＧCNN:Towards

RealＧTime ObjectDetection with Region ProposalNetworks
[J]．IEEETransactionsonPatternAnalysis& MachineIntelliＧ

gence,２０１７,３９(６):１１３７Ｇ１１４９．
[３９]HE K,ZHANG X,REN S,etal．Deep ResidualLearningfor

ImageRecognition[C]∥IEEEConferenceonComputerVision

andPatternRecognition．Piscataway:IEEEComputerSociety,

２０１６:７７０Ｇ７７８．

LUOHuilan,bornin１９７４,Ph．D,proＧ
fessor．HermainresearchinterestsinＧ
cludemachinelearningandpatternreＧ
cognition,multiＧtasklearning,etc．

２２０１００１１１Ｇ１０

ComputerScience 计算机科学 Vol．５０,No．６A,June２０２３


