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摘　要　脑电情感识别是一个复杂程度高、信息密度大、海量数据的多通道时序信号分类问题.为在保持现有分类精度的情况

下减少计算参数量,实现脑电情感识别的精度与性能最优,提出了一种基于双流结构缩放和多重注意力机制的轻量级网络

(LDMＧEEG).该网络以基于脑电信号的微分熵特征构造的时域Ｇ空域图谱和频域Ｇ空域图谱作为输入,采用对称的双流结构对

上述两种特征分别处理,通过节约参数的新型残差模块和网络缩放机制来实现轻量化,并利用新型的通道Ｇ时/频Ｇ空多重注意

力机制和后注意力机制提升模型特征聚合能力.实验结果表明,在参数量明显减小的情况下,模型在SEED数据集上实现了

９５．１８％的准确率,达到了领域的最优结果.进一步地,在略低于现有模型准确率的基础上,其将参数量缩减了９８％.
关键词:脑电情感识别;时频双流;多重注意力;轻量级;结构缩放;可计算情感
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Abstract　EEGemotionrecognitionisamultiＧchanneltimeＧseriessignalclassificationproblemwithhighcomplexity,highinforＧ
mationdensityandmassivedata．InordertoachieveoptimalaccuracyandperformanceofEEGemotionrecognitionwithfewer
computationalparameterswhilemaintainingtheexistingclassificationaccuracy,thispaperproposesalightweightnetwork(LDMＧ
EEG)basedondualＧstreamstructuralscalingandmultipleattentionmechanisms．ThenetworktakesthetimeＧspaceandfrequenＧ
cyＧspacemapsconstructedbasedonthedifferentialentropyfeaturesofEEGsignalsastheinput,processesthetwofeaturessepaＧ
ratelyusingasymmetricdualＧstreamstructure,achieveslightweightingthroughanovelparameterＧsavingresidualmoduleanda
networkscalingmechanism,andenhancesthemodelfeatureaggregationcapabilityusinganovelchannelＧtime/frequencyＧspace
multipleattention mechanismandapostＧattention mechanism．Experimentalresultsshowthattheaccuracyofthemodelis
９５．１８％ withsignificantlyreducednumberofparameters,whichachievestheoptimalresultinthedomain．Further,about９８％
reductioninthenumberofparametershasbeenachievedwithslightlyloweraccuracythantheexistingmodels．
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１　引言

情感计算是人工智能分支之一,它的概念来源于 MIT媒

体实验室Picard教授于１９９７年提出的“计算与情感相关,产生

并作用于情感”[１],目的是使机器能够识别并响应人的情感状

态.近年来,情感计算在医疗、教育、交通、军事和娱乐等领域

都取得了广泛的应用.情感可以使用行为和生理信号来表征.
相比于面部表情[２Ｇ３]、姿态[４]、语音等行为信号,生理信号如脑

电(EEG)、心电(ECG)、肌电(EMG)、呼吸、血压等,凭借其主观

难掩饰性、高时间分辨率及较低成本等优点被逐步用于情感计

算领域.其中,脑电是直接采集于大脑的多通道时序数据,是
脑神经细胞电生理活动在大脑皮层或头皮表面的总体反映,
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包含了丰富的情感相关信息.研究表明,不同情绪的脑电信

号在时间、频率和空间位置(通道)上存在较大差异,例如,积
极情绪下大脑和颞叶区域的激活程度高于消极情绪,消极情

绪使得低频段比高频段更加活跃等等[５].由此可以看出,脑
电可以客观反映个体的不同情绪.因此,近年来脑电情感识

别受到了越来越多研究者的关注,成为情感的重要表征之一.
自从 AlexNet[６]赢得ImageNet挑战,深度学习算法便逐

渐得到广泛应用.近年来,凭借着其对特征优秀的自动提取

能力,深度学习算法也被应用于脑电情感计算领域.总的趋

势是设 计 更 深 更 复 杂 的 网 络,以 实 现 更 高 的 精 度,例 如

DBN[５],DGCNN[７],RGNN[８]和SSTＧEmotionNet[９]等.但更

高的准确率并不意味着网络在规模和速度方面的高效.这些

深度学习模型往往在训练和推理时更加耗时耗力,对硬件设

备提出了很高的要求,同时也限制了其在嵌入式设备和移动

端的部署.
为了实现脑电情感识别神经网络的分类精度和参数量的

平衡,本文提出了一种全新的基于双流结构缩放和多重注意

力机制的轻量级脑电情感识别模型 LDMＧEEG.这一模型可

有效解决脑电情感识别的问题.本文的主要贡献如下:
(１)在公开数据集上就准确率和参数量这两个指标进行

了测试,该模型精度超越现有的主流模型,并且参数量达到最

低.同时通过模型缩放,在准确率略低于现有最优结果的情

况下,我们的模型减少了 ９８％ 的参数量,提升了模型训练

效率.
(２)提出了新型的节省参数的双流可缩放残差模块,使用

深度可分离卷积和相同的双流结构精简网络设计,可以有效

避免过拟合并明显减少参数量.
(３)提出了新型多重注意力机制,并最早在脑电领域探究

了注意力模块的数量和位置对分类精度的影响,有效证明了

多重注意力机制和后注意力机制的有效性.

２　相关工作

２．１　脑电情感识别

脑电情感识别的经典步骤一般分为特征提取和分类.常

用的特征有时域特征和频域特征.时域特征有事件相关电位

(EventRelatedPotentials,ERP)[１０]、Hjorth特征[１１]、非平稳

指数(NonＧStationaryIndex,NSI)[１２]等等,频域特征有波段功

率 (Band Power)[１０Ｇ１３]、高 阶 谱 (Higher Order Spectra,

HOS)[１４]等.其中,微分熵(DifferentialEntropy,DE)[１５Ｇ１６]是

最常用的脑电情感分类的特征.Zheng等通过构建深度置信

网络,首 次 证 明 了 DE 特 征 是 一 种 准 确 且 稳 定 的 分 类 特

征[１６].由于电极通道与被试头部采集电极一一对应,因此通

道间存在着一定的空间位置关系.相较于简单的堆叠通道信

息,构建通道间的拓扑结构或者转换为２D形式,可以更好地

捕获通道间的关联以及空间位置信息.Song等通过构建脑

电通道间的拓扑关系,更好地提取了通道间的空间位置信

息[７].Jung等的工作将脑电信号转化为基于图像的表示,取
得了不错的分类效果[１７].

早期的脑电情感分类常用传统的机器学习算法完成,比
如最邻近分类器(KＧNearestNeighbor,KNN)[１８]、支持向量机

(SupportVectorMachine,SVM)[１９]等等.不过这些传统的

机器学习算法往往严重依赖于专家的知识和经验来设计或者

选择特征,且精度也十分有限.而近年来随着大规模可用

脑电数据集的产生以及图形处理单元(GraphicProcessing
Unit,GPU)的快速发展,脑电情感分类主要采用深度学习完

成.这些算法包括擅长提取空间信息的卷积神经网络(ConＧ
volutionalNeuralNetworks,CNN)[２０]和图神经网络(Graph
NeuralNetworks,GNN)[２１],以及擅长提取时域信息的循环

神经网 络 (RecurrentNeuralNetworks,RNN)[２２]等.例 如

Zheng等利用深度信念网络 DBN[５,１６]从脑电中提取高层次表

征,Song等提出动态图卷积神经网络 DGCNN 用于脑电情感

识别[７],Li等提出一种分层时空神经网络 R２GＧSTNN 用于

学习脑电情绪识别的区域和全局时空特征[２３].
以上的特征和模型往往只考虑到了时频空三域中的一种

或者两种的组合,不能充分对这３种特征信息进行提取.而

Jia等的工作SSTＧEmotionNet[９]使用DE作为脑电特征,利用

通道的空间位置信息构建３D表示并输入到时空Ｇ频空双流网

络中,充分利用了时频空三域的信息,取得了较好的情感分类

效果.本文也是基于此文做的改进工作.

２．２　注意力机制

注意力机制(AttentionMechanism)是一种通过强化重要

信息抑制非重要信息提升神经网络性能的一种方法,在自然

语言处理[２４]、图像识别[２５]、语音识别[２６]等领域均有广泛的应

用.注意力机制本质上和人类对外界事物的观察机制类似.
人类在观察事物的时候,首先会比较倾向于关注事物某些重

要的局部信息,然后再把不同区域的信息组合,从而形成对事

物的总体印象.类似地,注意力机制可以帮助模型对输入 X
的每个部分赋予不同的权重,抽取出更加关键且重要的信息,
使得模型做出更加准确的判断.

近几年关于注意力机制的研究工作,大多数是使用掩码

(Mask)[２７]形成注意力机制.具体来说,就是利用相关特征

图学习权重分布,再把学习出来的权重分配到原特征图上.
比如,SENet[２８]通过Squeeze和 Exciation模块在特征通道上

加入注意力机制,CBAM[２９]结合了特征通道和特征空间两个

维度的注意力机制,SKNet[３０]对不同卷积核大小加入注意力

机制,FcaNet[３１]提出多光谱通道注意力机制来探讨使用不同

频域分量及其组合的影响等.
由于注意力机制本身存在一定的计算和存储的开销,所

以选择合理数量的注意力机制及其位置也是一个重要的问

题.PPＧLCNet[３２]对SE注意力机制[２８]分别加在模型前中后

及其组合的效果进行了比较,发现注意力模块靠后在同等延

迟的情况下比注意力模块较靠前和中间情况能取得更高的准

确率,BotNet[３３]和offTANet[２]对此进行了一定的实践.
脑电数据是多通道多频段的时序数据,不同通道、频段、

时间戳对情感的识别具有一定的差异性[４],因此在脑电情感

识别领域进行注意力的研究很有意义.Jia[９]在模型中加入

时/频Ｇ空注意力机制,取得了不错的分类效果.Tao[３４]在模

型中加入通道注意力机制,提高了脑电情感识别的分类准确

率.Chai[３５]在模型中加入通道和频率注意力,在 DEAP和

DREAMER数据集上取得了不错的分类效果.但已有的工

作都没有综合探究过通道Ｇ时/频Ｇ空多重注意力机制,且都是

统一在网络的所有模块中加上注意力机制.本文尝试对通

道Ｇ时/频Ｇ空多重注意力机制及其模块的数量和位置进 行

探究.

２．３　网络轻量化

深度学习模型虽然带来了分类准确率的提升,但参数量
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往往较大,训练和推理起来更加耗时耗力.为实现网络精度

和开销的平衡,通常采取以精度换取效率来减少模型参数量

的方法,包括模型剪枝[３６]和蒸馏[３７]等.手工设计轻量化网

络是这些方法之一,比如 MobileNet系列[３８Ｇ４０]主要采用了深

度可分离卷积轻量化网络,ShuffleNet系列[４１Ｇ４２]主要采用分

组卷积的思想轻量化网络等等.此外,神经架构搜索[４３Ｇ４６]在

设计高效轻量网络方面变得越来越流行,通过广泛调整网络

宽度、深度、卷积内核类型和大小,实现了比手工设计网络更

高的效率.
用于脑电情感分类的已有深度学习模型虽然取得了较为

不错的准确率,但很少有考虑参数量的问题.本文借鉴轻量

级网络 MobileNet[３９]的思想设计主干网络,并参考 EfficientＧ
Net[４６]的思想对网络的参数进行缩放,以此来实现准确率和参

数量的平衡.用轻量级网络做脑电情感分类的任务,不仅能够

加速训练和推理,还有利于设备的端模型部署,提高实时性.

３　方法

３．１　模型概述

本文方法的总体框架如图１所示.该框架主要分为两部

分,一部分是脑电信号的预处理和特征提取模块,另一部分是

基于注意力机制的时频双流残差学习情感分类模块.脑电信

号的预处理部分包括原始数据的切分和构建脑电时频域的

３D表示模块.情感分类模块包括对称的时频双流网络结构,
分别输入的是脑电信号的时域三维表示和频域三维表示.与

ResNeXt[４７]的设计类似,本网络的时频双流采用相同的拓扑

结构,这一设计的目的是防止模型过拟合,提高模型在不同任

务不同数据集上的适应性.其中,每个分支包括４个阶段的

残差学习模块,前２个模块不包括注意力机制,后２个模块包

括注意力机制.最后,网络融合时频双流特征来进行情感的

分类.

图１　基于注意力机制的时频双流残差学习情感分类模型框架

Fig．１　FrameworkofattentionＧbasedmechanismfortimeＧfrequencydualＧstreamresiduallearningemotionclassificationmodel

１)https://bcmi．sjtu．edu．cn/~seed/seed．html

３．２　脑电信号的时频３D表示

经过数据预处理和切分后,一个数据样本的维度为６２×
２００,其中６２是通道数,２００为脑电信号的采样频率.此后,
数据经过时频域不同方式的特征提取过程,分别输入到时域

网络分支和频域网络分支中,具体细节描述如下.
频域分支的特征提取过程中,需要充分利用不同频段的

脑电信息.首先将脑电信号按照频率划分为δ频段[４８]、θ频

段[４９]、α频段[５０]、β频段[５１]和γ频段[５２].第b个频段的信号

可以表示为Fb＝(f１
b,f２

b,􀆺,fE－１
b ,fE

b ),其中b∈{δ,θ,α,β,γ},

E表示通道数,fb表示具有２００个采样点的单通道时序脑电

信号.然后,对每个频段的数据计算出所有通道的 DE特征.

DE特征由香农信息熵推导出,如式(１)所示.

DE＝－∫
＋∞

－∞
f(x)log(f(x))dx (１)

其中,f(x)为连续信息的概率信息的概率密度函数.当特定

长度的脑电信号x近似服从高斯分布 N(μ,σ２)时,f(x)可以

表示为:

f(x)＝ １
２
２πσ２

e
－(x－μ)２

２σ２ (２)

将式(２)代入式(１)中,可以得到 DE特征公式化简后的

结果,如式(３)所示.

DE＝１
２log２πσ２ (３)

此时,我们已经将每个通道时序数据转化为 DE特征.然

后,对于每个频段６２通道的DE特征数据,将其按照通道间的

相对空间位置关系(如图２所示)转化为９×９的２维数据的形

式(如图３所示),其中没有数据的位置通过补零来处理.为了

使得信息更加精细化,使用三次样条插值(INTER_CUBIC)将２
维９×９的单频段的脑电信号转换为３２×３２维度的２D形式.
由于共有５个频段,最终得到３D数据表示,如图４所示.

图２　国际１０Ｇ２０系统６２通道的脑电图帽示意图１)

Fig．２　EEGcapaccordingtointernational１０Ｇ２０systemfor６２
channels
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图３　转换后的２维脑电表示示意图

Fig．３　Converted２DEEGrepresentation

图４　脑电信号在频域上的３D特征图

Fig．４　３DrepresentationofEEGsignalinfrequencydomain

同理,时域分支的特征提取过程中,需要充分利用不同时

间戳的脑电信息.首先将脑电信号按照一定的采样点数量划

分为T 组.第t个时间戳的信号可以表示为Ft＝(f１
t,f２

t,􀆺,

fE－１
t ,fE

t ),其中t∈{１,２,􀆺,T－１,T},E 表示通道数,ft表示

具有２００
T

个采样点的单通道脑电信号.然后对每个时间戳的

所有通道数据计算其 DE特征,再将每个时间戳下的通道 DE
特征数据按照与频域相同的方法转换为３２×３２的２D形式.
由于共有T 个时间戳,最终得到３D数据表示,如图５所示.

图５　脑电信号在时域上的３D特征图

Fig．５　３DrepresentationofEEGsignalintimedomain

３．３　注意力机制

不同网络通道、时间戳、频段和大脑区域上不同情感的激

活程度均有一定的差异[５],因此我们设计了一种通道Ｇ时/频Ｇ
空域的多重注意力机制(如图６所示),从而自适应地关注到

识别不同情感的特定模式.

图６　通道Ｇ时/频Ｇ空域三重注意力机制

Fig．６　ChannelＧtime/frequencyＧspacetripleattentionmechanism

具体 来 说,输 入 网 络 的 脑 电 信 号 可 以 表 示 为 F∈
Rc×s×h×w或者F∈Rc×t×h×w,前者表示输入频域网络流的脑电

信号,后者表示输入时域网络流的脑电信号,其中c表示通道

数,s表示频段数(初始值为５),t表示时间戳个数(初始值为

８),h和w 分别表示 ２维脑电信号的长和宽(初始值都为

３２).

３．３．１　通道注意力

通道注意力模块借鉴 SENet[２８]的思想,即通过学习的

方式自动获取每个特征通道的重要程度,然后依照这个重要

程度去提升有用通道并抑制对当前任务用处不大的通道.
具体来说,依次对输入特征图F的w 和h维度取平均来

聚合空间上的信息,从而生成 F∈Rc×s/t×１×１,然后再对s/t维

度取平均聚合频段或者时间戳上的信息,即F∈Rc×１×１×１.最

后,通道注意矩阵通过一个带有softmax激活功能的全连接

层实现.

Fc,s/t,h＝GAPw(Fc,s/t,h,w)

Fc,s/t＝GAPh(Fc,s/t,h)

Fc＝GAPs/t(Fc,s/t)

Melect＝softmax(Fc)

ì

î

í

ï
ï

ï
ï

(４)

其中,Fc,s/t,h,Fc,s/t,Fc表示依次聚合后的信息,GAPw,GAPh,

GAPs/t表示对相应维度取平均,Melect表示通道的注意力图.
最后,将生成的注意力图 Melect和输入特征图F 做乘法,得到

最终生成的带有通道注意力机制的特征图F′,如式(５)所示.

F′＝Melect☉F (５)

３．３．２　频率注意力

不同时间戳上被试表达情绪的强弱是不同的,此外,不同

频段对识别不同情绪的重要性也是不同的.为了取得更准确

的分类效果,需要对时间戳和频段的重要程度进行自适应的

学习,因此我们设计了时/频注意力.
类似地,首先依次对输入特征图F的w 和h取平均来聚

合空间上的信息,从而生成 F∈Rc×s/t×１×１,然后再对通道c维

度上的信息进行平均聚合,得到通道上的信息F∈R１×s/t×１×１.
最后,时/频注意矩阵通过一个带有softmax激活功能的全连

接层实现,如式(６)所示.

Fc,s/t,h＝GAPw(Fc,s/t,h,w)

Fc,s/t＝GAPh(Fc,s/t,h)

Fs/t＝GAPc(Fc,s/t)

Ms/t＝softmax(Fs/t)

ì

î

í

ï
ï

ï
ï

(６)

其中,Fc,s/t,h 和Fc,s/t,Fs/t表示依次聚合后的信息,GAPw 和

GAPh,GAPc表示对相应维度取平均,Ms/t表示时/频域的注

意力图.最后,将生成的时/频注意力图Ms/t和输入特征图F′
做乘法,得到最终生成的带有时/频注意力机制的特征图F″,
如式(７)所示.

F″＝Ms/t☉F (７)

３．３．３　空间注意力

在不同的情绪状态下,大脑不同区域的激活程度不同.
对此,我们提出了空间注意力机制,进一步提高分类的准

确性.
与前面两类注意力的方法相同,首先依次对输入特征图

F上的s/t求平均来聚合时/频域上的信息F∈Rc×１×h×w,然
后对通道维度c求平均来聚合通道上的信息F∈R１×１×h×w.
最后的空间注意矩阵同样通过一个带有softmax激活功能的

全连接层实现,如式(８)所示.

Fc,h,w＝GAPs/t(Fc,s/t,h,w)

Fh,w＝GAPc(Fc,h,w)

Mh,w＝softmax(Fh,w){ (８)

其中,Fc,h,w和Fh,w表示依次聚合后的信息,GAPs/t和GAPc表

示对相应的维度取平均,Mh,w 表示生成的空间注意力图.最

后,将生成的空间注意力图和输入特征图F″做乘法,得到最终

生成带有空间注意力机制的特征图F‴,如式(９)所示.

F‴＝Mh,w☉F″ (９)
其中,F‴是依次经过通道注意力、时/频注意力和空间注意力
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机制的最终输出.

３．３．４　后注意力机制

注意力机制能够帮助网络关注到更加有效的信息,但也

增加了网络训练和推理的时间,所以在网络中所有的阶段都

加上注意力模块显然不是一个最好的选择.对此,我们设计

实验来探究注意力模块在网络中的不同相对位置的有效性,
最后观察到在４个残差学习模块中,后两个模块带有注意力

机制的模型效果比所有模块都带有注意力机制的好,同时参

数量也较小.

３．４　残差学习模块

残差学习模块(ResidualLearningModule)是双流神经网

络的重要组成部分,每个分支网络由一个卷积和４个残差学

习模块堆叠而成.其中,依据后注意力机制,只在后２个残差

学习模块加上了多重注意力模块,而这种基于注意力机制的

残差学习模块除了注意力模块之外的其他结构与不带注意力

机制的残差学习模块相同.具体来说,一个残差学习模块的

基本构成是 MobileBlock(如图７所示)、卷积、池化以及可能

的注意力模块.其中 MobileBlock由多个相同的残差结构堆

叠而成,残差结构的数量被称为深度缩放系数,其大小可以调

整,这里取值为２.

图７　一种基于倒置残差和深度可分离卷积的可缩放 MobileBlock
Fig．７　ScalableMobileBlockbasedoninvertedresidualsand

depthwiseconvolution

以网络中频域分支的第一个残差学习模块为例,列出输

入图像的分辨率和特征通道等详细信息,如表１所列.其中,

Stage１是残差学习模块前的３D 卷积模块,Stage２和 Stage３
是包含两个堆叠的残差结构的 MobileBlock模块,Stage４和

Stage５分别是３D卷积和平均池化模块.

MobileBlock堆叠的残差结构充分利用了特征的信息,
同时解决了深度神经网络难以训练的问题[５３],其基本原理如

式(１０)所示.

yl＝h(xl)＋F(xl,Wl)

xl＋１＝f(yl){ (１０)

其中,xl和xl＋１是第l个残差单元的输入和输出;h(xl)是恒等

函数;F 是残差函数,表示学习到的残差;f 是 ReLU 激活

函数.

表１　残差学习模块的内部结构

Table１　Internalstructureofresiduallearningmodule

Stage Layer Operation Resolution Channels
１ － Conv３D ５×３２×３２ ４

２

１ BatchNormReLu ５×１６×１６ ４
２ Conv３D ５×１６×１６ ３２
３ BatchNormReLu ５×１６×１６ ３２
４ DW Conv３D ５×１６×１６ ３２
５ Conv３D ５×１６×１６ ４

３

１ BatchNormReLu ５×１６×１６ ８
２ Conv３D ５×１６×１６ ６４
３ BatchNormReLu ５×１６×１６ ６４
４ DW Conv３D ５×１６×１６ ６４
５ Conv３D ５×１６×１６ ８

４ － Conv３D ５×１６×１６ ８
５ － AvgPooling ５×８×８ ８

对于残差结构内部,借鉴 MobileNet[３８]的思想,使用深度

可分离卷积代替普通的３D卷积,在保证网络分类效果的前

提下,使得网络尽可能轻量化.３D 卷积一般有３种实现方

式,分别是普通３D卷积、Pseudo３D卷积和３D深度可分离卷

积(３DDepthwiseConvolution)[５４].Pseudo３D卷积基本思想

是利用一个核大小为１×３×３的２D 空间卷积和核大小为

３×１×１的１D时域卷积来模拟常用的核大小３×３×３的３D
卷积,如图８所示 .而深度可分离卷积是指把普通的３D卷

积拆分为逐通道卷积(DepthwiseConvolution)和逐点卷积

(PointwiseConvolution).逐通道卷积指的是给每一个输入

通道单独使用一个卷积核去进行卷积.逐点卷积类似于普通

卷积,只是卷积核的大小为１×１,如图９所示.

图８　Pseudo３D卷积

Fig．８　Pseudo３Dconvolution

图９　３D深度可分离卷积

Fig．９　３Ddepthwiseconvolution

从参数量的角度进行比较,它们三者的大小关系往往是:
普通３D卷积 ＞ Pseudo３D卷积 ＞３D深度可分离卷积.例

如,对于形状为l,w,h的３D输入数据,拟采用卷积核大小为

k的３D卷积进行处理.普通３D卷积的参数量为PConv＝k×
k×k×cb×ca ×lF ×wF ×hF;Peseudo３D 卷积的参数量为

PP３DConv＝k×k×cb×cb×lF×wF×hF＋k×cb×ca×lF×wF×
hF;３D深度可分离卷积的参数量为PDWConv＝k×k×k×cb×
lF×wF×hF ＋cb ×ca ×lF ×wF ×hF.它们之间的 比 较 如

式(１１)所示:

PDWConv

PConv
＝１
ca

＋１
k３

PDWConv

PP３DConv
＝ k３＋ca

k２×cb＋k×ca
≈k
cb

(１１)

其中,cb是输入数据的通道数,ca是数据处理过后的通道数,

lF,wF,hF分别是输入数据F 的长、宽、高.由于以上变量都

大于或等于１,可以看到,深度可分离卷积显然小于普通卷积

的参数量.一般来说,卷积核的大小k也小于输出通道数,所
以深度可分离卷积的参数量小于 Pseudo３D卷积的参数量.
关于这３种卷积详细的参数量比较,以及分类精度数据,将在

消融实验部分进行阐述.
此外,考虑到深度可分离卷积提取到的特征图数量和输

入通道数密切相关,为了使得提取到的信息尽可能丰富,采用
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倒置残差(InvertedResidual)的策略[３９],即先利用１×１卷积

使得输入通道数扩大到原来的８倍,经过３×３卷积处理后,

再通过１×１卷积将通道数进行缩小.而普通的残差结构通

道数的变化部分是缩小,目的是节省计算量,但在使用深度可

分离卷积这样轻量级卷积的情况下,节省参数意义不大,相反

会丢失一些有用的信息.此外,MobileBlock后连接着一层

卷积层和池化层用于进一步聚合特征信息.

３．５　模型缩放

为了更好地达到参数量和准确率的平衡,借鉴 EfficientＧ
Net[４６]的思想,尝试对网络的一些参数进行缩放.EfficientＧ
Net选用的缩放参数为输入图片的分辨率(Resolution)、网络

的宽度(Width)、网络的深度(Hight),这里的宽度指的是通道

的数量,深度指的是网络子模块的堆叠次数.由于脑电输入

的２D形式数据的分辨率有限,所以我们可以选择宽度和深

度这两个参数进行探究,详细情况将在消融实验部分进行

阐述.

３．６　特征融合和分类

网络的双流结构分别提取了脑电的时Ｇ空特征和频Ｇ空特

征,为了获取更高的分类精度,我们将两者融合在一起进行分

类操作.在进行特征融合之前,首先需要对各自的双流特征

进行自适应池化处理,使得３D特征图的大小转换为 １×１×
１.然后,在通道维度上,将下采样后的时Ｇ空和频Ｇ空特征进

行拼接,进而送入分类器中进行处理.由于输入的特征维度

较大,分类器由两层全连接层构成.此外,我们在两层全连接

层中间添加了一个dropout操作,从而防止过拟合现象的发

生.在模型中,我们采用crossentropy作为损失函数来量化

预测分布和真实分布之间的差异,如式(１２)所示.

Loss＝－∑
M

c＝１
pclog(qc) (１２)

其中,Loss表示损失,M 表示类别总数,pc表示真实分布,qc表

示模型得到的预测分布.

４　实验

４．１　数据集

在SEED数据集[５,１５]上进行实验,来验证所提出方法的

有效性.SEED数据集包含３种情感,分别是积极、中性和消

极.这些情感由１５个包含３种对应情绪的视频剪辑来激发

产生,每段视频的时长设置在不容易让被试疲劳的４min,同
时每个视频材料容易被识别且只激发一种期望的目标情绪.

在收集数据的过程中,共有１５名被试参与,每名被试共有３
轮实验,每轮实验需要观看１５个视频剪辑.具体来说,观看

每个视频剪辑的过程分为４个阶段,包括５s的开始提示,

４min的视频时间,４５s的自我评估和１５s的休息时间.其

中,相同情感的视频不会连续显示.在自我评估中,被试要求

立即完成问卷,报告他们对每个视频的情绪反应.对于采集

到的原始脑电信号,我们需要进行一定的预处理.实验过程

中采用国际１０Ｇ２０系统６２通道采样频率为１０００Hz的脑电

设备记录原始脑电信号.在SEED数据集中,提取每段视频

剪辑时长对应的数据作为采集到的原始脑电信号,共１５×
３×１５段,其中１５,３,１５分别表示被试数目、实验轮数和视频

数目.同时为了尽可能去除原始脑电信号中的噪声和伪迹,

信号被降采样到２００Hz,并利用０~７５Hz的带通滤波器进行

过滤.最后,脑电信号被划分为２００ms的样本,通过傅里叶

变换等一系列操作对其提取 DE特征,作为模型最终的输入.

４．２　实验配置

本文提出的方法在NVDIDARTX８０００显卡上完成训练

和测试.使用 Adam优化器来优化损失函数,并训练１２１个

轮次.为了兼顾训练效率和训练后期的稳定性,将学习率设

置为５×１０－４,且分别在训练轮次为３０,６０和９０处设置了衰

减系数为０．７的学习率衰减,即每到一定的轮次,学习率就变

为原来的０．７倍.在每个被试的数据上分别进行实验,每个

样本数据随机划分为训练集和测试集,它们的比值是６∶４.

模型的设置中,一个残差学习模块中的 MobileBlock数目以

及网络流中第一个卷积的输出通道处是可以调节的.所有实

验都基于深度学习框架 Pytorch完成.模型代码可见 htＧ
tps://github．com/ECNUＧCrossＧInnovationＧLab/EEGＧEmoＧ
tion.

４．３　结果分析比较

本文将所提工作和SEED数据集上截至２０２１年的最新

工作进行性能比较.参与比较的方法包括:Suyken等在１９９９
年提出的最小二乘支持向量机模 型 SVM[５５];Zheng 等 在

２０１６年提出的基于群体稀疏典型相关分析的多通道脑电情

感识别模型 GSCCA[５６];Zheng等在２０１５年研究关键频段和

通道的深度信念网络 DBN[５];Song等在２０１８年对多通道脑

电数据进行情感分类的动态图卷积网络 DGCNN[７];Li等在

２０１８年提出的双半球域对抗性神经网络 BiDANN[５７];Li等

在２０１９年提出的从局部到全局的分层特征学习空时神经网

络模型 R２GＧSTNN[２３],以及学习两个半球之间不对称性差异

的双半球差异模型 BiHDM[５８];Zhong等在２０１９年寻找不同

脑区 的 局 部 和 全 局 关 系 时 提 出 的 正 则 化 图 神 经 网 络

RGNN[８];Jia等在２０２０年提出的基于时空注意力的３维密

集型神经网络SSTＧEmotionNet[９]等.

由于本文借鉴了最佳模型 SSTＧEmotionNet的一些思

想,这里依据论文和它提供 Tensorflow版本代码的参数设置

对其模型的Pytorch版本进行了复现,训练部分的优化器、学
习率、训练轮次等设置和本模型的实验设置一致.

首先,在模型的分类准确率上进行了比较,如表２所列.

这里模型 MobileBlock的数目设置为２,即一个残差学习模

块中包含两个 MobileBlock.这种设置下,模型取得的分类

准确率较高.

表２　最新模型在SEED数据集上的性能比较

Table２　PerformancecomparisonofthelatestmodelsonSEED

dataset
(单位:％)

Model ACC STD
SVM[５３] ８３．９９ ９．７２

GSCCA[５４] ８２．９６ ９．９５
DBN[４] ８６．０８ ８．３４

DGCNN[６] ９０．４０ ８．４９
BiDANN[５５] ９２．３８ ７．０４
BiHDM[５６] ９３．１２ ６．０６

R２GＧSTNN[２２] ９３．３８ ５．９６

RGNN[７] ９４．２４ ５．９５
SSTＧEmotionNet∗[８] ９４．５２ ２．２１

LDMＧEEG(Ours) ９５．１８ ２．１３

此外,尝试对深度和宽度变量进行缩放.将模型 Mobile
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Block数目n设置为１和２,卷积的输出通道数c设置为２,４,

８,并与SSTＧEmotionNet的准确率和参数量进行联合比较,

如表３所列,对应的散点图如图１０所示.

表３　模型在准确率和参数量方面的联合比较

Table３　Jointcomparisonofmodelsintermsofaccuracyand

numberofparameters

Model ACC/％ Param/M
SSTＧEmotionNet[８] ９４．５２ ２．２９

LDMＧEEG(n＝１,c＝２) ９０．９７ ０．０１
LDMＧEEG(n＝１,c＝４) ９３．００ ０．０２
LDMＧEEG(n＝１,c＝８) ９４．１２ ０．０５
LDMＧEEG(n＝２,c＝２) ９４．７３ ０．２５
LDMＧEEG (n＝２,c＝４) ９５．１８ ０．９０
LDMＧEEG(n＝２,c＝８) ９５．１６ ３．４１

表３表明,相同宽度设置的情况下,深度为２的模型准确

率普遍高于深度为１的模型,相同深度设置的情况下,准确率

大致随着宽度的增加而增加.这个现象可以解释为,模型可

以通过增加参数量的方式来换取模型精度的提升.

图１０　模型在准确率和参数量方面的比较散点图

Fig．１０　Scatterplotofmodelcomparisonsintermsofaccuracy

andnumberofparameters

此外,可以注意到固定深度的情况下,深度较小(n＝１)时

增加模型宽度对于提升模型精度的效果明显,且能够保持模

型的参数量较小,比如LDMＧEEG(n＝１,c＝８)组在准确率稍

次于当前最优模型 SSTＧEmotionNet的情况下参数量约为

SSTＧEmotionNet的１/５０,很好地达到了模型参数量和精度

的平衡;而深度较大(n＝２)的情况下,c＝８模型的参数量比

c＝４模型的参数量显著增加,但模型精度却大致相同甚至精

度略低.因此,这种结果给了我们两点启发:１)可以通过适当

降低准确率来换取模型的轻量与高效,特别是在移动端部署

的场景;２)在模型达到饱和的情况下,一味增加模型参数量并

不能带来模型精度的显著提高,甚至会适得其反.

４．４　消融实验

为了验证模型设计的有效性,设计了以下相关对比及消

融实验.

４．４．１　注意力机制

模型采用通道Ｇ时/频Ｇ空多重注意力机制,在Jia等[８]的

工作中,时/频注意力机制和空域注意力机制已经得到了有效

的验证,这里着重验证通道注意力机制的有效性,实验结果如

表４所列,其中 NC代表没有通道注意力,C代表有通道注意

力.可以看到,在时/频Ｇ空注意力机制的基础上,加上通道注

意力机制带来了一定的性能提升,验证了此设计的有效性.

表４　通道注意力机制的消融实验结果

Table４　Resultsofablationexperimentsofchannelattention

mechanism
(单位:％)

Model ACC STD
LDMＧEEG(NC) ９５．０３ ２．２２
LDMＧEEG(C) ９５．１８ ２．１３

此外,我们还对后注意力机制进行了验证.在其余设置

最优的基础上,分别设计了所有残差学习的４个阶段都带有

多重注意力机制的实验(如表５中的 A(１１１１)所列),以及只

有后２个阶段阶段带有多重注意力机制的实验(如表５中的

A(００１１)所列),并对它们的准确率和参数量进行了比较.从

表５中可以观察到,当去除前２个阶段的注意力时,除了参数

量显著减小外,准确率也得到了不少的提升.一种可能的解

释为:当信息未得到一定的聚合时,前置注意力机制容易学到

一些效果不明显的注意力,从而降低模型分类的效果;而当信

息经过一定的聚合后,使用后置的注意力机制更加容易捕获

信息的重要区域,从而提升分类效果.

表５　后注意力机制的消融实验结果

Table５　ResultsofablationexperimentsofpostＧattention

mechanism

Model ACC/％ Param/M
LDMＧEEG(n＝１,c＝４,A＝１１１１) ９０．０９ ０．１６
LDMＧEEG(n＝１,c＝４,A＝００１１) ９３．００ ０．０２
LDMＧEEG(n＝２,c＝４,A＝１１１１) ９３．９０ １．０４
LDMＧEEG(n＝２,c＝４,A＝００１１) ９５．１８ ０．９０

４．４．２　３D卷积的类型

３D卷积分为普通３D卷积、Pseudo３D卷积以及深度可分

离３D卷积[５６].由于普通３D卷积的参数量过于庞大,一般不

被采用,而使用较为轻量的Pseudo３D卷积以及深度可分离３D
卷积,如本文采用的是深度可分离３D卷积,Jia采用的是PseuＧ
do３D卷积.为了比较这两个轻量级３D卷积的性能,在本文

提出的最优框架(n＝２,c＝４)下设置了一组实验来探究它们的

性能,并记录下对应的分类准确率和参数量,如表６所列.

表６　３D卷积类型的消融实验结果

Table６　Resultsofablationof３Dconvolutiontypes

Model ACC/％ Param/M
LDMＧEEG(Pseudo) ９４．７６ ２．１０
LDMＧEEG(DW) ９５．１８ ０．９０

从表５中可以观察到,深度可分离卷积不仅带来了参数

量的显著降低,同时也提升了模型的分类准确率,因此验证了

该设计的有效性.
结束语　本文提出了一种基于双流结构缩放和多重注意

力机制的轻量级架构,有效解决了脑电情感识别的问题.在

此基于 MobileNet[４１]设计的架构中,时频双流架构、注意力机

制和深度可分离３D卷积发挥了重要的作用,不仅提升了模

型的分类准确率,而且明显降低了模型的参数量.本文还进行

了一系列的消融实验,保证了模型中的多重注意力机制、后注

意力机制以及深度可分离３D卷积[５４]等关键设计的有效性.
然而,本文也存在一定的局限性.为了实现模型参数量

和模型精度的平衡,我们在深度和宽度方面进行了模型参数

的缩放,但手工参与选择仍占据主导.因此在未来的工作中,
我们将使用神经架构搜索如 EfficientNet[４４]的思想,以更好

地使模型自动达到分类精度与参数量的平衡.此外,在参数
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量的比较方面,脑电领域很少有公开完整源代码和详细参数

配置的工作,因此难以和所有模型的参数量一一进行比较.
针对这一局限性,我们在后续的工作中将进行更多的实验来

持续完善.
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