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摘　要　在许多数据分析任务中,经常会遇到高维数据.特征选择技术旨在从原始高维数据中找到最具代表性的特征,但由于

缺乏类标签信息,相比有监督场景,在无监督学习场景中选择合适的特征困难得多.传统的无监督特征选择方法通常依据某些

准则对样本的特征进行评分,在这个过程中样本是被无差别看待的.然而这样做并不能完全捕捉数据的内在结构,不同样本的

重要性应该是有差异的,并且样本权重与特征权重之间存在一种对偶关系,它们会互相影响.为此,提出了一种基于对偶流形

重排序的无监督特征选择算法(UnsupervisedFeatureSelectionAlgorithmbasedonDualManifoldReＧRanking,DMRR),分别构

建不同的相似性矩阵来刻画样本与样本、特征与特征、样本与特征的流形结构,并结合样本与特征的初始得分进行流形上的重

排序.将 DMRR与３种原始无监督特征选择算法以及２种无监督特征选择后处理算法进行比较,实验结果表明样本重要性信

息、样本与特征之间的对偶关系有助于实现更优的特征选择.
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中图法分类号　TP１８１

　

UnsupervisedFeatureSelectionAlgorithmBasedonDualManifoldReＧranking
LIANGYunhui１,２,GANJianwen１,２,CHENYan３,ZHOUPeng４andDULiang１,２

１CollegeofComputerandInformationTechnology,ShanxiUniversity,Taiyuan０３０００６,China

２InstituteofBigDataScienceandIndustry,ShanxiUniversity,Taiyuan０３０００６,China

３CollegeofComputer,SichuanUniversity,Chendu６１００６５,China

４CollegeofComputerScienceandTechnology,AnhuiUniversity,Hefei２３０６０１,China

　

Abstract　Highdimensionaldataisoftenencounteredinmanydataanalysistasks．Featureselectiontechniquesaimtofindthe

mostrepresentativefeaturesfromtheoriginalhighＧdimensionaldata．Duetothelackofclasslabelinformation,itismuchmore

difficulttoselectsuitablefeaturesinunsupervisedlearningscenariosthaninsupervisedscenarios．TraditionalunsupervisedfeaＧ

tureselectionmethodsusuallyscorethefeaturesofsamplesaccordingtocertaincriteriainwhichsamplesaretreatedindiscrimiＧ

nately．However,theseapproachescannotcapturetheinternalstructureofdatacompletely．Theimportanceofdifferentsamples

shouldvary．Thereisadualrelationshipbetweenweightofsampleandfeaturethatwillinfluenceeachother．Therefore,anunsuＧ

pervisedfeatureselectionalgorithmbasedondualmanifoldreＧranking(DMRR)isproposedinthispaper．DifferentsimilaritymaＧ

tricesareconstructedtodepictthemanifoldstructuresonsamplesandsamples,featuresandfeatures,andsamplesandfeatures

respectively．ThenmanifoldreＧrankingiscarriedoutbycombiningtheinitialscoresofsamplesandfeatures．BycomparingDMRR

withthreeoriginalunsupervisedfeatureselectionalgorithmsandtwounsupervisedfeatureselectionpostＧprocessingalgorithms,

experimentalresultsverifythatimportanceinformationofdifferentsamplesandthedualrelationshipbetweensampleandfeature

arehelpfultoachievebetterfeatureselection．
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１　引言

近年来,随着信息技术的飞速发展,高维数据在图像处

理、视频分析、基因表达数据分析、时间序列预测等领域大量

出现.作为处理高维数据的有效工具,特征选择旨在从原始

高维特征空间中找到一组信息含量丰富的特征子集,从而降

低数据的维度并且提升算法的性能.根据标签的可用性,特

征选择算法可分为有监督算法[１]、半监督算法[２]和无监督算

法[３].根据特征选择策略的不同,特征选择方法可以大致分

为过滤式方法[４]、包装式方法[５]和嵌入式方法[６Ｇ７].由于缺乏

标签信息,无监督特征选择通常被认为比有监督特征选择更

具有挑战性.本文主要关注无监督特征选择.

从数据角度来看,代表性的无监督特征选择算法可分为

四大类[８]:基于相似性的方法[９Ｇ１０]、基于信息理论的方法[１１]、

基于稀疏学习的方法[１２]和基于统计的方法[１３].He等[９]提

出了一种基于拉普拉斯得分的特征选择算法(LaplacianScore

forFeatureSelection,LapScore);Yao等[１０]提出了一种局部

线性嵌入评分算法(LLEScore);Lim等[１１]结合互信息提出了

一种基于特征依赖的无监督特征选择算法(FeatureDepenＧ

dencyＧbased Unsupervised Feature Selection,DUFS);Cai
等[１２]提出了一种多簇特征选择算法(MCFS);He等[１３]提出

了两种新的特征选择算法,分别为拉普拉斯正则化 AＧ最优特

征选择(LaplacianRegulaＧrizedAＧOptimalFeatureSelection,

LapAOFS)和拉普拉斯正则化 DＧ最优特征选择(Laplacian

RegularizedDＧOptimalFeatureSelection,LapDOFS).与上述

直接对数据进行特征选择的算法不同,无监督特征选择算法

中存在一类特别的算法———后处理算法,该算法可应用于现

有的特征选择算法,以改进原始特征评分.Wang等[１４]提出

了一种全局冗余最小化框架(GlobalRedundancy MinimizaＧ

tion,GRM)用于特征选择;Nie等[１５]提出了一种基于全局冗

余最小化的自动加权特征选择框架(AutoＧweightedFeature

SelectionFrameworkvia GlobalRedundancy Minimization,

AGRM).

１)https://gitee．com/lyhspace/dmrr

尽管这些研究取得了巨大的进展,但是通过观察可以发

现,无论是现有的无监督特征选择算法还是后处理算法都存

在以下两点不足.１)现有方法在特征选择过程中仅区分特征

单方面的重要性,不区分样本间的重要性,即所有样本都采用

相同的权重进行处理,这样做既无法突出高质量样本的贡献,

也无法降低噪声１)和异常样本的影响,会限制学习算法的性

能.实际应用中数据样本重要性相同这一假设往往并不成

立.以密度聚类[１６]为例,距离中心点较近的样本被赋予较高

的权重;以主动学习[１７Ｇ１８]为例,少量代表性样本被选择标注

并用于后续的高质量学习过程.２)现有方法忽略了样本与特

征之间普遍存在对偶关系,无法利用样本层的结构信息来进

一步指导特征的选择以致于得不到理想的特征子集.现有研

究表明联合聚类[１９Ｇ２０]在聚类过程中通过结合特征样本对偶

关系可以有效提高样本侧聚类效果.

针对上述两个问题,本文提出了一种基于对偶流形重排序

的无监督特征选择算法,不仅考虑了样本、特征的重要性信

息,还考虑了样本与特征之间的对偶关系.对于普遍存在的

异常点、噪声等数据质量问题,引入了样本权重来区分不同样

本的重要性,以减轻低质量样本的干扰进而更加精准地刻画

数据的内在结构.同时,我们借助样本与特征间的对偶关系,

一方面通过选择重要特征来提高样本侧簇结构刻画能力与对

应的聚类结果,另一方面借助更好的聚类结果进一步指导特

征选择过程进而获得更佳的特征子集.具体来讲,受对偶学

习的启发,我们分别构造样本层、特征层和样本与特征层相似

性图来捕捉数据的内在结构.值得一提的是,与现有方法构

造n×n的图不同,本文在构建样本与特征层相似性图时,设

计了一种n×d的二部图来描述其结构,可以更细致地刻画

样本与特征之间的对偶关系.在得到这些图后利用流形学习

分别捕捉其内在结构,并结合原始样本得分与特征得分对特

征进行重排序.该方法作为一种后处理算法,可以对特征选

择算法得到的特征评分进行重排序以实现聚类性能的提升.

在多个数据集上进行了实验,结果表明样本权重信息、样本与

特征之间的对偶关系对于特征选择任务是非常重要的.

本文的主要贡献包括３个方面:

(１)现有方法一方面没有考虑不同样本应具有不同的重

要性,另一方面没有考虑样本空间与特征空间的对偶关系.

我们认为不同样本的重要性是有差别的,并且样本与特征之

间存在某种对偶关系.这两种信息有助于更好地描述数据的

内在结构.

(２)设计了一种基于对偶流形重排序的无监督特征选择

算法,分别构造样本层相似图、特征层相似图、样本与特征之

间二部图,并利用其流形结构结合样本与特征初始得分来进

行特征的流形重排序.

(３)在多个公开数据集上将本文方法与多种对比方法进

行比较,结果不仅表明了所提方法的有效性,而且验证了样本

重要性信息、样本与特征之间对偶关系是有助于特征选择任

务的.此外本文所提出的算法源码已公开１).

２　相关工作

２．１　无监督特征选择方法

为了处理高维数据,研究者们提出了许多无监督特征选

择算法.Luo等[２１]提出通过重构非负权重图来刻画每个邻

域的内在几何结构,并对其拉普拉斯矩阵施加秩约束以实现

理想的邻域分配.为了避免稀疏正则化引入的额外超参数,

Li等[２２]设计了一个特征滤波器来估计图像特征的权重,并通

过理论分析表明稀疏正则化可由特征滤波器变换得到.Li
等[２３]考虑到样本分布和以更有效顺序使用样本训练学习方

法的潜在效果,结合自步学习与子空间学习来进行特征选择.

Wahid等[２４]提出了一种具有鲁棒数据重建的无监督特征选

择算法(UnsupervisedFeatureSelectionwithRobustDataReＧ

construction,UFSＧRDR),它可以最小化图正则化加权数据重

建误差函数,其使用 Huber型权重函数建模,该权重函数会

降低距离较大的聚类观测值的权重.该方法在数据存在异常

３７梁云辉,等:基于对偶流形重排序的无监督特征选择算法



值的情况下能取得较好的效果.Xie等[２５]提出一种无监督特

征选择算法 SCFS(StandardDeviationandCosineSimilarity
BasedFeatureSelection),SCFS使用标准差获得不同类之间

的区别,使用余弦相似性表示特征之间的冗余.Bao等[２６]结

合邻域信息和标记相关性提出了在线多标记特征选择选择算

法,能够实现在线评价动态候选特征.Lv等[２７]提出了一种

基于邻域区间扰动融合的无监督特征选择算法框架,该模型

可实现特征的最终得分与近似数据区间的联合学习.Han
等[２８]结合自动编码器和组拉索回归任务提出了一种被称为

自动编码器特征选择器的无监督特征选择算法,该方法可通

过挖掘特征中的线性和非线性信息来选择最重要的特征.

Beiranvand等[２９]提出了一种基于主成分分析的无监督特征

选择 算 法 (UnsupervisedFeatureSelection UsingPrincipal

ComponentAnalysis,UFSPCA),该方法使用 PCA(Principal

ComponentAnalysis)创建不相关和正交特征,根据原始特征

与不相关特征的相似度构建加权二部图,并使用匈牙利算法

获得具有最大权重的匹配来选定特征.Zhao等[３０]认为利用

原始特征构建的图来学习子空间存在一定的局限性,为此提

出了一种自适应图学习策略来学习数据结构信息更准确的高

质量图,并增加不相关约束来增强模型的可判别性.Miao
等[３１]提出了一种图正则化局部线性嵌入(GraphRegularized

LocalLinearEmbedding,GLLE)方法,该方法将局部线性嵌

入和特征子空间中的流形正则化集成到一个统一的框架中,

通过加强无监督特征选择与特征子空间之间的关系来更有效

地选择相关特征.

２．２　特征重排序方法

无监督特征选择算法中存在的一类方法为后处理方法.

Wang等[１４]提出了一种无监督全局和局部判别特征选择方

法,他们认为所有的特征都能基于分数进行排序,并设计了一

种新的全局冗余最小化算法(GlobalRedundancy MinimizaＧ

tion,GRM),旨在集成任何类型的特征排序分数,通过最小化

指定特征排序的全局特征冗余、最大化原始分数与指定分数

的一致性来提升原特征选择算法的性能.Nie等[１５]提出了一

种基于全局冗余最小化的自动化加权特征选择算法(ANovel

AutoＧweightedFeatureSelectionFrameworkviaGlobalReＧ

dundancyMinimization,AGRM),与其他特征选择方法不同,

AGRM 算法可以真正选择具有代表性的非冗余特征,从全局

角度来看,可以大大减少特征之间的冗余.这两种算法都是

后处理算法,可以对其他特征选择算法输出的特征得分进行

重排序,从而得到更好的聚类性能.

可以看出,为了提升特征选择算法的性能,研究者们努力

地进行各种尝试,但是现有的无监督特征选择算法以及后处

理算法在依据各种评估准则、学习算法来选取特征时忽视了

一些信息.

(１)不同样本的重要性.之前,学者们使用等权重样本来

构造模型,这其实是有问题的.无论从聚类的角度还是分类

的角度来看,样本的权重都是有差异的.以 KＧMEANS算

法[３２]为例,有的样本距离聚类中心点较近,而有的样本距离

聚类中心点较远.因为聚类中心点是由样本构成的,所以哪

个样本离得近,它的权重就会越高,反之,它的权重就会越低,

这说明样本的重要性是有差别的.

(２)样本与特征之间存在对偶关系,即特征聚类结果和样

本聚类结果相互依赖.当样本权重较大时,该样本的特征也

应该具有较高的权重,反之亦然.考虑到样本与特征之间的

对偶关系与样本权重的重要性,我们在构建模型时同时利用

样本权重与特征权重信息,并结合流形排序提出了一种新的

基于对偶流形重排序的无监督特征选择算法(DMRR).DMＧ

RR作为一种后处理方法,可以对其他算法得到的特征得分

进行重排序,并且可以在一定程度上实现聚类性能的提升.

３　研究方法

３．１　基本定义

首先介绍一些在本文中使用的概念.矩阵用大写字母加

粗表示,矢量用小写字母加粗表示.对于数据集X∈Rn×d,n
表示样本的数量,d表示特征的维度.数据中第i个样本的

第j个特征可以表示为Xij,X 的第i行表示为Xi􀅰 ∈R１×d,X
的第j列表示为X􀅰j∈Rn×１.u∈Rn×１为样本得分向量,v∈

Rd×１ 为 特 征 得 分 向 量.l２ 范 数 的 定 义 为 ‖ X ‖２ ＝

∑
n

i＝１
　∑

n

j＝１
Xij

２ .

３．２　基于对偶流行重排序的无监督特征选择算法

本文具体算法过程示意图如图１所示.

图１　算法过程示意图

Fig．１　Schematicdiagramofalgorithmprocess
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３．２．１　样本流形重排序

传统的特征选择算法通常依据某种准则直接对数据的特

征进行排序,而忽略了样本权重所富含的信息.我们认为样

本的权重是有差异的,有的样本容易学习,有的样本不容易学

习,并且一些研究也证明了这一点.那么在构建模型时,就应

该考虑到样本的权重信息,因此,我们考虑结合流形排序来探

索样本的内在流形结构并为样本计算权重.首先使用k最近

邻方法来构造样本相似性图A１１,A１１中每个元素的定义如下:

A１１
ij ＝ e

－
γ‖Xi􀅰 －Xj􀅰 ‖２

δ２ , 如果Xi􀅰 与Xj􀅰 是邻居

０, 其他
{ (１)

其中,γ为超参数,用于调节高斯函数的平滑程度;δ为高斯函

数的带宽,其值为所有样本两两欧氏距离的中值.然后根据

A１１通过式(２)来刻画样本的流形结构.

min∑
n

i＝１
　∑

n

j＝１
A１１

ij
ui

di
－ uj

dj

æ

è
ç

ö

ø
÷

２

s．t．uT１＝１,u≥０

(２)

在此基础上联合初始样本得分向量u０ 可以进一步得到

样本流形重排序的目标函数SMRR.

minuTLuu＋λ‖u－u０‖２

s．t．uT１＝１,u≥０
(３)

其中,Lu＝I－D
－１

２
u A１１D

－１
２

u 是根据样本相似性图A１１得到的

拉普拉斯矩阵;Du 为u１１的度矩阵,其第i个对角元素为Duii ＝

∑
n

j＝１
A１１

ij .第二项是一个正则项,用于根据样本得分先验信息u０

学习最终的样本得分向量u,λ为平衡参数.

３．２．２　特征流形重排序

针对特征之间的结构,本文使用k最近邻方法来构建特

征层相似性图A２２,其中每个元素的定义如下:

A２２
ij ＝ e

－
γ‖X􀅰i－X􀅰j‖２

δ２ , 如果X􀅰i与X􀅰j是邻居

０, 其他
{ (４)

其中,γ为超参数;δ为高斯函数的带宽,其值为所有特征两两

欧氏距离的中值.然后根据特征层相似性图A２２结合流形学

习来捕捉特征之间的局部结构.

min∑
d

i＝１
　∑

d

j＝１
A２２

ij
vi

di
－ vj

dj

æ

è
ç

ö

ø
÷

２

s．t．vT１＝１,v≥０

(５)

通过变换,式(５)可进一步转化为:

minvTv－vTD
－１

２
v A２２D

－１
２

v v

s．t．vT１＝１,v≥０
(６)

其中,Dvii ＝∑
d

j＝１
A２２

ij .然后结合特征之间的流形结构与初始特

征得分向量v０ 建立特征流形重排序的目标函数FMRR.

minvTLvv＋λ‖v－v０‖２

s．t．vT１＝１,v≥０
(７)

其中,Lv＝I－D－１
２v A２２D－１

２v 是根据特征相似性图A２２构建的

拉普拉斯矩阵;v０ 是初始特征得分向量,v是目标函数要学习

的特征得分向量.

此外 Wang等[１４]提出了一种特征选择框架(GlobalReＧ
dundancyMinimization,GRM),其目标函数为:

minzTAz
zTs

s．t．zT１＝１,z≥０
(８)

其中,s∈Rd×１是根据某种特征排序准则生成的初始特征得分

向量,z∈Rd×１是通过该模型计算得出的特征得分向量,A∈
Rd×d为相似性矩阵.

从式(６)和式(８)可以看出这两种方法在思路上的不同,

GRM 通过最大化输入特征得分与所求特征得分之间的一致

性,同时最小化全局特征冗余信息来获得更好的特征得分.

而我们认为一小部分的特征可以包含大量有用的聚类信息,

应该为这一部分特征赋予较大的权重,给其他特征分配较小

的权重.特征流形重排序目标函数的建立正是基于这一点.

３．２．３　基于二部图的样本特征流形重排序

我们利用二部图结构来描述样本与特征之间的关系.如

图２所示,二部图是一种普遍存在的数据结构,可以用来表示

两种实体类型之间的关系.在建模时,不仅应考虑同一类型

实体之间的关系,还应该考虑不同类型实体之间的关系,这种

关系会自然形成一个二部图,其中包含丰富的信息可供挖掘.

图２　样本与特征之间二部图结构

Fig．２　Structureofbipartitegraphbetweensampleandfeature

每个特征的得分都与样本息息相关,针对这种结构,本文

通过高斯函数来刻画样本与特征之间关系.高斯函数被广泛

应用于机器学习任务中以捕捉数据之间的相似性,其简单高

效且能使得样本与特征之间相似性呈高斯分布,即为少量相

距较近的样本特征对分配较高的相似度而为大量相距较远的

样本特征对分配较小的相似度,以实现对样本与特征之间关

系更加细致的描述.首先构造样本与特征之间的二部图A１２
ij ,

其中每个元素的具体定义为:

A１２
ij ＝e

－
γ‖Xij－u－j‖２

δ２ (９)

其中,γ为高斯函数中的参数;u－j＝１
n ∑

n

i＝１
Xij表示数据集中第j

个特征的平均值;δ为高斯函数中的带宽,其值分３步确定:

１)计算每个元素与该维特征均值的差值;２)计算每个特征维

度差值的中值;３)取d个中值的最大值即为δ.根据样本与

特征的二部图可以捕捉样本与特征之间的流形结构.

min∑
n

i＝１
　∑

d

j＝１
A１２

ij
ui

di
－ vj

dj

æ

è
ç

ö

ø
÷

２

s．t．uT１＝１,u≥０,vT１＝１,v≥０

(１０)

设计目标函数SFMRR利用样本与特征的对偶信息对u
和v进行排序.具体形式如下:

min
u,v
　uTu－２uTD

∧ －１
２

u A１２D
∧ －１

２
v v＋vTu＋λ‖u－u０‖２＋

λ‖v－v０‖２

s．t．uT１＝１,u≥０,vT１＝１,u≥０

(１１)
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其中,D
∧

uii ＝∑
d

j＝１
A１２

ij ,D
∧

vii ＝∑
n

i＝１
A１２

ij .此外,本模型还包括特征与

样本之间的二部图,用样本与特征之间二部图的转置来表示.

３．２．４　对偶流形重排序

针对样本与特征之间存在的这种对偶关系,以及样本与

样本之间、特征与特征之间、样本与特征之间的结构,本文结

合样本得分流形重排序、特征得分流形重排序、样本特征得分

流形重排序提出一种新的模型———基于对偶流形重排序的无

监督特征选择算法(DMRR).DMRR作为一种后处理方法,

可以对其他特征选择算法得到的特征得分进行改进,得到最

终的特征得分v∈Rd×１,从而实现对原始得分的重排序以提

高算法的聚类结果.

DMRR模型的具体形式如下:

min
u,v

u

v[ ]
T

L
u

v[ ] ＋λ１

u

v[ ] －
u０

v０

é

ë
êê

ù

û
úú

２

s．t．uT１＝１,u≥０,vT１＝１,v≥０

(１２)

模型中:u∈Rn×１表示样本原始得分经过 DMRR模型运

算后得到的样本得分,初始化为u＝ １
n

;v∈Rd×１作为模型的

输出,是模型联合对偶学习和流形排序得出的特征评分,初始

化为v＝１
d

;v０∈Rd×１作为模型的输入,是通过其他特征选择

算法得到的初始特征评分;u０∈Rn×１表示输入样本的初始得

分,其值由Li等[３３]提出的一种简单且独立于初始化的样本

得分策略来确定.

该策略可简单描述为:１)对于每个维度特征中存在的负

值,令其减去该维度特征中的最小值,从而将原始特征转换为

非负值,并对每个维度的特征求和得到样本得分s∈Rn×１;２)通

过除以最大样本得分来正则化样本得分,即si＝ si

max(s);３)通

过ui＝si(１－si)更新样本得分,得到最终样本得分u０∈Rn×１.

式(１２)中L表示由样本相似性图、特征相似性图、样本特

征二部图得到的拉普拉斯矩阵.

L ＝ ２I－λ２

D－１
２u A１１D－１

２u D
∧ －１

２u A１２D
∧ －１

２v

D
∧ －１

２v A２１D
∧ －１

２u D－１
２v A２２D－１

２v

é

ë

ê
êê

ù

û

ú
úú

é

ë

ê
êê

ù

û

ú
úú

(１３)

模型中有两个平衡参数λ１ 和λ２,其中λ１ 用来控制样本

特征得分的先验信息与最终得分的逼近程度.当λ１ 的值增

大时,两者之间的差异将缩小,而λ２ 作用于不同相似性矩阵,

其值的变化将影响算法的最大相似性保持.

３．３　模型的求解

模型的求解采用交替变量优化的方式,将拉普拉斯矩阵

L具体形式代入式(１２)可以得到:

min
u,v

u

v[ ]
T

２I－λ２

D－１
２u A１１D－１

２u D
∧ －１

２u A１２D
∧ －１

２v

D
∧ －１

２v A２１D
∧ －１

２u D－１
２v A２２D－１

２v

é

ë

ê
êê

ù

û

ú
úú

é

ë

ê
êê

ù

û

ú
úú

u

v[ ] ＋λ１

u

v[ ] －
u０

v０

é

ë
êê

ù

û
úú

２

s．t．uT１＝１,u≥０,vT１＝１,v≥０

(１４)

(１)固定v,更新u
式(１４)可等价于求解以下问题:

min
u
　uT[I－λ２D－１

２u A１１D－１
２u ]u＋uTu－λ２uTD

∧ －１
２u A１２

D
∧ －１

２v v＋vTv－λ２vTD
∧ －１

２v A２１D
∧ －１

２u u＋λ１‖u－u０‖２

s．t．uT１＝１,u≥０
(１５)

其中,A１２＝A２１T,该问题可以进一步转换为如下问题:

min
u
　uTAuu＋uTBu

s．t．uT１＝１,u≥０
(１６)

其中,

Au＝２I＋λ１I－λ２D－１
２u A１１D－１

２u

Bu＝－２λ２D
∧

－１
２u A１２D

∧ －１
２v v－２λ１u０

(１７)

显然,式(１６)是一个带线性约束的凸二次规划问题,该问

题可使用现有的优化工具解决.

(２)固定u,更新v
由式(１４)可得到以下优化问题:

min
v
　vT[I－λ２D－１

２v A２２D－１
２v ]v＋vTv－λ２vTD

∧ －１
２v A２１

D
∧ －１

２u u＋uTu－λ２uTD
∧ －１

２u A１２D
∧ －１

２v v＋λ１‖v－v０‖２

s．t．vT１＝１,v≥０
(１８)

在本步骤中使用的u为前一步更新后的u,式(１８)可以

等价转换为如下问题:

min
u
　vTAvv＋vTBv

s．t．vT１＝１,u≥０
(１９)

其中,

Av＝２I＋λ１I－λ２D－１
２v A２２D－１

２v

Bv＝－２λ２D
∧ －１

２v A２１D
∧ －１

２u u－２λ１v０

(２０)

与式(１６)类似,此问题同样可以用现有的优化工具解决.

综上所述,DMRR模型的求解流程如算法１所示.

算法１　基于对偶流形重排序的无监督特征选择算法

输入:数据集X,数据标签Y,选择特征数量 m,数据特征得分v０,平衡

参数λ１,λ２

输出:得分高的前 m个特征

１．初始化u,v,u０;

２．构造样本相似性图A１１;

３．构造特征相似性图A２２;

４．构造样本特征二部图A１２;

５．分别求解每个相似性图对应的度矩阵Du,Dv,D
∧

u,D
∧

v;

６．whilenotdoconvergence:

７．　通过式(１６)更新u;

８．　通过式(１９)更新v;

９．　判断收敛 F(t－１)－F(t)
F(t－１) ＜１０－６,F为式(１２)目标函数;

１０．endwhile

１１．对特征得分v进行降序排序,选择前 m个特征.
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４　实验结果分析

４．１　数据集

为了衡量本文提出的基于对偶流形重排序的无监督特征

选择算法(DMRR)的性能,我们在８个数据集上进行实验.

这些数据集都是特征选择算法常用的数据集,具体细节如

表１所列.

表１　数据集描述

Table１　Datasetdescriptions

Datasets Samples Features Classes
WARPAR１０P １３０ ２４００ １０

YALE １６５ １０２４ １５
LUNG ２０３ ３３１２ ５
JAFFE ２１３ ６７６ １０

RELATHE １４２７ ４３２２ ２
COIL２０ １４４０ １０２４ ２０

BASEHOCK １９９３ ４８６２ ２
MADELON ２６００ ５００ ２

４．２　实验对比算法

DMRR作为一种后处理算法,可以对其他无监督特征选

择算法输出的特征得分进行改进从而进一步增强性能.本文

使用３种经典的无监督特征选择方法,即基于 LLE的过滤式

特征选择算法(LLEScore)[１０]、基于拉普拉斯得分的特征选择

算法(LapScore)[９]、多类簇特征选择算法(MCFS)[１２],与两种

基于无监督特征选择的后处理算法 GRM[１４]和 AGRM[１５]组

成以下３组对比算法.

第一组　LapScore[９]:对原始数据集,运用拉普拉斯特征

选择算法进行特征选择.

LapScore_AGRM:对原始数据集,运用拉普拉斯特征选

择算法得到特征评分,然后 AGRM 算法利用该特征评分信息

进行特征选择.

LapScore_GRM:对原始数据集,运用拉普拉斯特征选择

算法得到特征评分,然后 GRM 算法利用该特征评分信息进

行特征选择.

LapScore_DMRR:对原始数据集,运用拉普拉斯特征选

择算法得到特征评分,然后本文提出的基于对偶流形重排序

的无监督特征选择算法利用该特征评分信息进行特征选择.

第二组　MCFS[１２]:对原始数据集,运用多类簇特征选择

算法进行特征选择.

MCFS_AGRM:对原始数据集,运用多类簇特征选择算

法得到特征评分,然后 AGRM 算法利用该特征评分信息进行

特征选择.

MCFS_GRM:对原始数据集,运用多类簇特征选择算法

得到特征评分,然后 GRM 算法利用该特征评分信息进行特

征选择.

MCFS_DMRR:对原始数据集,运用多类簇特征选择算

法得到特征评分,然后本文提出的基于对偶流形重排序的无

监督特征选择算法利用该特征评分信息进行特征选择.

第三组　LLEScore[１０]:对原始数据集,运用 LLEScore
特征选择方法进行特征选择.

LLEScore_AGRM:对原始数据集,运用 LLEScore特征

选择算法得到特征评分,然后 AGRM 算法利用该特征评分信

息进行特征选择.

LLESocre_GRM:对原始数据集,运用 LLEScore特征选

择算法得到特征评分,然后 GRM 算法利用该特征评分信息

进行特征选择.

LLEScore_DMRR:对原始数据集,运用LLEScore特征选

择算法得到特征评分,然后本文提出的基于对偶流形重排序的

无监督特征选择算法利用该特征评分信息进行特征选择.

４．３　参数设置

对于参数的选择,本文在构造相似性矩阵时设置邻域的

大小k＝５,高斯函数中参数γ＝８.对于模型中涉及的其他参

数,λ１ 从{１００ ,１０１,１０２,１０３,１０４,１０５}中选择,λ２ 从{１００ ,１０１,

１０２,１０３,１０４,１０５}中选择,此外评估算法性能时所选特征数

量的集合为[１０∶１０∶１００].由于 KＧmeans算法聚类结果对初

始化很敏感,因此本文运行 KＧmeans算法２０次并报告其平

均结果.

４．４　评价指标

本实验使用聚类准确性(Accuracy,ACC)、归一化互信息

(NormalizedMutualInformation,NMI)和聚类纯度(Purity)

这３种聚类方法中常用的评价指标来评估算法的性能.指标

的值越大,表示聚类性能越好.

聚类准确性(ACC)是用来表示所聚的类与样本原始类之

间的一对一关系.给定一个样本点xi,pi 和qi,分别用来表示

聚类结果和样本的真实标签.则ACC为:

ACC＝１
n ∑

n

i＝１
δ(qi,map(pi)) (２１)

其中,n表示样本数量,δ(x,y)为判别函数,若x＝y,则δ(x,

y)的值为１,否则为０.map()是一个置换函数,用于将每一

个簇索引映射到一个真实的标签中.

归一化互信息(NMI)主要用来表示聚类的质量.记C是

真实类标签的集合,C′是通过聚类算法计算的类标签集合,则

它们的互信息 MI(C,C′)为:

MI(C,C′)＝ ∑
ci∈C,c′j∈C′

　p(ci,cj′)log p(ci,cj′)
p(ci)p(cj′) (２２)

其中,p(ci)与p(cj′)分别是从数据集中任意选定一个样本点

属于类ci 和cj′的概率,p(c,cj′)是这个数据点同时属于这两

个类的概率.因此归一化互信息为:

NMI(C,C′)＝ MI(C,C′)
max(H(C),H(C′)) (２３)

其中．H(C)和 H(C′)分别是C和C′的熵.

聚类纯度(Purity)主要是利用样本的正确率来对算法的

聚类效果进行评价,公式如下:

Purity＝１
n∑

k
max(ck′,cj) (２４)

其中,n代表样本个数,C＝{c１,c２,􀆺,ck}为真实样本中的类

簇集合,C′＝{c１′,c２′,􀆺,ck′}为聚类后得到的分类.

４．５　实验结果分析

因为特征选择的最优数量是未知的,为了更好地评估无

监督特征选择算法,我们对比了在多个数据集上选择不同特

征数量的平均聚类性能,结果如表２－表４所列,其中最优结

果用加粗表示,次优结果用下划线标出.

７７梁云辉,等:基于对偶流形重排序的无监督特征选择算法



表２　不同特征选择算法在不同数据集上的聚类结果(ACC)

Table２　Clusteringresults(ACC)ofdifferentfeatureselectionalgorithmsondifferentdatasets

Algs\Ds YALE LUNG JAFFE RELATHE COIL２０ BASEHOCK MADELON WARPAR１P AVERAGE
LapScore ０．３９３６ ０．５４８９ ０．７０６４ ０．５３６４ ０．５０２９ ０．５０２９ ０．５１９２ ０．２９７０ ０．５００９

LapScore_AGRM ０．３９８２ ０．５１３７ ０．７３５３ ０．５４１７ ０．５３８０ ０．５０２５ ０．５７４２ ０．３０１８ ０．５１３２

LapScore_GRM ０．３９３８ ０．４２３５ ０．７２０８ ０．５４７２ ０．５４０９ ０．５０２１ ０．５２６７ ０．３４２５ ０．４９９７
LapScore_DMRR ０．４１３５ ０．６６７８ ０．７４５１ ０．５５０６ ０．５６０４ ０．５４２２ ０．５５７８ ０．４６０１ ０．５６２２

MCFS ０．３５６５ ０．５４７８ ０．６９４５ ０．５４０５ ０．５６８９ ０．５０７５ ０．５１８０ ０．２３３３ ０．４９５９

MCFS_AGRM ０．３５１４ ０．５１６３ ０．６９０９ ０．５４０２ ０．５７１２ ０．５０５８ ０．５１７６ ０．２７００ ０．４９５４
MCFS_GRM ０．３４４３ ０．３８６８ ０．６７５４ ０．５４６１ ０．５７１５ ０．５０３５ ０．５１６７ ０．３３８６ ０．４８５４
MCFS_DMRR ０．４１１０ ０．６７１６ ０．７３５２ ０．５５０６ ０．５９２０ ０．５３９４ ０．５５６２ ０．４６７０ ０．５６５４

LLEScore ０．３２１０ ０．５６５６ ０．６８８４ ０．５４８８ ０．５８７０ ０．５０５６ ０．５２１１ ０．３０３３ ０．５０５１

LLEScore_AGRM ０．３４００ ０．３６５１ ０．６３２２ ０．５４５９ ０．５５５６ ０．５０２１ ０．５０８７ ０．３３０８ ０．４７２５
LLEScore_GRM ０．３４２５ ０．３４３５ ０．７０３５ ０．５４６４ ０．５４７６ ０．５０２０ ０．５０７８ ０．３４１１ ０．４７９３
LLEScore_DMRR ０．４１９２ ０．６６２１ ０．７３２５ ０．５５１１ ０．５５８７ ０．５４１０ ０．５９２１ ０．４５８２ ０．５６４４

表３　不同特征选择算法在不同数据集上的聚类结果(NMI)

Table３　Clusteringresults(NMI)ofdifferentfeatureselectionalgorithmsondifferentdatasets

Algs\Ds YALE LUNG JAFFE RELATHE COIL２０ BASEHOCK MADELON WARPAR１P AVERAGE
LapScore ０．４４５６ ０．４０６８ ０．７８８４ ０．００３４ ０．６２８６ ０．００２９ ０．００４１ ０．２９９８ ０．３２２５

LapScore_AGRM ０．４５１６ ０．３１０３ ０．７８９８ ０．００３２ ０．６６２９ ０．００２７ ０．０１６４ ０．２９２６ ０．３１６２
LapScore_GRM ０．４４４５ ０．１８０６ ０．７６７９ ０．００２０ ０．６５８４ ０．００１９ ０．００６８ ０．３３６７ ０．２９９９
LapScore_DMRR ０．４７０６ ０．４７４２ ０．８０９８ ０．００５９ ０．６８５２ ０．０１０３ ０．０１７３ ０．５１２４ ０．３７３２

MCFS ０．４１１１ ０．３４８９ ０．７４６７ ０．００１７ ０．６９１９ ０．００４５ ０．００１５ ０．１７６９ ０．２９７９

MCFS_AGRM ０．４１０４ ０．２９４６ ０．７２３５ ０．００１７ ０．６９２１ ０．００３７ ０．００１５ ０．２３８２ ０．２９５７
MCFS_GRM ０．４０４７ ０．１３０３ ０．７２５９ ０．００２１ ０．６９２８ ０．０００８ ０．００１４ ０．３３６８ ０．２８６８
MCFS_DMRR ０．４７０８ ０．４７３９ ０．７８２４ ０．００４７ ０．７０６０ ０．０１０４ ０．０１４１ ０．５１７５ ０．３７２５

LLEScore ０．３８１４ ０．３８０５ ０．７４４６ ０．００９２ ０．７０２２ ０．００４９ ０．００２３ ０．３０９９ ０．３１６９

LLEScore_AGRM ０．３９４０ ０．０９１７ ０．６５６７ ０．００１０ ０．６５８５ ０．００１０ ０．０００２ ０．３０５７ ０．２６３６
LLEScore_GRM ０．３９５０ ０．０６５８ ０．７４９３ ０．００１１ ０．６３１７ ０．００１０ ０．０００２ ０．３３０２ ０．２７１８
LLEScore_DMRR ０．４８３３ ０．４６６６ ０．７７８８ ０．００３９ ０．６８１４ ０．０１２０ ０．０２７２ ０．５１１６ ０．３７０６

表４　不同特征选择算法在不同数据集上的聚类结果(Purity)

Table４　Clusteringresults(Purity)ofdifferentfeatureselectionalgorithmsondifferentdatasets

Algs\Ds YALE LUNG JAFFE RELATHE COIL２０ BASEHOCK MADELON WARPAR１P AVERAGE
LapScore ０．４１６６ ０．８２６２ ０．７５０５ ０．５４７３ ０．５５８７ ０．５０２９ ０．５１９２ ０．３０７６ ０．５５３６

LapScore_AGRM ０．４１７５ ０．７５３９ ０．７７１２ ０．５４８９ ０．５７６５ ０．５０２９ ０．５７４２ ０．３１３７ ０．５５７４

LapScore_GRM ０．４１２４ ０．７１８７ ０．７５３７ ０．５４８５ ０．５７６５ ０．５０２４ ０．５２６７ ０．３５７６ ０．５４９６
LapScore_DMRR ０．４３３１ ０．８５８２ ０．７８１６ ０．５５１７ ０．５９７０ ０．５４２２ ０．５５７８ ０．４９６９ ０．６０２３

MCFS ０．３８１６ ０．８０１０ ０．７２９９ ０．５４６８ ０．６１２８ ０．５０７５ ０．５１８０ ０．２４５１ ０．５４２８

MCFS_AGRM ０．３７０２ ０．７７１５ ０．７１８５ ０．５４６８ ０．６０９４ ０．５０５９ ０．５１７６ ０．２８６０ ０．５４０７
MCFS_GRM ０．３６４７ ０．６９８１ ０．７１０７ ０．５４７５ ０．６０８９ ０．５０３６ ０．５１６７ ０．３５７５ ０．５３８５
MCFS_DMRR ０．４３１１ ０．８４７１ ０．７６５６ ０．５５１４ ０．６３４５ ０．５３９４ ０．５５６２ ０．５０４７ ０．６０３７

LLEScore ０．３４５７ ０．８１３２ ０．７２６９ ０．５５６９ ０．６２２７ ０．５０５７ ０．５２１１ ０．３１６２ ０．５５１１

LLEScore_AGRM ０．３６１６ ０．６８８２ ０．６６２７ ０．５４６６ ０．６０７０ ０．５０２１ ０．５０８７ ０．３５１９ ０．５２８６
LLEScore_GRM ０．３６５２ ０．６８６６ ０．７３４３ ０．５４６８ ０．５７５４ ０．５０２１ ０．５０７８ ０．３６０５ ０．５３４８
LLEScore_DMRR ０．４３７８ ０．８５０８ ０．７６１４ ０．５５１２ ０．５９３５ ０．５４１１ ０．５９２１ ０．４９７１ ０．６０３１

　　从表２－表４可以得到以下结论:

(１)相较于其他方法,DMRR 模型在所有数据集上都取

得了较好的聚类准确度.虽然其在 MADELON 和 COIL２０
数据集上有一小部分没有取得最优结果,但也获得了次优的

聚类准确率.并且在聚类指标 NMI和Purity方面,本文模型

的大部分结果都优于其他方法.

(２)原特征选择方法 LapScore,MCFS,LLEScore经过

DMRR模型处理后,在准确性 ACC方面分别得到了不同程

度的提升,分别为１２．２４％,１４．０１％,１１．７４％;在互信息 NMI
与Purity方面也得到了不同程度的提升,分别为１５．７２％,

２５．０４％,１６．９５％,８．８％,１１．２２％,９．４４％.这些数据直

观地说明了,DMRR模型作为一种后处理方法在提升原始

特征选择算法性能方面是有效的,可以实现对其性能的进

一步提升.

(３)通过与其他后处理算法 GRM 和 AGRM 的对比,可

以看出 DMRR模型在大多数数据集上是优于对比方法的.

具体地,在聚类准确率 ACC指标上,可以看到本文方法在所

有数据集上的平均准确率是最高的,这充分体现了样本与特

征之间对偶关系与样本的重要性信息在特征选择任务中是有

着积极作用的.

图３－图８给出了所有算法在数据集 YALE和 WARＧ

PAR１０P上选择不同数量特征的聚类表现.从图中可以看

出,在数据集 YALE和 WARPAR１０P上,选择不同数量的特

征用于聚类时,DMRR模型所选择特征的聚类准确率 ACC、

互信息 NMI、纯度Purity都明显高于其他方法.这充分说明

样本重要性信息与样本特征之间的对偶关系对于特征选择任

务来说是重要的,尤其在一些数据集上,这两种信息带来的性

能提升更为明显.

８７ ComputerScience 计算机科学 Vol．５０,No．７,July２０２３



图３　在 YALE上选择不同数量特征对应的ACC

Fig．３　ACCofallmethodswithdifferentnumberofselectedfeaturesonYALE

图４　在 YALE上选择不同特征数量对应的NMI

Fig．４　NMIofallmethodswithdifferentnumberofselectedfeaturesonYALE

图５　在 YALE上选择不同特征数量对应的的Purity

Fig．５　PurityofallmethodswithdifferentnumberofselectedfeaturesonYALE

图６　在 WARPAR１０P上选择不同特征数量对应的ACC

Fig．６　ACCofallmethodswithdifferentnumberofselectedfeaturesonWARPAR１０P

图７　在 WARPAR１０P上选择不同特征数量对应的的NMI

Fig．７　NMIofallmethodswithdifferentnumberofselectedfeaturesonWARPAR１０P

９７梁云辉,等:基于对偶流形重排序的无监督特征选择算法



图８　在 WARPAR１０P上选择不同特征数量对应的的Purity

Fig．８　PurityofallmethodswithdifferentnumberofselectedfeaturesonWARPAR１０P

　　结束语　本文基于样本得分、特征得分、样本与特征之间

的对偶关系,结合流形学习提出了一种基于对偶流形重排序

的无监督特征选择算法.该算法是一种后处理算法,可以将

特征选择算法输出的特征得分作为输入,联合样本与特征的

对偶关系来对原始算法的性能进行改进.在多个数据集上的

实验结果验证了本文算法在大多数情况下的聚类性能是优于

原始特征选择方法的;并且在与两个后处理算法 GRM 和

AGRM 的比较中发现,本文算法在大多数情况下对原始特征

选择算法性能的提升优于 GRM 与 AGRM 算法,这在一定程

度上说明了本文算法的有效性.更进一步地,从实验中可以

得出结论:不同样本的重要性信息、样本与特征之间的对偶关

系对于特征选择任务是重要的.未来我们将进一步结合样本

与特征之间的对偶关系来进行特征选择任务的探索.
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