
一种使用伪对应点生成的3D点云配准方法

柏正尧, 许祝, 张奕涵

引用本文

柏正尧, 许祝,  张奕涵.  一种使用伪对应点生成的3D点云配准方法[J ] .  计算机科学,  2023,  50(9) :  210-

219.  

BAI  Zhengyao,  XU Zhu,  ZHANG Yihan.  Deep Ar ti f ic ia l  Cor respondence Generation for

3D Point Cloud Regis tr ation [ J ] .  Computer  Science,  2023,  50(9) :  210-219.

相似文章推荐（请使用火狐或 IE 浏览器查看文章）

Similar articles recommended (Please use Firefox or IE to view the article)

基于CT图像语义的COVI D-19实例分割与分类网络

COVID-19 Instance Segmentation and Classification Network Based on CT Image Semantics

计算机科学, 2023, 50(6A): 220600142-9. https://doi.org/10.11896/js jkx.220600142

基于全局属性注意力神经过程模型的数据补全研究

Study on Data Fil l ing Based on Global-attributes Attention Neural Process Model

计算机科学, 2022, 49(10): 111-117. https://doi.org/10.11896/js jkx.210800038

融合交叉注意力机制的图像任意风格迁移

Image Arbitrary Style Transfer via Criss-cross Attention

计算机科学, 2022, 49(6A): 345-352. https://doi.org/10.11896/js jkx.210700236

基于Trans former交叉注意力的文本生成图像技术

Text-to-Image Generation Technology Based on Transformer Cross Attention

计算机科学, 2022, 49(2): 107-115. https://doi.org/10.11896/js jkx.210600085

https://www.jsjkx.com/CN/10.11896/jsjkx.220700023
https://www.jsjkx.com/EN/10.11896/jsjkx.220700023
https://www.jsjkx.com/CN/10.11896/jsjkx.220600142
https://doi.org/10.11896/jsjkx.220600142
https://www.jsjkx.com/CN/10.11896/jsjkx.210800038
https://doi.org/10.11896/jsjkx.210800038
https://www.jsjkx.com/CN/10.11896/jsjkx.210700236
https://doi.org/10.11896/jsjkx.210700236
https://www.jsjkx.com/CN/10.11896/jsjkx.210600085
https://doi.org/10.11896/jsjkx.210600085


http://www．jsjkx．com

DOI:１０．１１８９６/jsjkx．２２０７０００２３

到稿日期:２０２２Ｇ０７Ｇ０４　返修日期:２０２２Ｇ１２Ｇ０９
基金项目:云南省重大科技专项课题(２０２００２AD０８０００１);云南大学专业学位研究生实践创新基金(２０２１Y１６８)

ThisworkwassupportedbytheYunnanProvincialMajorScienceandTechnologySpecialPlanProjects(２０２００２AD０８０００１)andPractice&InnoＧ

vationFoundationforProfessionalDegreeGraduatesofYunnanUniversity(２０２１Y１６８)．
通信作者:柏正尧(baizhy＠ynu．edu．cn)

一种使用伪对应点生成的３D点云配准方法
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云南大学信息学院　昆明６５０５００
　
摘　要　针对三维重建过程中点云配准存在的挑战性问题(如寻找对应点困难等)展开研究,充分利用源点云和目标点云的几

何信息,提出了一种基于交叉注意力和伪对应点生成机制的点云配准方法———深度伪对应点生成(DeepACG).该方法采用三

级网络模型,第一级是深度特征编码模块,利用交叉注意力机制交换和增强两片待配准点云之间的上下文和结构信息;第二级

是伪对应点生成模块,基于软映射关系加权合成伪对应点;第三级为对应点加权和离群点过滤模块,赋予每个对应点对不同的

权重值并剔除概率较低的离群点.在合成和真实数据集上进行大量实验,DeepACG 方法在室内真实数据集３DMatch上的配

准召回率达到９２．６１％;在数据集 ModelNet４０上进行目标未知的局部点云配准实验,旋转矩阵和平移向量的均方根误差分别

降至０．０１６和０．００００９.实验结果表明,DeepACG配准精度高,鲁棒性强,配准误差低于当前主流的配准方法.
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BAIZhengyao,XUZhuandZHANGYihan
SchoolofInformationScienceandEngineering,YunnanUniversity,Kunming６５０５００,China

　

Abstract　Toaddressthechallengingproblemsofpointcloudregistrationin３Dreconstruction(e．g．,difficultyinfindingcorreＧ

spondingpoints,etc．),thispaperproposesapointcloudregistrationmethodbasedoncrossＧattentionandartificialcorresponＧ

dencegenerationmechanism,DeepArtificialCorrespondenceGeneration(DeepACG),byfullyutilizingthegeometricinformation

ofthesourceandtargetpointclouds．OurmethodadoptsathreeＧstagenetworkmodel．Thefirststageisthedeepfeatureencoding
module,whichexchangesandenhancesthecontextualandstructuralinformationbetweentwounalignedpointcloudsusingthe

crossＧattentionmechanism．Thesecondstageistheartificialcorrespondencegenerationmodule,whichsynthesizestheartificial

correspondencesbyweightingthesoftmapping．Thethirdoneisthecorrespondenceweightingandoutlierfilteringmodule,which

assignsdifferentweightstothecorrespondencepairsandrejectsthemwithasmallprobability．ExtensiveexperimentsareconducＧ

tedonbothsyntheticandrealＧworlddatasets．Ourmethodachievesaregistrationrecallof９２．６１％ontherealＧworldindoordataＧ

set３DMatch,andweexecuteunseenpartialregistrationexperimentsonModelNet４０,reducingtherootmeansquareerrorofthe

rotationmatrixandtranslationvectorto０．０１６and０．００００９,respectively．ExperimentalresultsshowthatDeepACGhashigher

registrationaccuracyandrobustness,anditsalignmenterrorislowerthanthatoftheexistingmainstreamregistrationapproaＧ

ches．

Keywords　CrossＧattention,Artificialcorrespondencegeneration,Outlierfiltering,３Dpointcloudregistration

　

１　引言

随着激 光 雷 达 技 术 (LightDetectionandRanging,LiＧ
DAR)的飞速发展,三维点云数据采集成本较低、数据精度较

高等方面的优势逐步显现.在自动驾驶[１]、移动机器人的同

步 定 位 和 制 图 (Simultaneous Localizationand Mapping,

SLAM)[２]、目标位姿估计[３]等应用领域,点云配准是其中的

重要一环.最基础的配准过程涉及预测源点云和目标点云间

的相对刚性变换,点云数据的许多特性令配准过程充满挑战.

首先,点云数据具有稀疏和局部重叠特性,导致在目标点云中

难以寻找到真实准确的对应点;其次,处理点云数据中数以万

计的点需要有快速高效的算法及较强的计算资源;最后,处理

好点云数据的非结构化特性和噪声对于精确的位姿估计来说

非常重要.

传统的点云配准算法[４Ｇ５]高度依赖源点云和目标点云之

间的初始变换估计,如果两片待配准点云之间的初始位置



信息较为粗糙,那么算法就容易陷入局部最优值,即非凸问

题.目前,深度学习方法在目标分类、检测和分割等计算机视

觉领域取得了显著的进步.为了能够最大化地提高配准精

度,研究者提出了基于深度神经网络的特征描述符[６Ｇ７]、关键

点检测[８]和端对端的配准网络[９Ｇ１０]等方法.然而,采用深度

学习方法解决点云配准问题仍存在不少挑战.一方面,尽管

基于深度学习的方法已经被应用于点云配准场景中,但是大

多数方法直接忽略了点云间丰富的高层次上下文信息;另一

方面,根据特征匹配生成的部分对应点容易成为离群点,这限

制了算法在大尺寸点云场景中的应用.

针对以上问题,本文提出了一种估计两片点云间相对刚

性变换的端到端的配准方法———深度伪 对 应 点 生 成 网 络

(Deep Artificial Correspondence Generation,DeepACG).

DeepACG充分考虑了源点云和目标点云的结构信息,并在特

征提取阶段交换源、目标点云之间的上下文信息,以提高配准

的性能.DeepACG将两片待配准的源点云和目标点云作为

输入,并预测出两片点云间的相对刚性变换.在３DMatch等

公开数据集上的实验结果表明,本文方法具有较强的鲁棒性,

能有效地将两片点云对齐.

２　相关工作

２．１　离群点过滤

由于设备存在固有噪声以及人为操作的误差,数据点集

合中会有少量的噪声[１１],根据深度特征匹配得到的对应点不

可避免地包含少量离群点,若要实现更加精确的配准,则必须

将这些离群点过滤掉.目前,传统的随机采样一致性(RanＧ

domSampleConsensus,RANSAC)[１２]和它的改进方法[１３Ｇ１４]

依然是最为广泛采用的离群点过滤方法.RANSAC以迭代

的方式采样小样本对应点子集,而这些小样本对应点子集在

理想情况下是不包含离群点的,从而实现了剔除离群点的目

的.其他过滤方法还有基于分支定界(BranchＧandＧbound)[５]、

半正定规划(SemiＧdefiniteProgramming)[１５]和最大团(MaxiＧ

malclique)[１６].以上３种方法虽然精度高,但往往需要很高

的迭代采样次数或者较高的资源成本.此外,快速全局配准

(FastGlobalRegistration,FGR)[１７]、截断最小二乘估计和半

定松弛(TruncatedleastsquaresEstimationandSEmidefinite

Relaxation,TEASER)[１８]方法对离群点的适应能力较强,这

是因为FGR和 TEASER构建了稳健的代价体,排除了离群

点的干扰.

基于学习的离群点过滤方法首先在２D图像配准中得到

应用,２D对应点被分类为内点/离群点.基于学习的３D离群

点过滤 方 法,如 深 度 全 局 配 准 (Deep GlobalRegistration,

DGR)[１９]、３DRegNet[２０]同样遵循上述分类思路.DGR[１９]使

用了一个６D的卷积网络来辨别内点和离群点,该网络在测

试阶段将迭代次数降为一次,仅需要一个前向反馈通道.

３DRegNet[２０]以匹配点为输入,由分类模块输出所有匹配点

的置信度参数,置信度参数表征匹配点成为内点的概率大小.

２．２　点云配准方法

迭代最近点(IterativeClosestPoint,ICP)[４]是目前解决

刚性配准问题最有名的传统算法,它交替执行寻找对应点和

最小二乘优化算法这两个步骤来更新配准状态.然而,ICP
算法对初始变换值极为敏感.为了寻找全局最优解并解决非

凸问题,Yang等[５]提出基于分支定界的 GoＧICP算法来确定

全局最优位姿,在提供全局最优解决方案时,该算法优于ICP
算法.其他求解全局最优位姿估计的方法有凸松弛[２１]、黎曼

优化[２２]和混合整数规划[２３]等算法,但是这些方法的计算开

销大,不能很好地满足实际应用的需求.

随着深度学习在点云配准中的应用发展,传统方法中存

在的问题有了一些新颖的解决方案.PointNetLK[２４]结合基

于PointNet[２５]的全局特征描述符和 Lucas/Kanade(LK)[２６]

优化算法,以迭代方式求解相对刚性变换,从而使得算法的时

间复杂度不再随着点数正相关变化.深度最近点(DeepCloＧ
sestPoint,DCP)[１０]使用 DGCNN[２７]来提取局部特征,并用奇

异值分解方法来求解刚性变换估计参数.文献[２８]使用ISS
方法对输入点云数据进行特征点提取,以提高待匹配点的重

复性,同时采用深度特征描述符来改善待匹配点的相似度.

RIENet[２９]提出了一种基于可靠内点估计的无监督深度点云

配准网络.

３　问题描述

点云数据一般由三维激光涉笔扫描采集得到.通过估计

待配准点云之间的相对刚性变换来对齐两片或者多片点云的

任务称为点云配准.给定两片点云:

P＝{xi,i＝１,２,􀆺,M} (１)

Q＝{yj,j＝１,２,􀆺,N} (２)

其中,P∈ℝM×３和Q∈ℝN×３分别表示源、目标点云中的所有

点,xi∈ℝ３ 和yj∈ℝ３ 是点云扫描片段中的关键点.这里先

考虑 点 云 配 准 中 最 简 单 的 一 种 情 况:M ＝ N 且

{(xi,yM(xi))}M
i＝１,即xi 和yM(xi)是对应点对,M(􀅰)表示 P和

Q之间的匹配关系.点云配准的目标是计算出能够使两片点

云正确对齐的相对刚性变换:旋转矩阵R∗ ∈SO(３)、平移向

量t∗ ∈ℝ３.该变换可以通过最小化均方误差函数E 来求

解,即:

R∗ ,t∗ ＝argmin
R,t
　E (３)

E＝１
M ∑

M

i＝１
ei‖Rxi＋t－yM(xi)‖

２
(４)

其中,ei 表示(xi,yM(xi))成为内点的概率.采用加权奇异值

分解(SingularValueDecomposition,SVD)方法可以求得上述

优化问题的闭式解.具体地,定义点云P和Q的加权形心:

x－＝
∑
M

i＝１
eixi

∑
M

i＝１
ei

,y－＝
∑
N

i＝１
eiyM(xi)

∑
N

i＝１
ei

(５)

然后,计算协方差矩阵H:

H＝∑
M

i＝１
ei(xi－x－)(yM(xi)－y－)T (６)

最后,对矩阵H 进行奇异值分解:H＝USVT.如果源、目
标点云之间的匹配关系已知,那么旋转矩阵R∗ 和平移向量

t∗ 可以通过式(７)和式(８)得到近似预测值:

R∗ ＝Vdiag(１,１,􀆺,det(VUT))UT (７)

t∗ ＝－R∗x－＋y－ (８)

解决点云配准问题的挑战在于能否设计出准确反映 P

１１２柏正尧,等:一种使用伪对应点生成的３D点云配准方法



和Q之间匹配关系的映射函数 M (􀅰 ).在给定当前映射关

系Mn(􀅰)的条件下,ICP交替地无限接近式(４)中函数E 的

临界点.ICP算法首先基于之前的映射关系 Mn－１(􀅰)估计

出当前的最优刚性变换,然后根据得到的最优刚性变换更新

映射关系 Mn(􀅰),n表示当前的迭代次数,该算法达到最优

条件时会自动终止.这个过程很容易实现,同时也相对高效.

但ICP算法容易陷入局部优化,差异较大的初始变换容易造

成对映射关系的不良估计,从而导致ICP算法的鲁棒性较差.

寻找三维对应点是三维图形学中一项比较有挑战性的研

究,这是因为三维点没有明显特别的特征.为寻找位于目标

点云中的对应点,DGR学习点云中每个点的FCGF特征描述

符,寻找对应点的任务转变为匹配它们对应的深度特征.然

而,由于点云数据具有稀疏特性和局部重叠的特点,P和Q之

间并不存在严格意义上完全匹配的对应点对.

为了解决寻找对应点的问题,本文构造了伪对应点y
∧
i,y

∧
i

是通过加权目标点云中的一系列候选关键点产生的.如图１

所示,xi∈P和y
∧
i∈Q形成了伪对应点对,已知一系列的伪对

应点对{(xi,y
∧
i)}M

i＝１和其相应的内点概率ei,相对刚性变换可

以通过加权奇异值分解方法求解.

图１　点云配准问题分析

Fig．１　Analysisofpointcloudregistrationproblem

４　网络结构

本文提出了融合交叉注意力和伪对应点生成机制的配准

方法———深度伪对应点生成方法 DeepACG.该方法提供了

一种在缺少初始刚性运动信息的场景下用于恢复出正确映射

关系 M(􀅰)和分类内点/离群点的配准网络.DeepACG 的

网络结构如图２所示,它由深度特征编码模块、伪对应点生成

模块、对应点加权和离群点过滤模块组成.伪对应点生成模

块构建了P→Q的软映射关系,从而确定 P和 Q之间的对应

点.对应点加权模块和离群点过滤模块为对应点对赋予不同

的权重并将权重值较低的离群点剔除,避免增大刚性变换估

计的误差.

图２　DeepACG的网络结构

Fig．２　NetworkarchitectureofDepACG

４．１　深度特征编码

深度特征编码模块的总体结构如图３所示,它由L 层结

构一样的交叉注意力卷积网络组成,L 的取值在后续实验中

具体讨论.每层交叉注意力卷积网络包含一个残差网络块

B,B 由 ４ 层 完 全 相 同 的 残 差 网 络 基 本 单 元 顺 序 连 接 组

成[３０Ｇ３１].残差网络基本单元建立在核心点卷积(KernelPoint

Convolution,KPConv)[３２] 和 特 征 核 对 齐 (FeatureＧKernel

Alignment,FKAConv)[３３]的基础上,其结构如图４所示,依次

由一层卷积Conv１D、一层kＧ近邻算法(kＧNearestNeighbor,kＧ
NN)和 KPConv、两层 FKAConv构成,其中k等于４０.为了

提高网络训练的稳定性,Conv１D和 FKAConv卷积层后面加

入了实例归一化(InstanceNormalization,IN)和激活函数 ReＧ

LU(RectifiedLinearUnits),KPConv卷积层后面加入了IN
和激活函数LeakyReLU.

第l(１≤l≤L)层交叉注意力卷积网络的输入为上一层的

输出特征 F(l－１)
P ∈ℝM×２C(l－１)

和 F(l－１)
Q ∈ℝN×２C(l－１).首先,残

差网络块 B将上一层的输出特征向量映射到高维特征空间

中,即F(l－１)
P 和F(l－１)

Q 分别经过相同的残差网络块 B,从而得

到新的特征向量 H(l)
P 和 H(l)

Q .为了方便描述,将该过程简

述为:

F(l－１)
P ∈ℝM×２C(l－１) B

→H(l)
P ∈ℝM×C(l)(l≠１) (９)

其中,C(l－１)是第(l－１)层中残差网络块 B的输出特征H(l)的

通道数量,每个点特征都可以用通道数为C(l－１)的特征向量

来表示.特别地,第１层(l＝１)交叉注意力卷积网络的输入

为源点云 P和目标点云 Q,即 F(０)
P ＝P∈ℝM×３,F(０)

Q ＝Q∈

ℝN×３,此时C(０)＝３.

考虑到在配准任务中寻找两片点云之间的匹配关系的特

殊性,本文引入了交叉注意力机制,将目标点云 Q中的结构

信息聚合到点云P中,以此提高寻找对应点的准确率.特别

地,本文构建可微的最优相似度匹配矩阵A(l)来实现交叉注

意力机制:

(A(l))ij＝ e

aij
σ２[ ] ＋

∑
M

k＝１
e

aik
σ２[ ] ＋

(１０)

aij＝H(l)
P (xi)􀅰H(l)

Q (yj) (１１)

其中,H(l)
P (xi)和H(l)

Q (yj)分别是H(l)
P (xi)和H(l)

Q (yi)的 L２Ｇ归

一化(L２Ｇnormalization)特征向量,H(l)
P (xi)和H(l)

P (yi)分别表

示三维点xi 和yj 通过残差网络块 B的输出特征.aij用于度

量关键点xi 和yj 之间的特征相似度、交换xi 和yj 之间的高

层次上下文信息.σ取０．２,用于控制对特征相似度的敏感

度.[􀅰]＋ 是max(􀅰,０)运算符号,保证aij的非负性.

其次,使用最优相似度匹配矩阵A(l)交换点云 P和 Q之

间的信息,得到点云P的新特征描述:

F(l)
P ＝cat[H(l)

P ,A(l)H(l)
Q ]∈ℝM×２C(l) (１２)

其中,cat[􀅰,􀅰]表示按通道融合函数(channelＧwiseconcateＧ

nationfunction),F(l)
Q ∈ℝN×２C(l)

同样可以通过与式(１２)相同

的运算得到.构建新特征F(l)的过程有利于在下一层挖掘并

交换两片点云之间的结构信息,这取决于当前层的两片点云

之间的几何相似度水平.F(l)
P 和 F(l)

Q 表示第l层交叉注意力

卷积网络的输出特征,同时也是第(l＋１)层交叉注意力卷积

网络的输入特征.
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图３　深度特征编码模块

Fig．３　Deepfeatureencodermodule

图４　残差网络基本单元

Fig．４　Basicunitofresidualnetwork

特征编码模块的输入是待配准的源、目标点云P和Q,第

l层交叉注意力卷积网络会产生最优相似度匹配矩阵A(l)∈

ℝM×N .最后,通过一个简单的累加运算得到全局相似度匹

配矩阵A:

A＝∑
L

l＝１
A(l) (１３)

其中,矩阵A的第i行第j列元素表示３D点xi 和yj 之间匹

配成功的概率,若xi 和yj 完全匹配,则 Aij ＝１,否则 ０≤

Aij＜１.

４．２　伪对应点生成

伪对应点生成模块的结构如图２所示,已知全局相似度

匹配矩阵A,定义可微的软映射关系:

M
　~(xi)＝ Ai

∑
N

j＝１
Aij

(１４)

其中,M
　~(xi)∈ℝN ,具有归一化指针的重要作用,它规定了

xi 指向 伪 对 应 点y
∧
i 的 映 射 关 系;Ai 是 矩 阵A 的 第i 行.

M
　~(xi)表征目标点云Q中所有关键点yj|N

j＝１与xi 匹配成功

的归一化概率大小,M
　~

j 越大,yj 与xi 的匹配成功可能性就

越高.式(１４)通过对矩阵A 按行进行归一化可以进一步扩

大特征相似度的差异,避免目标点云中特征相似度接近的两

个关键点对合成的伪对应点造成干扰,从而有效保证了得到

高质量的伪对应点y
∧
i.

DeepACG 使 用 加 权 运 算 方 法 得 到 伪 目 标 点 云 Q
∧
＝

{y
∧
i}N

i＝１:

y
∧
i＝QT M

　~(xi) (１５)

预测的伪目标点云Q
∧

用一个大小为 N×３的张量表示.

式(１５)得到xi 的伪对应点y
∧
i,y

∧
i 由位于目标点云Q中的真实

３D点的加权和产生.理想情况下,加权和的结果y
∧
i 应该和

xi 完全匹配.

传统ICP算法依赖迭代优化的方式,其他基于学习的算

法[１９,３４]从目标点云中已存在的真实点中搜索源点云的对应

点,然后使用 RANSAC算法来过滤离群点.与上述ICP等

算法相比,DeepACG 方法充分利用了 KPConv和 FKAConv
网络强大的泛化能力来学习关键点之间的高层次信息,进而

直接估计出对应点的位置.这减少了 RANSAC 算法的使

用,网络迭代次数减少到１次,显著缩短了运行时间,实现了

较好的配准效果.

４．３　对应点加权和离群点过滤

伪对应点生成模块为源点云 P中的所有关键点生成了

对应点对(xi,y
∧
i)∈ℝ６.点云 P和 Q并非完全重叠,这意味

着P和Q中仅有一部分关键点能够成功匹配,因此需要采取

措施过滤掉匹配失败的对应点对(离群点).

本文首先构建对应点加权模块,用于预测对应点对(xi,

y
∧
i)的内点置信度pi,pi∈(０,１)表征对应点对(xi,y

∧
i)成为内

点的置信度.

然后,为实现剔除离群点的目标,将pi 与阈值τ进行比

较,当概率值pi 小于给定阈值τ时,γi 的值被置为０(此时相

应的对应点对分类为离群点),反之,γi 的值则等于pi 本身,

对应点对{(xi,y
∧
i)}M

i＝１被区分为内点/离群点:

γi＝pi〖pi≥τ〗 (１６)

其中,〖􀅰〗是艾弗森括号(Iversonbracket).所有的对应点对

(xi,y
∧
i)并行地执行上述比较运算,可将置信度较低的对应点

滤除,有效提高配准的精确度.阈值τ在训练期间设定为

０．５,这样约有５０％的对应点对被预处理为离群点,测试期间

设置为０,在提高配准精确度的同时保证了网络训练的稳

定性.

对应点 加 权 模 块 的 输 入 为 对 应 点 对 {(xi,y
∧
i)}M

i＝１ ∈

ℝM×６,输出为对应点对的内点概率{pi∈(０,１)}M
i＝１∈ℝM×１,

pi 的值越大,对应点对(xi,y
∧
i)成为内点的可能性就越大.该

模块的结构如图５所示,由９层输出通道数不同的残差网络

基本 单 元、多 层 感 知 机 (MultiＧLayerPerception,MLP)和

Softmax函数依次组成.

图５　对应点加权模块

Fig．５　Correspondenceweightingmodule

除输出通道数不同外,每个残差网络基本单元的内部结

构和图４完全一样,每层残差网络基本单元的输出通道数
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C(l)(１≤l≤９)依次为[１６,１６,３２,３２,６４,６４,６４,１２８,１２８],其

中第１层残差网络基本单元的输入通道数为６,表示对应点

(xi,y
∧
i)∈ℝ６ 的输入维度.多层感知机由３层全连接层构

成,前两层由卷积函数 Conv１D和激活函数 ReLU 组成,第三

层仅由卷积函数 Conv１D组成.Softmax函数将多层感知机

的输出结果转化为内点概率预测值.

４．４　加权奇异值分解

已知对应点对的阈值权重γi,本文使用最小二乘拟合法

来估计旋转矩阵R∗ 和平移向量t∗ .

R∗,t∗ ＝argmin
R,t

１
M ∑

M

i＝１
γi‖Rxi＋t－y

∧
i‖２

２ (１７)

式(１７)的解决方式类似于式(３),即采用加权奇异值分解

方法来求解相对刚性变换的预测值.

４．５　损失函数

本文的总体损失函数由３个独立损失函数的加权和组

成,即分类损失、配准损失和对比损失.

针对源点云P中的每个关键点xi,可以根据真实刚性变

换[RGT,tGT]计算出相应的真实对应点yGT
i ＝RGTxi＋tGT.定

义wGT＝{wGT
i }M

i＝１,wGT
i (等于０或１)是真实内点/离群点标

签,当‖RGTxi＋tGT－y
∧
i‖＜T时,wGT

i ＝１,对应点对(xi,y
∧
i)

是真实内点:

wGT
i ＝‖RGTxi＋tGT－y

∧
i‖＜T (１８)

其中,RGT和tGT分别表示真实旋转矩阵和真实平移向量,T表

示内点阈值.

分类损失(ClassificationLoss)使用二进制交叉熵来惩罚

匹配失败的对应点.

L１＝BCE(p,wGT) (１９)

其中,BCE表示二进制交叉熵(binarycrossentropy).p＝
{pi}M

i＝１,pi 是３．３节中得到的内点概率.

配准损失(RegistrationLoss)使用目标点云中的伪对应

点y
∧
i 和真实点yGT

i 之间的欧氏距离来惩罚匹配错误的点.

L２＝１
M∑

i
pi‖yGT

i －y
∧
i‖

２
(２０)

理想情况下,伪对应点y
∧
i 和相应的理想真实点yGT

i 之间

的欧氏距离足够近时,内点概率pi 的值将无限趋近于１.

如果仅使用式(２０)中的损失函数L２,那么寻找关键点的

匹配过程是相互独立的.因此,配准过程中只考虑了局部邻

近信息.针对这一特殊情况,需要设计一种新的损失函数来

平衡真实映射关系(xp→yq)和伪映射关系(xi→y
∧
i)之间的一

致性.受文献[１８,３５]的启发,本文考虑使用对比损失函数.

真实对应点表决矩阵TGT是一个评价 P和 Q中的任意两个

３D点之间的真实对应关系的二进制矩阵,当(IGT)pq＝１时,

xp 和yq 是成功匹配的真实对应点对.

(IGT)pq＝p＝argmin
i′

‖RGTxi′＋tGT－yq‖􀅰

q＝argmin
j′

‖RGTxp＋tGT－yj′‖ (２１)

对比损失(ContrastiveLoss)可以增强 P和 Q之间可靠

的映射关系,使离群点过滤模块学习如何滤除匹配失败的对

应点.

L３＝１
M ∑

(p,q)

１
log[Apq􀅰(IGT)pq] (２２)

总损失函数是上述３种损失函数L１,L２ 和L３ 的加权和.

L＝L１＋αL２＋βL３ (２３)

其中,系数α和β是用于平衡这３种损失函数的超参数.

５　实验设计

５．１　基准数据集

为了正确评估 DeepACG方法的性能,本文在室内、室外

真实场景数据集和合成数据集上设计了多组实验.

对于室内真实场景数据,本文使用了３DMatch[３４],该数

据集共包含６２个真实世界场景.本文按照标准的训练/验

证/测试划分流程来制作重叠率超过３０％的成对点云扫描

图[６Ｇ７,３５],３DMatch的４８个场景用于训练,６个场景用于验

证,剩余的８个场景用于测试网络模型.训练和验证期间,本
文对３DMatch点云数据进行数据增强,围绕每个空间坐标轴

进行[－１８０°,１８０°]范围内的随机旋转和[０,０．５m]范围内的

随机缩放.

对于大规模室外真实场景数据,本文使用 KITTIOdoＧ
metry[３６].该数据集包含了使用激光扫描仪在中型城市卡尔

斯鲁厄周围、农村地区和高速公路上拍摄的１１个序列模型,

真实位姿是由 GPS/IMU 系统提供的.为了公平比较,本文

按照文献[７,１９]中的划分策略将该数据集划分为训练/验证/

测试集,即立体序列编号为０Ｇ５,６Ｇ７,和８Ｇ１０的点云数据分别

用于训练/验证/测试.在具体划分过程中,本文使用ICP算

法对原始真实位姿进行优化处理,并使用 GPSＧIMU 来建立

相距１０m以上的成对点云,该过程分别产生了１３５８对、１８０
对和５５５对点云用于训练/验证/测试.

对于合成数据集,本文使用 ModelNet４０[３７],该数据集包

含４０个目标类别的合成数据,共计１２３１１个 CAD模型.为

了平滑地模拟局部点云,本文首先从每个CAD模型的外部表

面均匀采样１０２４(M＝１０２４)个点构建源点云P,然后对各片

点云执行随机刚性变换以产生相应的目标点云 Q.具体地,

沿各空间轴进行[０,４５°]范围内 的 随 机 旋 转 和 [－０．５m,

０．５m]范围内的随机平移,最后随机放置一个３D点在点云空

间中,并使用最远点采样(FarthestＧPointSampling,FPS)方法

采样其周围最近的７６８个点来模拟 P和 Q的局部点云扫描

图.

５．２　评价指标

针对 ModelNet４０数据集,本文采用均方根误差(Root
MeanSquareError,RMSE)和平均绝对误差(MeanAbsolute
Error,MAE)两项评价指标,用于评估旋转矩阵和平移向量

的预测值与真实值之间的误差偏移.

针对３DMatch和 KITTIOdometry数据集,本文采用旋

转误差、平移误差和配准召回率这３种指标来评估和比较性

能表现.

旋转误差(RotationErrors,RE)和平移误差(Translation
Errors,TE)用于评估刚性变换预测值和真实值之间的误差.

RE＝arccos Tr[(R∗ )TRGT]－１
２( )

TE＝‖t∗ －tGT‖２

(２４)
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其中,Tr(􀅰)表示矩阵的迹.

配准召回率(RegistrationRecall,RR)表示成功配准的成

对点云的比例,当 RE和 TE低于给定阈值时,点云配准的结

果是成功的.评估误差 RE和 TE时,只有成功配对的点云

才列入计算,这是因为配准失败的点云会返回一个与真实变

换差异较大的刚性变换预测值,使得误差评估变得不可靠.

５．３　实验细节

训练阶段,本文使用深度学习框架PyTorch来实现 DeeＧ

pACG网络.所有的训练模型均使用 AdamW 优化器,权重

衰减和初始学习率均设为０．００１,批次(batchsize)设置为１,

超参数α和β均设置为１.本文的实验环境基于 Ubuntu系

统,３DMatch和 KITTIOdometry数据集的硬件平台是Intel

i９Ｇ１０９００XCPU和 GeForceGTX３０９０GPU,训练过程采用较

大的学习率逐步衰减方案,两个数据集各自训练１２０轮(epＧ

ochs),学习率在第４８,７２和９６个初始轮次时分别衰减９０％;

而 ModelNet４０数据集的硬件平台是IntelXeonE５Ｇ２６５３０v３

CPU和 GTX２０８０TiGPU,该数据集共训练２０轮,学习率在

第８,１２和１６个初始轮次时分别衰减为原来的１/１０.

测试阶段,本文在３DMatch的测试集上提出联合防御机

制来改善 DeepACG的性能,联合防御机制由 RANSAC[１２]和

ICP[４]算法组成.

６　实验结果及分析

６．１　室内场景配准

对于室内３DMatch点云数据,本文首先使用５cm体素网

格对成对点云数据进行下采样,从而生成密度均匀的体素化

点云.然后从体素化点云中随机采样３０００个点构建源、目标

点云(M＝N＝３０００).４．１节中深度特征编码模块的交叉注

意力卷积网络层数L＝６,每层交叉注意力卷积网络中残差网

络块B的具体输出通道数如表１所列.式(１８)中的内点阈值

T设为１０cm.当RE 和TE 同时满足RE＜１５°,TE＜３０cm
时,３DMatch的成对配准结果是成功的.３DMatch的测试集

共包含８个室内场景的局部扫描点云,如图６所示,本文提出

的 DeepACG方法能够出色地将两片室内场景点云对齐.

表１　每层交叉注意力卷积网络中残差网络块B的具体输出

通道数C(l)

Table１　DifferentoutputchannelsC(l)ofresidualblockBineach

crossＧattentionconvolutionalnetwork

l
C(l)

３DMatch KITTI ModelNet４０
１ ３２ ３２ ３２
２ ３２ ６４ ６４
３ ６４ １２８ １２８
４ ６４ ２５６ ２５６
５ １２８ － －
６ ２５６ － －

本文选取了几种经典的传统配准算法作为比较基准,

即 pointＧtoＧpointICP,pointＧtoＧplane ICP,RANSAC[１２],

FGR[１７],GCＧRANSAC[１３].这 ５ 种 算 法 的 输 入 均 是 从 体

素下采 样 点 云 中 提 取 的 全 卷 积 几 何 特 征(FullyConvoluＧ
tionalGeometricFeatures,FCGF)[７],其中前４种算法使用

Open３D库[３８]来实现.各种方法的比较结果如表２所列,

具体配准可视化对比如图７所示.

(a)厨房 (b)客厅１ (c)客厅２ (d)旅馆１

(e)旅馆２ (f)旅馆３ (g)书房 (h)实验室

　　注:蓝色和黄色分别代表源、目标点云.

图６　３DMatch中８个不同测试场景的可视化结果

(电子版为彩图)

Fig．６　Visualizationresultsof８differenttestsceneson３DMatch

表２　３DMatch数据集上的配准结果

Table２　Registrationresultson３DMatch

方法 RE(deg↓) TE(m↓)RR(％↑) 时间/s
FGR[１７] ２．９１ ０．８４ ７８．６２ ０．６４

ICP(P２Point)[３８] ４．０６ ０．１０ １０．１０ ０．１０
ICP(P２Plane)[３８] ２．４０ ０．６８ １１．３４ ０．７１

GCＧRANSACＧ１M[１３] ２．２９ ０．０７ ９１．６８ ０．４２
RANSACＧ２k[１２] ３．０２ ０．０９ ８８．４２ ０．１５
RANSACＧ２０k ２．６７ ０．０８ ９１．１３ １．０５
RANSACＧ２００k ２．４７ ０．０８ ９１．９９ １０．８９

DGRw/osafeguard[１９] ２．５８ ０．０７ ８５．２０ ０．７０
DGR ２．４３ ０．０７ ９１．３０ １．２１

PCAMＧSparse[３９] ２．３３ ０．０７ ９２．４８ ３．４７
PCAMＧSoft[３９] ２．４４ ０．０８ ９１．８６ ３．５０
DeepACG(本文) １．５７ ０．０６ ９２．６１ １．７２

(a)方法 (b)旅馆场景 (c)客厅场景

图７　不同方法的可视化结果对比

Fig．７　Visualizationcomparisonsofdifferentmethods

ICP的两种改进方法(P２Point和P２Plane)在大多数测试

场景中配准失败,这是因为３DMatch数据集中存在大量的刚

性运动且未提供可靠的先验知识.而基于特征匹配的方法

FGR,RANSAC 和 GCＧRANSAC 的 配 准 效 果 比 ICP 改 进
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方法的表现更为优秀.值得注意的是,RANSAC算法在结合

FCGF特征 描 述 符 后,其 配 准 性 能 较 好,召 回 率 达 到 了

９１．９９％.DeepACG的召回率高于 RANSAC算法,运行时间

仅为 RANSACＧ２００k的１/５.

此外,本文选取了 DGR[１９]和交叉注意力矩阵乘积(ProＧ

ductofCrossＧAttentionMatrices,PCAM)[３９]这两种基于深度

学习的算法作为比较基准,DGR的各项评测指标结果引用自

文献[１９].本文探索了 DGR缺少保护机制(即 RANSAC)时

的性能 表 现,当 DGR 缺 少 保 护 机 制 时,其 召 回 率 仅 为

８５．２０％.在待配准点云初始旋转角度较大时,本文提出的

DeepACG方法的配准召回率等评测指标优于基于深度学习

的 DGR和PCAM 方法,能够有效降低刚性变换的预测误差,

并精确地将两片局部点云扫描图对齐.总之,在面对多目标、

局部重叠、遮挡等极端情况时,与其他主流方法相比,本文提

出的 DeepACG方法同时保证了高精度的配准召回率和较短

的运行时间.

６．２　大尺寸室外场景配准

本文进一步在 KITTIOdometry数据集上评估了 DeepＧ

ACG在大规模室外稀疏点云场景中的配准性能表现.针对

KITTI点云较为稠密的特点,本文使用更大的３０cm 体素网

格对点云进行下采样,并从体素化点云中随机选择２０４８个

点,即 M＝N＝２０８４.内点阈值T＝６０cm,交叉注意力卷积

网络层数L＝４,每层交叉注意力卷积网络中残差网络块 B
的具体输出通道数如表１所列.RE 和 TE 的阈值分别设

置为５°和６０cm,即RE＜５°且 TE＜６０cm 时,成对点云配

准成功.

KITTI数据集可视化示例如图８所示,其中深粉红色和

绿色分别代表源点云和目标点云,比较结果如表３所列.

图８　KITTI配准可视化示例(电子版为彩图)

Fig．８　VisualizationexamplesofKITTIregistration

可以看出,相比其他配准方法,本文提出的 DeepACG方

法能够有效降低刚性变换预测误差.如果使用ICP算法对初

始刚性变换预测值进行优化处理,本文方法的性能表现能达

到最佳状态.得益于 FCGF算法设计的全卷积几何特征体,

该算法在 KITTI数据集上实现了最高的召回率,且召回率趋

于饱和状态,但运行时间较长,远高于 DeepACG.考虑到

KITTI此类大尺寸点云场景的实际应用需求,设计高效且精

确的配准算法是非常必要的.DeepACG 实现了最低的旋转

误差 RE和平移误差 TE,且运行时间极短,这表明 DeepACG
在刚性变换预测误差和运行时间两者之间实现了更好的

平衡.

表３　KITTI数据集上的配准结果

Table３　RegistrationresultsonKITTI

方法 RE(deg↓) TE(m↓)RR(％↑) 时间/s
RANSACＧ１k[１２] ０．４８ ０．２３ ９６．５８ ０．３０
RANSACＧ２０k ０．３８ ０．２３ ９７．４８ ３．５９
RANSACＧ２００k ０．３５ ０．２２ ９７．１２ ３７．４４

GCＧRANSAC[１３] ０．４４ ０．２３ ９６．２２ ０．５１
FCGF[７] ０．３３ ０．１０ ９８．２０ ６．３８
DGR[１９] ０．３４ ０．２２ ９６．９０ ２．２９

DeepACG(本文) ０．３９ ０．０９ ９４．０５ ０．１９
DeepACG＋ICP ０．３２ ０．０３ ９６．２１ ０．４５

此外,表 ２和表 ３的对比结果表明,DeepACG 方法在

３DMatch上的所有评测指标均逊色于在 KITTI上的配准表

现,这主要是因为两个数据集中待配准点云对的遮挡程度、重

叠率、噪声强度和分布不一样.由于采集设备和环境的不同,

３DMatch和 KITTI中点云数据的噪声强度和分布情况也不

同;同时,３DMatch为室内场景点云数据,遮挡较为严重.

６．３　合成点云数据配准

Wang等[９]比较了ICP等算法在合成数据集 ModelNet４０
上的性能表现,本文直接引用文献[９]中的实验结果.交叉注

意力卷积网络层数L 以及残差网络块 B的具体输出通道数

和 KITTIOdometry数据集完全一样.

６．３．１　目标未知的局部点云配准

本文首先在 ModelNet４０上分析目标位置的局部点云配

准,使用９８４３个CAD目标模型用于训练网络,剩下的２４６８
个目标模型用于测试.飞机、吉他等目标物体的点云配准可

视化过程如图９所示,其中深蓝色和红色分别代表源点云和

目标点云.从表４可以看出,PCAMＧSoft方法实现了最低值

的 MAE,DeepACG 方法的 RMSE 评测指标优于其他对比

方法.

(a)目标物体 (b)配准前 (c)配准后

图９　目标未知的局部点云的配准可视化结果(电子版为彩图)

Fig．９　Registrationvisualizationresultsonunseenpartialpoint

clouds
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表４　目标未知的局部点云配准结果

Table４　Registrationresultsonunseenpartialpointclouds

方法 RMSE(R∗) MAE(R∗) RMSE(t∗) MAE(t∗)

FGR[１７] １１．２３８ ２．８３２ ０．０３０００ ０．００８００
ICP[４] ３３．６８３ ２５．０４５ ０．２９３００ ０．２５０００

GoＧICP[５] １３．９９９ ３．１６５ ０．０３３００ ０．０１２００
SymmetricICP[４０] ２０．３１２ ６．２４２ ０．０９０００ ０．０３７００
PointNetLK[２４] １６．３７５ ７．５５０ ０．０４５００ ０．０２５００

DCPＧv２[１０] ６．７０９ ４．４４８ ０．０２７００ ０．０２０００
PRNet[９] ３．１９９ １．４５４ ０．０１６００ ０．０１０００

PCAMＧSparse[３９] ０．０２３ ０．０１２ ０．０００２０ ０．００００９
PCAMＧSoft[３９] ０．０２３ ０．００６ ０．０００１０ ０．００００４
DeepBBS[４１] ０．０４１ ０．０２１ ０．０００７０ ０．０００４０

DeepACG(本文) ０．０１６ ０．００８ ０．００００９ ０．００００５

６．３．２　类别未知的点云配准

为了评估 DeepACG 对类别未知的点云的泛化能力,本

文将 ModelNet４０数据集按照目标类别分类为训练集和测试

集[９Ｇ１０].DCP,PRNet,PCAM,DeepBBS,PointNetLK 和本文

提出的 DeepACG 使用 ModelNet４０的前２０个类别的 CAD
模型进行训练,所有方法均使用剩余２０个类别的 CAD模型

进行测试.由表５可以看出,DeepACG对类别未知的点云的

泛化能力比其他比较基准方法更具竞争力,能够有效对齐类

别未知的局部点云.

表５　点云类别未知的配准结果

Table５　Registrationresultsonunseenpointcloudcategories

方法 RMSE(R∗) MAE(R∗) RMSE(t∗) MAE(t∗)

FGR[１７] ９．９３２ １．９５２ ０．０３８０ ０．００７００
ICP[４] ３４．８９４ ２５．４５５ ０．２９３０ ０．２５１００

GoＧICP[５] １２．５３３ ２．９４０ ０．０３１０ ０．０１０００
SymmetricICP[４０] １９．０５８ ５．８４７ ０．０９００ ０．０３８００
PointNetLK[２４] ２２．９４３ ９．６５５ ０．０６１０ ０．０３３００

DCPＧv２[１０] ９．７６９ ６．９５４ ０．０３４０ ０．０２５００
PRNet[９] ４．９８６ ２．３２９ ０．０２１０ ０．０１５００

PCAMＧSparse[３９] ０．０７２ ０．０１８ ０．０００２ ０．０００１０
PCAMＧSoft[３９] ０．０５６ ０．０１３ ０．０００６ ０．０００１０
DeepBBS[４１] ０．０７５ ０．０４０ ０．００１１ ０．０００６０

DeepACG(本文) ０．０６４ ０．０１２ ０．０００２ ０．００００８

６．３．３　含高斯白噪声的局部点云配准

本文进一步研究了 DeepACG 对噪声点云的鲁棒性,在

６．３．１节中目标未知的局部点云配准实验基础上对点云添加

均值为０、标准差为０．０１的高斯白噪声,超出[－０．０５,０．０５]

范围内的噪声会被剪掉.表６列出了各种配准方法的比较结

果,可以看出,ICP显然收敛于局部最优值,FGR对噪声较为

敏感.GoＧICP,PointNetLK,DCP和本文提出的 DeepACG对

噪声的鲁棒性比较强劲.DeepACG方法的 RMSE等４项评

价指标均为最低值,这表明 DeepACG 对噪声点云有着很强

的鲁棒性.

表６　含高斯白噪声的局部点云配准结果

Table６　Registrationresultsonpartialpointcloudscorruptedwith

whiteGaussiannoise

方法 RMSE(R∗) MAE(R∗) RMSE(t∗) MAE(t∗)

FGR[１７] ２７．６５ １３．７９ ０．０７０ ０．０３９０
ICP[４] ３５．０７ ２５．５６ ０．２９４ ０．２５００

GoＧICP[５] １２．２６ ２．８５ ０．０２８ ０．０２９０
SymmetricICP[４０] ２０．６９ ６．７７ ０．０９２ ０．０４４０
PointNetLK[２４] １９．９４ ９．０８ ０．０５７ ０．０３２０

DCPＧv２[１０] ６．８８ ４．５３ ０．０２８ ０．０２１０
PRNet[９] ４．３２ ２．０５ ０．０１７ ０．０１２０

PCAMＧSparse[３９] ０．５８ ０．１５ ０．００２ ０．００１０
PCAMＧSoft[３９] ０．４７ ０．１５ ０．００２ ０．００１０
DeepBBS[４１] ４．２０ １．７２ ０．０４４ ０．０２３０

DeepACG(本文) ０．３７ ０．１４ ０．００１ ０．０００８

６．４　消融实验与分析

本文设计了消融实验,以验证 DeepACG 网络不同模块

的有效性,将 DeepACG 网络分割成独立的功能模块并使用

可替代方案来代替模块.除待验证模块外,实验的其他参数

设置与６．３．１节中目标未知和类别未知的局部点云配准实验

完全一样.

６．４．１　伪对应点生成

为阐述伪对应点生成模块的有效性,本文直接在目标点

云中搜索最优的真实对应点.具体地,对于源点云中的每一

个关键点xi,目标点云中与xi 相似度概率值最高的３D真实

点yj′被认定为xi 的对应点:

j′＝argmax
j

(A)ij (２５)

具体比较结果如表７中的第１、４行所示,使用伪对应点

y
∧
i的效果比真实对应点更佳.这是因为点云数据自身的稀疏

特性导致目标点云中不一定存在确切的真实对应点,而伪对

应点可以有效地提高对应点匹配成功的可能性.

表７　伪对应点生成和离群点过滤的消融实验

Table７　Ablationstudiesonartificialcorrespondencegenerationandoutlierfiltering

伪对应点

生成

离群点

过滤

目标未知的局部点云配准

RMSE(R∗) MAE(R∗) RMSE(t∗) MAE(t∗)
类别未知的点云配准

RMSE(R∗) MAE(R∗) RMSE(t∗) MAE(t∗)

× √ ０．０３１ ０．０１００ ０．０００２０ ０．００００７ ０．１０６ ０．０３５ ０．０００７ ０．０００２７

√ × ０．０２３ ０．００９ ０．０００２０ ０．００００６ ０．１０１ ０．０２１ ０．０００５ ０．０００１５

× × ０．０２７ ０．０１００ ０．０００１０ ０．００００７ ０．０７０ ０．０１５ ０．０００３ ０．０００１１

√ √ ０．０１６ ０．００８ ０．００００９ ０．００００５ ０．０６４ ０．０１２ ０．０００２ ０．００００８

６．４．２　离群点过滤

为验证离群点过滤模块的有效性,本文将离群点过滤模

块直接剔除,即４．３节中的式(１６)被修改为:

γi＝pi (２６)

此时,源点云P和目标点云Q中所有的关键点均参与刚

性变换预测的求解过程.从表７中的第２、４行的对比结果

可以看出,结合离群点过滤模块后,旋转矩阵和平移向量的

RMSE指标同时达到了最低水平,这表明离群点过滤模块的

设计能够增强 DeepACG 网络训练的稳定性,提高配准精

确度.

结束语　本文提出了一种基于交叉注意力和伪对应点生

成的配准方法,即 DeepACG.交叉注意力机制可以关注点云

７１２柏正尧,等:一种使用伪对应点生成的３D点云配准方法



数据的高层次语义信息,增强配准网络对点云上下文信息的

学习能力;伪对应点生成模块可以充分保留目标点云中不同

候选关键点的细节信息.在合成和真实数据集上的实验结果

表明,本文提出的 DeepACG 方法能够快速准确地将两片待

配准点云对齐,配准精度高且泛化能力强.后续研究工作将

聚焦探索新方法来拓展 DeepACG在更多实际应用场景下的

泛化能力,并进一步研究更有效的深度特征编码策略,以帮助

DeepACG提高大规模密集点云数据的配准精度.
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