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一 种基于关键点的时间序列聚类算法 
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(辽宁师范大学城市与环境学院 大连 116029) (辽宁师范大学计算机与信息技术学院 大连 116081) 

摘 要 基于关键点技术，提出了一种新的时间序列聚类方法。算法首先寻找时间序列的关键点，将关键点序列进行 

等维处理后，通过计算关键点序列的相似性构造复杂网络，最后通过复杂网络的社团划分，实现时间序列的聚类。实 

验结果表明，在时间序列聚类过程中，本方法不仅可以有效降低时间序列的维数，加快聚类的速度，而且可以得到理想 

的聚类结果 。 
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Abstract Based on key point technology，a new method for time series cluster was proposed．The key points for each 

time series were first found，and then the complex network was constructed by calculating the sim ilarity between key 

point series after they were equidimensiona1．At last，the clustering time series were implemented by partitioning the 

complex network into communities．The experimental results show that the dim ensions of time series and the consump— 

tion of computing time can be effectively reduced by the proposa1．Furthermore，the desired cluster result is obtained 

when applying this method to cluster some practica1 data 
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1 引言 

时间序列是一类重要的数据对象，在经济、气象等许多领 

域都大量存在。对这些数据进行分析 ，可以揭示事物变化和 

发展的规律，为科学决策提供依据。如何分析和处理这些海 

量的时间序列数据，并从中发现一些事先未知的、有价值的信 

息，正受到越来越多研究者的关注和重视。由于这些海量数 

据序列具有短期波动频繁、大量噪声干扰以及非稳态等特点， 

因此直接在原始时间序列上进行相似性查询_】 ]、分类和聚 

类_3]、模式挖掘L4 ]等工作，不但会造成存储和计算效率低 

下，而且会影响算法的准确性和可靠性，从而难 以获得满意的 

结果。近年来，时间序列的数据挖掘、知识发现、预测、相似性 

搜索等问题已经成为一个研究热点，主要研究工作包括降维、 

特征提取 、相似性度量、相似性搜索等。 

关键点选择算法 KPSegmentation(key points segmenta— 

tion)E ]是一种有效的时间序列降维方法。该方法将时间序 

列中重要的信息点全部提取出来 ，有效地去除了时间序列中 

的噪声与重要性小的数据点。这样不仅加快了对时间序列处 

理的速度，节省了处理时间与存储空间，而且处理问题的准确 

率还有所提高。但时间序列降维之后，也带来了另外一些问 

题，如关键点提取之后，时间序列由原来的等长序列变为了不 

等长序列，在度量时间序列相似性时则受到了约束，因为此时 

无法利用计算等长序列相似性与聚类的方法。 

本文提出了一种新的基于关键点技术的时间序列聚类方 

法，它对降维后得到的不等维关键点序列进行局部等维处理， 

能够实现非等长关键点序列的相似性度量与聚类。算法首先 

将时间序列利用关键点提取方法进行降维，利用本文方法将 

不等维的关键点序列进行局部等维，再用欧氏距离进行相似 

性度量。其次，利用所得到的相似度矩阵构造复杂网络；最后 

利用网络的划分结果，实现时间序列 的聚类。本文通过两组 

实验 ，证明此方法在序列降维、相似性度量和聚类准确性上都 

有比较好的效果。此方法的另外一个优点是：在关键点序列 

局部等维之后 ，序列的相似性度量和聚类不再受距离公式和 

聚类方法的约束 ，拓展了基于关键点技术的时间序列聚类方 

法。比较试验结果说明，本文方法在计算准确率和空间存储 

上也有较大的改善。 

2 相关知识 

2．1 关键点提取 

作为时间序列趋势变化的分界点，关键点对数据序列的 
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变化形态影响很大。人们普遍认为，找到序列的关键点的同 

时也找到了数据序列中的主要变化特征，可以用关键点的线 

性拟合表示数据序列，这样既保证了数据序列形态基本不变， 

又降低了对数据存储的要求，提高了计算效率。为了能够在 

较高压缩率的情况下更好地线性拟合数据序列，KPSegmen- 

tation~法将极值法与夹角法相结合 ，实现优势互补。关键点 

提取是一种很好的数据降维方法，在时间序列挖掘处理中发 

挥了很重要的作用。 

KPSegmentation方法_6]利用 中线距离阈值和非单调序 

列中的极值点保持时间段阈值两个约束条件，仅需一次扫描 

序列数据集，就可以保留非单调序列中重要的极值点，并根据 

单调序列中 3个连续数据点形成的三角形中线长度判断中间 

数据点是否为需要保留的关键点。此方法极大地减少了数据 

存储量，提高了计算速度。 

定理 1[6_ 在由 3个顺序数据点 XH ，37i，z 构成的最 
l t I 

小序列模式中，z 为转折点的可能性与I z 一下Xi+1~-37i--1 l相 
I l 

I j l 

关：I z 一—371+—1 T 371-1 l越小，37i为转折点的可能性越小；反之 
I 厶 l 

成立。 

2．2 相似性度量 

DTW(data time warping)方法[-。’ ]可以计算非等长时间 

序列的相似性，允许时间序列在时间轴上扭 曲，鲁棒性 比较 

好。但是 DTW算法的计算复杂度高，计算时间长。 

DTW 公式l3 如下 ： 

设时间序列 Q一{q ，qz，⋯， }，C一{c ，fz，⋯， )，其长 

度分别为 72和m。它们之间的 DTW距离定义为 

D舢((>，(>)一O； (Q，(>)一 (<)，C)一。。 

D (Q，C)一D (head(q)，head(c))+min{ (g，rest 

(c))， (rest(q)，f)， (rest(q)，rest(c))) 

其中，(>为空序列。 

欧氏距离(Euclidean distance)是计算相似性时最常用的 

一 种度量方法，具有运算速度快、复杂度低的优点。因此本文 

在实现了关键点序列等长之后，采用欧氏距离来计算关键点 

序列之间的相似性。对于n维空间的两个点，它们之间的欧 

氏距离为 

一

~／(371l--3721) +(z12--3722) +⋯+(z1 --372 ) 

3 基于关键点的时间序列聚类算法 

时间序列的高维和高噪音 的特点，为时间序列聚类带来 

了很多困难。关键点算法找到了数据序列中的主要变化特 

征，并用关键点的线性拟合表示数据序列，较好地解决了这一 

问题。 

设 X1一(( l，z1)，( 2，z2)，⋯，( ， )，⋯( ，魏)>，Xz一 

<(￡ ，z1)，( 2，z2)，⋯，( ，Xi)，⋯，( ，A))是等长的两条时 

间序列，经过关键点提取之后得到的两个关键点序列分别为 

X1 = (( 11， 1)，( ， )，⋯ ，( ， )> 

X2 一(( l，Xn1)，( 2，z )，⋯ ，( ，Xnp)> 

其中， 一￡ 一 ， 一 一 tk。一般来说 ，它们是非等长的 

序列。显然，可以用 DTW算法计算它们之间的相似度，但计 

算复杂度较高。 
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为了提高计算速度，将x ， 变为等长序。将x ，x 

的时间点集合{ )和{ }合并为一个有序的集合 T，即取两 

条时间序列的时间点的并集，将关键点序列重新对照原时间 

序列取点，这样就可以得到两个新的等长的关键点序列为 

X1 一((thl，37h1)，(th2，37h2)，⋯，(ths，37hs)) 

X2 一((th1，37h1)，(th2，37h2)，⋯，( ，37hs)) 

一 般地，新序列的维数远远小于原始时间数据序列维数， 

这同样达到了降维的目的。对于所得到的等长序列，这里采 

用欧式距离来计算它们之间的相似度。基于相似度的结果 ， 

给定合适阈值，构建 Laplace矩阵，利用复杂网络的谱平分方 

法_1 】进行社团划分聚类，也可以直接在相似度结果的基础上 

采用 FCM 聚类方法对序列进行聚类。在本文 的实验中，两 

种聚类结果一致，因此构建复杂网络的方法不再详述，下面的 

算法描述采用简单的 FCM 聚类 。 

算法描述如下 ： 

输入：时间序列数据集 TS=(X1，X2，⋯，X )； 

输出：聚类结果； 

Stepl 对 TS中的每个Xf进行关键点提取，得到关键点序列 X ； 

Step2 对每一对关键点序列墨 和x／，取两条序列时间点的并集进 

行等长处理，得到等长序列 和 x， ； 

Step3 采用欧式距离计算 和 相似度So； 

Step4 调用 FCM算法进行聚类，并输出结果。 

该算法的优点在于，在这里进行的是局部等维 ，即在两个 

关键点序列之间进行等维计算 ，不足全部的关键点序列进行 

等维。这不但达到了降维的目的，而且在序列等长之后 ，可以 

选择熟悉的相似度计算公式，进行序列间相似度的计算，从而 

拓广了降维后计算不等长序列相似度的空间，也为时间序列 

预处理提出了新的解决方法 ，为相似性度量与聚类提供了新 

的扩展与延伸。实验结果证明了本文的方法在基于关键点序 

列的聚类方法上是可行的，在相似性度量准确性与聚类准确 

性上也有较好的提高。 

4 方法的应用 

本文采用 Isolet5数据库和Synthetic Control数据集两组 

数据进行了实验。实验环境为 2．66GHz CPU Pentiurn⑧ 4 

PC机，1G内存．操作系统为Windows XP Professional。算法 

实现软环境为 matlab 7．0和 VC++6．0。 

4．1 实验 1 

数据来 自 Isolet5数据库 (http：／／Ⅵ ．ics．uci．edu／ 

mlearn／MLRepository．htm1)，该数据库具有维数较高 的特 

点。Isolet5数据库包含了 1559个序列 ，每个序列有 617个属 

性 ，所有的序列被分成 26类。 

我们利用本文方法对 Isolet5数据库中的 1559条序列进 

行聚类 ，结果如表 1所列。结果表明，通过适 当的参数选取， 

聚类精度可以达到 82．94 ，关键点序列最长为 77维，等长 

后的关键点序列长度最多为 138维 ，压缩率为 87．52 。从 

表 1可以看出，在压缩率为 90．28 时，准确率为 82．55 ，可 

以得到比较满意的结果。在压缩率很高的情况下(92．71 )， 

聚类精度有所下降(75．18 )，即压缩后所得到的关键点序列 

失去了较多的原始序列的信息。实验说明，我们不但可以进 

行降维处理，且可以得到理想的聚类结果(表 1中 c和 ￡为关 

键点提取算法中的 2个参数)。 



表 1 Isolet5中序列的聚类结果 

为了说明本文方法的有效性并和其它方法得到的结果相 

比较，我们又选择了Isolet5数据库中的第 13类和第 14类的 

数据进行聚类。其中第 13类包含 59个序列，第 14类包含 60 

个序列，结果如表 2所列。其 中，方法 1是对数据直接进行 

K-meansl1 聚类；方法 2是对数据序列利用 自底 向上分段算 

法_1 进行分段 ，转换成{一1，0，1}构成的齐序列后 ，进行 K_ 

means聚类；方法 3利用 EMD方法提取数据序列 的趋势，利 

用 自底向上分段算法对趋势序列进行分段，转换成由{一1，0， 

1}构成的齐序列后，进行 K-means聚类[8 ；方法 4为本文方 

法。表 2说明，利用本文方法降维效果更加明显 ，且误分的序 

列个数较少，即聚类效果较好。 

表 2 4种不同方法的结果比较 

由表2中的结果，我们计算了4种不同方法的平均查准 

率和查全率，结果如表 3所列。 

表 3 4种方法的平均查准率和查全率 

实验 1的结果表明，本文提出的基于关键点技术的时间 

序列挖掘方法，不但能够实现维度的约减，而且聚类精度也有 

所提高。 

4．2 实验 2 

实验数据来 自Keogh博士的 Synthetic Control数据集 

(http：f f ．CS．ucr．edu／ eamonn／time
—

series
—
data／) 

Synthetic Control实验数据集包含 300条时间序列，每个时间 

序列包含 6O个属性，所有的数据被分成 6类，每类包含 5O 

条。为了便于比较 ，仅仅抽取了前两类中的 6条数据，每类各 

3条(1～3为一类，4～6为一类)。 

在得到关键点序列之后，为了计算序列间的相似度，对其 

采用等维处理方法，而 DTW算法的优势在于计算不等长序 

列的相似度。分别用DTW算法和本文所提出的方法对这6 

条序列进行了相似度的计算，结果如表4和表5所列。因为 

做了降维处理，所以对其可以进行等维计算。对一般的不等 

长序列，本文方法就不能处理。 

表 4 DTW得到的 6条时间序列间距离 

o 9．8596 10．2475 11．2017 10．9469 10．9953 

9．8596 0 10．9307 11．0668 11．2174 10．5754 

10．2475 10．9307 0 11．248 10．8093 10．4868 

11．2017 11．0668 11．248 0 5．3377 10．9338 

10．9469 11．2174 10．8093 5．3377 0 9．0925 

10．9953 10．5754 10．4868 10．9338 9．0925 0 

从表 4和表 5结果可以看出，利用本文的算法计算它们 

之间的相似度，同一类的序列之间的距离小于不同类序列之 

间的距离。而采用 DTW算法，不同类序列之间的距离有的 

小于同一类序列间的距离，这显然对聚类结果是不利的。 

以上实验结果表明，本文提出的基于关键点技术的时间 

序列聚类方法，不仅对高维度的时间序列有很好的降维效果， 

节省了存储空间，在聚类准确性上也有较大的提高，且对低维 

序列也能计算出序列间比较理想的相似度。 

结束语 本文提出了一种基于关键点技术的时间序列挖 

掘方法。首先利用关键点技术将时间序列降维，然后将它们 

进行等维处理后，计算其相似度 ，得到相似度矩阵后构造复杂 

网络，并用谱方法和 FCM方法进行聚类。实验结果表明本 

方法是可行的，且得到了较好的聚类结果。算法解决了时间 

序列聚类过程中对噪声点和孤立点敏感的问题 ，但不能处理 

原时间序列是不等长的问题。本文在时间序列降维后，针对 

如何保持原序列的主要性质及计算其相似性方面进行了有益 

的尝试 ，实验证明了所提方法的合理性。 
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Growth过程 中与 Zookeeper的交互 。因为 在 ParallelFP— 

Growth过程中也需要用到F-list的信息，所以也要考虑后续 

的过程中与 Zookeeper的交互。 

4 实验结果 

本文设计的优化算法与 Mahout中的PFP-Growth算法 

保持了相同的时间复杂度 ，主要设计实验对 比了算法优化前 

后的空间开销。实验平台为一个 16个节点的机群 ，每个节点 

有一颗 Intel 2．5GHz的双核处理器，内存为 2G，使用思科路 

由连接在同一网段。实验机群 16个节点中 1个节点为 mas— 

ter，11个节点为 slave，3个节点为Zookeeper。所有节点上使 

用的都是Ubuntu 10．04 Server操作系统和opeNdk6，实验使 

用的 Hadoop版本是 0．20．203．0，Mahout的版本是 0．4，Zoo— 

keeper的版本是 3．3．3。在分布为较小规模和较大规模的数 

据集上测试了本文优化策略的性能，所采用的测试数据集分 

别是 T40110D100K 和 Webdocs，大 小分 别 是 14．8Mb和 

1．38G。其中 T40110D100K是 IBM 数据生成器产生的模拟 

数据，共有 100000条记录，而 Webdocs是一个真实的数据 

集，共有 1692082条记录。实验 中最小 support值都 设为 

1 。 

实验结果如表 1和表 2所列。 

表 1 优化前后的空间开销对比(在数据集 T40110D100K上) 

表 2 优化前后的空间开销对比(在数据集 Webdocs上) 

从表 1和表 2中可以看到，采用优化策略后的并行算法 

极大地减少了 HDFS的空间开销以及 Reduce中Shuffle的空 

间开销。这是因为通常在机群环境下，数据会被复制产生冗 

余，则实际带来的空间开销和网络资源开销会更大，同时该设 

计也减少了计算节点的内存开销，即计算节点不用下载整个 

F-list和 G-list，为计算节点提高了性能。 

结束语 综上所述 ，本文分析了并行频繁模式增长算法 ， 

总结了之前相关算法在设计上的优缺点，详细分析 了Mahout 

项 目的并行频繁模式增长实现上的不足之处。并在此基础上 

提出了一种新的利用分布式协调系统的优化设计。本文的设 

计针对计数和排序部分进行改进，使得计数和排序部分可以 

同时进行，排序任务能够提前开始，并减少了网络开销。本文 

的方法使得并行频繁模式的性能得到了提升，但是这样的设 

计本身也增加了一定的复杂度与实现难度，这对实现本文的 

设计提出了挑战。后续我们将继续本文工作，降低优化算法 

实现的时空复杂度，并在海量数据集上进一步验证优化后的 

算法性能。 
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