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逻辑马尔可夫决策编程和关系马尔可夫 

决策编程若干最新进展 ) 

王蓁蓁 邢汉承 张志政 倪庆剑 

(东南大学计算机科学与工程学院 南京 210096) 

摘 要 逻辑马尔可夫决策过程和关系马尔可夫决策过程的引入，使得人们可能简洁地、陈述地表达复杂的马尔可夫决 

策过程。本文首先介绍有关逻辑马尔可夫决策过程和关系马尔可夫决策过程的概念，然后重点介绍它们与普通的马尔 

可夫决策过程根本不同的一些算法：①依赖于基本状态空间RL的转换法；②把 Bellman方程推广到抽象状态空间的方 

法；③jf 用策略偏置空间寻求近似最优策略方法。最后对它们的研究现状进行总结及其对它们发展的一些展望。 
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Abstract Using logical Markov decision processes(LOMDPs)and relational Markov decision processes(RMDPs)one 

can compactly and declaratively represent complex Markov decision processes．This paper firstly introduces central con— 

cepts of LOMDPs and RMDPs．Then several algorithms that are different from regular Markov decision processes are 

reviewed：1．The transition method relying on ground state space．2．A relational upgrade of the Bellman update oper— 

ation．3．Approximate policy iteration using policy bias space．Finally，the paper gives conclusions of recent work and 

suggests future work．In this way，people are able tO get an intensive，comprehensive and in-depth understanding of 

LO～I【]lPS and RⅣ口[)PS． 
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1 逻辑马尔可夫决策过程和关系马尔可夫决策过 

程基本概念 

2003年，Kristian Kersting和 Luc De Raedt首先提出逻 

辑马尔可夫决策过程，简写成 LOMDPs，它把马尔可夫决策 

过程(MDPs)与逻辑编程结合起来。2004年，Martijn Van 

Otterlo提出关系因子化马尔可夫决策过程，简写为RMDPs， 

在抽象状态一行动空间上建立抽象关系模式 cARcASs，它作 

为一个表达工具，构成了RMDPs的骨架。 

在精神实质上，L()MDPs和 RMDPs中的 CARCASS是 

相同的，下面我们介绍的概念均取自文[1～3]。 

1．1 逻辑马尔可夫决策过程 LOMDPs 
一 个逻辑马尔可夫决策过程(LOMDP)是一个元组M 一 

(∑，A，TX)，其中∑是一个逻辑字母表，A是一个抽象行动 

集合，T是一个有限的基于A中行动上的抽象转移的集合，以 

及 O≤ <1是一个折扣因子，并且下面等式成立： 

VB EB，Vn∈A (强) ∑ P(丁) 1．0 (1) 
bM  y
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)
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下面给出上述定义中出现的有关术语的详细说明。∑是 
一 个一阶字母表，是由变量 、若干关系符号 r(具有目 ≥O)和 

若干函数符号，(具有目”≥o)组成的集合。当n=O时，函数 

符号厂被称为常数。如果 m一0，则关系符号 r被称为命题 。 

形式 r(t ，t2，⋯，t )称之为原子，其中r为关系符号t ，i一1， 

2，⋯，m为项。所谓项，它或者是一个变量，或者形如 _厂(t。， 

t2，⋯，t )，其中 厂是函数符号，诸t ， 一1，2，⋯， 是项。原子 

的集合称之为合取，合取被假定是存在量化的。一个置换 0 
= {Xl／￡ 一，X ／ }是一个指派，即把项 t 指派给变量 X ，i 

=1，2，⋯， 。两个合取A，B之间，如果存在一个置换 ，使得 

BOCA成立 ，则称 A是关于0被包含于 B，记之为 A≤ B。一 

个项 、一个原子或一个语句 E称之为基本的，如果它不包含 

变量。我们用符号 mgu(a，6)表示两原子 a，b之间最一般的 

合一，用符号 hbz(或写为hb )表示由∑的 Herbrand基，它 

是由∑中的谓词和函数符号构造的所有基本原子的集合。 
一 个抽象状态是合取Z，它由若干逻辑原子所组成。实 

质上，抽象状态的语义是它为基本状态的一个集合。我们用 

积木世界作例，一个抽象状态Z，比如 OF／(X，y)，bl(y)， 

(X)，cl(X)，它表达所有如此状态 (在给定的字母表∑上)的 

集合，该状态有两个积木块，一块在另一块之上。例如，基本 

状态 Z，on(a，6)，on(b，f1)，bl(a)，bl(6)，cl(n)，它表明积木 a 

在积木 b之上，b在地板 (fl指称地板)上 ，a上没有别的积木 

块(cl表明a上没有其它东西)，等等，该基本状态z就包含在 

抽象状态z所代表的基本状态集合中。更精确地说，一个抽 

象状态z表达所有状态z，对于z，存在一个置换0，使得 

Z成立，在上面例子中，所需的置换 一{X／a，Y／b}。今后我 

们用 S(Z)表明抽象状态所表达的基本状态所组成的集合。 
^ ： r ： 

一 个抽象转移 丁是一个形如下式的表达式：1Hf — 
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B，其中P(丁)：一P∈[0，13表示转移概率，R(丁)：一rE 

表达该转移所获得的 回报，a是一个抽象行动。并且定义 

body(丁)：一B和 head(丁)：一艟 ，它们分别称为转移的体 

和头，均为抽象状态。此外，还假定 vars(H)Cvars(E)，7x2rs 

(口) (B)，其中例如 vars(B)表示B中所有变量的集合。 

现在我们说明上面抽象转移的语义：如果 agent处于状态 Z， 

使得劢GZ，当 agent执行行动 时，则 agent将以概率 P走 

到状态Z ：一[zxB UM ，并且获得数量为r的回报。仍以 

积木世界为例，考虑下面抽象转移 丁： 

oft(X，f1)，cl(X)，el(Y) 

cl(X) 

o．9：一 1：move(X， ) 
On(X 。y)。 

把它应用到状态 Z：on(a，6)，p ( )，OK( )，bl(a)， 

bl(c)，cl(口)，cl(c)，该抽象转移告诉我们，当我们执行行动 

move(a，f1)后 (意指把 a移到地板上)，则后继状态变为：OK 

(口，f1)，on(b，f1)，on(c，厂f)，el(a)，cl(6)，cl(f)，bl(口)，bl(6)， 

bl(c)，该具体转移的概率为0．9，所收到的回报为～1。 

T为所有上述形式的抽象转移的集合。令B为所有抽象 

转移的体所组成的集合，令A为所有抽象行动的集合 ，对任意 

的VB∈B，令A(B)表示所有如此抽象行动 a的集合，该行 
^ ．r ． 

动n使得某个转移埔 二 B存在。很自然地，在 LOMDP 

中，我们要求定义中的等式(1)成立。 

最后，为了解决抽象转移的矛盾冲突，文[1]采用类似 

Prolog简单易行方法，首先在T中按行动钵 组，对所有转移 

建立一个全序关系<，并按前向搜索在行动一体组中找到第一 

个匹配的体。 

1．2 关系因子化马尔可夫决策过程 RMDPs 
一 个关 系因子化马尔可夫决策过程 (Relationally fae— 

tored MDP，RMDP)M 是一个元组(P，A，D，T，R)，其中 D是 
一 个(有限)对象领域，P是一个(有限)谓词模板的集合，A是 
一 个(有限)行动模板的集合。状态空间 s—s(M)，是所有在 

P和 D上的一阶解释组成的集合的一个单一(unique)子集。 

行动集合A 一 Au 。给定 s和A ，转移函数 丁和回报函 

数R按通常马尔可夫决策过程 MDPs定义，即(S，A ，T，R) 

构成一个基本 MDP。 

在 LOMDPs中，限制函数符号的目n=0，则 L(】MDPs的 

定义和RMDPS的定义在实质上是一致的。直观上，一个解 

释由若干个基本关系(即 6̂ u 的元素)所组成，于是所有解 

释组成的集合即为 6̂ UD 上的幂集，而 S—S(M)是该幂集 

的子集。因此，一阶解释就是相应于 MDPs中的状态 ，而下 

面将要提到的抽象状态(即合取)它是 s—s(M)中若干状态 

(gP解释)的集合，这与 LOMDPs中的抽象状态的定义完全一 

致。 

值得注意的是，一个RMDP的状态空间s的尺寸可能非 

常大，仅仅对于并不太多的关系谓词。以积木世界为例，如果 

有 10个积木块，则 S中的状态数 目便达到可观的量级 ，约为 

5900万。反过来看 ，这就是引入 RMDP的真正动机：由简洁 

的RMDP的抽象类型来聚类物理状态和物理行动，即把抽象 

类型看作“类似性”分类工具。上述论断对于LOMDP也是成 

立的。 

与 LOMDP不同，VanOtterlo还引入背景知识 BK概念 ， 

它为若干 Hom子句 H—B的集合，其中B是一个合取或者 

是 ，H是原子，它称之为头(Head)，并要求 vars(H)C_vars 

(B)。于是抽象状态S的定义是，它为P，D和BK中的head 
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上的合取，而抽象行动a是A和D上的原子。并用符号s(；) 

表示由抽象状态S形成的所有基本状态的一个集合(聚类)， 

即：s(s)一{sI sEs(M)，S t-0s}，其中 h表示蕴含，例如两个 

合取A，B，A hB表示合取A蕴含B，如果存在一个置换 0， 

并且运用BK作为公理从A能够证明(即推出)B成立的话。 

h相当于 LOMDPs中的≤口。 

如果抽象状态集合{s ，S：，⋯，S }完全包含了状态空间 S 

(M)，文1-33也采取在诸S 中排序的方法(不妨设就是上面的 

序)，引入 S(M)上的一个分割。即定义 ； 一S(；)，对于 = 
，一 1 

2，⋯，rl，定义 一S(Si)＼(U D)。 

接着，抽象行动规则 定义为形如；一 (或者写成 (；，a一)) 

的规则，其中 ；是抽象状态， 是抽象行动，并且 vars(a) 

锄 (s)。规则 t的语义是，如果 agent处于某个状态 sE Es l3， 

则由所选择的抽象行动 ，它将非确定性选择某个行动a— 

n ，其中s ，为了简单起见，该文假定选择某个a的概率为 
1 

÷， 指不同置换 (满足s hs关系)的数目。于是由某个抽 
，f 

象行动规则(rE称为抽象转移规则)可聚集一些基本状态一行 

动对以组成集合：Ⅱ；， 一 {(s，n)l sEⅡ； A S Aa~---aO>。 

由此，V sE gsf3， ；， Ⅲ 一<nf(s，n)∈匝；， 日}便表示相对于某 

个抽象转移规则在某个基本状态S上可以运用的所有基本行 

动的集合，这些行动相对于抽象层次上的应用而言，都是 类 

似”的，我们在抽象意义上不能区分它们。从而，由所有行动 

规则组成的集合称之为一个策略 ，自然在规则之间如同在 

上述抽象状态之间一样 ，规定一个全序。 

最后，设 M一(P，A，D，T，R)是一个 RMDP，用记号 C 

( 表示关于 M 的一个 CARCASS(Compact Abstraction u- 

sing Relational Conjunctions for Aggregation of State-action 

Spaces)，它定义为如此一个结构(sa，≤，BK)，其中5口是一个 

集合{(；， )>，该集合每一个元素(；， )是由一个抽象状态； 

连同所有在S可应用的抽象行动组成的集合A构成的序对， 

≤是一个在抽象状态上的全序，BK是 Hom子句组成的集 

合。并且对所有(；， )∈～sa~l：l ∈ ，var(a)__Cvar(s)。今后 

用记号 §( )表示 (M)中的抽象状态，V sE；(e)，它为 P和 

BK中的heads上的一个合取。显然，CARCASs C(M)是 

RMDP M 的骨架 ，它分割状态空间 S(M)，并形成状态一行动 

空间上不同的聚类，从而把“相似”的状态以及“相似”的行动 

分别聚集在一起，以简约的方式思考问题 ，特别是背景知识 

BK的应用 ，更能提高抽象状态的表现能力。 

通过上面的叙述，不难看出 LOMDPs和 RMDPs在本质 

上是一样的，尽管它们的出发点有所不同。 

2 最优抽象策略的求法——转换法 

2．1 LOMDPs中最优抽象策略的求法 

文[1]中规定在∑上的一个抽象策略 为一些形如a—L 

决策规则的集合 ，其 中 a是一个抽象行动，L是一个抽象状 

态。 

抽象决策规则 a—L的语义是：如果 agent处于状态Z， 

使得 Z，则agent将要执行行动 ，它用7c(Z)表示。 

如果抽象策略 由多个决策规则组成，则在规则之间建 

立一个全序<。令L一{L “，L }是按<序排列的策略，c 

的体所组成的集合，称它为策略 的抽象层次。如果它能覆 

盖LOMDP所有可能实际状态，则L能形成状态空间的一个 
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分割。并用[ ]，⋯，[L ]表示相应的等价类集合，即[jL 1] 
。 i-- 】 

一 s(乙 )，对于 2，⋯，m，有 ]一s(|L )＼U[ ]。 

文[1]证明了一系列定理和命题。 

定理 1 每一个 LOMDP 一(∑，A，T， )确定一个实 

际的 MDP M(M )一(S，A，T， )。 

以定理 1为基础，可得到如下论断：任意抽象策略 确定 
一 个在基本状态空 间上的非确 定策 略 。因此，当M 是 

LOMDP，而 M( )是 由它产生 的 MDP。我们就可以定 义 

VL EL的期望回报为所有在[L]中状态的期望回报，即 

(E )一E ][E (∑ r }Z—Z)] (2) 

其中 表示在M(M )中，遵循基本层次策略 (它由 产生) 

在时间 i所获得的回报，中括号里的期望 E 是基本空间上系 

统从时间 t处于状态 Z∈s(记之为 Z 一Z)开始的长期累积折 

扣期望 ，中括号外的期望 EF]是关于所有[L]中的元素而求 

的。 

定理 2 设 一(∑，A，T， )是一个 LOMDP，7c是一个 

抽象策略，其抽象层次L一{L 一，L }，则存在一个有限的 

MDP L一({f】，⋯，z }，A ，．r『_， )和一个关于 L的策略 7c，使 

得 (L )一 (z )， —l，2，⋯， 。 

在定理 2的证明过程中，说明了马尔可夫决策过程 L的 

具体构造。于是在原则上，对于在 LOMDP中抽象策略 的 

评估可以转化到在 MDP中 L的策略 的评估，也就是说我 

们得到了抽象值函数 的计算方法，从而在 L中最优策略 

的计算便可以运用到在 LOMDP中关于抽象层次L，上最优策 

略的计算。因为它把抽象层次的最优策略问题归约到实际状 

态的最优策略问题，所以我们称这种方法为“转换法”。 

然而在实际马尔可夫决策过程 L中，其转移概率 的 

计算要牵涉到M(M)中的状态空间的分割和概率分布问题， 

即使计算是可能的，也是很复杂的。因此文[1]给出一个随机 

迭代动态编程，并结合了传统的 Q学习，引入一个 (模型 自由 

的)逻辑 Q学习，简称 LQ学习，此方法解决上述寻求抽象最 

优策略的问题(见文I-liP．5)。 

2．2 RMDP中抽象Q函数的求法 

作为抽象状态一行动对的抽象西函数，主要是应用 CAR— 

CASS工具来学习的。其基本精神也是在抽象状态和实际状 

态之间通过 CARCASS进行转换，并运用实际状态上 Q学习 

方法来学习Q函数(见文[-3]Algorithm 1)。 

此算法及上面的 I Q学习都是模型自由方法，文[3]还给 

出了以模型为基础的增强学习技术，该技术主要包括两个方 

面，首先利用 C(M)分割 RMDP M 的实际状态空间，即它本 

质上定义了一个新的状态空间，即{ ，⋯，Ⅱ； }空间。利用 

该空间，算法设置了计算器，它们在每次行动后都相应加以更 

新： 是从状态；执行行动占后转移到状态 的次数； 是 

agent在状态 s处执行行动＆的次数；R三是 agent在状态 ；处 

执行行动a后转移到状态 t所收到的回报总和。于是算法学 

习的转移和回报模型如下 ： 
厂Ⅶ p “ 

(五)一等， ；( )一等 (3) L 
； L／； 

其中 ( )是近似转移概率，而 (占)是近似(抽象)回 

报函数。其次，在学到的现时模型基础上，运用 PS(Priori— 

tized Sweeping)优先扫描技术，使得传统的Q学习(它只仅仅 

更新沿着实验路径的Q值)方法得到改进，即PS更新更多的 

在状态一行动序对空间中的 Q值。算法设置优先队列 PQ，它 

是以状态的 值函数的改变量 (·)的大小来动态排序的， 

它决定该状态是否要更新，并且更新也由该次序来进行。每 

当一状态比如 ；从 PQ的顶部移出，令 ( )一0，然后对 S的所 

有先辈(即该状态执行某行动后能导致到 s)，及其它们与所 

有可执行的行动队的Q值进行更新，相应地修改它们的 

值，并计算它们 值改变的累积量 (·)，如果(比如) ( )>e 

(预先设定的正数)，则根据 } ( )}的大小排列到 PQ队列中 

去(参考文[-3]Algorithm 2)。值得注意的是，文[3]还用实例 

指出在抽象层次上，决策问题可能不再具有马尔可夫性。为 

此 ，作者还给出聚类 RMDP C(M)仍然保留马尔可夫性的先 

决条件。 

3 最优抽象策略的求法——推广 Bellman方程到关 

系领域 

上一节描述的有关最优策略的求法问题，实质上仍然以 

实际MDP中传统算法为基础，并不是“纯粹”地在抽象状态 

空间上寻找(抽象)值函数和(抽象)行动值函数，即 值和 Q 

值函数。有趣的是 ，文[1]、[3]的作者共同在文[4]里开发了 
一 个算法 ，即关系 Bellman改 良操作 (relational Bellman up— 

date operator)REBEL，它运用约束的逻辑编程语言简洁地表 

达了关系领域上的马尔可夫决策过程，并在抽象层次上直接 

进行值迭代，根本不涉及到基础状态空间，换言之，把 Bellman 

方程推广到关系领域，作为逻辑编程的一部分，这个框架为关 

系增强学习领域带来了一个新的方向。众所周知，基于 Bell— 

man最优方程引入的传统的值迭代 VI(value iteration)技术 

要求所有状态及其值都必须清晰地表达在一个表中，但这在 

关系领域，由于状态数 目可能非常大，甚至无限，这种技术是 

无法实现的。因此，推广 Bellman方程到逻辑编程抽象层次 

上，由此得到的(抽象)值迭代 VI技术，就更具有重大实践意 

义 。 

3．1 马尔可夫决策编程(Markov Decision Programs) 

这里所说的马尔可夫决策编程，大部分和前面介绍的逻 

辑(或关系)马尔可夫决策编程一致，只有部分作了改动。我 

们重点介绍改动的地方，相 同之处只简略地说一下，甚至不 

提。注意这里考虑的实例，也是积木世界，并且用小写字母表 

示具体的积木或实际状态，大写字母表示抽象对象或变量。 

(1)一个合取A被称为 一包含于合取B，记为A≤ B，是 

指存在一个置换 ，使得劭 A成立。两个合取项A，B的最 

大下界(greatest lower bound)glb是一个被 A、B所包含的最 
一 般的合取项。即如果c≤ ，c≤ B，并且对于任意一个满 

足下式的D而言：D≤ A，D≤ B，皆存在一个置换 使得： 
一  

，且 D：≤ C，则称 C为A、B的最大下界 glb，写之为 glb 

(A，B)一C。注意包含概念和 glb概念也可以在子句上定义。 

(2)一个抽象行动是一个由有限个行动规则组成的集合： 
Pi：A 

H 一B，其中A是一个原子，它既是行动的名字，也是该行动 

的一个组成部分。B是一个抽象状态 ，它指示执行 A的先决 

条件。Hf是A 的第 i个可能结果，其概率为 P ，并要求∑ P 

一1。抽象行动相当于 LOMDPs中抽象行动和转移规则的合 

并概念，相当于 RMDPs中的抽象行动规则。 

(3)抽象回报模型 R指定 agent进入抽象状态时所获得 

的回报。在文[4]里，作者们把它作 为初始抽象状态值函数 

、，0。 

(4)而一个抽象状态值 函数 是有限个形如c—B值规 
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则的列表 ，其中B是抽象状态 ，而 cE 为实数。 

对于任意抽象状态Z，值函数V(Z)定义为所有匹配 Z的 

值规则c—B中最大的值 C，而值规则匹配的意思是指 Z≤。B 

成立。考虑 V0(一统)，例如它为 

1O．O+一0，2(口。6)，0．O+一￡r 

注意这里是把 on(a，6)作为 目标状态 ，并在最后值规则 

中运用 true，它保证了所有状态都能指定值。 

(5)一个抽象状态一行动值函数Q是有限个形如c：A— 

B所谓 Q规则的集合，其中 B是一个抽象状态，A是一个抽 

象行动，而 cE统。 

对于任意的抽象状态一行动“队”B和A，Q指定包含A— 

B的所有抽象状态行动规则的最大值C为其值。 

在 RL，阶段(episodic)任务将要用一个特殊的吸收状态 

编码。文 [4]用一个人为确定 的行动，例如 On(a，6) 

1：0：absorbing 

on(a，6)来做到这一点，它表明所有状态如果 

它被on(a，6)所包含，则它仅仅转移到自身，并收取零回报。 

(6)一个完全约束(integrity constraints)及其解决方法。 
一 个完全约束是由领域知识所强加的。我们用集合 c表示 

完全约束的集合，而每一个完全约束是一个 Horn子句。例 

如在积木世界里，下面两个 Horn子句 z5P一0，2(X，y)，cl 

(y)以及 x≠y．一o，2(x，y)分别表明两个完全约束，即如果一 

个积木的顶部有另一个积木 ，则它就不是“清空的”和一个积 

木不可能在 自己的上面。 

于是一个抽象状态 Z的完备(completion)描述是指关于 

CU{Z)的最小不动点(1east fix-point)，即由从CU{Z)推断出 

的所有事实。例如on(a，6)并没有指出a不同于b，运用上述 

规则，这个状态可以完备为On(n，6)，n≠b。特别地，如果“完 

备”中包含 zse，它表明状态不满足约束，因此它是一个不合 

法的状态。为了处理完全约束问题，我们还必须修改有关行 

动定义和一般化的概念。例如行动定义现在应该约束，使得 

它们不能导致不合法状态。文[43把完全约束作为背景理论， 

并且同样可以证明，这里介绍的马尔可夫决策编程可以产生 
一 个(可能无限)MDP。 

3．2 关系值迭代：REBEL 

对于任意一个马尔可夫决策编程，给定一个抽象回报模 

型R，则把它作为初始抽象状态值函数 ，然后相继计算下 

一 个抽象状态值函数 ，￡：1，2，⋯。 

其中主要思想是把传统的Bellman方程回溯运算提升到 

抽象层次，即引入关系Bellman回溯运算 REBEL。每次迭代 

包括以下3个步骤： 

1。 从 回归所有“前象”(UP前提)状态。 

2。 在回归的状态上计算Q+ 值。 

3。 用最大化方法计算 + 。 

下面依次讨论每一步。 

(1)回归算法 

首先给出一个重要定义：如果 S是一个抽象状态 ，当遵 
^ ．A 

循某个行动规则 H 二．B后能导致到抽象状态s ，则称它 

为S 关于行动A的第i个结果的一个最弱前置条件状态，用 

记号 wp (A，S )表示所有s 关于A的第 i个结果的最弱前 

置条件状态集合。文[4]给出wEAKE rPRE程序，它返回 
． A 

关于行动规则 H B和抽象状态S (给定了一个完全约 

束集合C)的最弱前置条件状态集合wp 。下面我们举例说 

·4 · 

明该算法。 

例如，考虑行动 舢 ： 

on(X，y)，cl(X)，cl(z)，
一

0．9：move(X，Y， cl( ， (y)，on(X，z)， 

X≠Y’Y≠z，x≠z X≠Y’Y≠z。X≠z 

on(X，z)，cl(X)，cl(Y)，
一

0．1：move(X，Y， cl(X)，cl(Y)，on(X，z)， 

x≠y，y≠Z，x≠Z x≠y，y≠Z，x≠Z 

它有两个结果：第一个结果是该行动转移 x到 Y上，其 

概率为o．9，而行动失效为第二个结果概率为o．1，即它并没 

有改变状态的概率为 o．1。令 S三(cl(口)，cl(6)，On(口，c)，0，2 

(6， ))(不等式关系约束省略了)，S ；0，2(n，6)。显然 s∈ 

Wpl(move(X，Y，Z)，S )，但是 Sgwpz(move(X，Y，Z)，S )。 

为了计算(例~l1)wp (mo ve(X，Y，Z)，S )，我们能够假定 

从 s可以移到s 。因此，1。．行动规则的条件必须在s状态 

下能够满足；2。．s 是部分由该行动的第一个结果导致的。第 

1。点是明显的，为了阐明第 2。点，现在考虑 S ~-on(a，6)，可 

以有两种情况：其一，移动导致 on(a，6)。例如当我们处于状 

态 Sl三三三(cZ(口)，cl(b)，on(a，Z)，a≠b，a≠Z，6≠Z)时，move X 

—n到 y=b上。其二，移动并未导致o，2(n，6)，我们移动 x 

到 y上但不是 a到b上。例如当我们处于状态 丁三(cz(X)， 

cl(Y)。on(X，Z)，on(a，6)，X≠Y，X≠Z，Y≠Z)，它满足我们 

并未移动 n到b上的条件，换言之，我们行动并未涉及 on(a， 

6)，即on(X，y)≠on(a，6)以及 On(X，Z)≠on(a，6)。只是因 

为J『中原来就包含On(n，6)，而约束条件又保证了当我们在 

J『中应用move(X，Y，z)时又保留了on(a，6)。于是在这种情 

况下，前置条件状态的定义可以简化为：Sz；(T^X≠n)，53 

三三三(T^X≠口̂ Z≠6)，S 三三三(T^y≠ b̂ X≠口)以及 S5三(T 

ŷ≠6̂ Z≠6)，而所有 S ( 一2，3，4，5)都可以完备成相同 

的状态，即 S6ifz(A)，cl(B)，on(a，6)，on(A，C)，其中所有变 

量和常量都不相同。从而抽象状态 5 ，5s在一起逻辑地定义 

了 wp1(mo ve(X，Y，Z)，S )=(S1 VS6)。 

直到现在，我们考虑的只是仅有一个“效果”即 S 一(on 

(n，6))的情况，对于一般情况，可能多种组合“效果”，也可以 

类似处理。 

有了最弱前置条件的概念，我们可以大体描述关系 Bell— 

man后向传播运算，假设 是目前得到的抽象状态值函数， 

比如说 ，并且考虑抽象行动TnOve。那么作为一次 Bellman 

反向传播，所有抽象状态 S当执行行动#'tlove，它能导致 的 
一 个条件，都应该被计算。但在计算 +-之前，我们要计算 

Q十 ，即进入第二个步骤。 

(2)计算抽象状态行动值函数 

给定上述回归的抽象状态和目前抽象状态值函数 ，文 

fi43给出程序 2 QRULES，它是一个计算抽象状态一行动值函 

数 Q+ 的算法。 

当给定了回报模型R，目前值函数 和折扣因子y，该算 

法返回一个行动 A 的Q规则。为了计算一个行动的 Q规 

则，必须：1。．把一个行动A的每一个结果都看成是单一行 

动，并计算相应的抽象状态一行动值函数。2。．对于行动A，我 

们结合所有结果的值为一个抽象状态一行动值函数。下面举 

例说明这两步，在说明时，直到下一段之前，我们都省略掉约 

束条件的陈述。 

关于第 1。步，考虑前面关于move第一个结果的例子，这 

时wp1(move(X，Y，z)，S )is1 V 56。回忆回报函数模型 

(即V0)，Ss是吸收的，所 以执行行动 move，我们指定该抽象 

状态一行动值为 1O，即10：move(X，Y，z)一s6。至于sl，有关 
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计算必须依赖于 (S )，即我们例子中的 (S )。现假设折 

扣因子是 0．9，这导致 R(S)+P1·0．9·V0(S )一O+0．9× 

0．9×10=8．1，即 8．1：move(a，b，Z)一S1。对于 中所有其 

他规则都做了相同事情以后，我们得到 ： 

(a)10：move(X，Y，Z)— Z(X)，cl(y)，on(n，6)，on(X，Z) 

(b)8．1：move(a，6，Z)一 cZ(n)，cl(b)，on(a，Z) 

(c)0．0： ow (X，Y，Z)— Z(X)，cl(y)，on(X，Z) 

因为首先考虑的是关于行动 Dlove第一个结果，那么由 

move第一个结果所产生的(a)，(6)，(c)就作为一个“暂时结 

果”储存，对于第一个结果无须执行 2。步。考虑 Dlove行动的 

第二结果，同样由 1。步得到： 

(d)1．0：move(a，X，6)一 cZ(n)，cl(X)，on(以，6) 

(e)l_0：move(X，Y，Z)一 cZ(X)，cl(y)，on(“，6)，on(X， 

Z) 

(f)0．0：move (X，Y，Z)一 cZ(X)，cl(y)，on(X，Z) 

现在我们执行第 2。步。关于第 2。步，我们注意到这些 

规则的每一个都描述如此情景 ，即我们如果处于该状态，那么 

我们可能得到某些值 ，它是关于行动 A 的第 i结果方面的。 

因此这些信息就必须结合起来 ，成为关于A的抽象状态 行动 

的值。为了做到这一点，我们从(“)一(c)里选择一个规则 ，比 

如说(6)，并且从( )一(厂)里选择一个规则，比如说(厂)，然后 

检查我们是否能同时处于那两个状态，以及是否能够运用相 

同的行动。换言之，我们计算这些逻辑子句(在两个值规则 

里)的最大下界(glb)。如果 glb(其中行动必须合一)存在，并 

且它是合法状态，则它就作为新规则储存，但该新规则的值是 

结合规则的值的和。回到(6)和(_厂)，这导致 8．1：move(“，b， 

Z)一cz(“)，cl(b)，on(a，Z)。作为对比，(6)和( )就不能结合 

给出新规则。 

在上述 积木世 界例 子里，当 QRULES运用 到 和 

move，absorbing两行动 ，则产生下述抽象状态一行动值函数 ： 

(1)10：absorbing'．--on(a，6) 

(2)10：mo ve (X，Y，Z)—一cZ(X)，cl(y)，on(n，6)，on(X，Z) 

(3)8．1：move(以，b，X)一 cZ(以)，cl(6)，on(以，X) 

(4)0．0：move(X，Y，Z)一 fZ(X)，cl(Y)，on(X，Z) 

(3)计算抽象值函数 

由 QRUI ES程序得到的Q规则(Q-rules)集合使得我们 

能够去计算下一步抽象状态值函数 + 。和传统情况相 比， 

表示抽象状态一行动值的 Q-rules可能重叠，例如上面 Q-rules 

里的(1)和(2)。为了计算抽象状态值函数 ，我们根据传统做 

法，利用下面事实 + (S)一maxa Q『+ (S，A)。鉴于此 ，文 

1-4]运用一个简单的分而治之(Separate-and-Conquer)规则学 

习方法(见文1-4]程序 3VRULES)。如果对于所有行动都从 

计 算 了 Q-rules，则 通 过 程 序 3VRULES返 回值 函数 

+ I。 

程序首先在Q-rules中搜索到具有最大 Q值的Q-rule 

m，然后分离出那些覆盖的 Q rules，再递归处理剩下来的 Q 

rules，靠选择更多的规则直到没有 Q-rules保留。注意最主 

要的地方是，仅仅当在 Qrules里没有其他如此 Q-rule留下， 

该 Qrule于 Qrule 有相同的值，且它的体(body)包含了 

的体 ，这时才选择 并把它加到 中去。 

在上面运行的例子，我们从规则(1)开始，因为它没有被 

任意其他具有相同值 的规则所包含，所 以我们增加 1O—o 

(n，6)到 V 中去。而且 由于它包含 了规则(2)，我们从 Q 

rules中移去(2)，于是剩下来有最高值的规则是(3)，再迭代 

下去。最后，通过完备化，这样产生了新的值函数(再一次列 

出约束)： 

1O一 0 (“，6)，a≠6 

8．1·一cZ(n)，cl(6)，on(“，X)，a≠6，“≠X，6≠X 

O— Z(X)，cZ(y)，on(X，Z)，32--≠Y，X≠Z，Y≠Z 

总结：上 面 3个 步骤组成 的算法称之为 REBEL，算法 

(Relational Bellman Backup Operator)，它把 Bellman方程推 

广到抽象关系领域，从而可以“纯粹”地脱离实际状态空间独 

立寻找抽象状态空间的最优策略，这是该算法的可贵之处。 

4 最优策略的求法——运用策略语言偏置的近似 

抽象策略迭代 

精确的策略迭代算法对于大型状态空间(关系规划领域 

往往会出现这种情况)是难以驾驭的，因此 AI大都采用近似 

策略迭代 API(Approximately policy iteration)算法。既然设 

置 LOMDPs和 RMDPs的初衷是为了解决由于实际状态空 

间的庞大而造成的寻找最优策略的困难，把 Bellman方程推 

广到关系领域就是这种努力的一种表现，所 以 LOMDPs和 

RMDPs也遵循近似策略算法，尽可能寻找最优抽象策略。然 

而由于以前的 API方法是基于近似值函数的学习，而值函数 

的表达和学习在关系领域是十分困难的，文[5]可贵之处是它 

提出的算法，避开了这个困难 ，直接在偏置(用一种表达策略 

的语言而得到)的策略空间里搜寻最好策略，从而为抽象 MJI 

提供一个范例。 

文[5]认为，简单地说一个策略就是一个(可能是随机的) 

分类器 ，它把状态映射到行动。于是策略选择就可以当作标 

准的分类器学习问题。1999年，Khardon研究这类学习设置 

问题并证明了类似 PAC(Probably Approximately Correct)可 

学习性结果，他证明在一定假设下，一个小数目的轨迹对于学 

习一个接近 目标 的策略是充分的。另外，在关系规划领域 

(1999年 Khardon，2000年 Martiw8LGeffner；2002年 Yoon 

等)证明了运用表达语言确定状态一行动映射，好的策略能够 

从好的策略的抽样轨迹中学习到。这些结果激励文[5]产生 

他们算法的基本思想：给定一个策略 ，如果人们能够产生改 

进策略的轨迹，那么基于这些轨迹，人们就能学习到近似改进 

的策略。用他们的算法，主程序 API是从一个初始策略 

出发 ，产生一系列的近似改进策略。每次迭代涉及两个主要 

步骤(子程序)：第一步 (子程序 Improved—Trajectories)：产生 

改良策略的轨迹。给定一个基础策略 ，假设 一研 是对 n 

运用一 步策 略迭代 所得 的改进 结果，其 中 纠 (S)一arg 

max~~AQ (s，n)，而 (S，a)是熟知的 Q值函数。程序运用 

称为策略“转出”(Policy rollout)的模拟技术计算 7c 的近似 。 

从而，对于给定的状态 S，策略转出程序并不需要 在所有其 

他状态上的值，而计算出 (S)，因此它提供了在一个大型状 

态空间 MDPs中近似模拟改进策略 的一个可以驾驭的方 

式。 

Policy rollout根据等式 研 (5)=argmax~∈AQ (5，n)靠估 

计 (s，n)在每个行动 a的值然后取其中具有最大值的行为 

作为7r(S)的“值”，它是 (S)的估计。而每一个 (s，n)是这 

样估计的：引出W个长度h的轨迹，每个轨迹都是从 S处采取 

行动a开始，然后遵循策略 7t"选择行动进行h-一1步。沿着上 

述每一个轨迹计算累积的折扣 回报，并求 W个值的平均值， 

该平均值就是 (s，n)的估计，记为Q(s，n)。 

程序 Improved-Trajectories就是运用 Policy rollout产生 
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个长度为h的关于 的轨迹，每一个轨迹开始的状态皆是随 

机抽取的。程序并不仅仅记录沿着每一轨迹的状态和行动， 

还为策略学习算法储存一些附加信息。特别地，一个轨迹的 

第i个元素具有形式( 7c(s)，Q(S ，a1)，⋯，Q(s ，a ))，它表 

示沿着轨迹的第 i个元素是5 ，运用当前(即未改进)的策略 

在岛处选择的行动为7c(s )以及对于每个行动的Q值估计Q 

( n)。注意给定了在5 处Q值信息，学习算法就能决定近 

似改进的行动翕(S)，自然是取有最大 Q值的行动。 

第二步(子程序 Learn-Policy)：学习策略 Learn Policy。 

直觉上，我们想Learn-Policy选择一个新的策略，它能与训练 

轨迹紧密匹配。文[5]用策略表达语言指定一个策略偏置空 

间，在该空间里 ，基于贪婪搜索(greedy search)开发了一个相 

对简单的学习算法 。下面结合关系规划问题详细介绍策略语 

言学习偏置以及与其相联的学习算法。 

4．1 规划领域看作为关系因子化 MDPs 
一 个经典的规划领域描述一组具有相关结构的问题实 

例，其中一个问题实例给定了一个初始世界事实和目标条件。 

例如积木世界是一个经典的规划领域，其中每个问题实例都 

指定一个初始积木构形和一组目标适定条件。经典的规划者 

们都试图去寻找该领域里指定的问题实例的解，而文[5]的目 

标是解决全部规划领域，即寻找一个策略，使得它能运用到所 

有问题事例。为此，文[5]看待一个经典规划领域为关系 

lVIDP，其中每个 lVIDP状态相应于一个问题实例。下面给出 

较详细说明。 

(1)状态和行动空间 

每一个经典规划领域都指定一个行动类型集合 y，世界 

谓词W，以及可能的实际对象 0。y和0在一起定义了lVIDP 

的行动空间。其中一个行动是指一个行动类型运用到适当数 

目的对象，例如putdown(a)是积木世界的一个行动，于是所 

有如此行动构造的集合称为行动空间A。MDP的每一个状 

态相应于该规划领域里的一个问题实例(即一个世界事实和 

目标)，它是由指定的当前世界和目标组成的。实际上，令 P 
= wUo为关系 MDP的谓词集合，其中G是目标谓词的集 

合，对每一个在 的世界谓词(例如世界谓词 clear)，前面加 

上一个“g”(gclear)便成为目标谓词，它包含于 G中。有了这 

个 P的定义，一个事实是指 P中谓词运用到适 当数 目的对 

象，例如 on(a，6)是积木世界的一个事实。于是 MDP的状态 

是目标和世界事实的集合，它指定一个问题实例的实际世界 

事实和目标的适定条件。而所有的状态组成状态空间 S。特 

别要注意的是，MDP的行动仅仅改变世界事实而不改变目标 

事实，因此，这个大型关系泛化 MDP就能看作为互不连接的 

子一MDPs(sub-MDPs)的集合，每一个 sub-MDP相应于一个 

区别的目标适定条件 。 

(2)回报函数R 

给定一个 MDP状态，我们的目标是达到 MDP的另一个 

状态，在那里目标事实是相应的世界事实的子集，即达到一个 

世界状态，它满足目标。今后称如此状态为MDP的目标状 

态。为了描述(迅速地)到达目标状态这个 目的，我们定义 R 

如下：如果行动采取在目标状态，则回报为零；否则(即行动采 

取在所有其他状态)，回报为负值，它们分别表示采取各自行 

动的代价。在规划领域，一般的行动代价均设为一1，但文[5] 

允许在行动中有各种代价。 

(3)转移函数 

每个经典规划领域都提供一个行动模拟器(action simu一 
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lator)，即给定了世界状态和行动，它返回一个新世界状态。 

现在定义 MDP的转移函数 T：T为一个模拟器，它终止于 目 

标状态并且在一个 MDP状态里 ，它保留所有 目标谓词而不 

改变它们。为了简单起见，文[5]讨论的关系 lVIDP的定义并 

没有清晰表达行动的先决条件(而这是经典规划领域为定义 

合法行动而必须指定的)，但是假定算法必定进人先决条件， 

因此仅仅考虑合法行动，对于不合法行动，T处理为 no-ops。 

(4)初始状态分布 

最后 ，初始状态分布 J可能是任意程序 Program，它能产 

生规划领域的合法问题实例(MDP状态)。这样我们便得到 

了一个关系 MDP M一(S，A，T，R，J)，它相应于一个规划领 

域。显然 ，从一个初始状态(它由分布 J引出)开始相继执行 
一 系列具有低代价的行动而达到 目标状态的策略就是一个好 

的策略。注意这里的策略是一个从问题实例到行动的映射， 

并且该映射敏感于目标适定条件。以这种方式，文E51所学习 

到的策略就具有在各种不同的目标下泛化的能力。下面是文 

[5]为如此一般化策略而选定的语言。 

4．2 分类决策列表策路(Taxonomic Decision List Poli— 

cies) 

(1)分类句法(Taxonomic Syntax) 

分类句法提供了一个语言，该语言能描述类表达式。类 

表达式是具有某些感兴趣的属性 的对象的集合，并用来作为 

构造策略的基础片段。类表达式是由 MDP的谓词和变量构 

成的，其中，谓词可能包含 比较谓词，比较谓词是从世界和 目 

标谓词推演出来的(例如对每一个世界谓词 P及其相应的目 

标谓词gp，于是定义新的比较谓词为 P和gp的合取，记之为 

cp，这就是说，一个比较谓词指定的事实为真，当且仅当相应 

的世界和目标谓词指定的事实为真。例如 COn(n，6)为真，当 

且仅当on(a，6)和 gon(n，6)皆为真)。在文[51的策略表达 

里，变量是被用作表示行动的项的，并在运行时用具体对象实 

例化。为了简化，文[51仅考虑 目为 1和 2的谓词，并分别称 

它们为原始类(Primitive classes)和原始关系。若当领域包含 

目为 3或 3个以上的谓词时，文Es]自动转换它们为多层辅助 

的二目谓词(multiple auxiliary binary predicates)。给定变量 

列表 X一(z -．，z )，类表达式给定如下： 

C[X]：：一Co l a-thingl_7C[X]l(RC[X])l(min R) 

R：：一RolR_ fR 

其中 c[X]是类表达式，R是一个关系表达式 ， 是一个 

原始类，R。是一个原始关系，37 是 X中的一个变量。现在用 

(C[X])表示类表达式 C[X]的深度 ，它的定义如下：如果 C 

[X]是一个原始类，或是 a—thing，或是一个变量，或者是 

(minR)，则 (c[x])一I，其他情况，我们定义 (_7c[x])和 

d(R，cEx])为 (c[x])+i，其中R是关系表达式而C[X]是 

类表达式。对于给定的关系MDP，我们用记号 [x]表示所 

有深度不超过 d的类表达式 CEX]。 

直觉上，类表达式(R，c[x])表示这些对象的集合，该对 

象通过关系R相关于某个在集合c[x]里的对象。类表达式 

(R c[X])表示这些对象的集合，该对象通过某个“R chain” 

(R链)相关于某个在集合cEx]里的对象，这个概念对于表达 

递归概念(recursive concepts)很重要(例如，所有在 a上面的 

积木块)。类表达式(minR)表示这些对象的集合，该对象在 

关系 R下是最小的(假设对象已经排序)。 

更形式地，令 5是 MDP的 个状态，令 0一(O1，02，⋯， 

Ok)是变量的一个指派，它指派对象 0 到变量 。于是 C[X] 

维普资讯 http://www.cqvip.com 

http://www.cqvip.com


相关于s和0的解释是一个对象集合，记之 为 cEx]“。。因 

此，一个原始类 C)的解释为如此对象的集合 ，该对象使得谓 

词符号 C。在 s状态下为真。类似地，原始关系 的解释是 

所有对象元组的集合，该对象元组使得关系 在 s状态下为 

真。类表达式 a—thing就表示为在状态 s下所有对象的集 

合。类表达式 ( 是一个变量)的解释就是一个单元素的 

集合{a)。至于混合(compound)表达式 ，它们的解释如下 ： 

(一c[X])s-(J一{0l0 c[x] ) 

(RCEX])“ 一{Ol j O ∈c[x]“。，S．t．(o ，0)fir“。) 

(rainR)“o一{Ol j O ，S．t．(O，O )∈R“ ’，__7j O ，S．t．(O ， 

0)fir '。) 

( R )“ 一IDU{(o1，0 )l j 02，⋯，Ov 1 s．t．(O ，0 1)∈ 

R“ for 1≤i<v) 

(尺 )“。一{(0，0 )l(0 ，0)∈R“。) 

其中 cEx]是类表达式 ，尺是关系表达式，ID是恒等关系 

(identity relation)。例如在积木世界里，若给定原始类 clear， 

gclear，holding，con-table，沿着原始关系 on，gon，con，可以给 

出一个积木世界概念的例子： 

· (on (ongdear))它的深度为 3。它表示这样的木块， 

当前位于我们想要清空(clear)的木块之上。 

(2)决策列表策略 (Decision List Policies) 

文[5]用行动一选择规则组成的决策列表来表示策略。每 

个规则具有形式 ，n( 一， )：L ，Lz，⋯ ，L ，其中 a是一个 

具有七一项的行动类型，而每一个 L 是一个文字，每一个 是 

行4-项的变量。用 X一( 一， )表示行动项变量的列表。 

每一个文字具有形式 ∈c[x]，其中 C[x]是一个(分类句 

法)类表达式 ，而 z是一个行 项变量。 

给定一个 MDP状态 s和一个行4-项对象 0=(0 一， 

Ok)的列表，我们称文字 ∈c[x]在给定了 s和O下为真当 

且仅当0 ∈c[x]“ 。我们称一个规则 R=a( 一， )：L ， 

Lz，⋯，L 允许行动 a(0 一，0 )在 s状态下执行，当且仅当 

在规则 R里的每个文字对于给定的 和 0为真。注意，如果 

在一个规则里对于行动类型a没有文字，则该规则允许类型 

a的所有可能行动。一个规则可以看作在一个行动类型能够 

运用到一组对象里设置了相互约束关系。注意一个单一规则 

可能不允许有行动或者有许多同一类型的行动。如果给了如 

此规则的一组决策列表，我们称一个行动是这个列表所允许 

的，是指如果它被列表里某个规则所允许而在该规则的前面 

没有规则允许任意行动。同样，一个决策列表可能不允许有 

行动或者一个类型的多种行动。在一个 MDP里，一个决策 

列表 L定义该 MDP的一个确定性策略 丌[L]。在一个关系 

MDP里，可以在行动类型和对象上排序 ，并按字典序对行动 

排序。如果在状态 s，L不允许有行动，则 丌[L](s)执行在状 

态 s下最小的行动；否则 ，丌[L](s)执行被 L允许的最小行动。 

注意 丌[L]仅考虑合法行动，虽然规则并不必要编码行动的先 

决条件，但我们认为每个规则蕴含该规则行动类型的先决条 

件。 

例如考虑一个简单的积木世界领域，其中目标适定条件 

总是把所有红色积木块上的积木移走。在这个领域里，原始 

类是 red，clear和holding，并且一个原始关系是 on，下面是 
一 个分类决策列表，它就是能在该领域里解决任何问题 的策 

略： 

putdown(x1)： 1∈holding 

pickup(x1)：37l∈clear， 1∈ (on (on red)) 

第一个规则将导致 agent放下他手中任意一个木块，如 

果他手中没有木块，则他寻找一一个木块 ，该木块上面没有 

其它木块并且它在红色木块之 L(由(on (on red))所表达)， 

然后拿起它。 

4．3 学 习分 类决策列表 (Learning Taxonomic Decision 

Lists) 

给定一个关系泛化 MDP，令 ， 是所有满足下述约束的 

行动_选择规则的集合 ，其中每个规则最多包含 1个文字而且 

它的类表达式的深度最多为 。令 ， 表示如此策略组成的 

空间，每个策略是一个决策列表 ，其中规则取 自于 ， 。显然 

Hd， 是有限空间，运用上面提到的子程序 Learn-Policy，就可 

以学习 ． 里的策略，其中d、l由用户指定。 

回忆程序 API的说明，提供给 Learn-Policy学习的训练 

集合，它包含 rollout policy的轨迹。因为有 个长度为h的 

轨迹，所以作为 Learn-Policy输入的训练集合 D，就包含 n·h 

训练样例。其中每个训练样例具有形式(s， (s)，Q(S，a，)， 
⋯

，Q(5，a ))，它们的意思前面已表明，不再赘述。 

学习分类决策列表，实质上是类似于机器学 习中的学习 

规则列表，它的精神实质是：如果在状态 5决策列表L能建议 
一 个行动，则称 L覆盖训练样例 ( ， ( )，Q(5，a )⋯，Q( ， 

a ))。初始 ，令决策列表为空列表，它不覆盖任何训练样例。 

在每次迭代中，我们寻找高质量的规则 尺，它的性能是由当前 

尚未覆盖的训练样例而测量的。对于选到的规则 ，把它加到 

当前的规则列表，并把规则所覆盖 的样例从训练集合移去。 

这个过程重复直到列表覆盖所有的训练样例。 

这个分类决策列表(即规则列表)算法的成功与否完全依 

赖下面两个方面 ： 

1。 怎样学习单个规则? 

2。 怎样评价一个规则的质量? 

关于后者，算法给出一个新的启发函数。关于前者 ，它主 

要利用启发函数通过柱状搜索 ，直到搜索终止时，返回具有最 

大的启发函数的值。因篇幅所限，故不赘述。详见文[5]。 

历史总结及其展望 最近，AI研究者对在 MDP中运用 

更丰富、更有力的表达语言的兴趣越来越高涨。Boutilier等 

于 2001年(文1-6])基于结构动态编程在关系 MDPs中提出了 

第一个精确解技术。在文1-6]中，他们运用(允许随机行动的) 

情景演算动态表达一个 MDP，并且通过一个称为决策理论 回 

归(decision-theoretic regression)运算，精确产生最优值 函数 

和最优策略 的逻辑 描述 ，它是 Reiter’S情景演算 (situation 

calculus)的概率延伸，即是一阶决策理论 回归。虽然情景演 

算语言富有表达力 ，然而它比较复杂。2003年，Kristian Ker— 

sting和 Luc De Raedt提出逻辑马尔可夫决策过程，2004年， 

Martijn Van Otterlo提出关系马尔可夫决策过程，这些都是 

基于逻辑编程的系统 ，在某种意义上说，LOMDPs和 RMDPs 

和文1-6]中的思想是一致的，但比较简单些，也是基于文1-6]中 

的思想，Kersting，Van Otterlo& De Raedt，于 2004年，成功 

地把 Bellman方程推广到关系领域，从而在逻辑层次上精确 

求解抽象值函数和抽象最优策略。在近似求解和模型自由 

(model free)方 面，Kerstian Kersting和 Luc De Raedt在 

LOMDPs中，Martijn Van Otterlo在 RMDPs中都提出了算 

法，但是这些算法都是基于传统的近似值函数算法 ，2006年， 

Alan Fern，Sungwook Yoon＆ Robert Givan在文[5]中运用 

类似于“可能学习近似正确假设”的机器学习方法，直接在偏 

(下转第23页) 
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略所用的时间在策略数 目不同时进行了实验，结果如图 8所 

示 。 

图8 系统读取策略构造队列及轮询策略队列所用时间(单位：s) 

我们的原型系统采用 Java开发，策略存储库和系统数据 

库分别采用局域网内的 ()penLDAPl】 和 Access承当，系统 

运行的 PC机配置为 PIII 800MHZ，128M SDRAM。图 8中 

的结果显示系统的响应时间比较长，考虑到我们采用的策略 

存储库是一种开放源代码的软件，如果采用商业的目录服务 

器软件，读取策略的时间应该会少一些 。图 8中的轮询策略 

队列的时间也比较长，我们在实验原型系统中轮询策略队列 

所用时间时，考虑的是复杂情况下的时间，即策略队列中的每 
一 条策略条件都会满足 ，每一策略都会被执行并读写系统数 

据库。在实际系统中，轮询策略队列时一般不会每条策略都 

被执行，因此轮询策略队列所用时间应该会少一些并且也可 

以选择其他的系统数据库来提高系统的响应速度。 

结论与待研究问题 各研究组织提出的策略信息模型 

中，策略之问因为缺少传递信息的机制所以难以实现协作。 

本文分析了基于策略的安全管理系统中策略协作的需求，提 

出了一种采用标签的方式来传递策略之间的信息从而实现策 

略协作的方法。本文提出的方法经实验验证能够实现策略之 

间的协作，但是由于在本文提出的方法 中安全管理系统采用 

轮询的机制来查询策略及其标签的值 ，所 以在大规模安全管 

理系统中或是安全管理系统需要建立大量标签的情况下，安 

全管理系统有可能存在实时性的问题。在实际应用中可以采 

用一些优化算法来提高安全管理系统的响应速度，如可以将 

策略按照一定的原则保存到多个策略队列中，然后采用多线 

程的方式来轮询这些策略队列。如何提高安全管理系统的响 

应速度避免采用本文提出的方法可能带来的实时性问题是我 

们以后研究的一个方向。 
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置的策略空间中学习近似最优策略。当然，关于 LOMDPs和 

RMDPs的文献及其最优策略的算法是较多的，但为了使我们 

的介绍既简单而又不流于空泛，在我们阅读许多文献后，根据 

自己的研究，把 自己认为最主要的概念和代表不 同风格和趋 

向的算法精选出来，加以较详细的介绍。至于其他作者的工 

作大都在我们所引的文献中有所涉及，故略而不述，有兴趣的 

读者可在我们所列的文献中找到有关他们的信息。 

最后，对于 L()MDPs和 RMDPs今后的发展，我们简单 

提出几点看法。 

(1)所有文献都指出抽象层次上的最优策略是有价值的， 

但这个论点至今尚未看到清晰的、完整的证明。我们认为，既 

然 LOMDPs和 RMDPs都基于这样一个事实，即逻辑层次上 

的表述能把基础层次上的状态和行动按某种类似性分类 ，那 

么我们就可以运用现代概率论中的条件数学期望概念来论证 

在抽象层次上的最优策略和实际层次上的具体最优策略之间 

的关系。我们认为，可以证明抽象层次上最优策略在平均意 

义上是基础层次上的最优策略。 

(2)所有文献都把抽象层次和基础层次交织在一起 ，这为 

寻求抽象最优策略带来了很大麻烦。我们认为，也可以把这 

两个层次“完全”分离，转变为两个层次上的马尔叮夫决策过 

程，这样在抽象层次上，利用它比实际状态数 目较少的优点， 

较简单地运用传统方法求抽象最优策略，再按某种演算具体 

在实际状态空间实施，可能起到事半功倍之效 。这个思路更 

符合人类思维特点 ，因为．,kil'J总是首先在大体上思考问题解 

决方案，然后再付诸实践，具体实现之。 
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