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摘 要 现实世界中存在着大量无类标的数据，如各种医疗图像数据、网页数据等。在大数据时代，这种情况更加突 

出。标注这些无类标的数据需要付出巨大的代价。主动学习是解决这一问题的有效手段，也是近几年机器学习和数 

据挖掘领域中的一个研究热点。提出了一种基于在线序列极限学习机的主动学习算法，该算法利用在线序列极限学 

习机增量学习的特点，可显著提高学习系统的效率。另外，该算法用样例熵作为启发式度量无类标样例的重要性 ，用 

K_近邻分类器作为 Oracle标注选出的无类标样例的类别。实验结果显示，提 出的算法具有学习速度快、标注准确的 

特点。 
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Abstract In the real world，there are a lOt of unlabelled data,such as various medical images and web data，etc．In the 

era of big data，this situation is more prominent．It is expensive to label large amount of unlabelled datm Active learning 

is an effective method tO solve this problem ，and  it is one of the hot research topics in the field of machine learning and 

data mining．Based on online sequentia1 extreme learning machine，an active learning algorithm was proposed in this pa— 

per．Due tO the nature of incremental learning embedded in online sequential extreme learning machine，the proposed al— 

gorithm can significantly improve the efficiency of learning system．Furthermore，the proposed algorithm uses instance 

entropy as heuristic to measure the importance of the unlabeled instances，and uses K-nearest neighbor classifier as Ora— 

cle tO label the selected instances．The experimental results show that the proposed algorithm has fast learning speed 

with exact labeling． 
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1 引言 

主动学习是一种有监督学习。与传统的被动学习不同， 

在主动学习中，学习器不是被动地接受、处理人类提供的所有 

数据，而是主动地选取它所认为最有价值的数据，并交由领域 

专家进行标注。主动学习的目标是在可接受精度的前提下， 

选取尽可能少的样例以减小标注和学习的代价。 

主动学习可以追溯到20世纪 8O年代末、9O年代初，最 

早的主动学 习算法是 Angluin于 1988年提出的 Query算 

法[1]，它是贝叶斯框架下的一种主动学习算法。分类器根据 

当前的版本空间产生了一个新的样例并 由专家标注其类别， 

分类器根据专家标注的类别更新版本空间，进行下一轮的学 

习，如此循环直至学习到 目标概念。其他代表性工作包括 

Seung 等提出的基于委员会的样例选取方法I2]、Lewis等人提 

出的基于最大不确定性的样例选取方法L3]和 Cohn等人提出 

的基于期望误差缩减的样例选取方法[4]。基于委员会的样例 

选取算法是对 Query算法的改进，分类器通过 Query算法得 

到委员会分歧最大的样例，交给专家标注其类别，得到答案 

后 ，分类器修改版本空问，得到一个新的委员会，重复上述过 

程 ，直至学习到 目标概念。Lewis等提出的基于最大不确定 

性的样例选取方法与 Query学习机制不同，它从无类标的样 

例集中选取当前分类器分类不确定性最大的样例，进行标注 

后再进行学习。在 Lewis等工作的基础上，产生了很多基于 

不确定性的样例选取算法，如 Schohn等提出了基于不确定性 

的 SVM 样例选取算法_4]，该算法选择距离超平面最近的样 

例，即最小化 Margin的样例。Wang X Z等人提出了基于最 

大不可指定性的样例选取算法_5]，并将其用于训练模糊决策 

树。T0ng等提出了基于平分版本空间的 SVM样例选取方法， 
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并将其成功应用于文本分类l_6]。Cohn等人提 出了一种算 

法 ]，它利用期望误差缩减最大作为样例选取的标准来选取 

样例，并应用于高斯模型和局部加权回归两种统计模型中。 

主动学习大致可以分为两大类：基于流的主动学习和基 

于池的主动学习。基于流的主动学习根据分类器当前学习到 

的知识产生样例 ，分类器只能决定当前的样例是标注还是不 

标注，如果决定标注，则将它交由导师标注，否则将它舍弃。 

基于流的主动学习产生的样例可能根本不存在，或者无意义， 

这使得专家无法对其进行标注。与基于流的主动学习不同， 

基于池的主动学习不是由分类器产生新的样例，而是从样例 

池中选取样例。所谓的样例池就是无类标的样例的集合，供 

主动学习中的分类器选取样例。沿着这一方向，近年来，主动 

学习的研究重点主要集 中在新的样例选取策略、主动学习的 

停止准则及应用研究上。Wang等提出了基于不一致性的样 

例选取策略，并用选出的样例训练支持向量机_8]。Lughofer 

提出了基于无监督准则和有监督准则相结合的混合主动学习 

方法[9]。Wang等提 出了基于 正则化技术 的主动 学习方 

法[1 。针对极稀疏有类标样例问题 ，Sun等提出了一种新的 

主动学习方法ll 。He等I1。]提出了一种基于马尔科夫等价 

类有向无环图的主动学习方法。Hoi等[1胡提出了分类模型 

不确定性的批量样例选取方法。高新波等l1“ ]提出了基于 

嵌入式 Bootstrap的主动学习示例选取方法。张长水等_】 ]采 

用多级学习方法来改进传统的半监督学习算法，该方法对含 

有不确定性的数据仍然有效，并给出选取最具价值的模糊示 

例的方法。Yu等人提出了一种基于极限学习机的主动学习 

算法_l ，该算法用极限学习机确定无类标样例的不确定性。 

基于元认知极限学习机，Zhang和 Er提 出了一种序列主动学 

习算法[】 ，该算法由认知单元和元认知单元构成，认知单元 

是一种在线序列学习算法，元认知单元控制认知单元的学习 

过程。Gu等人提出了一种组合不确定性和多样性的主动学 

习算法口 ，并将其用于图像分类 。Long等人提出了一种针 

对排序学习的期望损失框架 2̈ ，并将其应用于主动学习算 

法。Huang等人将信息量和代表性结合起来，提出了一种选 

择富含信息量且具有代表性的无类标样例的算法_2 。Hu等 

人提出了一种基于支持向量机的主动学习方法l_2 ，该方法选 

择最接近支持向量机超平面的样例进行标注，可有效降低标 

注无类标样例的代价。 

本文提出了一种基于池的主动学习算法，该算法将在线 

序列极限学习机作为分类器，将样例熵作为选择样例的启发 

式，将K-NN作为专家标注样例。本文主要基于以下 3点进 

行研究：首先，众所周知，主动学习是一个迭代学习的过程，每 
一 次迭代都将专家标注的样例加入到训练集中，然后在新的 

训练集中重复学习。实际上，主动学习的过程是一种增量学 

习。而在 线序 列 极 限学 习机 (Online Sequential Extreme 

Learning Machine，0SELM)正好适应了主动学习中要不断 

添加数据到训练集 的思路。其次，对 OSELM 的输出结果进 

行软最大化处理，是为了计算需要标注样例的信息熵。最后， 

使用K—NN算法代替专家进行标注，可实现完全的机器学习。 

本文提出的算法具有学习速度快、标注准确的特点。与 3种 

相关算法进行 了实验比较，实验结果显示本文提出的算法优 

于这 3种算法 。 

2 基础知识 

2．1 主动学习 

主动学习是一类特殊的机器学习。本质上，主动学习是 

一 种迭代采样技术，它从无类标的数据中按某种启发式选择 

重要的样例交给专家标注其类别。主动学习的 目标是用最小 

的标注代价产生一个训练集，并用该训练集训练一个泛化能 

力强的分类器。主动学习问题可以表示为一个五元组AL= 

(L，U，C，S，Q)。其中，L一{(五， )l西∈ ，Yi∈D}(1≤ ≤Z)是 

初始有类别的训练集；D是类别的集合 ，如果样例属于 是类， 

则 D可以表示为D一{1，2，⋯，k}。U一{ l五∈ ，Y ∈D} 

(Z+1≤ ≤￡+ )是无类别样例的集合。一般地 ，n远远大于 

Z。C是一个分类器，即一个分类算法。S是一个专家，其职责 

是正确标注选出的无类标样例的类别。Q是一个启发式，用于 

度量无类标样例的重要性。主动学习流程如图 1所示。 

专冢 

图 1 主动学习流程图 

2．2 极限学习机 

极限学习机 是一种用于训练单隐含层前馈神经网络 

的有效算法。给定数据集 D一{(五， ) ER ，Y ∈Rk}， 一 

1，2，⋯， ，具有 77z个隐含结点的单隐含层前馈神经网络可以 

表示为： 

f(x )一~ ·五+白)， 一 ，2，⋯， (1) 其中， 一 _ ,p

，

jg 

z

(w

，⋯

j

， ) 是连接

1

wj (wj wj 第J个隐含结点和输入 

结点的权值向量 ，岛一( ， z，⋯， ) 是连接第 J个隐含结 

点和输出结点的权值向量，6=j是第j个隐含结点的偏置。 

对于给定的训练数据集 D，其参数 ( 一1，2，⋯，m)可 

以根据最小二乘法来进行估计。可以得到如下公式： 

f(x )=
j
2~jg(wj。Xi+6J)一 (2) 

式(2)的矩阵表示为： 

Hp=Y (3) 

其中： 

fg(Wl· 1+b1) ⋯ g(zo~·．T1+bm)1 

H— l i ⋯ ； l (4) 

【g(wl· +61) ⋯ g(voa· + )J 

卢一( ，⋯， ) (5) 

y一( ，⋯ ， ) (6) 

H是隐含层输出矩阵，它通常不是方阵，一般无法得到 

式(3)的精确解。但是通过求解 H 的 Moore-Penrose的广义 

逆，可以得到式(3)的最小范数最小二乘解： 
 ̂ ． 

一 H 下Y (7) 

其中，H T是矩阵 H 的 Moore~Penrose广义逆。 

极限学习机算法如算法 1所示 。 

算法 1 极限学习机算法 

Input：训练集 D一{(x．，Y ){xi∈Ra，yl∈R ，1≤i≤n)；激活函数 g； 

隐含层结点数 m 

 ̂

Output：权值矩阵B 

1．for(j一1；i≤m；j—j+1)do 

2． 随机给定输入权值 w．和偏置b ； 

3．end 
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4．计算隐含层输出矩阵 H； 

5．计算矩阵 H的广义逆矩阵 H ； 

6．计算权矩阵 =H下Y； 

 ̂

7．输出权矩阵B． 

2．3 在线序列极限学习机 

在线序列极限学习机是极限学习机的一种变型 ]，它采 

用序列学习策略。设矩阵 H 的秩，也就是隐含结点的个数为 

。 在这种情况下，可以得到： 

H t一( H)一I (8) 

将式(8)代人式(7)，得到 ： 
 ̂

一 ( H) Y (9) 

给定一批训练数据 Do一{(znY )l 32 E ，yl E }， 一 

1，2，⋯，no，no≥ 。根据极限学习机算法，对于数据集 D0，只 

需要考虑以下的优化问题 ： 

minIf H。口一y0 lI (10) 

f g(砌 ·Iz1+61) ⋯ g( ·Xl+ )1 

Ho 『 ： ⋯ i l (11) 

lg( · + ) ⋯ g(va。．17 + )J 

Yo一(yT，⋯， T) (12) 

式(10)的解表示如下 ： 

口 =Ko 珊 Yo (13) 

其中，K。=H H。。 

假设现有另一批数据 D1一{(∞，Y )I 32 E ，Yi E }， 

i=p，⋯，口，其中 ：‰+1，q=7z0+” ， -是这批样例集中样 

例的个数。相对的最优化问题变成： 

n 

FH

H

o q

J FlY o-]111 
其中： 

fg( · +61) ⋯ g(‰ · p+ )] 

Hl=I i ⋯ i I 

【g(v4·如+61) ⋯ g( · + )J 

Y1一(yT，⋯ ， ) 

输出权值变成： 

(14) 

(15) 

(16) 

fl(D=K71啪 [ ] 
其中： 

K ：[竺] [竺]=Ko+FgH 

[竺九 脚 +研 
— Kl ‘。 一H H1 。 +H YI (19) 

结合式(15)和式(18)，可得： 

‘ = 。 +Ki- H (Yl--H,fl ’) (20) 

以此类推，第 最+1批数据集 + 一{( ，y1)l z ERd， 

Y ∈ }， z，⋯，r，其中 z一(
j

∑
= O

吩)+ 1，r—
j
∑
= 0
吩，Tlk+1是第 

忌+1批样例的数 目，可以得出： 

Kk+l—Kk+H l H针1 (21) 

伯州 一 强 +K 1 H}_+1( +1一 +1p强 ) (22) 

其中： 

fg( · +61) ⋯ g(让 ·Xl+ )] 

+1一l i ⋯ ； I (23) 

lg( · +61) ⋯ g(设钿· + )J 

+1一( ，⋯，y7) 

根据 Woodbury定理嘲 ，可得： 

K 1一(K +H 1Hk+1) 

= KF 一K H 1(卜卜Hk+1 KF HT+1) 

(24) 

H抖 lKF 

(25) 

令 Pk十1一--n --+11，因此更新式(21)和式(22)： 

Pk+1一 — HT+1(j+ +1 H 1) +1 (26) 

卢强+"一 +P̂+1 -+l( +l—H +̂1 ) (27) 

在线序列极限学习机算法 (见算法 2)包含两个阶段： 

1)初始化阶段；2)Jl~序学习阶段。 

算法2 在线序列极限学习机算法 

Input：训练集 D一{(】【i，yi)l iER ，YiER ，1≤i≤n}；激活函数 g； 

隐含结点数 m 

 ̂

Output：权值矩阵B 

1．／／初始化阶段 S1：利用第一块数据 训练一个单隐含层前馈神经 

网络． 

2．{or(j=1；i≤m；j—j+1)do 

3． 随机给定输入权值 和偏置 bi； 

4．end 

5．利用式(11)计算初始的隐含层输出矩阵 Ho； 

6．利用式(13)计算权矩阵 8 ； 

7．今 k=0； 

8．／／序列学习阶段 S2：利用第(k+1)块数据 Dl‘+l训练一个单隐含层 

前馈神经网络． 

9．利用式(23)计算 Hk+l； 

1O．利用式(24)计算 Yk+t； 

11．利用式(26)计算 Pk十1； 

12．利用式(27)计算 B‘ ”； 

13．令 k—k+1，转 S2． 
 ̂

l4．输出最终的权值矩阵8． 

3 在线序列极限学习机主动学习算法 

在本文提出的主动学习算法中，将在线序列学习机作为 

分类器。因为它是一种增量学习算法，所以每一次迭代都不 

用重新训练单隐含层前馈神经网络，这样可以显著提高算法 

的效率。 

提出的算法需要用式(28)对神经网络的输出进行软最大 

化处理，如图 2所示。软最大化处理后，神经网络的输出在区 

间[O，1]。此时，对于样例 一第 个结点的输出P( l五)可 

以看作是样例 丑 属于第 类的后验概率。 

户( Ix,)一 (28) 
∑ 
J= 1 

sonma 

function 

m lxJ) 

lxj) 

r
．O Ix ) 

图2 软最大化神经网络的输出 

对于无类标样例集合 己，中的样例 -z ，其重要性用式(29) 

定义的样例熵度量。 
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HCc )一一 ( l丑)log2p(~oj l五) (29) 

对于样例 丑∈U，H(x )的值越大 ，它属于各个类别的不 

确定性也越大，这种样例也就越重要。本文就是用式(29)定 

义的样例熵作为启发式 ，从无类标样例集合 U 中选择样例， 

然后交给专家标注其类别。 

在提出的算法中，用 K一近邻算法作为专家，标注选出的 

样例的类别。具体地，对于每一次迭代 ，用当前有类标的样例 

构成的集合L作为训练集，用K一近邻算法确定选出的样例的 

类别。主动学习的流程如算法 3所示。 

算法 3 在线序列极限学习机主动学习算法 

Input：有类标的训练集 L一((xi，Yi)l ∈R ，Y；∈D，1≤i≤1)；无类别 

的样例集合 U一(X l ∈R ，l+1≤i≤1+n) 

Output：分类器 C 

1．用初始训练集 L训练一个分类器 C； 

2．while(没有达到停止条件时)do 

3． for(对于每一个无类标的样例 xE U)do 

4． 用式(29)计算其信息熵； 

5． end 

6． 从集合 U中选择信息熵大于某一个阈值的样例； 

7． 将 L作为分类器，用 K_近邻算法确定选出的样例的类别； 

8． 将标注了类别的样例加入到集合 L中； 

9． 在新的训练集 L上重新训练分类器C； 

10．end 

11．输出最终训练的分类器 C． 

4 实验结果及分析 

为了进一步验证本文算法的有效性 ，在 12个数据库上进 

行了实验 ，其中包括 1O个 UCI数据集和 2个真实数据集。2 

个真实数据集是 CT和 RenRu。CT数据集是从河北大学附 

属医院 212幅脑 CT图像经特征提取后得到的，212幅图像中 

正常CT图像170幅，病变 CT图像 42幅。用于表示图像的 

特征 35个，其中 10个对称特征，9个纹理特征和包括均值、 

方差、熵等在内的 16个统计特征。RenRu数据集是由河北大 

学智能图文实验室创建的，由 92个汉字“人”和 56个汉字 

“入”构成，每个汉字用 26个特征进行描述。实验所用数据集 

的基本信息列于表 1中。实验环境是 Intel(R)Core(TM)i5— 

2400 CPU@ 3．10GHz处理器，4G内存，32位 Windows操作 

系统，Matlab R2013a。设计了两个实验用于测试所提算法的 

有效性。实验 1确定初始训练集 中包含多少个样例比较合 

适；实验 2与 3种相关方法进行了实验 比较。 

表 l 实验所用数据集的基本信息 

实验 1 初始训练集 L的确定 

用随机抽样的方法产生初始训练集 L，即从数据集中随 

机抽样 lL1个样例作为初始训练集。实验分析了 lLl对最终 

训练出的分类器 C的测试精度的影响。对于每一个数据集， 

从原数据集中随机抽取不同个数的样例作为初始训练集，测 

试提出的算法对测试精度的影响。实验结果列于图 3一图 14 

中，确定的合适初始训练集包含的样例数 I L l列于表 1的最 

后一列 。在实验 2中，初始训练集就是按这种方法确定的。 

需要说明的是，在实验中隐去其他样例的类标，将其作为无类 

标的样例进行使用。 

Number of original labeled instances 

图3 在数据集 Banknote上的 

实验结果 

图 5 在数据集 Breast上的 

实验结果 

Number of original labeled instances 

图 7 在数据集 Wine上的 

实验结果 

图 9 在数据集CT上的实验结果 

图11 在数据集 Heart上的 

实验结果 
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Number of o n丑1 labeled in~ances 

图4 在数据集 Pen上的 

实验结果 

图 6 在数据集 Seed上的 

实验结果 

糟  
Number of original labe led instances 

图 8 在数据集 RenRu上的 

实验结果 

Number of original labeled instances 

图 lO 在数据集 Ionosphere 

上的实验结果 
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Number of original labeled instances 

图 12 在数据集 Park上的 

实验结果 
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图 l3 在数据集 Forest上的 

实验结果 
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Number of nal labeled insmn~  

图 14 在数据集 Iris上的 

实验结果 

实验 2 与 3种相关方法的比较 

在该实验中，从选择的样例数和 CPU时间两方面将所提 

方法与 3种相关方法[1 ]进行了比较。对于提出的算法 ， 

每一次迭代 ，将样本熵大于某个阈值的样例选择出来进行标 

注，对于不同的数据集，设置的阈值是不同的，设置的原则是 

大于或等于平均信息熵。当没有样例可选择时，算法终止。 

CPU时间比较的实验结果如表 2所列，选择标注的样例数的 

实验结果如表 3所列 ，需要说明的是选出的样例数不包含初 

始训练集中的样例。在表2和表3中，提出的算法用AL_0s— 

ELM表示，文献E17]中的算法用AL-ELM表示，文献[18]中 

的算法用 SEAL-ELM表示，文献[22]中的算法用 AL-SVM 

表示。从实验结果可以看出，与相关的 3种算法相比，提出的 

算法选择标注的样例数基本没有变化，但所用 CPU时间是最 

少的。总体来说，提出的算法具有更好的性能。 

表 2 CPU时间比较的实验结果 

结束语 提出了一种主动学习算法，该算法利用在线序 

列极限学习机作为分类器，将 K．近邻分类器作为 Oracle标注 

选出的无类标样例的类别，将样例熵作为启发式度量样例的 

重要性。提出的方法具有如下 3个特点：1)算法思想简单，易 

于实现；2)算法运行速度快且标注准确；3)用样例熵作为启发 

式 ，可解释性好。算法运行速度快的原因有两点：1)在线序列 

极限学习机算法具有增量学习的特点，在迭代过程中不需要 

重新训练分类器；2)极限学习机是一种快速学习算法。 
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结束语 本文首先提出了一种新的多视图聚类集成算 

法 ，克服了单一多视图 K-means聚类受初始参数影响大的缺 

点 ，通过集成不同的聚类划分，充分利用多视图数据的互补性 

和一致性 ，提高了聚类的准确率 、稳定性和鲁棒性。其次，实 

现的分布式多视图聚类集成算法有良好的并行性能，能够有 

效地对大规模多视图数据进行聚类 ，为下一步在大数据背景 

下进行聚类分析奠定了基础。 
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