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考虑用户活跃度和项目流行度的基于项目最近邻的协同过滤算法 

王锦坤 姜元春 孙见山 孙春华 
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摘 要 项 目相关性度量是基于项 目最近邻的协同过滤算法的关键。已有的项 目相关性度量方法在数据集稀疏或推 

荐低流行度产品时会面临较大挑战，因此提出一种考虑用户活跃度和项 gl流行度的基于项 目最近邻的协同过滤算法。 

该算法在度量两个项目的相关性时，若有记录只对两个项 目之一有评分，则利用该记录所对应的评分用户的活跃度和 

被评价项gl的流行度进行相关性惩罚，从而提高数据稀疏环境下低流行度产品被推荐的概率。实验表明，所提算法在 

保证评分预测精度的情况下提升了推荐结果的多样性和新颖性。 
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Abstract Item correlation computation is the most critical component in item-based collaborative filtering algorithm． 

The traditional correlation computation scheme can be challenged by the sparse data set and the situation of recommen— 

ding unpopular products．In this paper，a novel item-based collaborative filtering algorithm that incorporates the activity 

of users and popularity of items was proposed．The proposed computation scheme decreases the correlation between 

items using the activity of users and popularity of items in those rating records where only one item is rated．In this 

way，the unpopular products can be recommended to users in the sparse data．Experimental evaluation shows that the di— 

versity and novelty of the recommendation list can be improved while maintaining the prediction accuracy． 
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1 引言 

基于项目最近邻的协同过滤算法是推荐系统领域最为经 

典的算法，其基本思想是根据 目标用户的评分记录计算未评 

分项目的最近邻项目，并根据最近邻项目的评分预测目标用 

户对未评分项目的偏好。由于具有较强的可扩展性和可解释 

性，基于项目最近邻的协同过滤算法在电商网站产品推荐口]、 

社交网络中的广告推荐_2 等领域得到了广泛的应用。 

相关度计算是基于项目最近邻协同过滤方法的关键步 

骤。在计算两个项目的相关性时，传统方法只考虑对两个项 

目均有评分的记录，并运用皮尔逊相关系数、余弦相关度等方 

法得到项 目相关度[3]。传统方法在实际应用过程中存在如下 

两方面问题。一方面，由于实际数据通常具有稀疏性特征，对 

两个项 目均有评分的记录通常较少。例如，通过分析 Mo- 

vieLens100k数据集发现，没有任何用户同时对高达 3O 的 

项 目对(项目的两两组合)进行评分；对于单一项 目，平均只有 

60个用户对其进行评分；对于项 目对，平均只有 10个用户对 

它们均有评分，其它统计指标如表 1所列。在研究中发现，对 

于任意给定的两个项 目，它们之间存在着大量的仅对两个项 

目之一有评分的记录，直接忽略这些记录对相关性度量的精 

度有着较大影响。另一方面，按照传统方法得到的最近邻居 

中，具有少量共同评价数据的项 目对往往会得到很高的相关 

度。基于 MovieLensl00k数据集的统计数据(见表 2)表聪， 

与 i 相关度较高的项 目只是基于很少的共同评分记录通过 

计算得到。基于少量共同评价数据计算得到的邻居可靠性不 

高，对个性化推荐的效果会产生负面影响。 

表 1 MovieLensl00K的统计数据 
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表2 传统相关性度量方法所得项 目最近邻居项与 目标项的共同 

评分记录数 

苎堕 坌堡垦 塑 
1 st 2nd 3Id 4 h 5 h 6 h 

i 的评分 

记录个数 

GroupLens的研究人员在开源推荐工具 LensKit中提出 

了一种相关性度量的新方法 ，该方法假设用户评价了一个项 

目而没有评价另一个项 目代表着用户对未评价项 目不感兴 

趣[4]，并对仅评价一个项 目的记录进行相关性惩罚。虽然该 

算法取得了优于传统算法的评分预测精度，但是其无法推荐 

低流行度的产品，推荐结果的多样性和新颖性受到负面影响。 

本文认为，除了用户对项目不感兴趣，用户未看到项 目也是用 

户没有给出项 目评分的重要原因。用户没有看到项 目的原因 

主要有两方面：1)用户本身的活跃度较低 ；2)项目本身的流行 

度较低。因此，对于不同的用户和项 目导致评价缺失的原因 

不同，应当区别对待。为了解决上述问题 ，提出一种考虑用户 

活跃度和项 目流行度的项 目相关性度量方法。针对仅对两个 

项 目之一有评分的记录，利用该记录所对应的评分用户的活 

跃度和被评价项 目的流行度进行项 目的相关性惩罚，在此基 

础上提出一种考虑用户活跃度和项目流行度的基于项 目最近 

邻的协同过滤算法。实验表明，所提算法在保证评分预测精 

度的情况下增加了推荐列表的多样性和新颖性。 

2 相关研究 

在一个典型的推荐系统中，用户集合用U一{ -，“z，⋯， 

Um)表示 ，项 目集合用 I一{i-，iz，⋯，i }表示 。用户对项目的 

评分集合用矩阵R表示，用户对项目的评分等级集合为S(例 

如，S一{1，2，3，4，5))，若用户 “没有对项 目i进行评分，记 一 

0。推荐系统的两个重要任务是评分预测和 top-N推荐，为进 

行这两项任务需要预测活跃用户 对未评价项 目 的偏 

好。推荐系统中预测偏好的方法有基于最近邻的方法_5]和基 

于模型的方法[ I7]。在基于项目最近邻的协同过滤算法中， 

项 目相关性度量是基于项目最近邻的协同过滤算法的关键， 

也是研究者的研究焦点口 。Sarwar等人[3 在基于项 目最 

近邻协同过滤算法中强调在计算两个项 目的相关度时，必须 

首先隔绝出对这两个项 目都有评分的用户，然后应用相关度 

计算方法(如皮尔逊相关系数)计算两个项目的相关度。这种 

方法存在的主要弊端是：1)忽略了大量只对其中一个项 目评 

分的记录；2)基于此方法得到的相关度排名较高的项目与待 

测项目只有少量的共同评价记录，因而计算得到的相关度可 

靠性较低。为解决第一个问题，Breese等人_8 提出：对于仅评 

价一个项 目的记录，将该记录中的未评分项用一个缺省值代 

替进而计算相关度。但是实验发现这种方法的效果要差于原 

始方法，主要原因在于用户对于未评分项的评分并不完全相 

同，用缺省值方法太过主观。而针对第二个问题 ，Herlocker 

等人嘲提出了一种基于可信度的相关度线性下降计算方法， 

设定一个项 目共同评分记录阈值来惩罚有着较少共同评分记 

录的项 目相关度。这样就降低了有着较少共同评分记录的项 

目相关度的值。这种做法没有解决第一个问题，而且很容易 

预见的是推荐系统中流行度较低的产品很难被推荐给用户。 

2011年 ，Ekstrand在 RecSys年会上公布开源推荐工具 Lens— 

Kit时，针对基于项 目最近邻的协同过滤算法提出了一种新 

的相关性度量公式，并称之为“均值标准化向量上的余弦相似 

度”l4]。在分子上 ，该公式与皮尔逊公式完全相同；而在分母 

上 ，利用只对一个项 目有评分的记录惩罚两个项目的相关性。 

这样当存在大量的用户只对其中一个项 目有评分行为时，两 

个项 目之间的相关性会降低。离线实验结果表明这种相关性 

度量方法在平均绝对误差等预测评分精确度指标上取得了最 

好的效果。Sarwar[ ，Herlocker~9]和 EkstrandE ]的项 目相关 

性度量公式如表 3所列。 

表 3 项目相关性度量公式 

度量方法 具体公式 

胁  ⋯  mc ，j 筹 
weightedPears。n嘲 sim(i，j)= 业 !sim'(i

,j) 

：!壶 ：二 ： 
＼ 孓 、 二 

3 算法设计 

在实际电子商务系统中，用户对项 目的评分矩阵中存在 

大量的未评分数据。缺失数据的统计理论表明对缺失数据的 

建模会影响推荐算法的精度Ell,12]。针对这些未评分数据，假 

设用户对于未评价项 目的偏好与其本身的活跃度和项目的流 

行度相关。具体地 ，在计算项 目相关度时，若有记录只对两个 

项 目之一进行评分，则利用该记录对应评分用户的活跃度和 

被评价项 目的流行度进行相关性惩罚，具体实现方法如下。 

3．1 用户活跃度 

推荐系统中用户的活跃度存在较大的差异，用户活跃度 

可以用于隐性推断用户对未评分项 目感兴趣的可能性。例 

如，存在两个微博用户，一个是微博活跃用户，其每天花费大 

量的时间浏览微博内容；另一个是不活跃用户，其每个星期可 

能仅仅登录一两次微博 。假设这两个用户都只对“火箭击败 

开拓者”这条篮球新闻点了赞，而没有对“皇马加时完胜马竞” 

这条足球新闻点赞，我们认为对于活跃的用户，(她)他有很大 

可能看到了这则新闻，但是她(他)对篮球类新闻感兴趣而对 

足球类新闻不感兴趣 ；而对于不活跃用户，她(他)没有对足球 

类新闻点赞的原因更有可能是没有看到这则新闻。据此，本 

文假设用户的活跃度越高，用户对未评价项目不感兴趣的可 

能性越大。本文定义用户的活跃度与用户浏览过的项目的数 

量成正比，在计算每个用户的活跃度时进行向量标准化： 

㈩  

3．2 项 目流行度 

在计算项目对的相关度时，项目对的流行度差异也能隐 

式表征用户的潜在偏好。任意给定两个项 目i和J，假设项 目 

i的流行度高，项目 的流行度低。此时，如果用户评价了项 

目 而没有评价项 目J，很有可能是因为用户不知道项 目J。 

项 目 和项 目 的流行度差异越大，因为不知道项 目J而未评 

分的可能性越大。另一种情况 ，若用户评价了流行度较低的 

项 目J而没有评价流行度较高的项 目i，则此时用户不太可能 
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是因为没有看到项 目i，而是因为用户对项目 感兴趣而对项 

目i没有兴趣。基于上述分析，项 目流行度差异影响项 目相 

关度计算。据此定义项 目i和项 目5的流行度差异为： 

PopDiff~，J—ItemPopi—ItemPop5 (2) 

其中，ItemPopi为项 目流行度，本文定义项 目流行度与浏览 

过该项 目的用户数量成正比，在计算每个项 目的流行度时进 

行向量标准化： 

l r r l 

ItemPop 一 (3) 

√喜I Uj l 
3．3 项目相关度计算 

若有记录只对两个项 目之一进行评分，本文利用该记录 

对应评分用户的活跃度和两个项 目的流行度差异设计项 目相 

关度惩罚权重。若仅对一个项目有评分的记录所对应的评分 

用户的活跃度越高 ，用户不喜欢未评价项目的可能性越大，该 

条评分记录对于项目相关性的贡献越低 ，相关性惩罚权重也 

越大，因而相关性惩罚权重正相关于用户活跃度；当两个项目 

的流行度差异越小 ，用户只看到两个项 目之一的可能性也越 

低，相关性惩罚权重也越大，因而相关性惩罚权重负相关于项 

目流行度之差。仅对两个项 目之一有评分的记录的相关性惩 

罚权重计算公式为： 

( ，j)= 

， 迁PopDiffi．，> 

UserAct 

PopDiffl 

UserAct 

PopD~ff, 

if。<Po 艉 i<0 

ifPopDiffi．，<O 

其中， 是算法设定的项 目流行度差异阈值，即当两个项 目的 

流行度差异超过一定阈值时，若有记录只对两个项目之一进 

行评分 ，不再考虑该记录对应的项 目流行度差异和用户活跃 

度；a是当用户评价了流行度较低的项目而没有评价流行度 

较高的项 目的额外惩罚权重。 

综上 ，对任意项 目i和项 目J，本文定义其相关度计算公 

式为： 

一 点 ( ， 一r )( ， 一 ) 
：： ：：： ：：： ：：：： ：：： ：：： ：：： ：：：： ：：： ：：： ：：兰 ：：：：： — ：：： l_：： ：：：：：：：：：：：：：：：：：：：：：：：：：：：：：：：一 (5) 

爵UJ( 一 + ∈UJ‘ 一 * √ 爵UJ 一 + 毒 一 。*毗‘ 
3．4 算法描述 

基于所提的用户活跃度、项目流行度、相关性惩罚函数和 

项 目相关性度量公式，本文提出考虑用户活跃度和项目流行 

度的基于项 目最近邻的协同过滤算法 (User Activity and I— 

tern Popularity Based Collaborative Filtering Algorithm，UA- 

BCF)如下 。 

算法 考虑用户活跃度和项 目流行度的基于项 目最近邻 

的协同过滤算法(uA_BCF) 

输入 ：用户一项 目评分矩阵R 

输出：用户 u 对项 目i 的预测评分 

Step1 利用式(5)基于用户一项目的评分矩阵R计算项 目i 与所有其 

它项目的相关度 sire(i ，i)； 

Step2 基于相关度 sim(i ，i)，根据 sim(i ，i)的大小进行降序排列 

并选择用户 u 评价过的前 K个项 目作为项 目 i 的邻居 

Neigh(i )； 

Step3 根据用户 U 对邻居中项目的评分 r(u ，j)(j∈Neigh(i ))，利 
 ̂

用式(1)加权得到活跃用户对未知项 目的预测评分r(u ，i )， 

权重为邻居中项目与活跃项 目的相关度 sim(i ，j)。 

复杂度分析 ：传统 项 目相关 度计算方 法 的复 杂度为 

0( )(其中N为项目个数)，本文提出的项目相关度计算方 

法要求预计算用户的活跃度和项 目的流行度，计算用户活跃 

度和项 目的流行度的时间复杂度均为 0( ，因此所提项 

目相关度计算方法的时间复杂度为 0(N +2NM)，等价 

于 ()(N*max(N，2 )，其中M为用户个数。 

4 实验评价 

4．1 数据集 

本文选择 GroupLens实验室发布的 MovieLensl00K电 

影数据集对所提算法的有效性进行验证。MovieLensl00K数 

据集(简记为 Mu O0K)由 1997年到 1998年 7个月内在Mo- 

vieLens网站收集的用户对电影的评分数据构成，包含 943个 

用户对 1682部电影的 100000条评分记录，每个用户至少对 

2O部电影有过评分。该电影数据集的稀疏度为 0．9369。 

本文采用 志折交叉验证方法对 MLIOOK进行分割_4]。 
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首先将数据中的所有用户均匀分配到k个数据集中，对于其 

中任一数据集，从每个用户评分记录中随机选择 条记录放 

到测试集中，将该数据集的剩余评分和其它 惫一1个数据集的 

评分放到训练集中。重复进行 k次，得到 k对训练集和测试 

集，并在所得的 是对训练集和测试集上计算算法度量指标的 

均值。本文实验中设 k为 5，设 7"／为 10。 

4．2 评价指标 

本文利用MAE，nDCGE”]，DiversityE“]和Novel@ j 4个 

指标分别从预测评分精确度、推荐列表排序精确度、推荐歹Ij表 

多样性和推荐新颖性 4个角度对算法性能进行度量。4个度 

量指标的计算公式如下： 

MAE一 --1 
P mq ∑f 

(6) 

其中，q 是测试集中用户的实际评分值，P 是对应的算法预 

测值，I Testsetl是测试集 中评分记录的个数，记录总数为 N 

和 MAE值越小，算法性能越好。 
’ M  ～  ’ 

nDCC~ M 一 
lOg2

Z'i

L

--

z十

1 (7) 

其中， 是排名第i个项目的相关度评分。本实验中，若对应 

的项目评分高于用户的评分均值，则 为 1，否则为 0。Zm是 

7zDCG的标准化因子，本文将 M设置为 5，表示度量的是长度 

为 5的推荐列表的排序精确度。nDCG值越高，表示推荐列 

表的排序越精确。 

∑ diversity (L) 
Diversity--- L——————一 (8) 

÷ 1Uj(jU1—1) 

dive ￡弘， (L)一1一 (9) 
i 

其中，diversity．， (L)是指系统给用户 M和用户 的推荐列表 

的差异性度量，‰ (L)是系统给用户 “和用户 的长度为 L 

的推荐列表中共同项目的个数，Diversity是推荐系统的多样 

性，lUI为系统中的总用户数。 

Novelty一 

Zn
—

o

阢

vel
—

ty． 

(10) 



 

。础 弘 一 

pop(i) 

(11) 

本文根据推荐列表中项目的平均流行度来评价推荐系统 

的新颖性，该公式假设流行度越低的产品越能让用户感到新 

颖。其中 pop(i)为给用户 U的推荐列表中项目i的流行度， 

即选择该项 目的用户数。 

本文将 UA-BCF算法与基于皮尔逊 的项 目最近邻方法 

(实验中简记为 Pearson)[ 、基于加权皮尔逊的项目最近邻方 

法(WeightedPearson)Eg]和基于均值标准化余弦相关度的项 

目最近邻方法(CosineNormltem)[ ]3种基准算法进行 比较 

(具体项 目相关性计算公式见表 3)。为验证所提项 目相关性 

度量方法的有效性 ，本文方法与基准方法采取了相同的邻居 

选择方法和评分加权方法。 

本文所有实验代码均用 Matlab R2013a编写。实验在 

Intel Xeon 2．67 GHz CPU 和 8GB内存 的 64位 Windows 

Server 2008平台上运行。 

4．3 评价指标 

4．3．1 参数敏感性实验 

为了验证所提方法的鲁棒性，本文对影响 UA-BCF算法 

效果的参数 a和卢进行敏感性分析。为了测试参数 对算法 

精度的影响，假设口为2， 的取值范围为[0．04，0．08]。uA． 

BCF算法的平均绝对误差随着邻居规模的变化如图 1所示。 

图 1表明，当取不同数值时，UA-BCF的平均绝对误差指标比 

较稳定(在区间[o．76，0．765]之间)。当J8取 0．05时，算法的 

平均绝对误差最小 。这说明，当两个项 目的流行度差异较大 

时，不考虑仅对一个项 目有评分记录对应的项 目流行度差异 

和用户活跃度，有利于提高算法的评分预测精度。为了测试 

参数 对算法精度的影响，将 设置为 0．05，a的取值范围设 

为[1，2．25]，算法的平均绝对误差随着邻居规模的变化如图 

2所示。图 2表明， 为 1．75和 2时算法的平均绝对误差小 

于d为 1和 1．25时的平均绝对误差。这说明，针对仅对一个 

项 目有评分的记录，若用户评价了流行度较低的项 目而没有 

评价流行度较高的项目，提高对这类记录的惩罚权重有利于 

提高评分预测精度。 
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图 1 参数口敏感性测试(a一2) 
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图 2 参数 敏感性测试( =0．05) 

4．3．2 与基准算法的对比实验 

由图1和图2可知，当a为2且卢为0．05时，UA-BCF算 

法可以取得较好 的效果。本 文后续实验均假设 a一2， 一 

0．05。本文所提UA-BCF算法与基准算法的对比实验如图 3 

和 图 4所示 。 
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图 3 评分预测精度指标MAE对比结果 
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图 4 top-N推荐列表排序精度指标 nDCG对比结果 

图3和图 4给出了不同邻居规模下各种算法的评分预测 

精度指标 MAE值和推荐列表排序精度指标 nDCG值。在评 

分预测精度指标 MAE上 ，CosineNormltem方法具有最好的 

推荐效果，而 Pearson方法的推荐效果最差。这说明，综合利 

用仅对一个项 目有评分的记录并惩罚具有较少共同评分记录 

的项 目对的相关度有助于提升推荐精度。同时，图 3和图 4 

还表明，当计算项目相关度所依据的邻居规模较少时，本文所 

提 UA-BCF方法的效果略低于 CosineNormltem方法。当计 

算项 目相关度所依据的邻居规模大于一定规模后，UA-BCF 

方法与 CosineNormltem方法 的效果基本相 同。但是，UA_ 

BCF方法在 top-N列表推荐精度指标 nIX2G上取得了更好的 

效果。如图4所示，当邻居规模为 35时，UA-BCF方法具有 

最高的推荐列表精度。 

图5和图6给出了不同推荐列表长度下各种算法的多样 

性指标 Diversity和新颖性指标 Novelty的对比情况。图 5表 

明，WeightedPearson方法的推荐多样性和流行度最差 。主要 

原因在于 weightedPearson方法惩罚了具有较少共同评分记 

录的项 目对 ，使得流行度较低的项 目具有较少的相关项 目，在 

推荐时被考虑的概率大幅降低。在 MAE指标取得最好效果 

的 CosineNormltem方法的推荐多样性和新颖性较低，具体原 

因与WeightedPearson方法类似。虽然 Pearson方法在评分 

预测精度指标 MAE和推荐列表排序精度上效果最差(见图3 

和图4)，但是其取得了最优的推荐多样性和流行度。这是因 

为对于具有较少共同评分记录的项 目对 ，Pearson方法可以赋 

予较高的相关度。因此，对于流行度较低的项 目，Pearson方 

法也可以将其推荐 给用户。图 5和图 6表 明，本 文所提的 

UA-BCF方法在推荐多样性和新颖性两方面均取得了较为理 

想的结果。在保持推荐精度的情况下，UA-BCF方法 的 Di— 

versity和 Novelty指标值均优于 CosineNormltem和 Weigh- 

tedPearson~Y法。 
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图 6 推荐新颖性指标 Novelty对比结果 

结束语 本文利用用户活跃度和项目流行度信息对现有 

项目相关性度量方法进行了改进，在保证推荐精度的情况下 

提高了推荐系统的多样性和新颖性 。所提相关性度量方法的 

基本思想是，对于任意给定的两个项 目，若存在较多的仅对两 

个项目之一有评分的记录，两个项目的相关性会降低。相关 

性下降程度取决于这些记录对应的用户活跃度和项 目流行 

度。用户活跃度越高，项目相关性下降程度越大，项目流行度 

差异越小，项目相关性下降程度越大。基于电影数据集 

ML100K的实验结果表明，所提算法可以作为现有基于项 目 

最近邻的协同过滤算法的有效补充。在对多样性和新颖性要 

求较高的推荐环境中，该算法具有较大的优势。在本文模型 

中，惩罚权重对相关性度量的效果具有重要作用，如何对惩罚 

权重进行改进以获得更高的推荐精度是本文后续研究的主要 

方向。 
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