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基于最小联合互信息亏损的最优特征选择算法 
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摘 要 提出了一种基于最小联合互信息亏损的最优特征选择算法。该算法首先通过一种动态渐增策略搜索一个特 

征全集的无差异特征子集，并基于最小条件互信息原则在保证每一步中联合互信息量亏损都最小的情况下筛选其中 

的冗余特征，从而得到一个近似最优特征子集。针对现有基于条件互信息的条件独立性测试方法在高维特征域上所 

面临的效率瓶颈问题，给出了一种用于估计条件互信息的快速实现方法，并将其用于所提算法的实现。分类实验结果 

表明，所提算法优于经典的特征选择算法。此外，执行效率实验结果表明，所提条件互信息的快速实现方法在执行效 

率上有着显著的优势。 
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Abstract In this paper，a minimum joint mutual information loss—based optimal feature selection algorithm was pro— 

posed，which firstly finds a non-diseriminate feature subset of the original set via a dynamic incremental searching strate- 

gY，and then eliminates false positives by keeping minimum joint mutual information toss with class in each iteration u 

sing a minimal conditional mutual information criterion，in such a way as to obtain an approximate optimal feature sub 

set．Furthermore，for the computationally intractable problem arising in high dimensional feature space that characterizes 

the existing method of conditional independence test with conditional mutual inform ation，a fast implementation of con 

ditional mutual information estimation was introduced and used to implement the proposed algorithrrL Experimental re— 

suits for the classification task show that the proposed algorithm performs better than the representative feature selec— 

tion algorithms．Experimental results for the execution task show that the pmpos~ implementation of conditional mutual 

inform ation estimation has a considerable advantage． 

Keywords Feature selection，Conditional mutual information，Minimum joint mutual information loss，Fast implementa— 

tion 

1 引言 

特征选择已成为许多领域数据预处理特别是高维数据预 

处理过程中不可缺少的部分(例如文本分类、图像检索、生物 

信息处理等)。特征选择即从一组 已知的特征集中按照某一 

准则选择出有很好的区分特性的特征子集，以达到用较少的 

特征对数据进行有效的表达和减少计算开销的目的。一般来 

说，特征选择方法可以分为 3类l6]：嵌入方法、Filter方法和 

Wrapper方法。对于嵌入方法而言，特征选择被整合进某一 

特定学习算法的训练过程中，其典型代表是 C4．5Cu]。Filter 

方法基于某一具体的评价准则来选择特征，其选择特征的过 

程独立于具体的归纳学习算法，没有继承归纳学习算法对特 

征的偏置，其典型算法有 Reliefl~” 等。与Filter方法相反， 

Wrapper方法以某一具体归纳学习算法的性能作为其评价和 

选择特征的标准。显然，Wrapper方法继承了其所使用的归 

纳学习算法对特征的偏置，因此只对预选的归纳学习算法有 

较好的性能，不具有一般性。此外，由于 Wrapper方法使用 

了特定归纳学习算法作为评价标准 ，其计算代价通常非常高 

昂，因此当特征维数很高时，Filter方法往往要优于 Wrapper 

方法。 

常用的Filter型特征选择方法所采用的评价标准有卡方 

检验(Y 一test)[ ]、RMI[ 、信息熵_23]和互信息[。]等。然而， 

许多基于这些评价标准的特征选择方法仅考虑了单个特征与 

类标签之间的关系，未考虑特征之间的相关性，因此会造成特 

征冗余。为解决特征冗余问题，一系列基于条件独立性原理 

和马尔可夫毯(Markov blanket)理论的特征子集搜索算法被 
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相继提出[1,14,17]，这类算法通过对待选特征子集进行条件独 

立性测试与比较，进而搜索出一个与特征全集具有最小分类 

误差的近似最优特征子集。然而这类严格对特征子集进行条 

件独立性测试的算法普遍面临着“维数诅咒”的困难，其效率 

会随着特征子集规模的增长而急速降低[1 。解决该问题的 

工作可以归纳为以下3类：一类试图采用各自的搜索策略尽 

可能地减少搜索过程中条件独立性测试的次数[ ” ，然而 

它们并未降低条件独立性测试的计算复杂度，高维数据集下 

的效率瓶颈问题依然存在。另一类则对备选特征集的规模进 

行限制Ⅲ1]，但这类方法往往导致结果精确性的降低。还有一 

类工作则采用某些近似条件独立性测试方法来替代对特征子 

集进行条件独立性测试(较为典型的有 Yu等提出的 FCBF 

算法_】9]以及崔自峰等提出的AMB算法[ 1]等)。这种替代虽 

然有效地提高了运行效率，但对其替代策略的合理性无法给 

出理论上的证明，始终是其固有的缺陷。 

为解决上述困难，本文以条件互信息作为评价准则，提出 

了一个基于最小联合互信息亏损的最优特征选择算法。算法 

首先通过一个动态渐增策略搜索最具分类能力且与当前已获 

得的特征子集独立性最强的特征，并确保在迭代结束时获得 

一 个与特征全集具有相同联合互信息量的无差异特征子集。 

进而基于最小互信息原则在保证每一步都获得最小联合互信 

息亏损的情况下对可能的冗余特征进行筛选。本文还提出了 

一 种对特征子集进行条件互信息估计的高效解决方法，并将 

其用于所提算法的实现。对UCI数据集、生物信息学领域的 

数据集以及 KDD Cup中Thrombin数据集 的分类实验表明， 

本文提出的特征选择算法性能要优于经典的IG，ReliefF和I— 

AMB特征选择算法。 

2 联合互信息与条件互信息 

联合互信息(joint mutual information)_1 ]用于描述两个 

变量集之 间的相关性程度。令 x一{X1，Xz，⋯， }，y= 

{y1，y2，⋯， }为两组有限离散型随机变量的集合，则x和 

l，之间的联合互信息可通过分布P( ，j，)和 ( )夕( )之间的 

KL散度(Kullback-Leibler divergence)[ 来表示： 

J(x；l，)=Dw[ ( ，j，)l l夕( ) (．)，)] 

， log ] 
一  (x,y)log 

＼^ ／ ＼ r／ 

式中，log表示以2为底的取对数运算(以下均使用 log来表 

示logz)， 、j，分别表示x、y中可能的取值组合。由联合互信 

息定义可知，若x和l，中的变量有着紧密关联，I(x；l，)的值 

将会很大，反之其值将会很小。特别地，当J(x；l，)一0时，x 

和y相互独立 注意到当x和y分别仅含有一个变量时，即 

当 X一{X}、l，一{Y}时，I(X；l，)= (X；y)为变量 X和 y的 

互信息。 

令z为一个有限离散型随机变量集合。将给定z时x、l， 

之间的条件互信 ~,(conditional mutual information)定义为 

I(XWIZ)一E ( ){DKJJ[ (x，yIz)l lp(xlz)p(yl )]} 
= ∑ (z)(∑Ep( ，Ylz)log 

兰! J墨 、 
P( Jz)p(YIz) 

一 ( ，Y，z)log 
z V ＼^ l ， ＼ ，l ／ 

I(X；Y}z)用于描述在 z已知的情况下X和 y之间的关联程 

度。若 I(X；Ylz)一O，则说明在给定z时，x和l，条件独立； 

反之若该值越大，则说明在给定z时x和l，的关联程度越 

大。 

联合互信息和条件互信息都具有非负性和对称性。其中 

对称性即J(x；y)一J(1，；x)，I(X；Y Jz)一I(Y；Xlz)。在信息 

论中，非负性和对称性是联合互信息和条件互信息最基本的 

性质。 

3 基于联合互信息的最优特征选择 

3．1 最优特征选择 

这里使用机器学习的语境描述最优特征选择问题。给定 

一 个训练集 U—D(F，C)，分类学习算法将会在 【，上训练出 

一 个用于分类的映射规则 ：F—C。而最优特征选择的任务 

即从特征空间中选择出一组最小特征子集 s，使得学习算法 

在该特征子集上建立的映射规则 ：s—c能够尽可能接近 

：̂J C。由于难以直接比较映射规则的相似性，人们往往采 

用一定的评价函数来评价特征子集的优劣。一般而言，评价 

函数的值越大(或越小)，其所评价的特征子集越优。令 ， 

(·)为特征子集的评价函数，最优特征选择的任务即在特征 

空间F中搜索出一个使特征选择算法所用评价函数J(·)的 

值尽可能大的最小特征子集 S。 

3．2 基于最大联合互信息的最优特选择方法 

由于分类学习算法将会在给定训练集上训练出一个用于 

分类的映射规则，因此对样本集 中每一个样本的分类，都存在 

一 个从特征集合F到类标签c的映射与之对应。于是，当一 

个特征含有能够影响类标签分布的重要信息时，该特征即为 

相关特征，否则该特征为不相关特征或冗余特征l_】 。鉴于联 

合互信息具有能够很好地对一组特征之间的信息关联进行描 

述的性质，它常被用作构造度量特征集合和类标签之间关联 

程度的评价准则。根据联合互信息的定义，J(C； )的值越 

大，特征集s与类标签C的相关程度就越大，其所含有的分 

类信息就越多。反之， (C；Js)一0则表明s中不含与分类有 

关的信息。因此，若以联合互信息作为特征子集评价函数，即 

有J(s)一工(C；s)，则最优特征选择任务可以表示为选取一个 

规模最小的特征子集 以满足 maxsc， (C；S)。设 F为特征 

全集，{s，F)CF，由联合互信息的链式规则_2]可知 

(C；FlS)一I(C；S，F)一J(C；S) (1) 

由条件互信息的非负性知 I(c；FIs)≥O，于是有 

I(C；S，F)≥J(C；S) (2) 

结合式(2)，可知 supscFI(C；s)一J(C；F)。为了讨论本 

文算法的搜索策略，以下首先给出无差异特征子集的定义。 

定义 1(无差异特征子集) 设SCF，若 满足 

J(C；S)： (C；F) (3) 

则称s为F的一个无差异特征子集。 

显然，最优特征子集是F的无差异特征子集之中规模最 

小的某一特征子集，这说明在F的无差异特征子集中有可能 

存在冗余特征。于是我们将特征选择问题分解成两个子问 

题，即首先得到一个F的无差异特征子集 ，再对该子集进行 

缩减以排除冗余，从而完成特征选择任务。以下将分别针对 

．  
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这两个子问题提出相应的搜索策略，并在此基础上给出本文 

的搜索算法。 

3．3 基于最大条件互信息的无差异特征子集搜索策略 

给定特征集s，若有 (C；Fls)>O，则 F是一个相关特 

征，且具有特征集S所不具有的关于类标签c的信息；若 F 

与 C条件独立 ，即 I(C；FIs)一0，则特征 F在给定 S时不具 

有关于分类的任何有用信息，即F是一个不相关特征，或者 

是一个在给定特征集s时的冗余特征。条件互信息 I(c；FI 

s)不仅考察了特征与类标签之间的相关性，同时考虑到了特 

征之间的相关性(冗余性判别)，因此它十分适合作为特征的 

评价准则。结合式(1)，我们采用一种动态渐增搜索策略，搜 

索一个F的无差异特征子集S。即在每一步迭代中，选择使 

当前条件互信息量最大的特征进入特征子集，并使用更新后 

的特征子集进行下一步的迭代。给定数据集u—D(F，C)，设 

初始条件下待选特征集W1一F，已选特征集 S 一D，该迭代策 

略可以表示为 

(1)一arg max／(C；Fl D) 
FEW1 

Vk，l≤尼< l Fl 

v(k+1)一arg max J(C；FlF (1]，⋯，Fv( )) 
FE +1 

式中， ，表示第 k步时被选人特征子集的特征， + =Wk一 

{ c }。为避免每一次迭代后进行J(C；s)= (C；F)的判断， 

以下给出一种等价的高效判别方法。 
k一 】 

性质 1 令 O'k一∑ maxJ(C；FISi)，w —F—s ，S1— ， 
1 FEWi 

则使 f(c； )一 (c；F)成立的充分必要条件是 一f(c；F)。 

证明：根据联合互信息的链式规则，有 

(C；Si)一 max j(C；FlSi—1)+J(C；S 一1)( ：2，3，⋯，忌) 
FEWi 1 

于是有 

j(C； )一 max j(C；FI 一1)+ max (C；Fl 一2)+⋯ 
f ∈ 

一

1 FC- 
一

2 

+maxI(C；FlS1) 
FEW1 

一

1 

一 ∑ max，(C；FfS)一 
i一1 FEWi 

故有 一J(C；F)臼，(C； )一 (C；F)。证毕。 

性质 1揭示了最大条件互信息累积量O'k与J(C； )之间 

的等价关系。由于maxI(C；Fl s1)在每一步迭代中均已计算， 
FEW

z 

0 

因此使用 进行J(c；s)一J(c；F)的判断将大大提高算法的 

效率。此外，若在第i步中有maxI(C；FlS)一0且 ≠J(c； 
∈”‘ 

F)的情况发生，为了保证策略的有效性，使搜索过程能够继 

续进行，我们选择当前最具有分类能力的特征(即和类标签具 

有最大互信息的特征)进入子集 ，即有 s2+ 一s + {Fl max 
P∈ W 

，(C；F)}，w +1一W ——{FlmaxI(C；F)}， +l CTi。 
FEWi 

3．4 基于最小条件互信息的冗余特征排除策略 

上述搜索策略确保了在其迭代结束后所得特征子集是特 

征全集的一个无差异特征子集，同时确保了每次选人的特征 

最具有分类能力且不是当前特征子集的冗余特征，兼顾了冗 

余性的判别。其不足之处在于每一步迭代仅使用当前已获得 

的特征子集来评价新特征的分类能力及冗余性，对于早期进 

入特征子集的特征而言，它们的分类能力和冗余性并未被新 

进入的特征群所评价，于是存在早期进入特征子集的特征是 
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随后进入特征子集的特征群条件下的冗余特征的可能性。由 

此便可能造成特征子集的规模过大，与特征选择算法搜索“最 

小特征子集”的目标相悖。因此，在获得 J(c； )一，(c；F) 

的特征子集 后，还需要用新特征群来评价老特征的方法筛 

选其中可能存在的冗余特征，从而减小特征子集的规模。另 

外，由于在实际数据集上估计条件互信息，往往会因训练样本 

有限而造成估计值与实际值之间存在偏差[1 ]。为减小该 

偏差所造成的干扰，可在本阶段中引入一个判别阈值 )，来判 

断冗余性。即若有 J(C；F【s一{F})<y，则判定 F为一个冗 

余特征并将其从特征子集中移除。此外，为进一步减小使用 

阈值进行冗余判别的错误率，同时使移除的特征对特征子集 

实际分类能力的影响尽可能小，还需使缩减后的特征子集与 

类标签之间联合互信息量的亏损尽可能小。为实现上述要 

求，采用一种基于最小条件互信息的迭代策略来筛选冗余特 

征。设算法在前一阶段所获得的特征子集为 S2，在本阶段中 

已经筛选出了z个冗余特征，则迭代流程可表示为 
f 

j(C； )一I(C； )一∑minI(C；FI 一{F}) (4) 
： F∈ 

若在第 z+1步中有 rain (C；Fl 一{F})≥y，则说明 
FE 

此时特征子集中的所有特征均不被判定为冗余特征。此时算 

法将退出本阶段的迭代，并输出最终所获得的特征子集 。 

3．5 MJM几 算法 

综合上述讨论，我们给出 MJMIL算法 (Minimum Joint 

Mutual Information Loss—based algorithm)的伪代码。 

算法 1 MJMIL特征选择算法 

Input：A training dataset U—D(F，C) 

Output：Selected feature subset S 

1．Initialize：S一0，w—F，口一0，JMI=j(C；F) 

2．Repeat／／第一阶段 

3． If FEW such that f(C；Els)> 0，do 

4． Choose FEW that maximizes，(C；FlS) 

5． s=s+{F)，w—w {F}， 一 +I(C；FI s) 

6． Else 

7． Choose FEW that maximizes，(C；F) 

8． S=S+{F}，w—w一{F} 

9． End If 

10．Until a=J『MI 

11．Repeat／／第二阶段 

12． Choose FES that minimizes I(C；F S一{F}) 

13． If I(C；F I s一{F))<)，，do 

14． S—S一 {F} 

15． EndIf 

16．Until S has not changed 

MJMIL算法是一种基于特征子集条件独立性测试的算 

法，整个算法需对条件互信息进行D(fFi。)次估计。然而在 

“条件”规模较大的情况下，条件互信息量的估计一直是最优 

特征选择算法和其他学习算法(例如贝叶斯网络构建算法等) 

的瓶颈问题之一_13 。当前已被明确提出并广泛应用于特 

征选择算法中的条件互信息估计方法，是一种时问复杂度与 

数据集样本规模呈线性关系同时与特征空间规模呈指数关系 

的方法 。受其限制，许多学习算法都不得不考虑限制“条 

件”的规模以保证算法的效率。以下将给出一种快速高效的 

条件互信息估计方法，该方法有效地解决了“条件”规模较大 

时效率低下甚至无法求解的困难，使 MJMII 算法能够在高 



维特征空间下高效地搜索最优特征子集。 

3．6 条件互信息估计 

在分析估计过程之前，首先给出局部互信息的定义以及 

条件互信息和局部互信息之间的关系。 

定义2(局部互信息) 给定数据集U—D(F，c)，XffF， 

YEF， CU。在U上估计的X和y的局部互信息为 

(x；Y)一∑∑ A (z
， )1。g 

PC (x)pc ( ) 

式中，PC (·)和Pc(·，·)分别为在 U 上估计的概率和联合 

概率。 

性质2 对样本有限的离散型特征而言，其条件互信息 

的估计值可以表示为若干局部互信息的和。即给定一个含有 

N个样本的数据集 U—D(F，C)和特征子集 SCF，XEF，Yff 

F之间的条件互信息可表示为 

I(X；YfS)一∑丸，u(X；y) (5) 

式中， ∈(O，1]为一个对应于 的系数，Uc U。 

证明：设 s一{F ”， }，西为 s中特征取值组合空间， 

∈ 为 s中特征的一种具体取值组合，中中实际存在于 U 

中的取值组合个数为q，UiCU为含有 的子数据集，Nvl为 

中的样本数，于是有UUi—u，且 

Is)一妻 (j6 )∑∑ A( ， )logI(X；Y Y)log 丛 L 一∑户( )∑∑ ( ， f — ±三 上 
p(x )户( ) 

( ， ) 

一鲁q__ Nui l。g丽 Nui 

Nui NUi 

一 善q Nu． ^(x,y)log 

一 ∑ Nu．}u (x；y) 

式中，rfUi(·)，m (·，·)分别表示某一特征取值和取值组 

合在 中出现的次数。令Nv,／N=2 ，则有 

f(X；yIJs)一∑九 u(X；y) 

结合性质 2，可知估计条件互信息的运算时间等于q次 

局部互信息计算时间的总和。由于现有的互信息估计方法在 

一 个含有 个样本的数据集上的时问复杂度为O(m)C ，因 

此若 q个 在 U中连续排列 ，则可以将其中每一个 视为 

一 个独立的数据集，并且对 (x；y)的计算即为在 上进 

行的估计互信息的计算，故此时估计条件互信息的时间复杂 

度为∑O(Ni)，即为 0(N)。为使 在 U 中连续排列 ，可采 

用以下两种解决方案：方案一，采用时间复杂度为 O(NlogN) 

的排序算法(例如归并排序等)，以每个特征 FEs为关键字 

对数据集u进行Js1次排序，然后估计所有的局部互信息并 

求和，最终得到条件互信息的值。此时整个条件互信息估计 

过程的时间复杂度为 o(1SlNlogN)+0(N)；方案二，通过 

链式基数排序法对数据集 L，进行排序。设特征的取值上限 

为 r，由于链式基数排序法的时间复杂度为 0(fSl(～+r))， 

于是最终求得条件互信息的时间复杂度为0(IS J(N十r))+ 

0(N)，即为O(ISl(N+r))。可知当特征取值范围r不大 

时，特别对于二值数据集和稀疏数据集而言，方案二要优于方 

案一。本文采用方案二进行算法实现。 

4 实验及结果分析 

实验共分两个部分。第一部分，评价 MJMIL算法性能。 

本次实验选择了经典的特征选择算法 IG；”]、ReliefFE 。]以及 

IAMB算法_】4]与MJMIL算法进行比较。分类器选择 Naive 

BayesE ，kNN[ 和 C4．5[11]。第二部分，为验证本文提出的条 

件互信息求解算法的高效性，分别使用本文方法和文献E9]中 

的方法来实现 MJIVHL算法，并比较两种方法在 MJMIL的前 

向迭代搜索阶段(第一阶段)上的执行时间。所有实验均在 

2．8GHz CPU、2G RAM 的 PC机上完成。 

选取 UCI库”中 4个常用的基准数据集、生物信息学领 

域中的 Harvard Lung Canced’数据集和 KDD Cup 2001中的 

Thrombin3’数据集作为实验数据集。详细描述见表 1。 

表 1 实验数据集描述 

由表 1可以看出，所选数据集无论是从样本数量(203 

199523)，还是从特征域(37～139351)来说，都覆盖了相当广 

的范围，有利于全面检验算法的性能。 

4．1 分类性能评价 

采用著名的数据挖掘平台weka 作为分类实验平台。 

根据文献E12]，将ReliefF算法中的迭代参数设为 3O，近邻个 

数设为5。对于本文提出的MJMIL算法，将判别阈值7设为 

0．01。实验中IAMB算法”和 MJMIL算法均由Java实现， 

并可嵌入 Weka平台下使用。特征选择算法 IG和ReliefF则 

可在 weka中直接调用。对于Thrombin数据集而言，由于其 

规模太大 ，我们用 C++实现了实验所用到的 4种特征选择 

算法，并在 weka平台下对特征选择后的 Thrombin数据集进 

行分类实验。实验采用分类准确率(Accuracy)作为分类性能 

的评价指标，并通过 1O次、1O折交叉验证法获得分类准确 

率。此外，为详细分析MJMIL算法在高维数据集上的性能， 

在使用分类准确率评价 Thrombin数据集的同时，还使用 

ROC曲线面积(AUC)[3]、查准率(Precision)和查全率(Re— 

cal1)作为评价指标。对于含有连续型特征的数据集，在实验 

http：／／archive．ics．uci．edu／ml／ 

http：／／datam．i2r．a-star．edu．sg／datasets／krbd／LungCaneer／LungCaneer-Harvard1．html 

http：／／pages．as．wisc．edu／~dpage／kddcup2001／ 

httpt}{ ．es．waikato．ac．nz／ml／weka／ 

为使 IAMB算法能够胜任于高维数据集，实验中该算法的条件独立性测试采用本文提出的实现方法进行实现 
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前先采用 MDL方法l4 进行离散化处理。实验结果见表 2和 

表 3。 

表 2所示实验结果表明，MJMIL和 IAMB算法在 3种分 

类器 上 的平 均分类准 确率要 明显优于 IG 和 ReliefF，且 

MJMIL的表现最优。对特征维数空问不高的数据集而言，除 

了在 Kr-vs—kp上的表现外，MJMII 和 IAMB这两个涉及冗 

余特征处理的最优特征选择算法 的优越性并不十分明显， 

IAMB~是在 Arrhythmia数据集上获得了相对较差的效果， 

这在一定程度上说明了维数相对较低的数据集中特征冗余性 

对分类性能的影响并不是很大，此时特征与类标签的相关性 

对分类性能起到了决定性的作用。同时，IAMB在 Arrhyth— 

mia上所获得的较差结果也说明了 IAMB算法在样本不足的 

数据集上容易错选较多的分类无关特征或冗余特征。对于具 

有中等以上规模特征维度的数据集直至 Thrombin这样的高 

维数据集而言，MJMIL则取得了较其他 3种特征选择方法更 

加优越的结果，这说明了高维数据集中冗余特征的存在对分 

类结果有着重要的影响。筛选特征子集中冗余特征能够有效 

提高特征子集的质量 ，从而提高分类性能。在 MJMII 和 I— 

AMB之间，MJMII 的优越性更加明显，这表明了 MJMI1 算 

法具有更好的对相关特征搜索和对冗余特征判别的能力。 

表 2 所选数据集上结合 4种特征选择算法的分类性能比较( ) 

表3给出了算法在Thrombin数据集上的详细指标。注 

意到 3种分类器在 IG上的分类准确率分别 是 92．41 ， 

92．44 和 92．44 ，然而其 AUC值却都只有 49．6 ；同时3 

种分类器与 IG的组合在 Thrombin上对 Inactive类(2351个 

样本)的查准率除 了 Naive Bayes为 92．41 外，其余均 为 

92．44 (与分类准确率结果完全相同)；查全率除了在 Naive 

Bayes上为 99．96 外，其余均为 100 。但对于 Active类 

(192个样本)而言，其查准率和查全率全部为0 ，说明在进 

行交叉验证时，3种分类器均将所有 Active样本全部分类到 

Inactive类中。由此可见 IG方法对 Thrombin数据集的极端 

不平衡性(192：2351)十分敏感。而这个问题在 ReliefF中则 

得到了一定的改善；在 IAMB和 MJMIL中，尤其是 MJMIL 

中，得到了更好的改善。表 3显示的MJMIL和3种分类器的 

AUC值分别为 92．62 ，85．92 和 77．63 ，除在 C4．5上 

MJMIL的 AUC值较 IAMB略低以外，在 Naive Bayes和 

kNN上该值均要优于IAMB。在分类准确率上，MJMIL则全 

部优于另外 3种特征选择算法。 

4．2 条件互信息求解方法运行效率比较 

为了更好地显示出本文提出的算法在高维数据集上的有 

效性，我们选择 Arrhythmia和 Thrombin数据集来测试算法 

的运行时间。为了进行比较，这里分别采用本文所提出的实 

现方法(Linear tO the size of Samples and Linear to the size of 
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Variables，记为LSLV)和文献[9]提出的实现方法(Linear to 

the size of Samples but Exponential to the size of Variables，记 

为LsEV)作为 MJMIL算法中条件互信息量的求解方法。为 

增加度量的精确性，仅分析 MJMII 算法的前向迭代搜索阶 

段(第一阶段)的执行时间。同时，由于 LSEV方法对条件集 

合的规模有一定的限制(效率将随着条件集合的规模而急剧 

下降)，我们只给出 Arrhythmia中前 10个被选特征的执行时 

间，结果见图 1。 

图 1 通过 LSLV方法和 LSEV方法实现的MJMIL在 Arrhythmia 

数据集上第一阶段(部分)的执行时间比较 

从图 1可以看出，LSEV方法的执行时间随着特征子集 

规模的增加呈指数增长，而LSLV方法的执行时间则几乎未 

随特征子集规模的增加而增长，仅呈现出一定范围内的波动。 

实验结果显示出 LSLV方法较 LSEV方法有着十分明显的优 

越性。为了更好地显示 LSLV方法 的效果 ，我们还给出了 

LSLV方法实现的MJMIL算法第一阶段在Thrombin数据 



集上完整的执行时间 对于 LSEV方法而言，由于其需要至 

少 2 it(MJMIL第一阶段共选择63个特征，最少需 1个 bit 

存储 0或1)的存储空间，因此无法将其应用于 MJMIL第一 

阶段在Thrombin数据集上的运行。实验结果见图2。 

l4 
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2 
0 10 20 30 40 50 60 

VariableIndex 

图 2 LSLV方法实现的MJMIL在 Thrombin上第一阶段的执行时间 

从图2可以看到，MJMIL算法在其第一阶段中一共选择 

了 63个特征，对其中每一个特征而言，MJMIL的处理时间均 

未超过 lls，且在第44个特征之后的所有特征执行时间均在 

8s及以下。此外，本次实验的总执行时间小于 600s，需要的 

内存空间也仅为 3OOM左右(包括对 Thrombin数据集的存 

储)，因此本方法对于一个含有139351个特征和2543个样本 

的巨型数据集而言，是一个相当有效的解决方案。实验表明， 

V方法成功地解决了基于特征子集的条件独立性测试所 

面临的高维瓶颈问题 。 

结束语 本文提出了一个最小联合互信息亏损的最优特 

征选择算法 MJM／L。该算法将最优特征选择问题分解成两 

个子问题：首先基于最大条件互信息评价方法通过一个动态 

渐增搜索策略获得一个特征全集的无差异特征子集；进而基 

于最小条件互信息原则在保证特征子集分类信息亏损尽可能 

小的同时，对可能的冗余特征进行筛选，以达到选择具有最优 

分类效果的特征子集的目的。在 Naive Bayes、kNN以及 

C4．5 1-的分类实验结果证实了MJMm算法的有效性及优越 

性。特别对高维数据集而言，MJMIL算法能对高维特征域中 

的冗余特征进行有效筛选，分类实验结果明显优于经典的 

IG、ReliefF和IA№ 特征选择方法。此外，本文还提出了一 

种“条件”中特征数量可变情况下条件互信息估计的快速实现 

方法。运行效率实验结果表明，此实现方法有效地解决了特 

征子集条件独立性测试面临的维数瓶颈，使本文提出的 

MJMIL算法能够胜任于高维数据集。 
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