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摘　要　PCA(PrincipalComponentAnalysis)是最重要的数据降维算法之一,针对降维过程出现的信息丢失问题,学

术界说法不一.基于此,文中提出了一种新的改进算法(SimilarPrincipalComponentAnalysis,SPCA),新算法在处理

过程中保留了部分细节信息.以手写数字(MNIST)数据库为例,将原始向量组进行临近特征筛选,得出多维复合非

正交特征向量组;将训练库所得的向量组与测试集的向量组进行比对,识别出所测试的手写数字.结果表明,该算法

能够以较少量的训练样本实现对测试样本的较为完全的识别.
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Abstract　Principalcomponentanalysis(PCA)isoneofthemostimportantdatareductionalgorithms,thereismuchＧ
malignedviewsintheprocessofhandlingdata．Anovelimprovedsimilarprincipalcomponentanalysis(SPCA)algoＧ
rithmwhichisbasedonprincipalcomponentanalysis(PCA)algorithmwasproposedinthispaper．Thisalgorithmcan
keepsomedetailinformationintheprocess．TakingtheMNISThandwrittennumeraldatabaseasanexample,thenear
featurevectorischoseninoriginalvectorstogetthegroupsofnonＧorthogonalfeaturevectors．Then,thevectorsoftraiＧ
ninglibraryiscomparedwiththevectorsoftestinglibrary,andtherecognitionrateiscalculated．RecognitionresultsindiＧ
catethatthealgorithmcanmakehighidentificationofthetestingsamplesthroughasmallnumberoftrainingsamples．
Keywords　Principalcomponentanalysis(PCA),Handwrittennumeralrecognition,NonＧorthogonalfeaturevectors,
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１　引言

PCA方法[１]由Pearson于１９０１年首次提出,主要作为数

据降维手段对高维数据进行处理,因此有着广泛的运用.

Sirovich等[２]首次将 PCA 用于图像识别问题,之后 Turk与

Pentland等[３Ｇ４]将其应用于人脸识别领域.PCA 算法的改进

算法也有很多,如 MPCA[５]、KPCA[６Ｇ７]、稀疏主成分[８Ｇ９]等.

文中结合闫老师[１０]的观点,首先对PCA进行分析,然后再对

伪主成分分析(SPCA)进行理论推导,并给出实验证明.

手写数字识别一直是图像识别领域的热门话题,该技术

主要用于手写邮政编码分类[１１]、手写账户识别[１２]等.本文

受文献[２]的启发,结合文献[１３Ｇ１４]中对非线性的处理方法,

提出基于多种特征组合的方法[１５]———伪主成分分析(SPCA)

法.SPCA将特征集中化,同时保留部分细节信息,以构成高

效的特征约束信息族.经验证,本文算法具有较强的识别力

与鲁棒性.

本文第２节分析与推导 SPCA;第３节给出实验结果并

分析;最后总结全文.

２　SPCA算法的理论推导与分析

２．１　PCA算法

为了方便描述与引入,文中参考文献[１０]中的形式.设

N 个样本矩阵集合为{Ak},其中k＝１,２,,N,Ak 为m×n
的样本矩 阵,显 然 Ak 是 m ×n 维 的 张 量 空 间[１６](Tensor
Space).记:

Ak＝∑
n

i＝１
xi (１)

根据文献[２Ｇ３],对式(１)进行中心化处理:

xi←xi－１
n ∑

n

i＝１
xi (２)

其中,X′＝１
n ∑

n

i＝１
xi 为图像的均值,由式(１)和式(２)得到中心

化之后的图像:

X＝∑
n

i＝１
xi (３)

然后计算样本的协方差矩阵:

S＝X　X　T＝∑
n

i＝１
(xi－X′)(xi－X′)T (４)

再求解上述矩阵S的前q个最大特征值



V＝{vj|j＝１,２,,q} (５)
与对应的特征向量

D＝{dj|j＝１,２,,q} (６)

D 即为所求得的主成分方向集合,也即特征空间(EigensＧ
pace).如果将集合{Ak}记为张量空间,Ak 量化为一个列向

量xi,则上述所得到的D 为样本集合{Ak}的特征子空间.每

一幅图像都可以投影到该特征子空间中,进而将原图 m×n
维向量组降维成m×q维向量组,其中q≤n,实现了数据降维

处理.

２．２　PCA算法图解

假设一组m×n维的数据Al＝[xij],i＝１,２,,m,j＝
１,２,,n,l∉{k}.为了方便描述,本文中的图只示意性地画

出前３维.在初始坐标x１x２x３o系下,Al 在空间中的分布如

图１和图２所示.

图１　原始数据示意图 图２　原始向量

Al 中的某一列向量v→可以表示为:

v→＝α１x１＋α２x２＋＋αnxn (７)
经过PCA算法降维,新的特征空间x１′x２′x３′o′的方向如

图３所示.

图３　向量投影坐标转换

假设降维处理过程中,q＝n,即数据维数不改变,投影只

改变原来向量的表达形式,即:

v→＝v→′＝α１′x１′＋α２′x２′＋＋αn′xn′ (８)

此时向量v→的信息没有丢失,细节信息全部保留.要实

现降维,q＜n,此时式(８)应改为:

v→≈v→′＝α１′x１′＋α２′x２′＋＋αq′xq′ (９)

则在原来坐标系x１x２x３o中,向量v→′表达为:

v→′＝α１″x１＋α２″x２＋＋αr″xr (１０)

显然,v→′就是v→ 在原坐标系的近似表达(反投影到原来坐

标系下),此时满足约束:

αi″≤αi,r＜n (１１)
可以看出,原数据信息有所丢失,细节信息未被全部保

留.更难的是,无法评估丢失的细节信息ξ,即无法计算丢失

的ξ对原信息的影响.

２．３　PCA算法的改进———SPCA
注意到式(１１)中存在两种细节丢失:１)投影系数缩减

αi″≤αi;２)投影坐标丢失r＜n.
分析第一类丢失问题:根据式(９),由于数据降维,q＜n⇒

v→≈v→′,根据据式(１０),αi″是由v→′向原坐标系投影时产生的,故
只要实现数据降维,投影系数必然缩减,因此第一类丢失问题

是由算法本身所决定的.分析第二类丢失问题:r＜n,根据

PCA识别算法,原始数据向特征子空间进行投影,与原坐标

系相比,坐标轴个数减少,如果改进“投影”方法,则可以避免

投影坐标丢失问题.
本文改进思想:分别计算原向量空间中与D 空间中主轴

向量{dj}最靠 近 的 向 量 {dj′}(伪 主 成 分 (SimilarPrincipal
Component)),然后用{dj′}替换{dj},构成伪特征子空间D′,
称该方法为伪PCA算法.

算法伪代码如算法１所示.
算法１　主成分分析法伪代码

输入:记ϕi,j(m,n)＝A＝{x１,x２,,xn};低维空间维数(特征量个数)q
输出:矩阵D＝{w１,w２,,wq}

１．对样本进行中心化:xi←xi－
１
n ∑

n

i＝１
xi;

２．计算协方差矩阵:X　XT;

３．对上述矩阵求解特征值和对应的特征向量;

４．取最大的q个特征值所对应的特征向量 w１,w２,,wq．

提取临近特征向量,伪代码如算法２所示.
算法２　求临近特征的伪代码

输入:A,D,q
输出:矩阵 D′＝{x１,x２,,xq}

１．计算向量 wi与xj的夹角θij,其中i∈(１,q),j∈(１,n),θij∈(０,π);

２．对θi 排序,取最小值,并确定此时对应的j;

３．以xj来代替 wi,记为xi．

SPCA算法分析:根据式(９),假设计算向量v→的临近向量

为u→,则:

u→＝α１′x１＋α２′x２＋＋αn′xn (１２)
投影坐标未丢失,r＝n.伪特征子空间 D′现在满足:

１)在新的坐标系下已降维.２)在原坐标系下的维度信息未丢

失,很好地保留了细节信息(在这里必须指出,D 满足:①在新

的坐标系下已降维;②在原坐标系下发生了两类信息丢失).
改进后出现了３个问题:１)投影系数缩减使得原来投影

中的“主要”主成分“影响”降低(降维所决定的);２)投影坐标

未丢失,使得原来的细节得以保留,原来投影中的“非主要”主
成分“影响”会增大———类间非线性相似度增大(由实验结果

证明);３)无法对原图进行重构.
为了降低“非主要”主成分的影响,此处定义新的概念

定义１(重叠系数υ)　每一类与所有类的均值的比值.

υ＝ Φ
１
N∑Φ

∈(０,１) (１３)

其中,Φ表示某一类学习结果D′,１
N ∑Φ 表示N 类学习结果

的均值.因为无法衡量丢失的细节信息对整体的影响,所以

重叠系数υ在式(１３)下会有所波动.可以预见:q增大,“非主

要”主成分“影响”增大,则υ必然增大,可以通过式(１４)来减

弱“非主要”主成分增大带来的影响.

D″ti＝ D′ti－υVmean,υ∈(０,１) (１４)
其中,D′ti表示第i类训练集所学习的伪特征子空间.结合上

文所述,非线性相似度无法彻底抵消,会给最终的分类决策带

来极大的影响.为了更好地分类,本文引入视觉跟踪领域中

用到的皮尔森相关(PearsonCorrelation,PC)系数[１７]来进行

分类,同时使用均方误差(MeanSquaredError,MSE)最小的
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方法来对皮尔森相关函数判别的结果进行比较.

２．４　分类与优化

结合式(１４),０－９共１０类学习样本的均值为:

Vmean＝１
１０∑

１０

i＝１
D′ti (１５)

同时,测试集样本也需要减弱“主要”主成分“影响”,增大

“非主要”主成分“影响”,以提高识别率,如式(１６)所示:

W″ti＝ Wti－υ′Vmean,υ∈(０,１) (１６)
其中,Wti为第i类测试集样本.

本文采用皮尔森相关(PearsonCorrelation,PC)系数来进

行分类判别.算法伪代码如算法３所示.
算法３　为PCA分类与优化的伪代码

输入:D″ti,Wt″,q
输出:矩阵 Wl＝{i}

１．记 D″ti＝{D０″,D１″,,D９″},Wt″＝{y１,y２,,yt}

２．计算 D″i和yj的皮尔森相关系数rij,其中i∈(１,９),j∈(１,t),t＝

１００００;

３．对rj排序,确定最大rij,记录此时的i即为比较所得结果．

２．５　算法的整体步骤

算法的整体步骤如下:

Step１　根据算法１计算数据集A 的q个主成分;

Step２　根据算法２计算Step１所得到的伪主成分,并对

每一类结果求平均值;

Step３　将Step２所得的每一类(总共１０个类别)的结果

与每一类测试样本集按照式(１４)处理;

Step４　将Step３所得结果按照算法３进行分类.

３　实验

本节采用公开的 MNIST 手写数字数据库进行算法验

证,识别原理参考文献[１８]中的启发式方法———同一类的两

张图像的L２范数应该是最小的.

３．１　数据预处理

在该数据库中,手写数字０－９的训练样本共有６００００张

图像,测试样本共１００００张图像.每个样本图像由像素为

２８∗２８的０－２５５的数字构成,样本图如图４所示.

图４　示例样本

记样本矩阵为ϕi,j(m,n),m＝n＝２８.由于图片中存在

全零行或列,会增大类间相似度,因此考虑到接下来的成分分

析,必须对样本中全零行或列做处理———本文对全零行填充

幅值为０~１的高斯噪声,同时将样本图中非零数化为１(不
改变笔迹),以便于运算.示意图如图５所示.

图５　添加高斯噪声

３．２　伪主成分(临近特征)的提取

参照之前的伪代码,对各类样本集的L 张样本进行临近

特征学习,产生一张“临近特征”样本图.

例如,对数字“１”的L张样本进行训练,得到伪特征子空

间D１′,再将空间D１′中的向量求平均,得到k维本类训练结

果.其余以此类推,得到了０－９１０张学习结果.由图６可

以看出,实 验 结 果 验 证 了 前 文 对 于 改 进 后 出 现 问 题 的 分

析———“主要”主成分“影响”降低,“非主要”主成分“影响”增大.

图６　训练与学习结果

３．３　实验及结果

３．３．１　数据初始化

将训练数据(TrainingDigits)按０－９分成１０组,记为Δi,

每组内样本编号为δj,此处j的最大值为组内样本个数;将测

试数据(TestDigits)按０－９分成１０组,记为Δi′,每组内样本

编号为δj′,此处j的最大值为组内样本个数.记每组需要进

行训练的个数为L_train,每组需要进行测试的个数为 L_

test.为了使结果更加可靠,L_train随机选取,但不超过所有

δj 的最小值,L_test取１００００,即为１００００列测试数据矩阵,以

包含所有的测试样本.其中第１－９８０列:测试０;第９８１－
２１１５列:测试 １,共 １１３５ 列;第 ２１１６－３１４７ 列:测试 ２,共

１０３２列;第３１４８－４１５７列:测试３,共１０１０列;第４１５８－５１３９
列:测试４,共９８２列;第５１４０－６０３１列:测试５,共８９２列;第

６０３２－６９８９列:测试６,共９５８列;第６９９０－８０１７列:测试７,

共１０２８列;第８０１８－８９９１列:测试８,共９７４列;第８９９２－
１００００列:测试９,共１００９列.

３．３．２　实验流程

将训练样本经过SPCA算法计算得到训练样本的临近特

征(伪特征子空间D′ti),再与测试样本减去一定量的所有训

练样本的均值,得到D″ti与测试样本集W″ti,然后根据上文算

法进行识别计算.实验流程如图７所示.
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图７　实验流程图

３．３．３　实验结果

由上述分析可知,本算法控制参数包括:特征子空间维数

(特征向量个数)k＝q;每组需要进行训练的个数L_train,这
里取trainl;重叠系数υ(υ′＝υ).

每组取trainl张图片作为训练样本,每次训练提取k个

特征,每次测试１００００张测试集图片,υ＝０．３,结果如图８所

示.图９为验证结果.取trainl＝３５０时的实验数据如表１
所列.

图８　测试结果

图９　对测试进行验证

表１　在trainl＝３５０条件下的数据

k PC MSE time/s
１０ ０．７５１４ ０．７５５５ ２０．１５８
２０ ０．７６７１ ０．７７０７ ２１．５８１
３０ ０．７８４９ ０．７８９３ ２３．００１
４０ ０．７８４３ ０．７８４７ ２３．８８２
５０ ０．８００７ ０．８００５ ２５．３３８
６０ ０．８１７７ ０．８１５０ ２６．９４０
７０ ０．８２３０ ０．８２０３ ２７．５８９
８０ ０．８２７２ ０．８２６５ ２９．０８３
９０ ０．８３０８ ０．８２７５ ３０．４４１
１００ ０．８３５１ ０．８３２２ ３１．５２２
１５０ ０．８４３０ ０．８４１１ ３７．７６１
２００ ０．８４３５ ０．８４０２ ４１．６９２
２５０ ０．８４００ ０．８３７０ ４８．１５２
３００ ０．８３７２ ０．８３４６ ５５．０４１
３５０ ０．８２９８ ０．８２９５ ６４．２９６
４００ ０．８３１２ ０．８３１１ ７２．０５３
４５０ ０．８１２０ ０．８１０５ ７３．２８１

由表１可知,k所在的列表示提征数取特,PC 所在的列

表示采用皮尔森相关函数进行分类的识别率,MSE 所在的列

表示采用 MSE进行分类验证的识别率,time所在的列表示

运行所花费的时间,单位为秒(s).在每组输入trainl＝３５０
个样本数据的条件下,对提取特征数k(见表１)进行测试与验

证,结果如图１０所示.

图１０　在trainl＝３５０条件下的数据

当k取６０~４００之间的值时,总体识别率在８２％以上.
当k＝２００时,对０－９的实验测试结果如图１１所示.

图１１　在trainl＝３５０,k＝２００条件下的数据

图中识别率为某组成功匹配的个数与该组待测试的样本

总数的比值.由图１１可知,当k＝２００时,本文所提算法对个

别数字的识别率较高,比如对数字０,１和６的识别率接近

１００％,而对有些数字,例如数字“５”,识别率较低.通过实验发

现,本算法在临近特征描述上,控制参数难以优化普及到所有

样本.由图１０和图１１可以得出,PC判别略优于 MSE判别.

４　结论

本文认真分析了PCA算法并提出了改进:

１)在传统方法上,引入动态视觉领域中的“相关”作为判

别函数,并且用二范数判别函数进行验证.由实验结果可知,

两者结果略有差别,但总体来说,PC判别略优于MSE 判别.

２)通过实验结果可以判断,伪特征子空间会将细节饱和,

后期继续增大训练样本或者增加特征子空间维数不会对识别

率的提高做出明显的贡献,从而减少了样本依赖.

由测试结果可知,所提算法的识别效果较为理想,进而证

明了前文对SPCA的改进方案是有效的.

本文 在 MNIST 数 据 库 上 进 行 了 算 法 验 证. 由 于

MNIST数据库不受光照、表情、旋转等因素的干扰,因此实验

结果具有一定的普适性和可参考性.SPCA算法能够以较少

量训练样本[１９Ｇ２０](所有训练样本在５０００张左右)实现对测试

样本(１００００张)的较完全识别,识别时间较短(在trainl＝

３５０,k＝２００的条件下,平均每张测试样本耗时约为４ms).

本算法仍有待改进,通过对中间变量的分析,发现提取的临近

特征保留了细节信息,但仍不能完整地描述识别对象的局部

特征.同时在研究中发现,测试样本中的某些数字样本在特

征表达上与人的识别不符,这些样本很容易造成误判,会降低

识别率.表２列出本文测算的相关数据.
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表２　测算相关数据

过程

参数

特征量

个数k
每组训练

个数trainl
重叠系数 测试集 学习类别

m(组) n(组) υ １００００ １０
测算次数 １０５mn

其中,m(组)表示随机选取并测试 m 个不同的k 值,n
(组)表 示 随 机 选 取 并 测 试n 个 不 同 的trainl 值.例 如,

m＝５０,n＝２０,则在测试验证阶段的计算次数为１０８(次).实

验结果还指出,当υ变化时,识别曲线类似图８和图９.
结束语　本文针对PCA算法提出了一点改进,并根据改

进后出现的问题提出了新的解决方案并引入新的判别方法.
虽然本文解决了一些问题,但产生了一些新的问题.PCA 的

改进方法多样,本文中的改进还有待继续优化,实验方法还

可以结合其他算法,或者利用其他数据库来发现改进中的

不足.
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