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摘　要　分布式机器学习研究将具有大规模数据量和计算量的任务分布式地部署到多台机器上,其核心思想在于“分

而治之”,有效提高了大规模数据计算的速度并节省了开销.分布式机器学习作为机器学习最重要的研究领域之一,

受到各界研究者的广泛关注.鉴于分布式机器学习的研究意义和实用价值,文中系统综述了分布式机器学习的主流

平台Spark,MXNet,Petuum,TensorFlow及PyTorch,并从各个角度深入总结、分析对比其特性;其次,从数据并行和

模型并行两方面深入阐述了机器学习算法的分布式实现方式,而后依照整体同步并行模型、异步并行模型和延迟异步

并行模型３种方法对机器学习算法的分布式计算模型进行概述;最后,从平台性能改进研究、算法优化、模型通信方

式、大规模计算下算法的可扩展性和分布式环境下模型的容错性５个方面探讨了分布式机器学习在未来的研究方向.
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SurveyofDistributedMachineLearningPlatformsandAlgorithms
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Abstract　DistributedmachinelearningdeploysmanytaskswhichhavelargeＧscaledataandcomputationinmultiplemaＧ

chines．ForimprovingthespeedoflargeＧscalecalculationandlessoverheadeffectively,itscoreideais“divideandconＧ

quer”．Asoneofthemostimportantfieldsofmachinelearning,distributedmachinelearninghasbeenwidelyconcerned

byresearchersineachfield．Inviewofresearchsignificanceandpracticalvalueofdistributedmachinelearning,thispaＧ

pergaveasummarizationofmainstreamplatformslikeSpark,MXNet,Petuum,TensorFlowandPyTorch,andanalyzed

theircharacteristicsfrom differentsides．Then,thispapermadeadeepexplainfortheimplementationofmachine

learningalgorithmfromdataparallelandmodelparallel,andgaveaviewofdistributedcomputingmodelfrombulksynＧ

chronousparallelmodel,asynchronousparallelmodelanddelayedasynchronousparallelmodel．Finally,thispaperdisＧ

cussedthefutureworkofdistributedmachinelearningfromfiveaspects:improvementofplatform,algorithmsoptimizaＧ

tion,communicationofnetworks,scalabilityoflargeＧscaledataalgorithmsandfaultＧtolerance．

Keywords　Bigdata,Distributedmachinelearning,Machinelearning,Algorithmanalysis,Parallelcomputing
　

１　引言

分布式机器学习(DistributedMachineLearning)是机器

学习当前最热门的研究领域之一,尤其是随着“大数据”概念

的兴起,数据爆炸式增长,我们迎来了崭新的“bigdata[１]”时
代.大数据具有五大特征:大数据量(Volume)、多类型(VarieＧ

ty)、低价值密度(Value)、高时效(Velocity)和数据在线(OnＧ

line).其中,数据在线是大数据区别于传统数据最显著的特

征,这要求对数据进行实时处理.传统的机器学习注重在单

机中处理数据的速度,而庞大的数据存储和计算在单机上是

远远做不到的,且硬件支持的有限性使得在单机上做大数据

处理显得十分吃力,将计算模型分布式地部署到多台、多类型

机器上进行同时计算是必要的解决方式.

分布式机器学习的目标是将具有庞大数据和计算量的任

务分布式地部署到多台机器上,以提高数据计算的速度和可

扩展性,减少任务的耗时.随着数据和计算量的不断攀升,数

据处理不但要求实时性,而且要求准确高效,近几年除了硬件

实力不断提升,软件支持和算法优化也在同步提高,尤其是分



布式机器学习的研究已经成功应用于图像识别、语音识别、自

然语言处理、机器翻译和知识表达推理等领域.早在２００５
年,Apache就实现了 Hadoop分布式系统的基础架构,其核

心设计———HDFS分布式文件系统为海量数据提供了存储空

间,而 MapReduce为海量数据提供了计算支持,有效提高了

大数据的处理速度.ApacheSpark,是由 UCBerkeleyAMP
实验室开源的类 Hadoop并行框架,应用于数据挖掘和机器

学习领域,且在迭代优化计算方面的应用效果更好.分布式

机器学习经历了近２０年的发展,国内外涌现出了大量的研究

工作,且取得了显著成效.文献[２]从分布式机器学习的程序

部署与执行、任务的通信方式与通信内容４个方面综合总结

了分布式机器学习平台和算法的设计原则.文献[３]分析并

总结了基于大数据的机器学习算法与并行算法的研究现状.

文献[４]比较了当下主流分布式机器学习平台的规模和可用

性,分析了这些平台的容错性和瓶颈,并对比了其在手写体数

据集上的效果.文献[５]回顾了并行机器学习算法的研究现

状与应用情况,并展望了其发展趋势.文献[６]回顾了机器学

习领域中一些流行的算法和优化技术,并重点阐述了分布式机

器学习的相关平台与算法的现状、应用及未来的发展趋势.

研究者通常从分离的角度考虑分布式机器学习平台与算

法的发展.事实上,平台研究与算法设计对分布式机器学习

性能的提升相辅相成,平台研究要结合算法的可行性,算法设

计同样需要考虑在平台上的执行效果.鉴于分布式机器学习

的理论研究和现实意义,本文系统综述了分布式机器学习的

主流平台,并结合它们各自的特点做了深入总结和分析.本

文第２节概述了分布式机器学习平台及其相应的模型;第３
节阐述了机器学习算法的分布式实现;第４节分析了分布式

机器学习在未来的研究趋势;最后对全文进行总结.

２　分布式机器学习平台

２．１　基于数据流模型的Spark平台

２．１．１　数据流模型

数据流模型(DataFlowGraphModel)通常把计算即符号

表达式抽象成数据流图.数据流图为有向无环图(Directed

AcyclicGraph,DAG),图中每个结点表示一个操作,边代表

一个结点与另一个结点的依赖关系.例如,在一个 DAG中,

从结点A 到结点B 有一条边,说明结点B 是依赖于结点A
的一个计算结果.有向无环图的运算类似于树的遍历,入度

为零的结点可在任意时间执行,结点之间的关系通过弧唯一

连接,因此数据流模型又可理解为数据驱动模型.

尽管将符号表达式抽象成数据流图较为简单,但 DAG
合理调度以最小化数据缓存量并减少计算延迟却非常关键.

Bouakaz等[７]提出的从数据驱动到优先级驱动的 DAG 调度

转换能有效解决此问题,却未考虑 DAG的分布式执行情况,

而传统的数据流模型必须综合它在大数据情况下的准确性、

延迟和开销.Akidau等[８]以 CAP定理为基础解决此问题,

且考虑不同的应用领域需要达到的效果不同.例如,在电商

领域,允许牺牲一小部分准确性来达到数据的快速处理与分

析;而在金融行业,必须对数据进行准确的在线分析;但对于

医疗大数据,必须保证百分之百的完整性.当然,针对数据流

模型,领域专家也提出了很多改进方法,例如,基于 Apache

Spark百度设计的异构分布式深度学习平台不仅实现了平台

的分布式运行,更引入了参数服务器思想实现了数据流模型

的分布式数据并行和模型并行.

２．１．２　Spark

Spark是由 UCBerkeleyAMP实验室开源的分布式大数

据处理平台,其生态系统如图１所示.

图１　Spark生态系统

Fig．１　Sparkecosystem

SparkSQL支持使用 SQL 和 Hiveql多类数据库函数;

SparkStreaming基于Spark的微批处理引擎,结合了传统批

处理和流式计算的优点,支持各类数据源导入;GraphX在大

规模图像数据处理中应用广泛;分布式机器学习库 MLlibN
包含了大量的机器学习算法,可处理分类、回归、聚类和降维

等各类问题.随着 MLlibN 不断发展,其在算法优化和各类

型结构化数据处理上的性能提升明显[９].

Spark是一种典型的数据流模型计算框架,属于符号式

编程计算平台.Spark通常将计算图建模成 DAG 有向无环

图,每个顶点代表一个弹性分布式数据集(RDD),顶点之间的

边表示对 RDD的一个运算,一个 RDD可包含多种运算.例

如,有一条边E从顶点A 指向顶点B,表示RDDB是在RDD

A 上 执 行 运 算E 得 到 的 结 果.RDD 上 的 运 算 包 括 变 换

(Transformation)和动作(Action),变换又包含映射(Map)、

过滤(Filter)和连接(Join),动作则表示对变换后的数据进行

一系列计算操作.

SparkRDD拥有分区列表、分片函数以及各RDD间的依

赖关系列表这３个主要属性.Spark通过计算图中各 RDD
的依赖关系将其划分到不同的逻辑分区,每个分区执行一个

任务.Spark的执行过程如图２所示,DAG被编译为Stage,

每个Stage作为一个任务并行执行.

图２　Spark的执行过程

Fig．２　ExecutionprocessonSpark

A－G表示计算图中的顶点 RDD,其中A 和B 之间存在
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宽依赖.宽依赖是一对多的依赖关系,常见的宽依赖有shufＧ

fle依赖.而C和D 之间则是窄依赖关系.窄依赖为一对一

依赖,结点之间的依赖关系对平台的性能有着极大的影响.

在容错性方面,Spark支持 Lineage机制和checkpoint机制.

在Lineage机制的容错机制中,若当前结点执行错误,则窄依

赖只需重新执行与当前结点有关的一个父结点,而宽依赖需

重新执行与之有关联的所有结点.

２．２　基于参数服务器模型的Petuum平台

２．２．１　参数服务器模型

随着大数据时代的到来,在分布式机器学习各领域中的

数据量和数据维度都呈指数增长[１０].数据流模型在处理大

规模、高维度的大数据时,巨大的参数规模使得模型训练异常

耗时,如此密集的计算工作和频繁的数据通信需要一个简洁、

高效的模型来解决.

２０１０年,Alexander等[１１]最早提出参数服务器的概念,参

数服务器模型(ParameterServerModel)将参数划分给各工

作结点,提高了大规模参数模型训练的性能.参数服务器一

经提出,便受到学术界和工业界的高度关注,并被广泛应用.

参数服务器模型的架构如图３所示.

图３　参数服务器模型

Fig．３　Parameterservermodel

模型的参数服务器结点中包含一个服务器管理者结点,

该管理者结点负责维护服务器各结点元数据的一致性,管理

服务器各结点的生命周期以及分配资源.工作结点负责处理

数据,一个工作结点处理一部分训练数据,计算局部梯度并进

行数据分析,各工作结点间互不通信.任务调度管理器为对

应工作结点下的机器分配工作负载并监督机器处理的进程,

增删工作结点时,任务调度器为它们重新分配未完成的任务.

工作结点之间独立运行,可实现多租户模式,不同类型的应用

可在不同工作结点中并行运行,同类型的应用也可同时分配

到多个工作结点中同步执行以提高并行性.
参数服务器模型由工作结点和服务器端参数服务器结点

组成,工作结点和服务器结点都各自包含多台机器.服务器结

点下的每台机器都包含一部分全局的共享参数,如图４所示.

图４　参数服务器模型参数共享图

Fig．４　ParameterＧshareddiagramofparameterservermodel

参数最初采用分布式 Memcached存储.参数服 务 器

根据模型耦合关系将网络模型划分成P 个部分,每个工作

结点分配到部分参数,且独立地计算和更新部分参数.为

保证模型的可靠性和可扩展性,服务器结点互相通信并进

行参数的备份和迁移.工作结点和服务器结点通过 Push
和 Pull通信,工作结点通过 Push将梯度参数传递给服务

器结点,服务器结点修正和更新参数 Pull给工作结点.参

数服务器模型自出现至今不断得到优化,Li等[１２Ｇ１４]分３个阶

段对参数服务器在大规模分布式机器学习领域的应用进行了

分析,表１对比了其在不同阶段的特点.第一代[１２]中侧重对

参数服务器的分布式进行优化,有效地平衡了算法的收敛速

度,以及系统的有效性、可扩展性和高度容错性;其被广泛应

用于 LVM[１５]、分布式推理图[１６]、深 度 学 习[１７]领 域.第 二

代[１３]中主要解决工作结点和服务器结点的数据异步通信问

题,并通过迭代处理训练数据优化模型.第三代[１４]中设计了

一种新算法 AsynchronousBlockProximalGradientMethod,
其在保证算法收敛率的同时解决了目标函数非凸和不平滑的

问题.

表１　参数服务器各发展阶段的对比

Table１　Comparisonofparameterserverineachdevelopmentperiod

特 点 第一代 第二代 第三代

易用性
高性能和多线程的线代操作,促进了训练集与参

数的运算.
参数以稀疏向量或矩阵的方式存储,线代数据类型

有高性能的多线程库. －

通信

方式
结点间异步通信、同步计算. 异步通信,减少了网络拥塞和开销. 导步通信

扩展性 在不重启的状态下动态增加新结点. 在不重的启状态下动态增加新结点. 弹性可扩展

容错性
数据副本体系结构将数据存储在多个服务器结

点上,若一结点失败,另一结点自动执行计算.
秒级修复非灾难性机器故障,时钟矢量确保网络故

障后正常运行.
数据副本,瞬时数据迁移

一致性 － 松弛有度的一致性进一步减少了同步代价和延迟 导步任务依赖、任务依赖图和多种用户
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２．２．２　Petuum

２０１４年,卡耐基梅隆大学 Xing等研发的 Petuum[１８],是

一个基于参数服务器模型,专门针对机器学习算法的分布式

计算平台.与其他分布式机器学习平台有所不同,Petuum 更

注重优化大数据计算在大规模分布式集群上花费的通信和等

待时间,并为用户提供了数据并行、模型并行、数据和模型并

行３种可编程方式.研究者认为,大规模分布式机器学习在

处理过程中主要存在两方面问题.

(１)研究发现,将单机式机器学习模型迁移到分布式集群

上,计算速度和集群机器数量不呈线性相关;相反,当机器增

加到一定数量时,计算速度反而降低.在分布式机器学习平

台中,数据计算需要花费更多的通信时间和资源等待时间.

Petuum采用SSP(StaleSynchronousParallel)[１５]并行方式优

化了此问题,与 BSP(BulkSynchronousParallel)必 须 所 有

Worker结点执行完才可更新一次Δθ值不同,SSP为工作结

点设置一个阈值S,每个工作结点在计算时,不必等到最慢的

结点计算完才更新参数Δθ值,只要当最快的结点与最慢的结

点之间相差S时,最快的结点便自动阻塞以等待最慢的结点

执行结束.

(２)大规模机器学习的“大”主要体现在两个方面:１)数据

量大,如社交网络[１９];２)数据模型大,如深度残差网络[２０]、图

像识别的卷积神经网络[２１].对此,Petuum 平台实现了数据

并行和模型并行.Petuum 平台由 ParameterServer,ScheduＧ

ler和 Workers３个组件组成.ParameterServer通过分布式

共享内存 API将用户输入的数据划分给各 Worker以实现数

据并行;Scheduler负责分配模型参数;Worker结点负责更新

各模型参数,以实现模型并行,Worker结点下的 machine接

收更新参数并迭代执行计算.Petuum 实现了模型并行的

LDA、MF、Lasso回归和分布式机器学习数据并行４类算法,

解决了大规模分布式机器学习问题.

在参数服务器模型的基础上,为了更好地实现容错,PeＧ

tuum平台参数服务器采用 ESSP (EagerStaleSynchronous

Parallel)模型[２２],既保证了模型的收敛速度,又有效减少了网

络同步和数据通信的开销.Petuum 下的 PMLlib库包含了

现今流行 的 多 种 算 法,如 聚 类、卷 积 神 经 网 络[２１]、随 机 森

林[２３]、逻辑回归[２４]和支持向量机,解决了机器学习领域的众

多问题.

２．３　基于混合模型的 MXNet与TensorFlow及PyTorch平台

２．３．１　混合模型

经过长期的实践应用,研究者深感数据流和参数服务器

模型本身各有利弊.GoogleBrain团队在 DistBelief的基础上

研发了 TensorFlow[２５],将数据流和参数服务器搭配使用,衍

生出了混合模型(DataFlowandParameterServerModel).

为了取得更快的速度、更高的移植性和灵活性,TensorFlow
采用 DataFlow＋ParameterServer的混合模型.与传统的数

据流模型和参数服务器模型均不同,在混合模型中,是将计算

任务抽象成有向图(但不是 DAG有向无环图,而是一个可变

状态的有向循环图).

计算图中结点表示操作operations(ops),有些ops控制

流结点被用来计算梯度以更新网络模型中的变量;边表示结

点间相互依赖的多维矩阵(张量tensor).混合模型中加入了

参数服务器的思想进行训练,模型由 ３ 个主要部分组成:

Client,Master,Worker.按网络图层将模型逐层划分给不同

的 Worker结点,并将参数服务器与数据流图相结合.混合

模型图的结构如图５所示.

图５　混合模型图的结构

Fig．５　Structureofmixedmodelgraph

Client负责将符号表达式抽象成计算图,并将计算请求

发送至服务器结点;Worker结点负责处理从服务器结点发送

过来的 计 算 请 求;而 Master负 责 任 务 调 度,并 确 保 每 个

Worker的运行需求.Worker结点内部使用多线程消息传递

机制通信,机器内部线程设置send结点和receive结点,在运

行时send结点和receive结点实现跨设备传输数据,确保所

需的数据从源设备到目的设备只转换一次,保证了数据同步

结果的一致性.不同 Worker结点通过session交互,减少了

Worker结点之间的数据传递开销.

２．３．２　MXNet

MXNet是由李沐等联合研发的轻量级分布式机器学习

平台,既属于符号计算框架,又属于命令式框架,由多状态数

据流循环计算图组成,是训练参数服务器模型的平台.２０１７
年,研究者对该平台做了一系列改进以方便用户使用,用户只

需考虑数据量和计算量并构建好模型,无须关注硬件和平台

内部结构.MXNet加入动态接口 Gluon和 ONNX 开放体

系.Gluon高级动态接口比低级接口更简单易用,支持JIT
编译的动态计算图,灵活且高效.Gluon接口的引入使得

MXNet的性能有了极大的提升:１)节省计算资源,提高了资

源利用率;２)计算时间随机器和 GPU 扩展线性增加,且在单

机上的效率也明显提高;３)同时支持命令式和符号式编程;

４)支持静态计算图和动态计算图,且两种状态图可自由切换;

５)SGD优化器加速了模型的收敛.

MXNet系统架构如图６所示,从上到下分别为嵌入的主

语言、编程接口、命令和符号表达式编程模式实现、各类硬件

支持.NDArray是 MXNet存储和处理数据的工具,类似于

Numpy的多维数组,支持CPU/GPU和分布式云架构上的异

步计算和自动求导.Autograd包添加了优秀的损失函数,与

PyTorch类似,可对模型参数自动求导,即时进行反向梯度

传播.
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图６　MXNet架构

Fig．６　MXNetarchitecture

模型结构:MXNet采用ndarray和autograd库实现整个

神经网络模型,网络由 Blocks组成,Blocks是接收输入并产

生输出的单元,整个网络仅有一层.将 MXNet网络模型表

示成一个计算图,图７所示是多层感知机的部分计算图,其中

圆圈表示变量,方框表示操作子,操作子可以是简单的符号操

作,也可以是网络模型的一层操作,从接收输入到产生输出,
箭头表示数据依赖关系,实线箭头表示正向传播过程,虚线箭

头表示求导后的反向传播过程.

图７　MXNet的模型计算

Fig．７　ModelcomputationforMXNet

MXNet支持训练参数服务器模型.KVStore是基于参

数服务器的两层数据通信结构:第一层是服务器管理单机内

部的多个设备之间的通信,由于单机内部的带宽基本保持一

致,因此采用强一致性模型;第二层的服务器管理机器之间通

过网络通信,由于网络受各机器之间带宽占用和资源分配的

影响会有所不同,因此采用弱一致性模型.Serialization机制

中的模型存储类似容错机制中的检查点文件,可以保存和对

比训练过的模型,从而无须从头训练就能选取迭代中效果最好

的模型,节省了大量时间和资源,并提高了平台的容错性.

２．３．３　TensorFlow
Google于２０１１年推出了第一代分布式机器学习处理系

统———DistBelief,后来通过研发在此基础上推出了第二代系

统———TensorFlow,旨在实现大规模分布式机器学习模型的

应用和部署.DistBelief在参数服务器模型上实现了数据并

行和模型并行,用DownpourSGD异步随机梯度下降和ScanＧ
Blaster分布式批量优化算法训练大规模分布式模型,在ImaＧ

geNet上训练了比先前大３０倍的网络模型并取得了很好的

效果,被广泛应用于计算机视觉、文本分类和语音识别等领

域.TensorFlow支持在各类环境下执行分布式机器学习程

序,包括移动设备、Windows和 CPU/GPU 等大规模计算系

统.TensorFlow以其速度快、扩展性好、灵活性高的特点,以
及具备计算图和数据分析的一系列可视化工具,而受到各行

业的广泛关注.TensorFlow 与 DistBelief的最大区别在于

DistBelief是由相对复杂的layers组成,而 TensorFlow 在数

据流图中是以operates作为结点.TensorFlow 客户端通过

备份技术和核心数据流图的执行实现并行,与其他设备协调

更新服务器端的共享参数.

TensorFlow平台的总体架构采用 DataFlow＋Parameter
Server的形式,将计算抽象成由顶点和边集合组成的有向图

(DirectedGraph).在 TensorFlow 中,顶点表示一个操作实

例,每个顶点有０~N 个出度或入度,图中的边为tensor(张
量Ｇ任意维度数组).tensor在 TensorFlow中表示操作单元,

是一个操作而不是一个值,不能进行赋值操作.TensorFlow
中还有特殊边———边中没有数据流过,但它表示控制依赖的

源顶点必须在控制依赖执行目的顶点执行前完成执行.在模

型中插入控制依赖来强制控制执行顺序,可管控内存利用率

的峰值.

TensorFlowClient之间通过session进行交互,支持计算

图中结点或边的动态增加.Client用于构建数据流计算图,并
与 Master和 Worker进程进行通信,与 Master的通信通过

session完成.一个 Worker结点可能包含一台或多台设备,

设备负责执行被分配的任务.一对一的 Worker和 Device比

较简单,而一对多的情况则需考虑计算图结点对应设备的分

配问题和不同设备间数据的通信问题.Worker结点的主要

任务是把计算图映射到对应可用的设备中,并估算图中每个

结点从输出到输入的tensor的计算时长.Worker下的结点

采用启发式贪婪算法进行部署,该算法既可基于不同操作类

型进行静态分配,又可根据早期计算图执行的真实值做决策.

计算图通常被划分为多个子计算图集合,因此 Arvind等[２６]

提出了子图并行执行、多次迭代的方法.TensorFlow系统实

现了数据并行、模型并行训练和同步流水线模型计算.数据

并行训练采用SGD加速算法收敛,对于同一批次的实例,模
型分布在不同的设备上完成计算.DLSTM[２７]中的sequence

tosequencelearning[２８]在机器翻译经典数据集中的BLEU 分

数提升明显.同步流水线模型计算与异步数据并行类似,区
别在于同步流水线模型计算的并行性发生在同一设备中,而
非不同设备的计算图中.文献[２９]以消息传递接口(MPI)作
为 TensorFlow在分布式存储子系统的并行化通信接口,成功

地将 TensorFlow的执行扩展到大规模集群上,缓解了分布式

内存的限制.

２．３．４　PyTorch
PyTorch是由Facebook于２０１７年研发的轻量级分布式

机器学习平台,是Python开源科学计算库 NumPy的替代者,

支持 GPU且具有更高级的性能,为深度学习研究平台提供

了最高的灵活性和最快的速度.PyTorch与 TensorFlow 类

似,二者网络模型的符号表达式都被抽象成计算图(CompuＧ
tationalGraph),也都提供了损失函数反向模式自动微分方法

来反向求导传播参数.不同的是,PyTorch更适合小规模项

目,且其计算图是动态的,故被称为“动态计算图”,在运行时

动态构建.而对于 TensorFlow,一个计算图通常先经过 PyＧ
thon“编译”,然后再运行.众所周知,在机器学习中,同一个

网络模型需要经过反复迭代才能达到最好的效果,在 TenＧ
sorFlow中,先定义一个计算图,每次迭代只是feed不同的数

据,反复执行同一个计算图;相反,PyTorch每次迭代都重新
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构建一个计算图,这加速了网络模型的收敛.

PyTorch的主要特点包括:１)包含类似于 Numpy 的 N
维tensor,Numpy尽管是一个非常完美的框架,但不能使用

GPU加速计算,而 Tensor在 GPU 加速上做得相当出色;

２)AutoGrad包内的自动微分方法可快速构建和训练神经网

络模型,并迅速反向传播梯度;３)良好的数据加载 API设计,
使得数据的并行加载非常简单.PyTorch网络模型被抽象成

计算图,其中variable是结点,边代表从某个输入tensor到产

生输出tensor的函数.variable和tensor没有本质区别,只是

variable被放入计算图中进行正向、反向传播和自动求导.

variable包含３部分:类似于tensor的variable．data、梯度计

算variable．grad和获取tensor操作的variable．creator.动态

计算图可加速模型收敛,静态计算图可提前优化,也便于将一

些计算子图融合或分布式地部署到 GPU和其他机器上.

２０１８年４月,Facebook宣布将 Caffe２并入 PyTorch,这
对目前分布式机器学习平台的格局产生了巨大影响.随着

PyTorch在各界应用的不断推广,研究者也发现了其相对于

TensorFlow的不足之处.Caffe的研发者贾扬清表示,PyＧ
Torch优秀的前端以及Caffe２强大的后端相结合将能大大提

升开发性能.

Caffe[３０]是一个非常优秀的深度学习框架,可跨平台训练

卷积神经网络和其他深度学习网络模型,可在异构平台之间

无缝切换,且其在云环境下的部署也十分简便,是目前计算机

视觉界最流行的工具之一.基于分层模型的体系结构使得

Caffe对卷积神经网络和其他深度网络模型的训练变得简单.
分层模型有利有弊,不能像 TensorFlow一样支持细粒度网络

层,因此Caffe在循环网络和语言建模方面的表现很差.但

相较于其他平台,Caffe完全基于 C＋＋实现,无障碍的硬件

切换使其适用于科研和大规模工业领域;另外,Caffe提供了

参考模型,从而节省了预训练时间,加速了模型收敛.

Caffe体系结构大致可分为:数据存储、模型分层、构建网

络、训练网络、模型微调.根据需要将数据从 CPU 复制到

GPU,消除了CPU/GPU之间操作的计算和通信开销.为了

确保正向和反向数值的传递,Caffe本质上按照神经网络层结

构进行分层,采用 SGD 算法优化训练模型,且数据以 miniＧ
batch形式读入,开发者可根据数据特征微调模型结构.

２０１７年４月,Facebook开源了完全重构和升级 Caffe的

Caffe２.Caffe２更注重模块化,并且轻量、扩展性好,支持多

GPU运行,在移动端和大规模部署上表现卓越.Caffe２延续

了对视觉类问题的处理,增加了对有助于自然语言处理和时

序预测的RNN和LSTM 网络的支持.在Caffe中,每层网络

模型的权重、偏差都是以layer级别存储,这使得网络模型层

的修改非常复杂.Caffe２细化并调整了网络模型层,基本计

算单位为operator(表示计算逻辑),将权重、偏差参数从层中

剥离出来单独存储.另外,Caffe２扩展了 Blobs数据类型,不
再只针对图像数据,应用范围更加广泛.

虽然 目 前 PyTorch 不 支 持 Keras,TF．Learn,TensorＧ
FlowＧslim等类型的库,但其自带的torch．nn包同样包含了

一系列组件,可完成比网络模型原始计算图更高级的抽象和

模型训练.在模型优化方面,PyTorch也做得非常好,不再使

用简单的SGD算法手动调整数据以保证参数的可用性,而是

采用更加复杂的优化器,如 AdaGrad,RMSProp和 Adam,来
优化网络模型.在控制流和权重共享上,使用全连接 ReLu
网络,通过多次重用同一模块实现内层权值的共享.

２．４　平台比较

分布式机器学习主要从以下４个方面取得突破:１)模型

优化;２)算法优化;３)系统优化;４)适用场景.到目前为止,分
布式机器学习平台按照编程方式可分为深嵌入符号式平台和

浅嵌入非符号式(命令式)平台.符号式平台中的计算被定义

为一个向量计算符的符号图,在一个符号表达式计算中先将

其转换成对应的计算图,再进行赋值和计算;而命令式则要求

变量在计算前已被赋值,并立即执行计算表达式.现有的符

号计 算 平 台 有 Theano 和 CNTK 等;命 令 式 计 算 平 台 有

Spark,Torch和Caffe等;而当前比较流行的 MXNet和 TenＧ
sorFlow均采用符号式＋命令式的混合编程方式.前文介绍

了当前比较流行的几种分布式机器学习平台,表２对这几个

平台的各种特点进行了详细对比.随着版本的更新和新平台

的出现,分布式机器学习平台的适用场景越发广泛,MXNet,

Petuum和 TensorFlow等在图像识别、语音识别、自然语言处

理等应用上都取得了较好的成效.在计算机视觉类应用领域

的翘首当属Caffe,Facebook于２０１７年４月推出的 Caffe２成

功弥补了其在 RNN和LSTM 等循环网络模型上的缺陷.另

外,MXNet,Caffe２和 TensorFlowLite平台不仅支持在 CPU
和多 GPU上运行,更将分布式机器学习从云端搬到线下的

iOS和 Android移动端,让分布式机器学习无处不在.各编

程接口支持的语言也越来越多.

表２　分布式机器学习平台的性能对比

Table２　Performancecomparisonofdistributedmachinelearningplatforms

Spark MXNet Petuum TensorFlow PyTorch
适用场景 分类/回归/降维 分类问题/序列/NLP 分类问题/推荐 分类问题/NLP/序列预测 图像识别/手写体

适用规模 大规模/跨平台 轻量级/可移植 中、大规模 大规模/跨平台/嵌入式 轻量级/小规模

编程语言 Scala/Java/Python C＋＋/Python/Scala C＋＋ C＋＋/Python Python
API NumPy/SparkAPI 动态 GLUON YARN/HDFS TFServing/动态 EagerExecution NumPy/SciPy
库 MLlib/GraphX Keras PMLlib Keras/TF􀅰Learn/tensorSlim Module组件

支持网络 SVM/CF/ALS CNN/RNN/LSTM/GAN CNN/VGGVet/AlexNet CNN/DNN/RNN(神经网络 API) CNN/RNN/LSTM
支持平台 CPU/GPU CPU/GPU/移动端 CPU/GPU CPU/GPU/iOS/Windows/移动端 CPU/GPU
编程方式 命令式 符号式＋命令式 符号式 符号式＋命令式 符号式
优化方法 － 异步SGD MiniＧBatchSGD/CD SGD AdaGrad/RMSprop
计算图 静态计算图 静态/动态计算图 静态计算图 非循环静态/动态计算图 动态计算图
一致性 － SSP/ASP SSP/BSP SSP 异步多进程
通信 消息传递机制 KVStore KVStore 多线程/消息传递机制 消息传递机制

并行方式 数据并行/模型并行 数据并行 数据并行/模型并行 同步、异步数据并行/模型并行 数据并行
容错 Lineage/checkpoint checkpoint 迭代收敛算法 Logfile Module组件重用

数据存储 RDD NDArray KeyＧValue Tensor Tensor
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　　相对于 PyTorch,TensorFlow 更适合大规模项目的部

署,且其良好的跨平台性和嵌入式部署使得它拥有众多支持

者.TensorFlow自带的可视化工具 TensorBoard可随时查

看机器学习训练过程中数据的变化和模型的训练曲线与验证

结果.另外,其对高级 API的支持和平台成熟性也是 PyＧ
Torch目前所不能及的.而将Caffe２并入PyTorch这一重大

举措能结合两者的优势,为开发者提供更多便捷.

在网络模型支持上各平台也都大同小异,MXNet支持的

GAN生成式对抗神经网络受到了众多爱好者的欢迎.PyＧ
Torch也在试图支持各种网络模型和keras库.值得一提的

是,前面几种平台都是将表达式构建成静态计算图,而 TenＧ
sorFlow和PyTorch支持动态计算图.静态计算图在执行过

程中,在同一个计算图中运行不同的数据;动态计算图每次迭

代重新生成计算图,提升了网络模型的性能.同样,在收敛算

法的优化上,其他平台采用较传统的 SGD 算法和 CD 算法,

而PyTorch采用 AdaGrad,RMSprop和 Adam 优化器进行优

化.为了加快模型的速度,现有的模型训练并行方法有数据

并行、模型并行和数据＋模型并行３种.数据并行是在不同

的机器上运行同一网络模型;模型并行是将模型划分到不同

的机器上,再用同一批数据进行训练.将模型按照依赖关系

划分到不同的机器上,被划分到不同机器上的模型的耦合性

较低.Petuum和 TensorFlow 实现了数据并行和模型并行.

在分布式机器学习中,即使是配置相同的机器,由于网络带

宽、资源争用,也会导致在相同模型下训练出的结果存在差

异,因此平台的容错性也很重要.

３　机器学习算法的分布式实现

机器学习平台的实现需要机器学习算法的分布式支持.

目前分布式机器学习应用广泛,遍布计算机视觉、语音识别、

自然语言处理、推荐系统等领域[３１].机器学习算法按学习方

式可分为监督学习、半监督学习、非监督机器学习和强化学

习.监督式学习和半监督式学习在分类和回归问题上应用时

具有较好的效果,非监督学习方式在关联规则和聚类问题上

表现突出,而强化学习方式更适合处理与环境有交互的问题,

如机器人控制和自动驾驶.文献[３]主要介绍了大数据下的

机器学习算法,从大数据特征选择、分类、聚类及关联分析等

方面阐述了传统算法的弊端及机器学习算法在各适用领域的

发展情况.本节概述了机器学习算法的分布式实现方式,并
从整体同步并行、异步并行和延迟异步并行模型方面阐述了

分布式计算模型.

３．１　机器学习算法的分布式实现方式

计算量庞大和数据通信密集的机器学习问题在资源有限

的单机上无法得到解决.机器学习算法的分布式实现既可加

快计算速度,又可达到模型的线性扩展.其实现思想就是划

分大规模网络模型并将其分配给不同的机器进行分布式计

算,在每次迭代完后对各机器的计算结果进行融合,直至算法

收敛.机器学习算法的分布式实现的主要障碍在于:１)分布

式计算中各机器之间的通信延迟较单机下的通信延迟多几

倍;２)分布式计算下容易因宕机或各机器计算结果的差异影

响模型收敛,因此容错性也是算法分布式实现的主要瓶颈.

分布式机器学习在实现时需要将分布式机器学习平台、机器

学习算法以及分布式优化算法三者结合才能达到分布式计算

的理想效果.模型训练可简化如下:

minf(W),f(W)＝１
n ∑

N

i＝１
fi(W) (１)

目标函数fi(􀅰)是第i次迭代的代价函数值,模型通过

不断迭代找到最佳拟合训练数据的参数值W,从而使得模型

效果最优.机器学习算法的分布式实现主要分两部分:１)计
算工作负载的分布式划分,针对不同的模型特性,机器学习算

法在集群上的分布式实现方式主要有数据并行和模型并行;

２)如何确保各机器之间的计算模型,以达到算法一致性.
如图８所示,Worker０和 Worker１实现了数据并行,MaＧ

chine０－Machine３实现了模型并行,每个 Task 完成一部分计

算和传输操作.单箭头表示参数的获取与更新,双向箭头表示

机器之间的通信,通常有gRPC和RDMA等数据通信机制.

图８　分布式计算模型

Fig．８　Distributedcomputationmodel

３．１．１　数据并行

机器学习是一个迭代收敛的过程,即给定数据D 和目标

函数L,不断迭代更新参数θ,直到θ达到终止条件.

θ(t＋１)＝θ(t)＋εΔL(θ(t),D(t)) (２)
其中,上标t是算法的第t次迭代计数;θ是模型参数;Δ()为
更新函数,将当前状态下的θ(t)和D(t)作为输入,计算并返回

更新值,再将更新值和当前参数状态值θ(t)相加,从而将参数

更新到新的状态θ(t＋１);ε为学习率.数据并行参数的更新公

式如下:

θ(t＋１)＝θt＋ε∑
P

p＝１
ΔL(θ(t),D(t)

p ) (３)

数据并行如图９所示,将数据划分为P 部分并分配给工

作结点,第p份数据记为Dp,每个工作结点独立地计算更新

函数Δ(),最后将结果累加,从而将参数更新到新的状态

θ(t＋１).

图９　数据并行示意图

Fig．９　Dataparallel
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３．１．２　模型并行

模型并行如图１０所示,模型并行参数的更新公式如下:

θ(t＋１)＝θ(t)＋Con({Δp(θt,S(t)
p (A(t))}Pp＝１) (４)

图１０　模型并行示意图

Fig．１０　Modelparallelschematic

在分布式机器学习模型并行中,将模型θ分割为P 部分

并划分给工作结点进行分布式计算,更新函数Δ(),由于每个

Δp 影响多维参数θ的不同元素,因此Δp 表示工作结点p 的

更新状态值.模型并行需要一个调度函数S(t)
p (A)以限制

Δp()更新相对应的工作结点 Worker１,Worker２,Worker３,􀆺

的参数θj１,θj２,θj３,􀆺.

３．２　机器学习算法的分布式计算模型

阻碍机器学习算法的分布式实现模型效率呈线性增长的

主要因素在于多台机器下模型参数的更新以及通信耗时,即
既要求不同机器上的网络参数独立计算与更新,又须保证新

一轮迭代时各机器获取的参数基本一致.受硬件性能、资源

占用、网络带宽等多因素的影响,同一模型在不同机器下的计

算速度不同,而每次迭代需要获取所有的参数并进行更新,这
对模型的计算效率产生了影响.为此,学者们提出了众多分

布式机器学习并行计算模型与优化算法.并行计算模型是分

布式算法实现的基础,模型参数更新方式有同步更新和异步

更新.同步更新可保证算法的收敛率,但由于计算资源层次

不齐,导致资源利用率较低;异步更新无需等待其他机器的参

数更新,提高了资源利用率,但无法保证收敛效果.在分布式

机器学习计算模型中,常见的并行模型有整体同步并行模型

BSP、异步并行模型 ASP和延迟异步并行模型 SSP,更有如

Petuum平台采用的既能保证收敛速度又能达到最优效果的

ESSP模型.

３．２．１　整体同步并行模型

整体同步并行模型(BulkSynchronousParallelModel)由
一系列计算工作结点和参数管理结点组成,各工作结点下的

机器负责一部分数据计算并将参数 Push到对应的参数管理

结点,参数管理结点接收到所有工作端结点的参数后进行整

合,并统一同步更新各工作结点参数进行新一轮迭代计算.

整体同步并行模型的计算模型如图１１所示.

图１１　整体同步并行模型

Fig．１１　Bulksynchronousparallelmodel

较快的 Worker结点执行完后,需要等待最慢的结点执

行完,参数管理端接收到全部参数后,才进行同步更新.BSP
模型的优点在于模型可达到强一致性同步,准确率高;缺点在

于每次迭代较快的计算结点都须等待慢结点执行,因此浪费

了大量的计算资源,且效率较低.

３．２．２　异步并行模型

异步并行模型(AsynchronousParallelModel)由一系列

计算工作结点和参数管理结点组成,其计算模型如图１２所

示.以互相不干扰、互不等待为执行原则,各工作结点负责一

部分计算,将这部分参数Push到相应的参数管理结点进行参

数同步更新,执行下一次迭代计算.ASP模型能达到最高的

计算资源利用率,但各部分工作结点计算完后直接进行参数

更新,这会导致在每次迭代计算中每个工作结点获取到不同的

参数,造成模型计算结果不一致,从而导致模型的准确率降低.

图１２　异步并行模型

Fig．１２　Asynchronousparallelmodel

３．２．３　延迟异步并行模型

延迟异步并行模型(StaleSynchronousParallelModel)由
一系列计算工作结点、参数管理结点和延迟参数s组成,它是

结合了BSP优点和ASP优点的并行计算模型,其计算模型如

图１３所示.

图１３　延迟异步并行模型

Fig．１３　Stalesynchronousparallelmodel

各工作结点以不同的迭代轮数计算并更新参数,同时模

型设置了一个阈值s,当计算结点与最慢的计算结点之间的

迭代次数的差值达到s时,阻塞该结点,等待最慢的结点执

行,直到差值小于s再继续执行计算并进行参数更新.SSP
在尽量保证资源利用率的同时提高了模型结果的一致性,是
目前很受开源分布式平台欢迎的分布式算法计算模型.

机器学习与传统算法最大的区别在于,需要多次迭代优

化目标函数以达到模型最优,因此优化算法在参数调整取值

中扮演着重要角色.亢良伊等[３２]详细概述了单线程机器学

习优化算法的原理,并根据适用于不同类型的目标函数,从并

行执行和分布式执行两个角度进行了深入阐述.

４　分布式机器学习研究的未来趋势

分布式机器学习作为当下最热门的研究领域之一,吸引

了越来越多学术界和工业界人士的目光.尽管分布式机器学
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习已成功应用于许多领域,但目前仍存在许多亟待解决的问

题.文献[３３]简单阐述了分布式机器学习的发展趋势,提出

主要从算法设计和算法优化技术的角度来提高性能.作者认

为分布式机器学习未来的发展趋势主要包括以下几个方向.
(１)平台性能的改进.尽管目前分布式机器学习平台与

日俱进,但各平台的性能参差不齐.首先,各平台任务的管理

与调度、资源的控制和分配依然过多依赖于人工,这直接造成

了资源的浪费和平台的低效;其次,各平台的应用领域仍具有

较大的局限性,各大平台试图支持更多的网络模型,以扩大应

用范围;再者,各平台之间尚未实现开放的生态体系,导致分

布式机器学习的生态圈过于碎片化.文献[３４]设计的鲲鹏分

布式计算平台将大规模分布式系统和优化算法结合,既支持

有向无环图和多种数据同步,又实现了强大的容错功能,将复

杂的通信及调度过程包装成 API,从而快速实现模型同步.

文献[３５]设计的 NSML实现了计算可视化、GPU 自动分配、

模型参数快照,开发者只需注重模型设计即可.
(２)算法的优化.不同的平台由于特性不同,所支持的算

法存在差异,且算法在不同领域的实际性能也有所差别,如在

图像识别领域有较好应用的深度卷积神经网络在语音识别、

机器翻译领域应用时效果不明显,因此算法的设计需要更强

的普适性.其次,算法的应用不仅需要考虑时间复杂度和空

间复杂度,在分布式环境下,也需要保证数据通信完整性与结

果一致性.Hinton[３６]提出了一种新算法(神经胶囊网络),推
翻了卷积神经网络,认为神经胶囊网络是更贴合人脑功能的

高级网络,该网络目前在 MINIST,CIFAR１０数据集上的验

证效果良好.文献[３７]基于完全卷积结构的 LSTM 网络在

４D医疗图片的分类应用上的准确率有较大提升,文献[３８]使
用深度强化学习来解决 TSP问题,在车辆路径方面优于中规

模启发式算法.文献[３９]使用编码技术解决在模型训练中数

据通信和矩阵计算两个阶段占用大量时间的问题,提高了机

器学习算法的效率.
(３)模型的通信方式.分布式机器学习中,多计算结点的

部署实现算法的并行化在减少计算时间的同时,也带来了模

型准确率降低和通信开销增加的问题.通信开销受模型大小

和维度、网络资源、结点之间的距离等多因素影响,目前众多

学者致力于该问题的研究.文献[８]遵循CAP定理设计了一

系列方法,在不影响模型准确率的情况下最小化通信开销;基
于分层模型结构设计,寻找无依赖关系的计算与通信操作,将
其重叠执行以减少模型开销.

(４)大规模计算下算法的可扩展性.分布式机器学习与

传统机器学习的主要区别在于可扩展性,分布式机器学习希

望增加的机器数与并行处理的数据量呈线性相关,多机器下

的计算导致集群与数据通信占用了大部分时间,将计算和通

信分离,二者并行运行将会减少大量时间,实现线性可扩展.
(５)分布式环境下模型的容错性.在分布式机器学习中,

我们需要保证结果的一致性与有效性,因此分布式机器学习

与传统的顺序执行不同,需要保证任一机器的宕机或计算结

果出错不会影响总体效果.在分布式机器学习中,模型训练

通常在离线状态下完成,传统意义上的容错是指一台机器宕

机或执行任务失败,重启机器或任务不影响总体结果即可.

而在大规模集群中,单台机器的重启不仅浪费资源,更破坏了

模型同步的平衡.例如,支持分布式计算的 MPI因缺乏容错

机制,导致在工作结点很多的情况下效率大打折扣.
随着分布式机器学习的不断发展,分布式平台层出不穷,

主流的分布式平台支持的硬件类型越来越多,从云端迁移到

移动端,然而各个框架过于碎片化,ONNX 开放的生态体系

倡导平台互通互用,使得共享成为一种新趋势.除了有形的

技术不断进步外,无形的互联网文化也亟需成文的法律与管

理机制.由 Google领头的federatinglearning分散人工智能

算法致力于保护用户数据隐私,加强了用户数据隐私保护.
现有的算法仍然存在一些亟待解决的问题,如快速训练、模型

小型化、训练平台多元化、预训练精准化都是目前需要努力突

破的问题.至２０１７年,ImageNet比赛正式宣告结束,新的标

杆COCO已接棒出发,简单的图像分类、物体识别的效果已

经趋于完美,未来希望计算机可以在识别物体的基础上推断

出物体的动作,理解图片中的环境,结合 NLP给出相应的图

片描述并进行复杂的 QAs以及自动驾驶.
结束语　分布式机器学习作为机器学习中的重要分支,

近几十年来得到了越来越多的关注,分布式机器学习平台和

算法得到了飞速发展.本文从分布式视角出发,详细概述了

大数据环境下分布式机器学习的重要性和必要性,从数据流

模型、参数 服 务 器 模 型 和 混 合 模 型 ３ 个 方 面 全 面 分 析 了

Spark,MXNet,Petuum,TensorFlow 和 PyTorch平台,并从

多个角度对比了它们的性能;然后概述了机器学习算法的分

布式实现方式以及分布式计算模型,旨在说明分布式机器学习

的发展是平台与算法共同优化的结果;最后从平台研究、算法

设计、可扩展性、通信方式和容错性方面讨论了分布式机器学

习研究未来的发展趋势,以期为后续研究者提供重要参考.
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