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摘　要　代价敏感(costＧsensitive)学习方法能够有效缓解分类任务中的数据不平衡问题,已经被成功应用于各种传统

机器学习技术中.随着深度学习技术的不断发展,代价敏感方法重新成为了研究热点.将深度学习与代价敏感方法

相结合,不仅能够突破传统机器学习技术的限制,同时能够提高模型对数据的敏感性和分类的准确性,尤其是当数据

中存在一定的不平衡性时.然而,如何有效地将两者进行结合成为了研究的重点和难点.研究学者从网络结构、损失

函数和训练方法等多方面入手,不断提高深度学习结合代价敏感方法模型的性能.文中针对深度学习与代价敏感方

法相结合的发展历程进行详细阐述,对几种具有创新性的模型进行了分析,并对比了模型的分类性能,最后对深度学

习与代价敏感方法相结合的发展趋势进行了探讨.
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Abstract　CostＧsensitivelearningmethodcaneffectivelyalleviatetheproblemofdataimbalanceinclassificationtasks
andhasbeensuccessfullyappliedtovarioustraditionalmachinelearningtechniques．Withthecontinuousdevelopmentof
deeplearningtechnology,costＧsensitivemethodhasbecomearesearchhotspotagain．Thecombinationofdeeplearning
withcostＧsensitivemethodscannotonlybreaksthroughthelimitationsoftraditionalmachinelearningtechnology,but
alsoimprovethedatasensitivityandclassificationaccuracyofthemodel,especiallywhenthereisacertainimbalancein
thedata．However,howtoeffectivelycombinetheabovetwofactorshasbecomethefocusanddifficultyoftheresearch．
Fromtheaspectsofnetworkstructure,lossfunctionandtrainingmethod,researchershaveimprovedtheperformanceof
thedeeplearningmodelcombinedwithcostＧsensitivemethod．Inthispaper,thedevelopmentofthecombinationofdeep
learningandcostＧsensitivemethodwasdescribedindetail,severalinnovativemodelswereanalyzedandtheclassification
performanceofthesemodelwascompared．Finally,thedevelopmenttrendofcombinationofdeeplearningandcostＧsenＧ
sitivemethodwasdiscussed．
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１　引言

分类是数据挖掘中的一项主要任务,而数据不平衡又是

分类任务中的经典问题.不平衡数据集是指在一个数据集

中,一个类的实例数很少,即少数类;而另一个类的实例数很

多,即多数类[１].通常把这些数据集的分类问题称为不平衡

数据分类,也称稀有类分类.在大部分的分类问题中,各类别

的数据数量不可能完全相等,不同的差异程度对分类准确度

的影响也有所不同.

数据不平衡问题广泛存在于实际应用领域,如网络入侵、

临床诊断、信用卡欺诈等.在医疗诊断中,把一个病人误诊为

正常人与把一个正常人误诊为病人所付出的代价是不同的,

准确地识别出病人更为重要[２].而在欺诈交易识别任务中,

属于欺诈交易的应该是很少的,绝大部分的交易是正常的,这
也是一个数据不平衡的分类问题[３].

目前,不平衡数据的研究越来越受到学者们的重视.针

对数据不平衡问题的研究主要体现在两个方面:１)数据预处

理方面,主要方法为抽样,通过修改训练集的样本分布来降低

数据的不平衡程度[４];２)算法层面,对现有分类算法进行改

进,使之更倾向于少数类数据[５].其中,抽样又可以分为过采

样(overＧsampling)和欠采样(underＧsampling).过采样是指

通过增加少数类样本来平衡数据集,其中Chawla等[６]提出的



SMOTE方法为经典的代表性算法[７].该方法首先为每个稀

有类样本随机选出几个邻近样本,并在该样本与这些邻近样

本的连线上随机选取点,生成无重复的新的稀有类样本[８].

欠采样则通过减少多数类样本来平衡数据集,例如由 Kubat
等[９]提出的单边选择算法可以去除大类中的噪音样本、边界

样本和冗余样本.虽然抽样的方法在一些数据集上取得了不

错的效果,也能够与传统的机器学习方法(如决策树等)进行

较好的结合[１０],但它们仍然存在很多缺陷:过采样由于只是

重复地得到了一些人工生成的样本,会导致分类器产生过学

习的现象,同时大大延长了训练时间;欠采样在去除多数类样

本时,容易将重要的样本去除掉.因此,抽样方法调整不平衡

数据的能力十分有限.

在算法层面,主要有集成学习、单类分类器和代价敏感等

方法.集成学习的方法主要是将若干个基分类器组合成一个

分类器,从而改善分类效果.常用的集成学习方法有随机森

林(randomforest)、装袋(bagging)、提升(boosting)等,其中

boosting是应用最为广泛的集成技术.集成学习技术已经日

趋完善,在线的bagging和boosting模型已经被应用于解决

不平衡数据流的问题[１１].AdaBoost是采用提升技术的经典

算法,在该算法中,分类器会提高分类错误样本的权值,降低

分类正确样本的权值,最后得到由若干个基分类器组合而成

的分类器.Chawla等[１２]将boosting算法与SMOTE算法结

合成SMOTEBoost算法,每次迭代时使用SMOTE来生成新

的样本,以之取代 AdaBoost算法原有的权值调整方法[８].在

实际问题中,当只能获取单类样本集时,可以采用单类分类器

的方法,只对一类数据进行训练.Abdi等[１３]将采样与集成

学习相结合,以达到优势互补的目的.

代价敏感是目前从算法层面解决不平衡数据问题的主要

方法,它在解决分类问题时对于出现的不同分类错误使用不

同的惩罚力度,其核心要素是代价矩阵.代价矩阵可被看作

错误分类惩罚项的数字表示,因此代价敏感值的大小合适是

该方法成功应用的关键[１４].一般来说,代价敏感算法可以分

为３类:１)改变原始的数据分布来得到代价敏感的模型;２)对

分类的结果进行调整,以达到最小损失的目的;３)直接构造一

个代价敏感的学习模型.实验表明[１５Ｇ２１],在很多应用领域,代

价敏感的方法都优于其他方法.

近年来,随着深度学习方法的提出与发展,及其在解决图

像、声音和文本分类问题上取得的令人瞩目的成绩,将代价敏

感方法与深度学习方法相结合逐渐成为了学者们的研究热

点.本文第２节介绍关于代价敏感的主要内容,包括其基本

定义、代价敏感分类目标及研究现状;第３节详细介绍代价敏

感与深度学习的结合应用及发展;第４节主要介绍几种有代

表性的具有代价敏感性的深度学习模型,并对它们的分类效

果进行对比和分析;第５节对未来代价敏感如何在深度学习

中进一步应用展开探讨.

２　代价敏感

２．１　cost定义

误分类代价有两种类型:基于类别的代价(classＧdepenＧ

dentcost)和基于样本的代价(exampleＧdependentcost).在

实际应用中,基于类别的代价的应用范围更广.

代价敏感分类研究的是在具有不同cost值的数据集上

的分类问题,通常使用costmatrix来描述数据集上的cost
信息.

定义１(代价矩阵,costmatrix)　给定数据集的类别数

N,代价矩阵定义为一个 N∗N 的矩阵,其中每一项c(i,j)代

表算法将j类的数据错误地分为i类所应当给予的惩罚值

cost,原则上错误分类造成的cost要大于正确分类造成的

cost.

２．２　代价敏感分类的目标

代价敏感分类的目标是学习一个分类器h:X→Y,来对

未知的样本进行分类,使得期望代价最小:

argminE(x,y)~D[costyh(x)]

其中,D 表示样本的分布,E 表示期望代价,h(x)表示x的经

验风险值,costyh(x)表示某个类别的分类代价值.

但由于样本分布D 未知,因此在训练过程中只能通过最

小化经验风险得到h:

argmin∑
n

i＝１
costyih(xi)

对于每个类别,目标函数都尽可能使得所有类别的cost
值的概率之和最低.我们不再关注如何使得概率分布的值最

大,而是关注如何能够最小化分类结果对应的cost值[２２].这

样虽然会在一定程度上放弃可能性最大的分类结果,但在实

际应用中有着重要的现实意义.

２．３　代价敏感分类算法的研究现状

代价敏感分类算法的研究主要体现在二分类问题上,主

要的实现方法分为两大类.一类是将任何以最小化错误率为

目标的标准分类器转化为对代价敏感的分类器;另一类是以

代价为基准来得到不同的概率值,试图将代价敏感性嵌入到

算法中.

基于传统的学习模型,根据错误分类的代价,可以按照比

例来变换训练集中类别的频率,得到的代价敏感模型属于第

一类方法.常用的手段为结合采样法来改变数据的类别分

布.CostＧbasedsampling方法由Chan[２３]提出,是代价敏感分

类领域的开创性工作之一,可以通过式(１)确定正样本的

比例:

P(positive)＝ c(positive)i
∑
i
c(positive)i

(１)

其中,c(positive)i表示第i个正样本所对应的代价值.文献

[２３]同时提出了一种多类别的重采样方法来获取所需实例.

REBALANCE方法由Elkan[２４]提出,同样是里程碑式的

工作.Elkan指出代价敏感分类问题的本质是优化问题,通

过调整训练数据集中数据实例的分布能够解决代价敏感分类

问题.

通过对分类的结果进行后处理,改变后验概率p(y|x)的

阈值,使得代价高的样本不容易被分错,这实际上是应用了贝

叶斯风险最小化原理,得到的代价敏感模型也属于第一类方

法.MetaCost是由 Domings[２５]提出的一种算法,通过对若干

个原数据集进行重采样得到子集,再组合若干个目标分类算
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法,获得预测分类概率;然后,将训练集中的每一个实例重标

记为代价最小的那个类别,重复运行目标分类算法,逐渐使得

算法具有代价敏感的性质.MetaCost采用的这种方法也被

称作元代价,通过一个“元学习”的过程,修改训练样本的类标

记,不断重新学习新的模型.此外,还可以通过投票的方式来

组合弱分类器,并使用评价函数来调整各个弱分类器的权重,

从而集成新的分类器来使模型具有代价敏感性,例如 AdaＧ

Cost算法[２６Ｇ２８].

嵌入式的方法需要对具体的算法进行修改和设计,已在

一些常用的机器学习算法(如决策树、支持向量机(Support

VectorMachine,SVM)、神经网络(NeuralNetwork,NN)等)

中取得了不错的效果.

Drummond等[２９]提出了代价敏感的决策树,通过改变划

分的标准,在传统的决策树算法中引入了误分类代价[３０].实

际上,修改剪枝策略也是使得决策树具有代价敏感性质的一

种重要方法.传统的决策树根据错误率来进行剪枝,Knoll
等[３１]和 Bradford 等[３２]为决策树提出了代价敏感的剪枝方

法,实现了在代价敏感的条件下对决策树进行剪枝,使得损失

达到最小.郑恩辉等[３３]通过在SVM 的设计中集成样本的不

同误分类代价,得到代价敏感的SVM.Adachi等[３４]在此基

础上又对代价敏感SVM 进行了改进,将SVMＧscore作为标

准来选取特征,提高了代价敏感 SVM 的准确率.对于神经

网络,周宇航等[３５]改进了SVM 的大间隔学习方法,得到了平

均总代价更小的 CSＧLDM 模型.Kukar等[３６]对比了几种不

同的优化途径,包括加入贝叶斯风险决策、改变输出层的代价

敏感性、增加代价较高的数据的权重,以及修改目标函数,并
通过提出新的后向传播算法改善了分类效果.Zhou等[３７]把

过采样、欠采样、阈值移动法、硬重组和软重组等基于采样的

方法运用到BP神经网络,通过构造代价敏感的神经网络来

解决不平衡数据的问题.

随着深度学习技术的不断发展,学者们又提出了可以将

代价敏感与深度网络进行结合,以改善应用深度学习解决不

平衡数据问题的现状.下面将详细介绍代价敏感与深度学习

的结合应用及发展.

３　代价敏感与深度学习的结合

深度神经网络在处理特征提取、分类、识别以及预测等问

题上取得了瞩目的成绩[３８Ｇ４３],近几年有关代价敏感与深度学

习结合的研究也越来越多.尤其是针对不平衡数据的分类问

题,将代价敏感应用在深度神经网络(DeepNeuralNetwork,

DNN)中,使得模型在学习的过程中不仅能得到网络原本的

参数来最大化准确率,同时能够以总的代价最小化为目标来

提高模型的性能,使深度学习能够更加灵活地应用在各类任

务中.

本节将首先介绍深度学习的发展进程,接着主要从损失

函数、代价矩阵、网络结构３方面来介绍具有代价敏感性的深

度学习技术的发展情况.

３．１　深度学习的发展进程

深度学习也叫无监督特征学习,即无需人为设计特征提

取,特征从数据中学习而来,实质上是多层表示学习方法的非

线性组合[４４].深度结构非凸目标代价函数中普遍存在的局

部最小,是训练困难性的主要来源.

深度学习隶属于神经网络体系.不同于浅层学习,深度

学习能够使用更少的参数来逼近高度非线性函数.Hinton
等[４５Ｇ４６]基于深信度网 DBN 提出非监督贪心逐层训练算法,

并在随后提出多层自编码器深层结构[４５].为了解决网络容

易收敛到局部最小值的问题,Hinton还提出了使用无监督预

训练的方法来优化网络权值的初值,再进行权值微调,拉开了

深度学习的序幕.

深 度 神 经 网 络 是 由 多 个 单 层 非 线 性 网 络 叠 加 而 成

的[４７Ｇ４８],编码器提供从输入到隐含特征空间的自底向上的映

射,解码器以重建结果尽可能接近原始输入为目标将隐含特

征映射到输入空间[４９].深度神经网络可分为前馈深度网络

(FeedForwardDeepNetworks,FFDN)、反馈深度网络(Feed

BackDeepNetworks,FBDN)及双向深度网络(BiＧDirectional

DeepNetworks,BDDN)３种.

深度学习模型中的每个模块将低层的表示变换为高层的

表示,逐层复合足够多的变换,以学习到非常复杂的函数[５０].

根据结构的不同,深度学习模型可分为深度神经网络 DNN、

深度信任网络 DBN、栈式自动编码器(StackedAutoEncoder,

SAE)、深度玻尔兹曼机(DeepBoltzmannMachine,DBM)、卷

积神经网络CNN、递归神经网络(RecurrentNeuralNetwork,

RNN)等.其中,最具有代表性的网络结构为卷积神经网络

和循环神经网络.

卷积神经网络是利用图像的局部特性训练数据,构造一

个部分连通网络,隐层采用卷积核方式滑动计算.卷积神经

网络具有局部感知、共享权重和池化降采样三大特点,被广泛

应用于图像处理中.在处理不平衡图像数据的分类问题上,

也常常使用由 CNN构成的深度神经网络.Ren等[５１]提出的

FasterRＧCNN是一个典型的基于深度学习的目标检测模型,

分类准确度较高.Cheng等[５２]为网络加入了优化模块 DCR,

提高了模型的识别性能.CNN 在图像上的优异表现极大地

拓展了其应用范围,Mahapatra等[５３]将其应用于视网膜的分

类问题上,Zhong等[５４]提出SatCNN 模型来解决卫星图像数

据集的分类问题,以上研究均取得了不错的效果.对于数据

量稀少或数据不平衡的情况,CNN 也能够较好地适应.Yue
等[５５]将CNN应用于解决不平衡的恶意软件图像分类问题,

Windrim 等[５６]探 索 了 在 训 练 样 本 有 限 的 情 况 下 CNN 的

表现.

传统神经网络的输入和输出是相互独立的,而有些任务

的后续输出与前阶段的特征是相关的,因此相关学者提出了

具有“记忆”概念的递归神经网络 RNN[５０].RNN 是深度模

型中的隐层节点定向连接成环的人工神经网络.循环神经网

络能够很好地对时间序列上的变化进行建模,主要应用于解

决自然语言处理、语音识别、手写体识别等问题.为了解决循

环神经网络面临的梯度消失或爆炸问题,Hochreiter等[５７]提

出长短时记忆(LongShortＧTerm Memory,LSTM),通过为每

一个神经元引入门(gate)和存储单元,使得网络不仅具有记

忆功能,同时能够处理较为复杂的序列数据.受人类注意力

机制的启发,Mnih等[５８]提出了注意力机制,该机制通过每次
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处理注意力部分的数据,来减小任务的复杂度.

Shen等[５９]使用基于 RNN的网络来解决句子分类问题,

Kang等[６０]应用 RNN网络来提高模型对演讲和音乐等语音

数据的分类性能,并将其应用在助听器中.在情感分类任务

中,RNN 的表现尤为优秀.Mun等[６１]创新性地提出了基于

RNN的特征提取方法,并将其用来进行情感分类.Cheng
等[６２]探究了 RNN 在中文微博文本的情感分类问题上的表

现.以上研究均取得了一定的进展.

将 RNN与CNN进行结合是近几年来的研究热点,该类

模型能够应用于多种问题上,并达到优势互补的效果.Wang
等[６３]提出了一个统一的多标签图片分类模型;Liu等[６４]提出

的３DCNNＧDQNＧRNN模型可以完成大规模３D点云的语义

分析任务;Hori等[６５]则选择了语音识别领域,使用联合模型

来优化分类效果.此外,深入分析深度神经网络这个“黑匣

子”也是研究学者一直努力的方向.熊红凯等[６６]从结构化、

可解释化、多模态化 ３方面入手,剖析了深度神经网络的

内在.

生成对抗网络(GenerativeAdversarialNetworks,GAN)

于２０１４年被 Goodfellow 等[６７]提出,并得到了广泛的关注.

GAN的核心思想来源于博弈论的纳什均衡,它由一个生成器

(Generator)和判别器(Discriminator)构成,生成器的目的是

尽量学习真实的数据分布,而判别器的目的是尽量正确判断

输入数据是来自于真实数据还是生成器[６８].生成对抗模型

的训练是难点,因此基于 GAN 的衍生模型也被广泛提出.

Arjovsky等[６９]提出 WＧGAN,用 EarthＧMover来度量真实样

本和生成样本分布之间的距离,用一个批评函数f 来对应

GAN的判 别 器,提 升 了 GAN 的 训 练 效 果.InfoGAN 是

GAN的一个重要扩展,使得 GAN 能够学习到有效的语义特

征,将输入噪声分为z和c两部分,将c作为隐码用于表征结

构化隐层随机变量和具体特定语义之间的隐含关系[７０].

将代价敏感与深度学习相结合来解决分类问题,能够进

一步提升模型的分类性能,使其应用范围更为广泛.

３．２　损失函数

用损失函数来估量预测值与真实值的不一致程度,其值

越小,模型的鲁棒性就越好.损失函数是经验风险函数的核

心部分,也是结构风险函数的重要组成部分.常用的损失函

数有对数损失(LogarithmicLoss)、平方损失(SquareLoss)、

指数损失(ExponentialLoss)等.此外,新的损失函数也不断

被提出.李跃波等[７１]分析了经典的平方损失函数,并提出了

一种新的损失函数来进行质量的认证.Wang等[７２]提出了一

种在数据集不平衡的情况下有更好表现的损失函数,并使用

该损失函数分别对正确分类和错误分类的误差进行计算.

Cheng等[７３]创新性地使用三联损失函数来提升卷积神经网

络对多通道人脸图片的识别性能.

深度神经网络通过不断优化目标函数使得总的损失值最

小来得到合适的网络权值和偏置值.通过改进损失函数可以

使网络具有代价敏感性,常用的方式是添加cost参数ω,且对

于不同的分类方式设置ω的不同取值.

Zhang等[７４]使用深度代价敏感神经网络来处理语音分

离问题,为原有的目标损失函数添加了新的权重ωs,使其具

有代价敏感性.

∑
S

s＝１
(ωs min

α
∑
M

m＝１
l(xs,m,x′s,m)) (２)

其中,l(∗)表示模型的损失函数,xs,m 表示模型的预测值,

x′s,m表示真实值,ωs 的取值方法如下:

ωs＝ １０－(σts)/２０

∑
S

k＝１
１０－(σtk)/２０

(３)

其中,１０－ts/２０是语音和噪音的平均比值,不同语音数据的比值

也不同,即相同分类结果下的cost不同,网络因此具有了代价

敏感性.

Jiang等[７５]使用深度代价敏感残差卷积神经网络(CSＧ

ResCNN)来对精密的眼球图片进行分类,从而判断不同的眼

科疾病.CSＧResCNN改进了传统交叉熵(CE)损失函数的定

义来使模型具有代价敏感性.

J(w)＝－１
m

[∑
m

i＝１
　 ∑

k

j＝１
I{y(i)＝j}∗C{y(i)＝min_class}∗

log ew
T
jx

(i)

∑
k

s＝１
ew

T
sx

(i)
]＋γ

２∑
k

i＝１
　∑

n

j＝１
w２

ij (４)

其中,C{y(i)＝min_class}是cost方程,如果y(i)是少数类标

签,则值为 Cmin,否则值为１.Cmin则是通过训练学习模型

得到.

Huang等[７６]使用多个卷积神经网络(ConvolutionalNeuＧ

ralNetwork,CNN)并行来处理不平衡数据问题,同时从几何

角度重新定义了类间的距离,提出了新的误差计算方式.

Khan等[７７]在改进损失函数方面做出了杰出的贡献,不同于

其他仅仅添加cost因子的方法,他们提出的 CoSen卷积神经

网络同时对网络的参数和cost参数进行优化,并在多种经典

损失函数(MSEloss,SVMloss,CEloss)上进行实验,提升了

卷积神经网络的分类准确度.

３．３　网络结构

通过改变深度神经网络的网络结构来构造具有代价敏感

性的模型具有很强的推广意义.Chung和 Lin[７８Ｇ７９]在２０１５
年提出了代价敏感深度神经网络(CSDNN)模型,并于次年提

出更加通用的内部辅助目标 AuxIT框架.

CSDNN模型通过 PreＧtraining的方式使网络的输入具

有代价敏感性,借鉴 Tu和 Lin[８０]采用一对多(OVA)分解的

方法来构建代价敏感支持向量机的思想,对输出层进行改良.

AuxIT框架重复使用 CSDNN 模型在 PreＧtraining过程

中使用的代价敏感自动编码器(CSAE)结构,使网络的每一

层都具有代价敏感性,同时在输出层采用更优的 ReLU 激活

函数.这种方法可以使不同种类的深度神经网络具有代价敏

感性.

３．４　代价矩阵

２．１节介绍过代价矩阵(costmatrix),研究学者使用传统

的机器学习方法来更新代价矩阵,使其能够更好地表示误分

类的代价.

Zhang等[７４]结合进化算法来获得更优的代价矩阵,提出

使用差分进化算法的深度代价敏感置信网络(CSDBNＧDE)来

解决不平衡数据问题.首先,使用训练数据对 DBN进行PreＧ

training;接着,随机初始化代价矩阵,并根据训练误差来选择
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更好的下一代数据,反复执行进化过程;最后,选择最佳的代

价矩阵作为最终网络的代价矩阵.算法流程如算法１所示.

算法１　结合进化算法的代价敏感算法

PreＧtraining过程

１．初始训练集为Strain.

２．用逐层贪婪的方法来 PreＧtraining深度信念网络(DeepBeliefNetＧ

work,DBN).

微调过程

１．随机初始化代价矩阵作为群体.

２．通过不同的操作进行突变和交叉来生成新的代价矩阵群体.

３．将训练输出和误差的代价矩阵相乘.

４．根据其表现,选出恰当的代价矩阵并丢弃较差的个体,从而进化成

为新的一代.

５．迭代进行变异和选择的过程,直到代数值达到最大.

６．把找到的最好的代价矩阵加到 DBN 的输出层上,并使用测试集

Stest进行测试.

Li等[８１]结合三支决策来解决人脸图像的分类问题,由于

DNN是双向决策模型,无法产生三支决策中的边界决策,因

此他们改进了代价矩阵,将边界决策加入到矩阵中,如表１所

列.需要注意的是,误分类的代价应大于边界分类的代价,边

界分类的代价应大于正确分类的代价.即ωPP ≤ωBP ≤ωNP ,

ωNN ≤ωBN ≤ωPN .

表１　三支决策改进后的代价矩阵

Table１　Improvedcostmatrixbythreedecisions

实际类别 正确决策 边界决策 错误决策

类别A ωPP ωBP ωNP

类别B ωPN ωBN ωNN

除了能够提高分类的准确度外,代价敏感方法还能用于

加快深度神经网络的训练速度.Pang等[８２]提出分层计算代

价(HCC)的方法,并将其应用于卷积神经网络 CNN 中,找到

有冗余参数的隐藏层,并使用不同的结构来平衡准确性和速

度之间的关系.HCC主要用于处理二分类问题,这里的代价

指运算的时间代价.HCC模型中,代价矩阵每一项的取值由

特征点决定.如图１所示,假设一共有２０个特征点,则代价

矩阵为一个２０∗２０的矩阵,假定特征点１９由特征点９,１０,

１３,１４决定,则点对(１９,９),(１９,１０),(１９,１３),(１９,１４)被赋

值为１,第１９行的其余值为０.

(a)卷积神经网络中的卷积操作

(b)costmatrix

图１　HCC模型代价矩阵计算方式

Fig．１　CalculationmethodofHCCmodelcostingmatrix

４　深度代价敏感的改进模型及其比较

３．１节介绍了深度学习的发展历程,近年来不断有学者

将深度学习与代价敏感学习方法进行结合,并取得了突破性

的成绩.本节将重点介绍３个以深度神经网络为基础的结合

代价敏感的分类模型.

４．１　CSDNN

CSDNN是由Chung和Lin[７８]提出的结合代价敏感和深

度神经网络 DNN的模型,也是第一个真正从算法本身出发

进行改进的代价敏感深度学习算法.

CSDNN模型改进了深度神经网络本身的训练方式,同

时添加了PreＧtraining过程来得到具有代价敏感性的数据,使

整个模型在训练过程中都能保持代价敏感性.

模型借鉴了Tu和Lin等[８０]采用一对多(OVA)分解的方

法来构造代价敏感支持向量机的思想,将代价敏感分类问题

分解为每一类别的回归问题,并使用回归因子对代价进行重

新估算.

通过将深度神经网络的softmax层替换为回归输出,并

使用以下公式来估计每一个输出神经元的代价,可以直接使

用回归因子r代替代价来进行计算.

gr(x)≡argmin
１≤k≤K

　rk(x) (５)

其中,K 表示总的类别数,rk(x)表示类别k中数据的回归

因子.

深度神经网络采用反向传播算法来传递误差,由于 OVA
分解把 DNN的损失改为了单边损失,因此需要一个平滑估

计算法smooth来替代原来的误差传递方法.CSDNN 参考

Lee和 Mangasarian[８３]提出的算法来定义平滑估计:

δn,k≡ln(１＋exp(zn,k∗(rk(xn)－cn[k]))) (６)

其中,rk(xn)是数据xn 的回归因子,cn[k]是其代价值,δn,k可

以近似看作模型的单边损失.

将该方法应用到 CSDNN 模型中,模型的cost损失就被

重新定义为回归损失,其目的是使所有样本的损失和最小,

即:

Lsmooth(S)＝∑
N

n＝１
　∑

K

k＝１
δn,k (７)

PreＧtraining在２００６年由 Hinton等[８４]提出,能够帮助神

经网络更好地初始化权值,避免网络陷入局部极小中,同时能

够缓解梯度消失问题.使用去噪自动编码器(DenoisingAuＧ

toEncoder,DAE)是一种经典的 PreＧtraining方法.DAE 由

Vincent等[８５]提出,通过添加随机噪声的方式将原始的输入

进行重编码.将多个DAE进行组合,能得到更深层的堆积去

噪自动编码器(StackDenoisingAutoEncoder,SDAE).CSＧ

DNN采用的就是改进的 DAE,使其具有代价敏感性,我们称

之为 代 价 敏 感 自 动 编 码 器 (CostSensitive AutoEncoder,

CSAE).

CSAE在 DAE的基础上增加了额外的参数,使得网络不

仅能够为输入重新构建一个输出,同时添加了代价信息.最

后损失函数变成了两部分损失的组合,可以使用参数β来进

行平衡:
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LCSAE(Sc)＝(１－β)∗LCE(Sc－{cn}N
n＝１)＋

β∗LSMOOTH(Sc) (８)

其中,β用来平衡两部分损失.当β＝０时,CSAE就退化为

DAE.这种改进可以使模型在 PreＧtraining和训练两部分中

都具有代价敏感性.CSDNN模型的结构如图２所示.

图２　CSDNN模型结构图

Fig．２　StructureofCSDNNmodel

图２中的灰色框表示神经网络中的一个普通的隐藏层,

模型将普通的输入层扩展为两部分,一部分负责训练和优化

网络参数,另一部共有K 个节点,负责训练和优化代价参数,

从而完成PreＧtraining的过程.

４．２　AuxIT

Chung和Lin[７９]在 CSDNN 模型的基础上,提出了一个

更加通用的框架———内部辅助目标(AuxIT),其能够缓解原

有的代价敏感模型在实际应用和网络深度上的限制.AuxIT
框架通过在每个隐藏层上添加额外的神经元,得到逐层的代

价估计值,并把最小化代价的总和作为优化的目标.

CSDNN模型仅仅改变了全连接层的激活函数,并在数

据输入网络之前先进行PreＧtraining来解决梯度消失等问题.

然而,随着新的激活函数如 ReLU等的提出,梯度消失问题也

有了新的解决策略.因此,在 AuxIT 框架中,使用 ReLU 函

数来代替CSDNN模型中的PreＧtraining过程.

在CSDNN 模 型 中,通 过 使 用 代 价 敏 感 自 动 编 码 器

CSAE结构,使输入的数据能够被重新编码,同时具有代价敏

感性.为了得到一个通用的框架,AuxIT重复利用 CSAE结

构,在网络的每一层中都加入 K 个额外的神经元,得到的额

外输出能够表示代价的估计值,使得代价敏感能够贯穿于整

个网络中.AuxIT模型的结构如图３所示.

图３　AuxIT模型结构图

Fig．３　StructureofAuxITmodel

针对输出层,AuxIT框架沿用了 CSDNN 模型中的改进

方式,使得输出层也具有代价敏感性.最后需要解决的是损

失函数的问题,模型采用权值混合损失函数,网络本身的单边

回归损失函数与额外神经元的单边回归损失函数通过用权值

来平衡的方式进行组合.计算模型损失函数的方式如下:

∑
H－１

i＝１
αi∗L(i)

OSR＋L(∗)
OSR (９)

其中,H 表示隐层的编号,αi 是一个平衡因子.AuxIT 框架

能够很好地被应用在各种深度网络中,如应用于图像处理的

CNN等,也能够解决一些大规模的代价敏感分类问题.

４．３　CoSenCNN
除了对网络结构进行优化外,学者们还对如何解决代价

敏感分类问题中新引入参数的更新问题进行了研究.Khan
等[７７]提出了一种能够自动学习数据特征表示的代价敏感深

度神经网络,其能够很好地解决二分类问题和多分类问题,具

有较强的鲁棒性.通过对代价参数和网络本身的参数进行联

合优化来对模型进行训练,采用“保持一个参数不变,训练另

一个参数”的方式完成对两部分参数的共同优化.此外,这种

训练方式对于不同的loss函数都能适用.

模型采用以下代价敏感误差函数来定义训练数据的平均

loss:

E(θ,φ)＝１
M ∑

M

i＝１
l(d(i),y(i)

θ,φ
) (１０)

其中,θ是网络本身的参数(包括权值 w 和偏置b),φ是代价

的参数,M 代表训练样本的总数,d(i)是网络的期望输出,y(i)
θ,φ

是网络的实 际 输 出.l(∗)表 示 损 失 函 数,可 以 是 均 方 差

(MeanＧSquareError,MSE)损失、支持向量机(SVM)折叶损

失,或是交叉熵(CrossＧEntropy,CE)损失.表２列出了如何

构造具有代价敏感性的损失函数,其中ε代表cost矩阵.在

cost矩阵中,每一个类别对应其他的类别都有一个确定的关

系.ε和φ 的关系可以通过以下公式确定:

ε(p,q)＝
max(φp,φq), p≠q,(p,q)∈c

φp, p＝q,p∈c{
模型的优化目标就是找到最优的参数(θ∗ ,φ∗ ),能够使

得总的cost最小,即:

(θ∗ ,φ∗ )＝argmin
θ,φ

　E(θ,φ) (１１)

表２　３种不同的代价敏感损失函数

Table２　ThreedifferentcostＧsensitivelossfunctions

损失loss 代价敏感损失loss

MSE
l(d(i)),y(i))＝
１
２ ∑

n
(d(i)

n －y(i)
n )２

y(i)
n ＝ １

１＋exp(－o(i)
n ε(d(i)

n ))

SVM
l(d(i),y(i))＝－∑

n
max(０,１－

(２d(i)
n )－１)y(i)

n )
y(i)
n ＝o(i)

n ε(d(i)
n )

CE l(d(i),y(i))＝－∑
n
(d(i)

n logy(i)
n ) y(i)

n ＝
ε(d(i)

n )exp(o(i)
n )

∑
k
ε(d(i)

n )exp(o(i)
n )

如何有效地对两部分参数进行优化呢? CoSenCNN 模

型的参数优化方式参考了 Raj等[８６]提出的针对不平衡数据

的卷积神经网络优化算法:固定代价参数φ不变,更新网络参

数θ.每一轮数据被训练完后,在当前网络参数θ不变的情况
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下,更新cost参数φ.算法流程如算法２所示.

算法２　针对卷积神经网络的代价敏感算法

输入:训练集(x,d),验证集(xv,dv),最大训练轮次(Mep),θ的学习率

γθ,ξ的学习率γξ.

输出:训练好的参数(θ∗ ,ξ∗).

训练过程:

１．建立卷积神经网络CNN.

２．随机初始化网络参数θ.

３．将ξ和误差err赋值为１.

４．在每一轮次训练开始后,计算ξ的梯度,更新代价矩阵的参数ξ∗ ,

并把ξ∗ 赋值给ξ.

５．在每一个batch中,利用前向传播计算出网络输出out,利用后向传

播计算出梯度grad,并更新参数θ∗ ,最后将其赋值给θ.

６．每一batch训练结束后,利用前向传播计算出误差err∗ ,如果新的

误差比原来的误差大,就降低γξ,并将新的误差值赋给err.

所有轮次训练结束后,输出训练好的参数(θ∗ ,ξ∗).

神经网络采用随机梯度下降法(StochasticGradientDeＧ

scent,SGD)进行误差的反向传播,因此可以直接对网络本身

的参数θ进行优化.对于代价参数φ,模型使用以下公式来

定义代价函数:

F(φ)＝１
２∑

n
(hn－φn)２,n∈[１,C] (１２)

其中,C表示类别数,h表示训练数据类分布的向量表示.网

络的最终目的是得到最优的φ∗ 以使F(φ)的值最小,即:

φ∗ ＝argmin
φ

　F(φ) (１３)

在反向传播的过程中,具有代价敏感性质的loss的定义

不同,梯度的计算方式也有所不同,表３列出了 MSE,SVM,

CE３种损失函数的梯度计算表达式,II(∗)表示一个指标函

数.可以发现,虽然加入了代价敏感参数,CEloss的梯度计

算方式并没有发生改变.

表３　３种损失函数的梯度计算表达式

Table３　Gradientcalculationexpressionsofthreelossfunctions

偏导derivative

MSE
∂l(d(i),y(i))

∂o(i)
n

＝－ε(d(i)
n )(d(i)

n －y(i)
n )y(i)

n (１－y(i)
n )

SVM
∂l(d(i),y(i))

∂o(i)
n

＝－(２d(i)
n －１)ε(d(i)

n )II{１＞y(i)
n ε(d(i)

n )(２d(i)
n －１)}

CE
∂l(d(i),y(i))

∂o(i)
n

＝－d(i)
n ＋y(i)

n

CoSenCNN所采用的网络结构为一个深度为１８层的卷

积神经网络,具体结构参考了Simonyan和Zisserman[８７]提出

的一种卷积神经网络结构,只是在输出层前添加了两个额外

的全连接层.模型采用的损失层具有代价敏感性,因此含有

大量的训练参数.为了达到使用少量的训练数据就能得到一

个较优的训练结果的目的,模型首先采用 Simonyan 和 ZisＧ

serman提出的训练方法对前１６层网络进行 PreＧtraining,然

后设定一个较高的学习率来对初始权值随机的后两层网络进

行训练.

４．４　３种改进模型的效果比较

将这３种改进模型应用在不平衡数据的分类上,可以衡

量它们在分类问题上的表现.其中主要采用手写数字分类数

据集(MNIST)和 CIFAR 图像数据集(CIFARＧ１０和 CIFARＧ

１００)３个库来进行比较和评价.除此之外,不同模型采用的网

络结构不同,所针对的数据类型也大不相同.以不平衡度作为

度量标准,可以得到对３种模型分类效果更加直观的认识.

１)手写数字分类数据集:MNIST

MNIST数据集包含有７００００张手写图片,分别为数字

０－９中的一类.

２)CIFAR图像数据集:CIFARＧ１０,CIFARＧ１００

CIFAR数据集被用来识别物体,包含 ６００００张图片.

CIFARＧ１０和CIFARＧ１００唯一的区别在于类别数不同.

由于 MNIST数据集和CIFAR数据集都是平衡数据集,

而代价敏感模型主要用于处理不平衡数据问题,因此需要对

原始数据集进行调整.

Chung和Lin[７８Ｇ７９]随机地选择了所有类别中的４０％,并
移除了这些类别中７０％的样本,得到了实验所采用的数据集

MNISTimb、CIFARＧ１０imb以及CIFARＧ１００imb.

Khan等[７７]则将数据集中所有的奇数或偶数类的样本减

少１０％~１５％,使数据具有不平衡性,并在不平衡度不同的

数据集上进行实验.

本小节主要从代价值和准确度两个角度来比较和分析３
种改进模型的分类效果.

１)代价值(costvalue)

从代价值最小化的角度,可以对 CSDNN 模型和 AuxIT
框架的性能进行比较[７８Ｇ７９].由于 CSDNN 模型存在局限,为
了保证实验的公平性,采用层数相同的全连接网络结构和同

样的激活函数 ReLU.AuxIT框架需要一个恰当的参数来协

调两种损失函数之间的平衡,这里取通过实验得到的最佳值

０．２[７９].同时,实验中还将没有加入任何代价敏感优化的网

络结构 NaiveDNN一同进行比较.实验结果如图４－图６所

示,其中横坐标表示隐藏层个数.

图４　不同网络的平均测试代价曲线(CIFARＧ１０imb数据集)

Fig．４　Averagetestcostcurvesfordifferentnetworks
(CIFARＧ１０imbdataset)

图５　不同网络的平均测试代价曲线(MNISTimb数据集)

Fig．５　Averagetestcostcurvesfordifferentnetworks
(MNISTimbdataset)

７第５期 吴雨茜,等:代价敏感深度学习方法研究综述



图６　不同网络的平均测试代价曲线(CIFARＧ１００imb数据集)

Fig．６　Averagetestcostcurvesfordifferentnetworks
(CIFARＧ１００imbdataset)

可以看到,随着网络层数的不断加深,CSDNN 模型发生

了梯度消失,测试时随着层数的加深,总代价值的增长率越来

越大,甚至超过了没有加入代价敏感优化的 NaiveDNN;但使

用 AuxIT框架的网络的实验效果十分稳定,测试时的总代价

值远远小于CSDNN和 NaiveDNN.当网络层数为３时,３种

网络均得到了最小的代价值.

相比于CSDNN模型,AuxIT框架具有使用灵活、方便的

优点,可适用于各种不同的网络类型,更具有推广价值.

２)准确度(accuracy)

CoSenCNN模型在分类精确度上取得了良好的效果,大

大提高了对不平衡的 MNIST和CIFARＧ１００数据集的分类能

力.使用没有加入代价敏感损失层的卷积神经网络作为对照

网络baselineCNN,对比两种网络在不平衡的 MNIST和 CIＧ

FARＧ１００数据集上的表现,结果如表４和表５所列[７７].

表４　不同网络的准确率比较(MNIST数据集)

Table４　Accuracycomparisonofdifferentnetworks
(MNISTdataset)

(单位:％)

测试集 Baseline CoSen
将数据集中偶数部分减少１０％ ９７．６ ９８．５
将数据集中奇数部分减少１０％ ９７．１ ９８．３
将数据集中偶数部分减少２５％ ９８．１ ９８．９
将数据集中奇数部分减少２５％ ９７．８ ９８．５

表５　不同网络的准确率比较(CIFARＧ１００数据集)

Table５　Accuracycomparisonofdifferentnetworks
(CIFARＧ１００dataset)

(单位:％)

测试集 Baseline CoSen
将数据集中偶数部分减少１０％ ５５．０ ６０．１
将数据集中奇数部分减少１０％ ５３．８ ５９．７
将数据集中偶数部分减少２５％ ５７．７ ６１．５
将数据集中奇数部分减少２５％ ５７．４ ６１．６

可以看出,对于 MNIST数据集,将偶数类中的数据移除

能够带来更好的实验效果.随着数据集不平衡度的增加,模

型的效果反而更好,说明模型能够很好地解决数据不平衡问

题.为了更具针对性,实验进一步对比了两种网络在 MITＧ６７
和CaltechＧ１０１数据集上的表现,结果如表６和表７所列.其

中,MITＧ６７是一个包含１５６２０张图片的数据集,共被分为６７
类;CaltechＧ１０１是一个包含９１４４张图片的数据集,共被分为

１０２类.这两个数据集的不平衡度更大,其实验结果也更有

说服力.

MITＧ６７数据集的不平衡度约为７,CaltechＧ１０１数据集的

不平衡度约为２６,加入了代价敏感的 CNN 在分类准确率上

有了显著的提升.

对比３种改进模型可以看出,对于结构较为简单的深度

神经网络,CSDNN模型的改进方法更加便于操作,其分类表

现也较好.通过在预训练阶段增加数据的代价敏感性,能够

在一定程度上提升模型的效果.但是,CSDNN 模型只能够

用于结构单一的全连接网络,当网络结构较为复杂(例如卷积

神经网络CNN 等)时,使用较为通用的 AuxIT 框架更为恰

当.AuxIT框架借鉴 CSDNN 模型在预训练时的改进方法,

通过改变深度神经网络中每一层的节点组成,有针对性地为

网络添加代价敏感性.而对于代价矩阵不明确的情况,相比

于以上两种模型,使用CoSenCNN模型中提出的同步训练的

方法更加合适.同步训练不仅能够增加模型的代价敏感性,

进而提高分类的准确性,而且对于确定代价矩阵costmatrix
的初值也有着重要作用.此外,同步训练的方法对于网络结构

没有过多的要求,也能够广泛地适用于各种不同的损失函数.

表６　不同网络的准确率比较(CaltechＧ１０１数据集)

Table６　Comparisonofaccuracyofdifferentnetworks
(CaltechＧ１０１dataset)

(单位:％)

测试集 Baseline CoSen
将数据集按照６０％∶４０％划分 ８８．１ ８９．２
将数据集中偶数部分减少１０％ ７７．４ ８３．０
将数据集中奇数部分减少１０％ ７６．１ ８２．２
将数据集按照３０％∶７０％划分 ８５．５ ８７．９
将数据集中偶数部分减少１０％ ７４．６ ８０．３
将数据集中奇数部分减少１０％ ７５．２ ８０．９

表７　不同网络的准确率比较(MITＧ６７数据集)

Table７　Accuracycomparisonofdifferentnetworks
(MITＧ６７dataset)

(单位:％)

测试集 Baseline CoSen
将数据集按照６０％∶４０％划分 ７０．７ ７３．２
将数据集中偶数部分减少１０％ ５０．４ ５７．０
将数据集中奇数部分减少１０％ ５０．１ ５６．４
将数据集按照３０％∶７０％划分 ６１．９ ６６．３
将数据集中偶数部分减少１０％ ３８．７ ４４．８
将数据集中奇数部分减少１０％ ３７．２ ４３．５

通过对数据的不平衡度进行分析可知,CSDNN 模型和

AuxIT框架移除了７０％的样本,其数据的不平衡度更大,实

验也更加具有挑战性,说明这两种模型广泛适用于各种场景,

能够处理较多的不平衡分类问题.实验时,CoSenCNN 模型

采用将平衡数据减少１０％~１５％的方法来达到样本不平衡

的目的,因此其数据的不平衡性较弱.

５　深度代价敏感模型的发展趋势

深度学习技术发展到今天,越来越多地被应用于解决实

际问题.不平衡数据问题切合实际并且亟待解决,将代价敏

感算法与深度神经网络相结合,能够有效地改善 DNN 在解

决不平衡数据问题上的研究现状.在未来,深度代价敏感模

型会在更多的应用领域发挥重要的作用.
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５．１　多样化神经网络结构

代价敏感神经网络从简单的人工神经网络发展到多层的

深度神经网络,再到一些复杂的网络结构,如卷积神经网络

CNN、残差网络 ResNet等,其网络结构呈现多样化的趋势.

Zhang等[７４]使用深度置信网络 DBN 作为基本网络结

构,在 KEEL数据集上取得了不错的效果.Khan等[７７]在SiＧ

monyan和Zisserman提出的深度达到１６层的卷积神经网络

的基础上添加了全连接层和损失层,最终的网络为一个１８层

的 CNN.Jiang 等[７５]为 更 为 复 杂 的 残 差 卷 积 神 经 网 络

(ResCNN)加入了代价敏感性,提高了网络对精密的眼球图

片的分类准确率.Chung和Lin[７９]则使用了经典的深度神经

网络结构 VGG和 ResNet,提高了算法的普适性.

在目前的工作中,与循环神经网络 RNN 结合的深度代

价敏感模型非常稀少.RNN 能够有效地处理和预测序列数

据,如果能够在其中加入代价敏感性,将会提高深度学习技术

在多个应用领域解决问题的能力.此外,生成式对抗网络

GAN的提出引发了学者们的研究热潮,GAN 不仅在无监督

学习上表现出优秀的能力,其变形在半监督学习上的表现也

同样出色.Fiore等[８８]已经尝试使用 GAN 来生成不平衡数

据中的少数类数据,并将 GAN应用于检测信用卡欺诈,取得

了一定的效果.未来,深度代价敏感模型的网络结构也会越

来越多样化和复杂化.

５．２　紧密联系传统机器学习算法

代价敏感在传统的机器学习算法上已经取得了杰出的效

果,未来可以结合现有的研究成果,如代价敏感决策树、代价

敏感支持向量机、代价敏感随机森林等,使代价敏感能够更好

地融合到深度神经网络中.

Chung和Lin等[７８]在处理 DNN的输出层上所采用的解

决方法就借鉴了前人构造代价敏感支持向量机的思路,且取

得了不错的效果.Li等[８１]结合三支决策来解决人脸图像的

分类问题,修改了原有的代价矩阵,使得分类过程更加合理.

Zhang等[７４]结合差分进化算法,尝试获得一个最优的cost

matrix,提高了分类的准确性.

结合已经成熟的代价敏感机器学习模型,可以在一定程

度上对代价矩阵进行优化,也可以为如何使模型具有代价敏

感性提供解决思路.

５．３　创新参数训练方式

现有的训练方式大多是将代价作为权值因子加入到损失

函数中,在代价矩阵已确定好的情况下,对网络进行迭代和更

新.这种训练方式存在一定的局限,无法获得一个最优的代

价矩阵.

Khan等[７７]创新性地提出了同时对网络本身的参数和代

价敏感参数进行更新的训练方式,采用“保持一个参数不变,

训练另一个参数”的方法来获取代价矩阵,取得了优秀的分类

效果.Geng等[８９]在此基础上加入了对时间序列的考虑,扩

大了模型的应用范围.Chung和 Lin[７８]采用 PreＧtraining的

方式首先对训练数据进行编码处理,使数据具有代价敏感性,

然后将处理后的数据传入到深度神经网络中进行训练,能够

有效地提高分类结果的准确率.

创新参数的训练方式对于获得一个合理的代价值有着重

要的意义,同时能够缩短训练所需的时间,提高模型的准确率.

结束语　本文对代价敏感算法模型展开讨论,进行了全

面的综述;分析了代价敏感对于处理不平衡数据问题的重要

意义,从网络结构、损失函数、代价矩阵几个方面探讨了深度

代价敏感模型的研究现状;对深度代价敏感模型的几种改进

方法进行了详细的探究与比较;最后对深度代价敏感模型的

未来发展方向进行了展望.

目前,代价敏感已经成为改进深度学习技术的一个重要

切入点,能够有效地提高分类的准确度,并且能够广泛地应用

在多种实际问题的处理中.最近,有越来越多的学者在研究

深度代价敏感模型相关的问题,通过丰富网络结构、结合传统

机器学习方法以及创新训练方式等途径提升模型的性能,这

也是我们未来努力的方向.
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