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摘　要　边缘保持滤波是计算机视觉、图像处理领域的重要基础理论研究,作为图像预处理操作对后续的处理结果有

着重要影响.区别于传统滤波方法,边缘保持滤波方法不仅注重图像的平滑处理,还注重保持边缘细节.卷积神经网

络在很多领域得到了应用,并取得显著的成果.本文将卷积神经网络引入边缘保持滤波,利用卷积神经网络的良好扩

展性和灵活性来构建深度卷积神经网络模型(DeepConvolutionalNeuralNetwork,DCNN),通过３种类型的网络堆

叠层,采用反向传播迭代更新网络参数,训练残差图像,实现基于 DCNN 的边缘保持滤波方法;还构建了基于梯度域

的卷积神经网络模型(GradientCNN,GCNN),对彩色图像的梯度信息进行学习,通过三层卷积对梯度图进行边缘保

持平滑操作,得到边缘保持平滑梯度图,进而利用输入图像引导平滑梯度图进行彩色重建,得到彩色滤波图像.最后

通过实验与常见的边缘保持滤波方法进行主观和客观评价对比.DCNN 不仅在视觉上达到了其他滤波的效果,同时

在处理时间上也存在较大优势,表明 DCNN可以通过大量的数据训练有效地拟合出多种边缘保持滤波算法.与其他

边缘保持滤波结果相比,GCNN在视觉上可以保持颜色风格与输入图像整体一致,而且图像相似度评价指标也更好,

表明 GCNN解决了部分滤波处理出现颜色偏差、梯度反转等问题,而且提高了处理效率.
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Abstract　EdgeＧpreservingfilteringisasignificantbasictheoryresearchinthefieldsofcomputervisionandimageproＧ
cessing．AssubsequentoperationofpreＧprocessing,edgeＧpreservingfilteringhasgreatinfluenceonfinalresultsofimage

processing．Differentwithtraditionalfiltering,edgeＧpreservingfilteringfocusesnotonlyonsmooth,butalsoonimage

edgedetails．Convolutionalneuralnetworks(CNNs)havebeenappliedintoavarietyofresearchfieldswithgreatsucＧ

cess．Inthispaper,CNNwasintroducedintoedgeＧpreservingfiltering．TakingadvantagesofCNN’sexcellentextensiＧ

bilityandflexibility,thispaperconstructedadeepconvolutionalneuralnetwork(DCNN)．Withthreetypesofcascading
networklayers,DCNNiterativelyupdatesitsparametersbybackpropagation,producesaresidualimageandrealizesa

DCNNＧbasededgeＧpreservingfiltering．Besides,agradientCNNmodel(GCNN)wasconstructed．Thegradientofcolor

imagesislearnt,edgeＧpreservingsmoothingoperationisconductedforgradientimagesbythreelayersofconvolution,

andedgeＧpreservingfilteringgradientimagesareobtained．Subsequently,theinputimageisusedtoguidethefiltering

gradientimageforreconstructingandobtainingcolorfilteringimage．Finally,experimentsweremadetoevaluatethe



proposedmethodsandtheproposedmethodswerecomparedwithpopularedgeＧpreservingfilteringmethodssubjectively
andobjectively．DCNNnotonlyachievesthesamevisualeffectsasothermethods,butalsohasbigadvantagesinproＧ

cessingtime,whichdemonstratesthatDCNNcaneffectivelyandefficientlyimitatevariousfilteringmethodsthrough

trainingonlargeamountofdata．ForGCNN,intermsofvisualeffects,itsoutputconformstotheinputinthecolorstyle

globally．Intermsofimagesimilarityevaluation,italsooutperformsothermethods．ThisverifiesthatGCNNcanadＧ

dresstheproblemsofcolorshiftandgradientinversion,aswellasimprovethefilteringefficiency．

Keywords　Filtering,EdgeＧpreserving,Smoothing,Convolutionalneuralnetworks

　

１　引言

边缘保持滤波常用于计算机视觉、图形图像处理的预处

理操作,其结果的好坏直接影响了许多后续操作.传统的图

像平滑算法侧重于平滑效果,导致图像经过滤波操作后边缘

细节丢失.为了解决边缘细节丢失的问题,很多边缘保持的

滤波方法被提出,并被广泛应用于计算机动画、数码摄影等领

域,但这些方法都需要针对特定的图片人工设定参数,以获得

较好的处理效果.目前边缘保持滤波模型主要包括基于均值

滤波和基于最优化滤波两种.基于均值滤波的边缘保持滤波

算法输出的边缘保持图像的各个位置像素值取决于输入原始

图像对应位置的像素与其邻域内其他像素的密切程度,而这

种密切程度往往取决于中心点像素和邻域内其他像素在空间

域和 亮 度 域 的 关 系.基 于 最 优 化 滤 波 以 加 权 最 小 二 乘

(WLS)滤波[１]为代表,经过滤波处理后,结果图像尽量平滑,

在边缘部分与原始图像尽量保持相似.除了上述两大类滤波

算法外,还有其他边缘保持滤波算法,包括基于拉普拉斯金字

塔改良得到的具有边缘感知效果的局部拉普拉斯滤波[２]、基

于域变换思想的加速策略[３]等,这些方法也在图像滤波预处

理领域得到广泛的应用.

随着深度学习理论的发展,深度卷积神经网络在很多领

域得到了应用,并取得显著成果.本文试图将深度卷积神经

网络引入图像边缘保持滤波处理,利用卷积神经网络良好的

扩展性和灵活性,通过学习、分析已有的边缘保持滤波算法框

架,结合深度学习,提出了基于卷积神经网络的边缘保持滤波

方法,以改善边缘保持滤波的效果,提高处理效率.

本文的主要工作和贡献包括:

１)构建了一种深度卷积神经网络模型(DCNN),提出了

基于深度卷积神经网络模型(DCNN)的边缘保持滤波方法,

实现高效拟合多种边缘保持滤波.

２)提出基于梯度域卷积神经网络(GCNN)的图像边缘保

持滤波方法,通过使卷积神经网络在梯度域上学习图像边缘

保持滤波的处理过程,以及利用输入的彩色原图引导学习梯

度域向像素(彩色)域的彩色图恢复过程,来达到相似度很高

的滤波模拟效果,解决了部分滤波处理出现颜色偏差、梯度反

转等问题,提高了处理效率.

３)通过实验,将以上两种方法和主流滤波方法进行对比,

从主观和客观评价标准的角度分析和验证了以上两种方法的

有效性.

本文第２节简要回顾了边缘保持滤波方法的发展及卷积

神经网络在图像领域的应用;第３节和第４节是本文的主要

工作,分别阐述了基于深度卷积神经网络模型(DCNN)的边

缘保持滤波方法及基于梯度域卷积神经网络(GCNN)的边缘

保持滤波方法;第５节对本文提出的方法进行了实验分析,并

与现有主流滤波算法进行了比较;最后总结全文.

２　相关工作

研究人员在边缘保持的图像平滑处理领域做了大量的工

作,提出了众多边缘保持滤波方法.

２．１　边缘保持滤波

以高斯核函数为基础的双边滤波模型[４Ｇ６]是均值滤波方

法的一种,也是最经典的边缘保持滤波之一,目前已经被广泛

应用于计算机图像和计算机视觉领域,如图像去噪[７]、HDR
压缩[８]、多尺度细节分解[９]和图像抽象[１０]等.与高斯滤波类

似,双边滤波模型的每个位置对应的输出像素值由输入图像

对应位置像素的邻域内像素值的加权和所决定.它们的不同

之处在于:高斯滤波只使用了以像素间欧氏距离为基础的空

间域高斯核函数来计算邻域内各个位置的像素权重,并没有

考虑到邻域内各个像素值之间的数值关系;而双边滤波结合

使用了以像素空间位置为基础的空间域高斯核函数和以像素

亮度差为基础的亮度域高斯核函数来形成邻域内各个像素的

权值信息.双边滤波模型由于兼顾了邻域各个像素的位置信

息和亮度像素,从而实现了图像边缘感知的非线性自适应平

滑操作.

虽然双边滤波在边缘保持问题上取得了比较好的效果,

但是这种滤波方式也有一定的局限性和问题.首先这种滤波

方式会产生梯度反转的伪影问题;同时双边滤波还有效率上

的问题,直接实现这种算法的时间复杂度高,针对这一问题,

Porikli[７]和 Yang等[８]均提出了可以在常数时间内实现双边

滤波的算法.

为了改进双边滤波时间复杂度高、产生梯度反转的伪影

等问题,He等提出了引导图像滤波[１３],与双边滤波不同的

是,引导图像滤波在于引用引导图像进行滤波,参考了引导图

像的结构信息,并且算法的时间复杂度大大降低.

各向异性扩散[１４]也被称为 PＧM 扩散,是基于均值的滤

波方式之一,广泛应用于图像处理和计算机视觉领域中的图

像细节特征保持和去噪问题.各向异性的思想在于,由于图

像边缘往往在梯度值较大的点处,如果扩散方程在梯度值比

较大的区域减速扩散,在梯度值较小的区域加速扩散,那么就

可以在去噪的同时保护图像的边缘细节.基于这种思想,PeＧ

rona和 Malik提出了两种扩散系数方程,也就是有名的 PＧM
方程.

基于最优化的滤波模型有加权最小二乘(WLS)滤波[１]、

L０平滑[５]、相对全变分(RTV)[１１]等,这类方法是针对边缘保

８７２ 计 算 机 科 学 　２０１９年



持的特性提出目标函数和约束条件,然后通过最优化的方式

对方程进行求解得到输出图像,求解的方式有梯度下降等.

２．２　卷积神经网络在图像领域的应用

深度学习在图像处理领域中较早引起人们关注的是图像

识别方向,无论是手写体识别[１６],还是基于深度卷积神经网

络的ImageNet识别[１７],都表明了深度学习在图像识别上的

优势.当然,目前深度学习不仅在图像识别领域取得了成果,

在图像视觉领域也取得了突破性的成果.Dong等[１２]基于

CNN提出的深度卷积网络在图像超分辨率问题上有较好的

解决能力;Xie等[１３]提出的深度神经网络模型在图像去噪和

去水印问题上均取得较好效果;Liu等[１４]提出的基于 CNN
和 RNN的混合神经网络被应用于一系列的低层图像视觉

问题.

３　基于深度卷积神经网络模型(DCNN)的边缘保持

滤波

　　卷积神经网络(CNN)作为神经网络的模型之一,在许多

图像处理问题上都表现出了强大的能力.相对于其他深度神

经网络,CNN在深层网络方面表现出良好的扩展性和灵活

性,而且更加适用于使用 GPU 进行并行编程,提高运行速

度.因此,本文利用卷积神经网络(CNN)良好的扩展性和灵

活性,构建了深度卷积神经网络(DCNN),提出了基于 DCNN
的边缘保持的滤波方法,可以有效拟合多种滤波效果,过程如

图１所示.

图１　基于 DCNN的边缘保持滤波

Fig．１　DCNNＧbasededgeＧpreservingfiltering

残差学习的提出是为了解决神经网络由于学习的深度而

导致的退化问题.残差学习的思想在于利用多层网络拟合一

个残差映射,而不是利用每组少数的几个层的网络直接拟合

出所期望的实际映射关系.用 H(x)表示期望得到的实际映

射,使用堆叠的非线性多层网络拟合另一个映射关系F(x):

H(x)－x,那么实际的映射关系即可表示为F(x)＋x.与一

般的残差网络不同,DCNN 并没有使用多个残差单元,而只

使用了一个残差单元来映射出残差图像.

批规范化是深度学习中的重要处理方式之一,广泛的应

用已经证明了它的有效性和重要性.在深层网络训练时,由

于模型参数不断修改,各层的输入数据的概率分布也不断变

化,因此必须使用较小的学习速率及较好的权重初值,这将导

致网络的训练速度很慢,同时容易出现激活函数饱和而导致

训练困难的现象.批规范化就是通过一定的规范化手段,把

每层神经网络任意神经元的输入数据分布强行拉回到均值为

０、方差为１的标准正态分布,而不是简单的正态分布,从而使

得激活输入值落在非线性函数对输入比较敏感的区域,这样

输入数据的小变化将导致损失函数出现较大的变化,避免了

梯度消失问题,也大大加快了网络的训练速度.

标注输入的彩色图片为y,边缘保持滤波操作为L(y),

L(y)可以是线性的或非线性的、全局的或局部的操作,设其

输出为x;同时标记y与L(y)的差值为r＝y－x.DCNN 网

络的输入是原始图片y,其输出是残差r,而不是边缘保持图

片x.在DCNN中,我们利用残差学习的思想,让输入通过训

练网络得到一个残差映射模型R(y)＝r,然后根据R(y)和y,

就可以得到边缘保持图片x＝y－R(y).

在深度神经网络的训练过程中,使用损失函数来估计模

型的预测值与真实值之间的不一致程度,同时结合迭代策略

对网络的参数进行更新.在 DCNN网络训练的过程中,使用

的损失函数是平方损失函数,表达式为:

C(w)＝ １
２N　∑

N

i＝１
‖R(yi:w)－(yi－xi)‖２ (１)

其中,w 表示神经网络的参数;{(yi,xi)}N
i＝１表示 N 对数据,

其中yi 表示第i个输入图片,xi 表示对应的第i个边缘保持

图片;R(yi:w)表示在参数 w 下的网络得到的残差映射函数

针对输入yi 得到的结果.DCNN 网络就是希望通过大量数

据,迭代更新参数w,最终得到残差映射函数R(y).

图２为本方法构建的深度卷积网络(DCNN)结构.根据

DCNN结构图,首先给定网络的深度为D,网络中有３种类型

的堆叠层.

图２　深度卷积网络结构

Fig．２　Structureofdeepconvolutionalneuralnetwork

Conv＋ReLU 为网络的第一个堆叠层,其主要针对每一

个彩色输入图(３通道)生成６４个特征图.其中Conv使用６４
个３×３×３的滤波器,生成６４个输出特征图,然后使用非线

性激活函数 ReLU对结果进行激活操作.

Conv＋BN＋ReLU是网络的第２~(D－１)层,每个层的

Conv都使用６４个３×３×６４的滤波器对６４个输入特征图进

行卷积,总共得到６４个特征图;Conv和 ReLU 之间使用 BN
层进行批规范化,调整数据的分布;最后使用 ReLU对结果特

征图进行非线性的激活操作.

Conv是网络的最后一层,将６４个输入特征图作为输入,

使用３个３×３×６４的滤波器,生成３个输出特征图,也就是

残差三通道图像.

在DCNN的训练过程中,首先从图片数据集中选取一个

原始图片块y,然后将其作为神经网络的输入,把对应的残差

图片块R(y)作为神经网络的输出,通过反向传播的方式更新

神经网络的参数,最后通过迭代的方式逐步学习到所需的模

型.在通过 DCNN得到的模型求解出边缘保持图片时,只需

要使用输入图像y进行前向传播得到残差图像R(y),通过

x＝y－R(y),便可以得到边缘保持图像x.
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４　基于梯度域卷积神经网络(GCNN)的边缘保持滤波

本文利用卷积神经网络对边缘保持滤波的梯度信息进行

学习,提出基于梯度域卷积神经网络(GCNN)的图像边缘保

持滤波方法,通过模拟联合滤波结构的二重卷积神经网络结

果使梯度图复原成彩色图,使得最终的图像边缘保持平滑效

果,其过程如图３所示.

图３　基于 GCNN的边缘保持滤波

Fig．３　GCNNＧbasededgeＧpreservingfiltering

４．１　基于梯度域的边缘特征提取

对图像滤波器进行近似模拟时,在彩色域直接进行训练

存在着一些问题.

如图４所示,通过绘制图形的一维信号图可以看到,在图

像彩色域上的学习结果存在一些波动,而在梯度域上训练波

动则大幅度削弱.可能的原因是颜色值表示了大量信息,对
于区分边缘和细节的任务来说,很多像素颜色值的绝对信息

是多余的,从而对训练产生了干扰.边缘或是细节的判断取

决于其与相邻像素值的差异,也就是相对信息.

(a)彩色域的训练效果 (b)梯度域的训练效果

图４　梯度域和彩色域的训练效果对比

Fig．４　Trainingeffectcomparisoningradientdomainand

colordomain

本方法采用梯度图作为网络的输入.因为梯度图本身的

一阶差分已经对边缘信息进行了一定的处理和提取,所以可

以摒除颜色本身对滤波结果的影响.

除此之外,因为绝大多数边缘保持滤波器对于同一幅图

像旋转之后得到的滤波结果是相同的,所以对于每张彩色图,

经过旋转翻转再求差分可以得到一组梯度图,全部作为输入.

令这一组图片为I＝{I０,I１,I２,􀆺,Ii},每组共有D 张图片,即

i＝{０,１,􀆺,D－１}.从而使目标变为最小化式(２):

１
D∑

i
{１
２‖FW (∂Ii)－∂L(Ii)‖２} (２)

边缘保持平滑滤波器作为平滑滤波器的一种,在大面积

的区域应该保持平滑,即相邻像素值的差别总体处在一个比

较低的值,也就是差分总体比较小.因此再引入一个约束,得
到式(３):

１
D∑

i
{１
２‖FW (∂Ii)－∂L(Ii)‖２＋λϕ(FW (∂Ii))} (３)

其中,ϕ(z)＝(z２＋ε２)１/２,该惩罚项接近但不等于０,是正则化

权重.

CNN１网络负责训练原图的梯度图到滤波图像的梯度图

的转换过程,其结构如图５所示.

图５　CNN１的结构

Fig．５　StructureofCNN１

梯度信息∂I作为输入,通过第一个核为１６×１６×３的卷

积层得到５１２张特征图,该步骤是对各个局部块进行重新映

射,并且放在向量中.第二个核的卷积层为１×１×２,产生像

素向量的加权平均值,该操作对应的边缘保持滤波的平滑过

程同样得到５１２张特征图.最后一个卷积层采用８×８×３卷

积核,从而获得对图像的重建输出.该操作通过对边缘区域

相邻像素值差的控制,来提升边缘锐度,从而获得与原始图像

相似的边缘保持效果.

４．２　基于引导图的彩色图重建

将图片输入网络时,彩色图已经转化为梯度图,网络训练

得到的模型也用于进行输入原图梯度图和滤波结果梯度图之

间的转换.由于最终的目的是得到图像的彩色图而不是梯度

图,因此下一步工作是将梯度图转化成彩色图.在梯度图到

彩色图的重建过程中,原图作为已知信息进行引导.
已知原图,通过输入图片的垂直和水平方向的梯度,采用

最小化式(４)进行图像重建:

‖S－I‖２＋ψ (４)
其中,ψ＝β{‖∂xS－FW′(∂xI)‖２＋‖∂yS－FW (∂yI)‖２},S
表示最终重建得到的彩色图,‖S－I‖２ 是颜色置信项,用输

入图片引导平滑的图像重建.ψ是损失函数,利用网络模型

得到的梯度结果来引导重建.β是平衡两项损失函数的参

数,这个参数依赖滤波器的种类,可以通过简单的搜索来确定

合适的β.
式(４)的能量方程可以通过稀疏五点拉普拉斯变成最小

化的一个线性系统,例如采用 Xu等[１１]的预处理共轭梯度算

法(PCG)来加速该稀疏线性系统.
本方法采用学习的框架将梯度图恢复成彩色图.梯度图

重建过程可以看作以原图的彩色图为基础,经过滤波的梯度

图包含边缘信息,可以作为引导图,引导原图向滤波图像转

化.该思想类似于联合滤波,Li等提出了一种基于卷积神经
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网络的模型[１５],对目标输入和引导输入分别进行训练,然后

将其合并,在特征提取网络中得到最后的输出.该方法的梯

度图重建任务中,原图是目标图像,而上一个网络模型得到的

梯度结果为引导图,用滤波图像作为标签训练.
引导滤波的网络结构设计,最基本的思路是将目标图

和引导图拼接在一起作为网络的输入,但是实验表明这种

网络效果并不理想.

彩色图重建的网络由以下３部分组成:CNNT,CNNG 和

CNNF.其中,CNNT 和CNNG 分别用来提取目标图及引导

图的特征,然后将提取的特征一起放进CNNF 进行训练,以
得到最终结果.CNNT 和CNNG 被用作非线性特征提取器,
去除局部细节信息.CNNF 作为非线性回归方法将目标图

和引 导 图 的 特 征 映 射 到 最 终 的 结 果 图 像.该 网 络 称 为

CNN２,其结构如图６所示.

图６　CNN２的结构

Fig．６　StructureofCNN２

　　假设目标图是IT,引导图是IG,目标输出是Igt,对于 N
组训练图像样本{IT,IG,Igt}N

i＝１,网络的目标是最小化式(５):

‖Igt－ϕ(IT,IG)‖２
２ (５)

其中,ϕ指代该网络表示的引导滤波算子.式(５)在本质上符

合图像相似度判断的一个重要指数———均方根误差(MSE),

因此CNN２的网络可以输出在相似度上可以得到近似标准

滤波结果的图像.

该方法梯度图重建彩色图的过程中,目标图是彩色图原

图,引导图由３层梯度信息组成,分别是原图水平方向梯度、

CNN１输出的水平方向梯度以及垂直方向梯度,训练的目标

输出是滤波算法得到的标准滤波图.

通过Li等[１６]的实验观察以及之前 Dong等的工作[１２]发

现,对于高层语义任务十分有效的更深的网络结构,其对于底

层图像处理任务的效果并不明显,加深网络并没有使训练效

果得到明显提高.因此本文方法采用两个神经网络模型

(CNN１和 CNN２),其相对于 VGGＧ１６[１６],GoogleNet[１７]等适

用于图像分类的网络结构来说比较浅.基于梯度域的边缘保

持滤波模型网络CNN１只有３个卷积层,梯度图引导彩色图

重建模型网络CNN２同样采用３个卷积层,总体训练只需６
层网络即可完成.这样的网络结构对于提高滤波算法效率更

加适用,网络层数的减少意味着在测试阶段花费的时间也更

短,能够有效提高算法效率.

５　实验结果分析

对于所提出的两种方法,本文进行了大量的实验,主要拟

合多种边缘保持滤波算法,包括但不限于双边滤波(BLF)、基
于加权最小二乘的边缘保持滤波(WLS)、L０平滑等.当然,

本文提出的模型并不只限于这些方法,而是对几乎所有的边

缘保持平滑滤波具有适应性,本文只选择部分有代表性的边

缘保持滤波算法进行实验分析.

５．１　基于DCNN的边缘保持滤波的实验结果分析

从图７可以看出,当网络的深度为５时,DCNN可以较好

地拟合出各种边缘保持滤波算法的效果.

　　　　　 　(a)输入图像 (b)平滑结果 (c)本文结果

图７　边缘保持滤波与 DCNN(深度D＝５)的结果对比

Fig．７　Resultscomparisonbetweenpopularfilteringmethodsand

DCNN (depthD＝５)

由于 DCNN网络的深度变小,其前向传播的速度得到了

提升,表１是在不同分辨率图片下 DCNN 模型运行时间与各

种算法的运行时间的对比.

１８２第９期 石晓红,等:基于卷积网络的边缘保持滤波方法



表１　不同分辨率的彩色图片下各模型的运行时间对比

Table１　Timecostcomparisonofmodelsunderimageswith

differentresolutions
(单位:s)

分辨率 QVGA VGA ７２０P
BLF １．２７ ５．０３ １４．８２
WLS ０．４３ ２．０８ ７．１１
L０ ０．２４ １．１６ ３．８９

本文方法 ０．３２ １．３６ ４．０４

综合图７和表１可以看出,网络深度为５的 DCNN 模型

达到了现有的边缘保持滤波的效果,同时在运行时间,其速度

与L０平滑算法相当,比基于加权最小二乘的边缘保持滤波

(WLS)和双边滤波(BLF)要快得多.
神经网络的收敛速度往往取决于多种因素的影响,为了

使DCNN有较快的收敛速度,在DCNN网络中我们使用了批

规范化的技术,同时激活函数使用了 ReLu.批规范化在加收

网络的收敛速度上有较好的效果,图８是 DCNN 在模拟双边

滤波和L０平滑滤波时各个周期的误差值 (为了突出变化,每
个周期的迭代次数为２００).

(a)DCNN拟合BLF

(b)DCNN拟合 L０平滑

图８　BN对 DCNN迭代训练误差的影响

Fig．８　EffectofbatchnormalizationontrainingerrorofDCNN

从图８中可以看出,在使用了批规范化的技术后,DCNN
在前几个周期的训练中收敛速度明显提高,而且其收敛效果

也比不使用批规范化技术要好.

表１和图８表明,DCNN 可以通过大量的数据训练有效

地拟合出多种边缘保持滤波的效果.本文算法使用了批规范

化和残差学习等新技术,训练速度和收敛速度较快;不用设置

任何图像参数,通过前向传播即可得到效果;可以有效拟合多

种边缘保持滤波的效果;选择较小的网络深度时,模型的运行

时间较短.当然使用神经网络也存在一定的不足,例如,不像

L０平滑算法等边缘保持滤波算法,基于深度学习得到的 DCＧ
NN模型难以扩展到其他领域应用,诸如结构Ｇ纹理分解、细
节增强等;模型的效果依赖于数据集,而数据集难以精确、有
效地制备.

５．２　基于梯度域CNN的边缘保持滤波的实验结果分析

评判图像的相似程度除了通过肉眼对视觉效果进行主观

评判外,还可以采用几种常见的经典图像相似度评判标准,包
括均方误差(MSE)、峰值信噪比(PSNR)、结构相似度指数

(SSIM).

本节将本文方法与 Xu的深度边缘保持滤波方法[１８]进行

对比.实验中采用同样的训练数据量,用２０万张训练集图片

和１万张验证集图片,在CNN１中进行梯度图的训练,全部训

练迭代４０次.在梯度图重建彩色图的步骤中,对于 Xu的深

度边缘保持滤波方法依旧沿用其优化的方法操作,而在本文

方法中,用８万５千张训练集图片和５千张验证数据集图片

进行CNN２的训练,总共迭代１００次.
在测试环节中,使用“柯达真彩数据集”[２５]的２４张图片

对 ５ 种 图 像 滤 波 方 法 进 行 测 试,包 括 滚 动 引 导 滤 波

(RGF)[１９]、L０平滑(L０)[５]、相对全变分 (RTV)[１１]、双边滤波

(BLF)[４]、加 权 最 小 二 乘 滤 波 (WLS)[１].分 别 用 Xu 的 方

法[１１]和本文方法得到的模拟结果与原始滤波算法得到的标

准结果进行对比,计算平均的均方误差(MSE)、峰值信噪比

(PSNR)和结构相似度指数(SSIM),结果如表２所列.

表２　滤波方法模拟结果的相似指数对比

Table２　Similarityevaluationcomparisonoffilteringmethods

方法

对比

评价

指标 RGF[１９] L０[５] RTV[１１] BLF[４] WLS[１]

深度边缘

保持

滤波[１１]

MSE ０．００３６５４ ０．００４６３ ０．００１２５８ ０．００１０２９ ０．００１２０７
PSNR ７３．２８９７６ ７２．１３６７１ ７７．６７７９４ ７８．７００４２ ７７．８００１９
SSIM ０．９３７７２７ ０．９２７１５２ ０．９６７８４４ ０．９７７５２８ ０．９６８１４３

本文

方法

MSE ０．０００２５０ ０．００１０８９ ０．０００３２２ ０．０００１８４ ０．０００３５９
PSNR ８４．７８３５１ ７７．８６６０３ ８３．４１７６９ ８６．１０４３８ ８２．８７４９４
SSIM ０．９８６５７８ ０．９４５３０２ ０．９８３２１６ ０．９９１３４２ ０．９８１０７４

MSE值越小,相似度越高;PSNR 值越大,相似度越高;

SSIM 值越大,相似度也越高.由表２可见,本文方法得到的

边缘保持滤波效果与实际更加接近,在所有的指标上都优于

Xu的方法.
除了在图像相似度指数上的评估外,图９展示了实验中

用到的５种边缘保持平滑滤波方法的模拟效果.

　　　　　 　(a)原图 (b)标准滤波结果 (c)本文方法结果

图９　本文方法与常见滤波方法的结果对比

Fig．９　Resultscomparisonofproposedmethodandcommon

filteringmethods
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在视觉上,本文方法可以保持颜色风格与原图整体一致,
不会在梯度图重建彩色图的过程中出现可能会发生的颜色偏

差、梯度反转等问题.但文本方法仍有不足之处,比如从最后

一栏结果中的天空部分能够看出云彩的痕迹,证明平滑程度

不够好.
表３展示了本文方法与几种图像边缘保持平滑滤波方法

处理“柯达数据集”[２５]得到的平均时间的实验对比结果.

表３　不同方法的滤波处理效率

Table３　Efficiencyofdifferentmethods
(单位:s)

滤波方法 平均时间

WLS[１] ３．２１５６

RTV[１１] ３．０１８８

RGF[１９] ０．８２８１

L０[５] １．９０７７

BLF[４] ２８．８５００

RegCov[２０] １９５．０６３９

SDFilter[２１] ５９．０３２０

LLFＧMatlab[２] ３９７．４９１９
本文方法 ２．２８８２

由表３可见,本文方法在速度上虽然比滚动引导滤波

(RGF)[１９]慢,但仍能够达到与其他图像边缘保持平滑滤波算

法相当的水平,例如对于加权最小二乘方法(WLS)[１]、L０平

滑(L０)[５]和相对全变分(RTV)[１１].另外,本文方法对复杂的

滤波算法具有明显的加速效果,例如双边滤波(BLF)[４]、区域

协方差方法(RegCov)[２０]、联合静态和动态引导滤波(SDFilＧ
ter)[２１]和局部拉普拉斯方法的 Matlab实现(LLFＧMatlab)[２],
本文方法可以达到接近２００倍的加速效果.

结束语　本文结合深度学习,利用卷积神经网络良好的

扩展性和灵活性,构建了深度卷积神经网络(DCNN)模型,提
出了基于 DCNN的边缘保持滤波方法,实现了高效拟合多种

滤波效果.另外,本文还利用卷积神经网络对边缘保持滤波

的梯度信息进行学习,提出基于梯度域卷积神经网络(GCＧ
NN)模型的边缘保持滤波方法,解决了部分滤波处理出现的

颜色偏差、梯度反转等问题,提高了处理效率.但本文提出的

两种方法主要是针对静态图像的显示优化处理,而动态视频

空间上的图像处理有更大的实际应用需求,如何将深度神经

网络与动态视频的显示优化问题联系起来,是一个未来值得

深入研究的课题.

参 考 文 献

[１] FARBMAN Z,FATTAL R,LISCHINSKID．EdgeＧpreserving
decompositionsformultiＧscaletoneanddetailmanipulation[J]．

ACM TransactionsonGraphics(TOG),２００８,２７(３):１Ｇ１０．
[２] PARISS,HASINOFFSW,KAUTZJ．LocalLaplacianfilters:edgeＧ

awareimageprocessing withaLaplacianpyramid [J]．ACM

TransactionsonGraphics(TOG),２０１５,５８(３):８１Ｇ９１．
[３] GASTALESL,OLIVEIRA M M．DomaintransformforedgeＧ

awareimageandvideoprocessing[J]．ACM Transactionson

Graphics(TOG),２０１１,３０(４):ArticleNo．６９．
[４] PARISS,DURANDF．AfastapproximationofthebilateralfilＧ

terusingasignalprocessingapproach[J]．InternationalJournal

ofComputerVision,２００９,８１(１):２４Ｇ５２．
[５] XUL,LUC,XUY,etal．ImagesmoothingviaL０gradientminiＧ

mization[J]．ACM TransactionsonGraphics (TOG),２０１１,

３０(６):１７４．
[６] TOMASIC,MANDUCHIR．BilateralfilteringforgrayandcoＧ

lorimages[C]∥１９９８IEEESixthInternationalConferenceon

ComputerVision(ICCV’９８)．Piscataway,NJ:IEEE,１９９８:８３９Ｇ

８４６．
[７] PORIKLIF．ConstanttimeO (１)bilateralfiltering[C]∥２００８

IEEEConferenceonComputerVisionandPatternRecognition
(CVPR’０８)．Piscataway,NJ:IEEE,２００８:１Ｇ８．

[８] YANGQ,TANK,AHUJA N．RealＧtimeO (１)bilateralfilteＧ

ring[C]∥２００９IEEEConferenceonComputerVisionandPatＧ

ternRecognition(CVPR’０９)．Piscataway,NJ:IEEE,２００９:５５７Ｇ

５６４．
[９] HEK,SUNJ,TANGX．Guidedimagefiltering[C]∥European

ConferenceonComputerVision(ECCV’１０)．New York,NY:

Springer,２０１０:１Ｇ１４．
[１０]PERONAP,MALIKJ．ScaleＧspaceandedgedetectionusinganＧ

isotropicdiffusion[J]．IEEETransactionsonPatternAnalysis

andMachineIntelligence,１９９０,１２(７):６２９Ｇ６３９．
[１１]XUL,YAN Q,XIAY,etal．Structureextractionfromtexture

viarelativetotalvariation[J]．ACM TransactionsonGraphics,

２０１２,３１(６):ArticleNo．１３９．
[１２]DONGC,LOYCC,HEKetal．ImagesuperＧresolutionusing

deepconvolutionalnetworks[J]．IEEETransactionsonPattern

Analysis& MachineIntelligence,２０１６,３８(２):２９５Ｇ３０７．
[１３]XIEJ,XU L,CHEN E．Imagedenoisingandinpainting with

deepneuralnetworks[C]∥２５thInternationalConferenceon

NeuralInformationProcessingSystems．RedHook,NY:Curran

Associates,Inc．,２０１２:３４１Ｇ３４９．
[１４]LIUS,PANJ,YANGM．LearningrecursivefiltersforlowＧlevel

visionviaahybridneuralnetwork[C]∥EuropeanConference

onComputerVision (ECCV’１６)．New York,NY:Springer,

２０１６:５６０Ｇ５７６．
[１５]LIY,HUANGJ,AHUJA N,etal．Deepjointimagefiltering

[C]∥EuropeanConferenceonComputerVision(ECCV’１６)．

NewYork,NY:Springer,２０１６:１５４Ｇ１６９．
[１６]SIMONYANK,ZISSERMAN A．VerydeepconvolutionalnetＧ

worksforlargeＧscaleimagerecognition[C]∥InternationalConＧ

ferenceonLearningRepresentations２０１５(ICLR２０１５)．SanDieＧ

go,CA,２０１５．
[１７]SZEGEDYC,LIU W,JIAY,etal．GoingdeeperwithconvoluＧ

tions[C]∥２０１５IEEEConferenceonComputerVisionandPatＧ

ternRecognition(CVPR’１５)．Piscataway,NJ:IEEE,２０１５:１Ｇ９．
[１８]XUL,RENJ,YANQ,etal．DeepedgeＧawarefilters[C]∥InＧ

ternationalConferenceonMachineLearning．２０１５:１６６９Ｇ１６７８．
[１９]ZHANGQ,SHENX,XULetal．Rollingguidancefilter[C]∥

EuropeanConferenceonComputerVision (ECCV’１４)．New

York,NY:Springer,２０１４:８１５Ｇ８３０．
[２０]KARACANL,ERDEME,ERDEM A．StructureＧpreservingimaＧ

gesmoothingviaregioncovariances[J]．ACM Transactionson

Graphics,２０１３,３２(６):ArticleNo．１７６．
[２１]HAMB,CHO M,PONCEJ．Robustimagefilteringusingjoint

staticanddynamicguidance [C]∥２０１５IEEE Conferenceon

ComputerVisionandPatternRecognition(CVPR’１５)．PiscataＧ

way,NJ:IEEE,２０１５:４８２３Ｇ４８３１．

３８２第９期 石晓红,等:基于卷积网络的边缘保持滤波方法




