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摘　要　交叉口是城市路网的核心和枢纽,合理优化交叉口的信号控制可以极大地提高城市交通体系的运行效率,而

将实时交通信息作为输入并动态调整交通信号灯的相位时间成为了当前研究的重要方向.文中提出了一种基于

D３QN(DoubleDeepQＧLearningNetworkwithDuelingArchitecture)深度强化学习模型的交通信号控制方法,其利用

深度学习网络,结合交通信号控制机构成了一个用于调整交叉口信号控制策略的智能体,然后采用 DTSE(离散交通

状态编码)方法将交叉口的交通状态转换为由车辆的位置和速度信息所组成的二维矩阵,通过深度学习对交通状态特

征进行高层抽象表征,从而实现对交通状态的精确感知.在此基础上,通过强化学习来实现自适应交通信号控制策

略.最后,利用交通微型仿真器SUMO进行仿真实验,以定时控制和感应控制方法作为对照实验,结果表明文中提出

的方法得到了更好的控制效果,因此是可行且有效的.
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Abstract　Theintersectionisthecoreandhuboftheurbanroadnetwork．Reasonableoptimizationofthesignalcontrol
attheintersectioncangreatlyimprovetheoperationalefficiencyoftheurbantransportationsystem．UsingrealＧtime
trafficinformationasinputanddynamicallyadjustingthephasetimeofthetrafficsignalbecomestheimportantdirecＧ
tionofcurrentresearch．ThispaperproposedatrafficsignalcontrolmethodbasedondoubledeepQＧlearningnetwork
withDuelingArchitecture(D３QN)．Thedeeplearningnetworkiscombinedwiththetrafficsignalcontrolmachineto
formanintelligentagentforadjustingthesignalcontrolstrategyoftheintersection．ThentheDTSE (DiscreteTraffic
StateCoding)methodisusedtotransformthetrafficstateoftheintersectionintoatwoＧdimensionalmatrixcomposed
ofthepositionandvelocityinformationofthevehicle．ThenhighＧlevelfeaturesarecapturedbydeepneuralnetwork,

whichmakesaccurateperceptionoftrafficstatecometrue．Onthisbasis,anadaptivetrafficsignalcontrolstrategyisreＧ
alizedthroughreinforcementlearning．Finally,thetrafficmicroＧsimulator(SUMO)isusedforsimulationexperiments,

thetimingcontrolandinductioncontrolmethodsareusedascontrolexperiments．Theresultsshowthattheproposed
methodachievesbettercontroleffectandisthereforefeasibleandeffective．
Keywords　Intelligenttransportation,Reinforcementlearning,Deeplearning,Deepreinforcementlearning,Trafficsignal
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１　引言

随着经济的繁荣发展和城市化进程的推进,城市交通量

猛增,研究并设计智能交通信号控制系统成为了当前交通控

制方法中的重要方向.近来的交通控制系统的目标是通过预

测未来交通系统的状态来提前制定适当的控制方案[１],这一

要求也突出了交通系统智能化的重要性和艰巨性.当前,主
流的交通控制系统有 TRANSYT,SCOOT和SCAT等,这些

控制系统根据道路交通流量、排队长度、车道占有比等传统交

通参数对交通信号灯的配时进行优化.但是,为了进一步提

高控制方法对动态交通流的适应性,人们开始尝试使用许多

先进的控制理论和方法.机器学习作为当前迅速发展的理论

方向,也不断被研究者们引入交通控制领域[２Ｇ３].其中,强化

学习中的 Q学习更是在交通控制领域有着优异的表现,并逐

渐成为一个研究热点[４Ｇ５].

２　相关工作及其存在的问题

在交通动态自适应控制问题上,以往已经有许多的文献

对其进行了研究,但是由于当时计算能力和仿真工具的限制,
早期的工作主要集中于通过模糊控制[６Ｇ７]、线性规划[８]等方法

解决问题.在这些文献中,道路交通环境是通过有限的信息

进行建模的,无法应用于大规模的场景.自２０世纪９０年代

以来,强化学习方法逐渐开始应用于交通信号控制问题中.
强化学习通过学习信号控制动作与交通流变化之间的关系来

隐式地对复杂交通系统动力学进行建模[９Ｇ１２].其中最经典的

Q学习方法就是通过状态动作值函数Qπ(s,a)来反映在交通

状态s下依据某个策略π 执行控制动作a 后的累计回报期

望,即通过Q值衡量在交通状态s下采取动作a的好坏程度.



ElＧTantawy等[１３]总结了１９９７年至２０１０年使用强化学习来

解决交通信号控制问题的方法,当时的强化学习技术仅限于

表格型 Q学习,并且通常只使用线性函数估计Q 值,而且由

于当时强化学习的技术限制,在状态空间定义中往往采用排

队车辆数量[５,１４Ｇ１５]以及交通流量[１６Ｇ１７]等简单类型的数据,然
而交通道路系统的复杂性往往无法通过这些信息得到完整的

呈现,这导致了强化学习无法在交通信号控制中发挥最佳

效果[１８].

随着强化学习[１９]和深度学习[２０Ｇ２２]技术的发展,有学者提

出将它们结合在一起作为深度强化学习[２３]方法来估计Q 值.

Li等[２４]采用了深度强化学习技术中的 DQN 算法对单交叉

口控制问题进行了研究,仿真实验证明,相比于固定配时策

略,Li等提出的基于 DQN 算法的信号控制策略使延时降低

了１４％.然而,文献中依旧采用了排队长度作为交通信号控

制问题中的状态空间,并且在仿真实验中采取了自定义的简

单交叉口模型以及随机的车流量数据,无法证明算法在实际

交叉口的动态交通流中也可以获得同样的控制效果.

基于以上现状,本文提出了一种基于 D３QN 深度强化学

习模型的交通信号控制方法.算法通过多层神经网络来学习

当在一个特定的交通状态下执行一个特定的动作时所隐含的

最高未来奖励值,避免了因状态空间和动作空间较大导致的

“维度灾难”问题;同时,采用 DTSE(离散交通状态编码)方法

定义交通信号控制问题中的状态空间,提升了交通状态表示

的准确度.最后,在仿真实验中采用了实际的交叉口的仿真

模型和车流量,验证了算法在实际交叉口动态交通流中的控

制效果.

３　基于D３QN的交通控制优化方法

在基于强化学习的交通控制方法中,强化学习模型将交

叉口中结合控制算法的交通信号机抽象为一个智能体(aＧ

gent),控制对象为道路交通网络中的交通状态.智能体与被

控对象在闭环系统中不断进行交互,根据实时交通状态信息

(state),选择相应的控制决策(action)并执行;进而跟踪评测

所选择动作的控制效果,以累积奖励值(reward)最大化为目

标,优化信号控制策略,直至收敛到“状态与动作”的最优概率

映射.图１给出了一个交通信号智能体的强化学习标准模型.

图１　交通信号智能体的强化学习标准模型

本文基于典型道路设计了一个多车道的单交叉口模型,

如图２所示.交通信号智能体由基于 D３QN 算法的卷积神

经网络和信号控制机组成,智能体根据当前的交通状态选择

信号调整方案,然后根据执行动作之后产生的新交通状态,得
到一个奖励值,通过这样的迭代训练使智能体以累积奖励值

(reward)最大化为目标,根据不同的交通状态自动寻求最佳

的信号控制策略.这一节将主要讨论如何在交通信号控制问

题中定义强化学习的３个元素:状态空间State、动作空间 AcＧ

tion和奖励值 Reward;同时对 D３QN算法进行介绍.

图２　交叉口模型示意图

３．１　状态空间st

在传统的交通状态定义中,一般会选择车辆排队长度或

每个方向的交通流量,这些参数只能在单一方面对交通状态

进行刻画,同时也会遗漏一些其他交通信息.如果将交通状

态定义为排队长度,那么所有运动中的车辆的信息和静止车

辆的位置信息就被遗漏了;而交通流量则只是描述了过去一

段时间内车辆的通行信息,忽略了当前车辆的信息.因此,本
文采用了 DTSE(离散交通状态编码)方法将交叉口的实时交

通状态转化为不同的元胞(见图３),并将其作为输入状态.
这种方法可以准确地反映交叉口附近的车辆的实时位置和速

度信息,同时也可以用于预测后续的交通状态.因此,它比简

单的车辆排队长度和车流量更准确地描述了当前的交通状态.
在图２中,以路口a为例,将每一条车道距离停车线的一

定距离范围以一定的长度间隔分成多个方格,判断方格内是

否有车,然后以bool值组成一个车辆位置矩阵,若某辆车跨

过两个方格,则选择占用比例较大的.同时,本文根据道路限

速值对车辆速度进行归一化,得到了与位置矩阵相对应的速

度矩阵.归一化公式可表示为:

spdi＝ vi

vmax
(１)

其中,spdi 为车辆i的归一化速度,vi 为车辆i的真实速度,

vmax为道路允许的最大速度.
图３给出了SUMO中的路口模拟车辆与位置矩阵及速

度矩阵的对应关系.
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图３　交通状态的矩阵表示

３．２　动作空间at

智能体获取到当前交叉口的交通状态后,会在动作空间
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中选取一个动作执行.在每个周期结束时,选取最优的动作

对交叉口的相位时间进行优化.
本文将交通信号控制的动作空间设置为{a１,a２,a３,􀆺,

a９}.当i∈[１,４]时,动作ai 表示将相位i的时间减少５s;动
作a５ 表示各相位时间不变;当i∈[６,９]时,动作ai 表示将相

位i的时间增加５s.本文通过这种较小的相位变化间隔,使
相邻两个周期中的相位时间得到平滑的变化.智能体在每个

信号周期结束后选择动作并执行,保存调整后的相位时间,然
后执行下一个信号周期.每个相位时间都有最大绿灯时间

tmax和最小绿灯时间tmin限制,tmin≤ti≤tmax,ti 表示相位i的绿

灯时间.如果某个相位的绿灯时间已经在最大(或最小)的绿

灯时间边界上,那么在动作选择之前,会将对应相位调整动作

的Q值上加一个比较大的负值,从而使这个动作行为在动作

空间中的Q值减小而不会被选中,进而确保这个相位的绿灯

时间不会超出绿灯时间边界.

３．３　奖励值rt

执行动作之后,从交通环境变化中所得到的奖励是对信

号控制决策的评估,并将对下一个信号控制决策产生影响.
在基于强化学习的交通信号控制领域中,有很多类型的奖励

值被提出,比如车流量变化、路口车辆延误的变化等,选择一

个合适的奖励值依赖于交通控制的目标.一个优良的信号控

制策略应该把车辆排队长度的绝对差控制在合理的范围之

内.在四相位单交叉口中,定义车辆排队长度的绝对差为:

r＝min(q１,q２,q３,q４)－max(q１,q２,q３,q４) (２)
本文将排队长度的绝对差设置为 D３QN 算法中的奖励

值,r表示车辆排队的绝对差,qi 表示相位i对应的所有车道

中最大的排队长度.

３．４　动作选择策略

对D３QN网络进行初始化时,智能体预测的动作是随机

的,这种选择策略被称为探索(exploration).随着卷积神经

网络的收敛,可以得到每个动作更准确的Q 值,这时应该逐

渐减少探索量,优先选择Q 值更大的动作,这种选择策略称

为利用(exploitation).在动作的value(价值)方差很大时,过
多的利用可能会导致最终策略陷入局部最优解.为了避免这

样的情况,本文在动作选择策略上采用了εＧgreedy策略,即每

次迭代选择时产生一个随机数,当随机数小于ε时从动作空

间随机选择动作,否则就在神经网络输出的动作值中选择Q
值最大的动作.ε会随着迭代次数衰减,如式(３)所示:

ε＝max(０．０１,１－n
N

) (３)

其中,n是当前迭代数;N 是总迭代数;ε的初始值为１,随着

迭代次数逐渐降低到最小值０．０１.

３．５　D３QN算法

本文中采用了 D３QN算法来解决交通信号控制问题.
在传统的 Q学习方法中,为了训练 Q 值函数,需要每次

Q值函数的输出值以及目标值(targetvalue),而目标值会采

用下一个状态中对应 Q值函数输出的最大动作值来近似,所
以 Q值函数的更新公式可以表示为:

Q(st,at)←Q(st,at)＋α[rt＋γmaxat＋１Q(st＋１,at＋１)－
Q(st,at)] (４)

但是,这样的更新方式容易导致智能体对动作值的过高

期望,产生过估计问题,大大降低了算法的学习性能;又因为

在实际情况中过估计量并非是均匀的,所以值函数的过估计

可能会影响最终的策略决策,从而导致最终的策略并非最优.

因此在 D３QN 算法中,本文利用了两个 DQN 网络对信号控

制策略进行训练,增加了一个用于计算信号控制策略目标Q
值的target网络,通过使target网络进行低频率学习,使它输

出的信号控制策略的目标Q值波动较小,从而避免信号控制

策略训练过程的网络振荡.然后,在每一个训练步中,先通过

主 DQN网络选择最大Q 值的信号控制动作,再获取这个信

号控制动作在targetDQN网络中的Q值,从而使每次选择的

信号控制动作的Q值并非总是最大的Q 值,这样就避免了被

高估的次优信号控制动作价值总是超过最优的信号控制动

作.D３QN中的神经网络(即 Q值函数)对参数θ的更新是通

过梯度下降法计算损失函数的梯度来完成的,损失函数L(θ)

采用均方根误差公式:

L(θ)＝E[(rt＋γQ(st＋１,argmax
a

　Q(st＋１,a;θt);θ－
t )－

Q(st,at;θt))２] (５)

当使用神经网络来近似表示 Q值函数时,强化学习往往

会因为采样数据间的相关性而产生不稳定的学习效果.文献

[２６]中提出了经验回放机制(experiencereplay),通过在经验

池中随机采样打破样本间的相关性并提高数据利用率,但是

这种方式使每个样本都具有相同的采样概率,无法区分样本

的重要性.在 D３QN算法中,本文使用了基于经验优先级的

采样方式,将每个样本的时间差分误差项(TDＧerror)作为评

价优先级的标准.TDＧerror越大,表示这个样本越需要被学

习,可以对这样的样本设置更高的优先级.

本文通过 DTSE方法对交通状态进行定义,为了尽可能

地利用矩阵中的交通状态信息,本文在 D３QN 算法中采用了

一种典型的卷积神经网络作为 Q 函数的逼近器,同时将状

态Ｇ行为对的Q值拆分为两部分进行输出.其中,一部分代表

交通环境状态本身具有的价值V(st),称为 Value;另一部分

则表示动态地通过选择某个信号控制动作额外带来的价值A
(at),称为 Advantage,如果一个动作的 Advantage值是正数,

则意味着该动作所带来的价值比其他动作的平均价值更高.

本文的Q值可以写成:Q(st,at)＝V(st)＋A(at).通过神经

网络分别计算交通环境本身的 Value和选择信号控制动作带

来的 Advantage,从而使 D３QN 算法对得到的信号控制动作

策略的估计更准确.如图４所示,本文将卷积神经网络的结

构设计为三层卷积层加一层全连接层,神经网络的输入为大

小为L∗W∗２的车辆位置矩阵,L 和 W 分别表示状态矩阵

的长度和宽度,２表示车辆位置信息和车速这两个特征值.

输出层为交通环境本身的 Value值和选择信号控制动作带来

的 Advantage值,最终通过这两个值得到在当前状态下动作

空间中９个动作的Q值.

图４　D３QN算法中卷积神经网络的结构

因此,基于 D３QN 的交通控制算法的流程可以描述为:

首先,初始化算法参数,从仿真软件中获取当前的交通状态,

将状态输入到主神经网络中,根据神经网络输出的动作Q 值

在动作集合中以εＧgreedy策略选择动作a;然后,将当前交通
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状态和动作以及下一个时间步的交通状态和奖励值作为一个

四元组‹s,a,r,s′›储存在经验回放池中.通过经验优先级排

序在经验回放池中随机选取小批量的数据,用它们来更新主

神经网络的参数.同时对目标网络进行低频率的更新,以增

加强化学习的稳定性.通过这种方式,使主神经网络的输出

值近似于目标Q值,然后可以通过选择具有最大Q 值的动作

来获得最优信号控制策略.
基于 D３QN 的交通信号控制算法的伪代 码 如 算 法 １

所示.
算法１　基于 D３QN的交通信号控制算法

输入:经验回放池 M,批度大小B,预训练步数P,参数ε,折扣系数γ,

学习率α,训练总步数 T
初始化神经网络 mainQN,targetQN;交叉口环境参数和动作集合 A;

训练步数i＝０
从初始化交叉口环境中得到交通状态s

whilei≤Tdo

　　根据εＧgreedy策略选择动作a

　　执行动作a,得到奖励值r和新的交通状态s′

　　将四元组‹s,a,r,s′›添加至经验回放池 M

　　定义当前交通状态s＝s′

　　　i＝i＋１

　　　if|M|＞Bandi＞Pthen

　　　　从经验回放池 M 中依据优先级获取数量为B的经验

计算损失函数L(θ)

根据损失函数,通过梯度下降法更新 mainQN的网络参数

以较低的更新速率更新targetQN的网络参数

更新经验回放池 M 的优先级

更新参数ε的值

　　　endif

４　仿真实验设计及实验结果分析

４．１　仿真实验设计

仿真实验采用 SUMO 交通仿真平台.SUMO(SimulaＧ
tionofUrbanMObility)是一个开源、微观、时间离散、道路空

间连续的交通仿真软件,它的主要功能有路网构建、需求建

模、交通仿真和交通管理等.本文主要采用交通仿真中的

Traci(TrafficControlInterface)模块,通过 Python语言实现

与SUMO的在线交互,获取实时的交通状态,并执行调节信

号的控制动作.
本文采用了杭州市的市中心路和山阴路交叉口作为单交

叉口的交通仿真场景,如图３所示,车辆驶入点与交叉口停车

线的距离为６００m,车辆长度为４m,车辆间的最小距离为２m,
最大速度为１３．８９m/s.为了尽可能实现对真实交通情况的

仿真,实验中的路口流量也采用了杭州市山阴路和市中心路

交叉口在２０１８年７月２２号流量高峰期的数据,数据采样间

隔为５min.为了避免各个方向的交通拥堵并确保交通安全,
设计了４个绿灯信号相位,初始相位顺序为[相位１:南北直

行绿灯,相位２:南北左转绿灯,相位３:东西直行绿灯,相位

４:东西左转绿灯],在每个绿灯相位结束后还会有一个３s的

黄灯(包含全红)过渡相位,用于清空还未驶出交叉口的车辆.
本文将流量数据按SUMO仿真软件的配置文件形式进行转

化,同时在路网配置中对每个车道都设置了传感器来获取车

辆信息.
对于 D３QN算法的初始参数,本文的设置如表１所列.

表１　D３QN算法在单交叉口的实验参数设置

参数 值

经验回放单元大小 ２５００
学习率(α) ０．０００１

批度大小(batch_size) ６４
折扣系数(γ) ０．９９

目标网络更新速率(tua) ０．００１
状态矩阵大小 ６０∗６０
动作空间大小 ９

迭代回合数(episode) ２００
仿真周期数 １００００

４．２　仿真实验结果分析

本文在交通环境参数与神经网络参数初始化相同的前提

下,同步进行了１０次仿真实验,在１０次仿真实验中记录每个

迭代回合的奖励值数据以及每个迭代回合中的平均排队长度

数据,这里每个迭代回合的平均排队长度数据是通过记录该

迭代回合中每个信号周期结束时交叉口中的排队车辆总数,
然后对所有周期的排队车辆总数取平均值获得的.对这些数

据进行处理之后,可以得到基于 D３QN 的信号控制方法的仿

真结果.
每次仿真实验的训练回合数均为２００,对应每个回合,将

１０次实验得到的数据分别用不同颜色的散点进行绘制,然后

分别对每个训练回合中１０次实验的数据求平均,得到了图５
和图６散点图以及平均值曲线(黑色实线).同时对每个回合

的１０次实验数据求标准差,根据标准差得到了数据的离散区

间(灰色区域).从图５和图６中可以看到,由于智能体的探

索策略,它在训练初期选择的随机动作可能是不合理的,因此

交叉口的平均排队长度较大,平均奖励值较低.随着训练回

合的增加,智能体逐渐增加利用(exploitation)策略,神经网络

也开始收敛,交叉口的平均排队长度逐渐减小,平均奖励值也

呈现上升趋势.最后,平均排队长度比训练初始阶段降低了

３２％,平均奖励值比初始阶段提升了７５％,而且从平均奖励

值的标准差数据中可以看出,随着训练回合数的增加,平均奖

励值的离散程度逐渐降低,说明算法在训练后期有较好的收

敛性和稳定性.

图５　D３QN算法下的平均排队长度与训练回合

图６　D３QN算法下的平均奖励值与训练回合

作为对比,本文加入了定时控制和感应控制的仿真实验,
在相同的交通环境参数和仿真时间下计算交叉口的平均排队
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长度,得到了如表２所列的对比结果.D３QN 算法得到的平

均排队长度比定时控制方法得到的平均排队长度减小了

２１．１％,对比感应控制降低了１３．１％.这表示 D３QN算法在

交通信号控制上得到的效果明显优于定时控制以及感应控制

方法.

表２　不同控制方式下的交叉口排队长度

控制方式 交叉口平均排队长度/辆

定时控制 ４０．３４
感应控制 ３６．６３
D３QN ３１．８３

结束语　本文提出了一种基于 D３QN 算法的信号控制

方法,并采用实际交叉口模型和流量数据进行仿真实验.实

验结果表明,与定时控制和感应控制相比,D３QN算法可以得

到更好的效果.我们可以从以下几个方面考虑未来的研究工

作:(１)改进信号控制动作的设计,本文的研究只考虑了信号

相位的时间调整,我们认为如果智能体可以根据当前交通状

态设计合理的信号相位以及时间,则可以使信号控制更加灵

活,得到更好的控制效果;(２)本文的研究只是关于单交叉口

的信号控制策略,我们需要关注两个交叉口甚至多个交叉口

的信号控制方法,这就需要考虑多个智能体之间的相互合作

和沟通.

随着云计算及人工智能技术的不断发展,强化学习朝着

更加高效、收敛更快、擅长处理复杂情形以及多智能体的方向

发展.基于强化学习的交通信号控制方法也会不断走向成

熟,最终落地并解决社会实际问题.
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